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INTRODUCCIÓN 

 

Con el paso del tiempo los sistemas biométricos han evolucionado más debido a el 
avance de la tecnología que hace posible que estos softwares sean más robustos y 
satisfactorios para los usuarios, sin embargo también la necesidad de las personas 
de utilizar sistemas de verificación cada vez más robustos y confiables ha provocado 
dentro del área de la inteligencia artificial que surjan algoritmos cada vez de mayor 
precisión, velocidad, seguridad, etc., esto ha hecho que conforme al tiempo se amplie 
el campo de investigación y desarrollo de estos sistemas para crear soluciones, 
algunos de estos sistemas están enfocados al reconocimiento facial, otros al 
reconocimiento dactilar, voz, iris, etc., que mejoran y crean una mayor confiabilidad 
frente a los métodos tradicionales de verificacion como lo es la firma, preguntas 
frecuentes, un NIP, imitar una frase clave y burlar un sistema de seguridad, etc.  

Uno de lo mayores problemas que se han presentado en el área de forense es en el 
reconocimiento del hablante, debido a que cualquiera está expuesto a recibir una 
llamada de extorsión donde se podría aprovechar para grabar la llamada y extraer la 
voz del extorsionador, o bien también el caso donde se presenten pruebas de 
grabacion en un juicio donde se podría comprobar si una persona es dueña o no del 
contenido de la grabación, en éstas y más situaciones es donde se podría brindar 
soluciones para el área de reconocmiento del hablante que ayudarían a acelerar algun 
proceso juridico brindando una mayor confiabilidad atacando toda la variabilidad 
presente en las voces que hace difícil que un oido humano logre analizar y evaluar. 

Es por esta razón que en esta tesis se pretende desarrollar un sistema de 
reconocimiento del hablante, donde el interés no es saber qué se pronuncia sino quién 
es el que habla. Para esto hoy en día existen una gran variedad de métodos para 
crear un sistema de reconocimiento del hablante, tales como las redes neuronales, 
modelos de mezclas gaussianas, i-vectors, etc., para este trabajo se desarrollará el 
sistema usando el método de i-vectors el cual es considerada una de las tecnicas del 
estado del arte recientemente creada en la decada del 2010 con el fin de analizar toda 
la variabilidad no deseada en una señal de voz, además logrando trabajar con 
pequeños segmentos de duración dentro un vector caracteristico haciendo que sea 
más rapido y eficiente frente a su antecesor del modelo de mezclas gaussianas y 
estando a la par frente algunas arquitecturas de redes neuronales. 

 

JUSTIFICACIÓN 

Con la tecnología de hoy en día se puede crear un sistema de reconocimiento del 
hablante capaz de reconocer con escasos segundos de grabación a una persona sin 
importar la variablidad encontrada tanto en la voz como en canal, sin tomar tampoco 
en cuenta si la fuente viene de un celular, teléfono fijo o teléfono público, trayendo 
beneficios al área forense donde es de gran importancia contar con sistemas 
confiables, precisos y actuales, pertenecientes al estado del arte que por supuesto 
mejoren a los métodos anteriores. 



OBJETIVO GENERAL 

Esta tesis tiene como objetivo hacer un sistema de reconocimiento del hablante 
basado en i-vectors junto con PLDA, las cuales son cosideradas técnicas del estado 
del arte. PLDA ayudará para la evaluación y para la reducción de la dimensión de los 
vectores, la combinación de estas técnicas según los autores prometen ser más 
precisas a la hora de trabajar con señales de voz de poca duración frente a una 
verificación de duración variable, para verificar esto se comparará el desempeño de 
i-vectors frente a su antecesor GMM, realizando distintas metodos de evaluacion, 
como i-vectors con distancia coseno, con PLDA y PLDA con reducción de la 
dimensión. El sistema a desarrollar en está tesis está pensado para trabajar con el 
español de la Ciudad de México utilizando para la etapa de entrenamiento y 
verificación el “Corpus Valquiria”, el cuál fue diseñado y creado por el “laboratorio de 
tecnologías del lenguaje” de la Facultad de Ingeniería y el grupo de ingeniería 
lingüística durante los años 2015 y 2016 y que cuenta con las grabaciones de 
hombres y mujeres originadas desde un teléfono público, fijo y de celular, por cual 
contiene un ambiente real para el desarrollo y comparación del sistema a desarrollar 
en esta tesis.  

 

HIPÓTESIS 

La combinación de i-vectors y PLDA para hacer el reconocimiento del hablante 
mostrará mejores resultados frente a su antecesor GMM y se espera mejor aún que 
el agregar una reducción de dimension a los vectores se presente un mejor 
desempeño frente a los otros métodos de evaluación de i-vectors y claro frente al 
sistema GMM debido principalmente a dos razones, la primera es que se trabajará 
con segmentos de voz de poca duración lo cual hace difícil contar con poca 
información de la voz de una persona y la segunda ligada a la primera es no contar 
con una base de datos más amplia en grabaciones. 
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Capítulo 1. Estado 

del Arte 
 

La investigación y desarrollo sobre el área de reconocimiento del hablante ha 

mostrado grandes resultados con el avance del tiempo. Es importante mencionar que 

la evolución de la tecnología ha ayudado mucho a estos sistemas a mejorar en su 

manera de ser entrenados y en los distintos métodos para reconocer la voz de las 

personas. Acerca de estos avances que han existido en las últimas décadas, se 

mencionarán solo algunos de ellos con sus aportaciones más importantes que han 

logrado que se mejoren estos sistemas dando paso a crear y/o mejorar métodos de 

reconocimiento llegando hasta a i-vector el cual es considerado un método del estado 

del arte de esta última década y es el que se desarrollará dentro de esta tesis. 

 

La investigación sobre el reconocimiento del hablante abarca alrededor de 5 décadas, 

con el objetivo de crear máquinas que puedan comunicarse con las personas de una 

manera natural, sin importar las condiciones en las que se requiera que esta máquina 

deba hablar, tal y como lo hacen los seres humanos. 
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1.1 Década de los 60 

 

Empezando por la década de los 60 a los 70. Para el año de 1963 Pruzansky en los 

Laboratorios Bell fue uno de los primeros en iniciar la investigación para el desarrollo 

de un sistema de reconocimiento del hablante, usando bancos de filtros y 

correlacionando dos espectrogramas digitales para ver su similitud [1].  

 

La función que tenían estos bancos de filtros era que separaban la señal entrada en 

múltiples componentes, donde cada componentes llevaba una solo frecuencia de sub-

banda de la señal original, a este proceso de descomposición también se le llama 

análisis, que nos da como salida una señal de sub-banda con tantas sub-bandas, ya 

que hay filtros en dicho banco [2,6], posteriormente a esta señal filtrada se le aplicaba 

la transformada de Fourier para poder representar su espectrograma y ver la 

evolución de la señal a través del tiempo, una vez hecho esto se hacía la correlación 

entre dos espectrogramas y obtener su similitud para determinar quién es la persona. 

 

Para 1964  Doddigton en Texas Instrument (TI) hizo la misma implementación de 

Prouzansky en los Laboratorios Bell, pero en su experimento él reemplazó los bancos 

de filtros por análisis de formantes [3], ya que en un formante se demostró que está 

la mayor intensidad de energía en el espectro de un sonido que se da en una 

determinada frecuencia, técnicamente los formantes son bandas de frecuencia donde 

se concentra la mayor parte de la energía sonora de un sonido, para posteriormente 

hacer la evaluación. 

 

Más tarde, Texas Instruments systems (TI) construyó el primer sistema automatizado 

de verificación del hablante, este sistema se construyó de un conjunto de 16 palabras 

monosilábicas y para la prueba se utilizaban expresiones aleatorias formadas de 4 

palabras, este sistema utilizaba bancos de filtros para poder hacer el análisis espectral 

de la señal, que era la oración formada de todas las posibles combinaciones. Se 

realizaron millones de pruebas durante un período de 6 años para cientos de 

hablantes [3]. 

 

 

 

 

 

 

 

 

https://es.wikipedia.org/wiki/Espectro_de_frecuencias
https://es.wikipedia.org/wiki/Fono
https://es.wikipedia.org/wiki/Frecuencia
https://es.wikipedia.org/wiki/Sonido
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1.2 Década de los 70 

 

Para la década de los 70 fue donde surgió uno de más grandes problemas que ha 

existido en el reconocimiento de una persona y que actualmente sigue siendo, que 

son las variaciones del intra-hablante, para esto, Furui fue uno de los principales 

investigadores que se dieron a la tarea de analizar este problema a inicios de la 

década de los sesenta y crear una solución. En 1975 Furui en los laboratorios Bell 

[28] propone utilizar una nueva técnica para mejorar la robustez del sistema contra 

las distorsiones que puede haber en una llamada telefónica, propone utilizar la 

combinación de coeficientes cepstral. Estos coeficientes a final de cuentas son 

números que nos dan una representación valiosa del tracto vocal de la voz, dando 

solo la parte más representativa de la señal de interés, los cuales se convirtieron 

importantes no solo para sistemas de reconocimiento del hablante sino también para 

sistemas de reconocedores de voz [5]. Se hablará de estos coeficientes más a detalle 

a lo largo de esta tesis.  

 

Para continuar con los siguientes avances que surgieron en las décadas posteriores 

es necesario definir dos enfoques muy importantes para el entendimiento de estos 

nuevos sistemas que surgieron en las siguientes décadas, ya que muchos de estos 

métodos fueron orientados a utilizar estos dos enfoques para resolver problemas que 

se presentaban en el reconocimiento de hablante, y son conocidos como: métodos 

dependientes del texto y métodos independientes del texto. 

 

En el primer enfoque llamado métodos dependientes del texto, lo que se busca es 

que cada hablante de nuestro conjunto total a identificar grabe o nos proporcionen 

ciertas palabras claves u oraciones que posteriormente van a ser utilizadas para el 

entrenamiento del sistema. Estas frases que deben ser de corta duración, fáciles, 

sencillas y claras de pronunciar por los participantes para que ellos las graben, o bien, 

que ellos mismos proporcionen las palabras que ellos quieren grabar. Ahora bien, las 

mismas palabras que los hablantes han proporcionado deben de ser las mismas 

palabras utilizadas para el reconocimiento. Estos métodos generalmente se basa en 

técnicas de “template-matching”  (técnicas de coincidencia de etiqueta), las cuales 

consisten en que los ejes de tiempo de una muestra de voz de entrada y cada modelo 

de referencia de los hablantes estén alineados, y la similitud entre ellos se acumula 

desde el principio hasta el final de la expresión [3], este tipo de enfoque puede ser 

muy bien utilizado para explotar la individualidad de la voz  asociada con cada fonema 

o sílaba. En general este tipo de técnica alcanza un funcionamiento de rendimiento 

más alto de reconocimiento que los métodos independientes del texto, pero éste 

resulta no ser muy real, ya que no es aplicable a muchos casos de la vida real debido 

a la falta de confiabilidad que se puede presentar si otra persona reproduce la voz 

grabada de alguna persona dentro de la base de datos, por lo cual surge el siguiente 

enfoque llamado métodos independientes del texto. 
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Éste segundo enfoque surge debido a la escasez de aplicaciones en las que los 

métodos dependientes de texto no dan un buen desempeño y no son muy eficientes 

en áreas como lo forense y de vigilancia en los que se no pueden utilizar palabras 

claves predeterminadas debido a que una persona podría no ser detectada 

correctamente o bien, poder burlar muy fácilmente el sistema. Es por esto que se nace 

este enfoque, para hacer más robustos los sistemas de reconocimiento.  

 

Los métodos independientes de texto, buscan ser una técnica similar a como 

reconoce el ser humano a una persona, ya que el ser humano es capaz de reconocer 

a una persona sin importar las palabras y expresiones que ésta pueda decir; por lo 

tanto el método independiente del texto ha tenido recientemente una atención mayor 

para aplicaciones de reconocimiento del hablante.  

 

Otra ventaja de los métodos independientes del texto es que son secuenciales, esto 

quiere decir, que hasta que se alcance el nivel significativo deseado se reconocerá a 

la persona sin la necesidad de que el hablante tenga que repetir las palabras claves 

una y otra vez. En estos sistemas las palabras u oraciones no pueden ser predecidas 

por el sistema de reconocimiento, dado que es imposible modelar o coincidir los 

eventos de voz en el nivel de palabras u oraciones.  

 

Con estos dos enfoques para poder reconocer al hablante se mejoraron los sistemas 

y los objetivos, pero también a la par los métodos para implementar estos enfoques. 

Esto logró una mayor robustez en los sistemas para tener una mejor precisión en los 

resultados, por lo tanto, se crearon métodos más eficientes para poder calcular 

vectores que nos puedan representar cada vez mejor la voz de una persona. 
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1.3 Década de los 80 

 

En la década de 1980 se utiliza una técnica de reconocimiento del hablante 

dependiente de texto basado en Modelos Ocultos de Márkov (MOM)[28], debido a 

que los MOM no solo eran buenos para el reconocimiento de voz sino también para 

el hablante ya que se puede modelar eficientemente la variación estadística espectral 

que existe en la voz de una persona, estos modelos siguen siendo un gran apoyo 

para crear sistemas de reconocedores de voz y del hablante, ya que es un proceso 

por el cual se observa el comportamiento del sistema de manera indirecta donde los 

estados del mismo permanecen ocultos para el observador, de ahí su nombre de 

Modelo Oculto de Márkov. En este modelo nos dice que la probabilidad de la 

transición de un estado a otro solo depende del estado actual y no de los estados 

anteriores. 

 

El principal objetivo de este método es el de establecer un modelo del habla el cual 

se pueda obtener de pequeñas cantidades de información de la voz y así obtener 

modelos para cada palabra individual incluido el silencio, de tal manera que estos 

modelos se combinan en una secuencia de estados donde cada estado puede ser 

una palabra o un silencio, de esta forma se podría generar una oración dada una 

gramática previa. Del mismo modo se puede hacer un modelo para un hablante dada 

expresiones de su voz y en la etapa de evaluación lo que se buscará es reconocer la 

voz de la persona analizando su modelo y sus patrones de pronunciación. Estos 

patrones que se almacenan son sus expresiones de voz las cuales puede contener 

diferentes palabras, tomando en cuenta también el patrón de silencio para que el 

modelo sea más satisfactorio. En la figura 1 se muestra un modelo oculto de markov 

típico de izquierda a derecha en el que la probabilidad de pasar al siguiente estado 

depende del estado actual y no del anterior. 

 

 

 
Figura 1. Modelo Oculto de Markov de izquierda a derecha [4]. 

 

 

Posteriormente en 1987 se crea otra técnica para el reconocimiento del hablante pero 

ahora para el método independiente del texto basado en Cuantización Vectorial 

(CV)[28] apoyándose en los MOM, esta técnica a diferencia de la primera es que dado 
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un conjunto de vectores de características de entrenamiento de corto tiempo de un 

hablante. Estos se pueden comprimir o reducir, para poder obtener solo algunos 

cuantos vectores que nos puedan representar al hablante de una manera más 

efectiva. El método basado CV trajo una gran ventaja sobre el sistema anterior, 

principalmente en el ahorro de memoria para los datos a guardar y por lo tanto 

también ahorra tiempo de procesamiento de los datos.  

 

El método de CV realiza una etiqueta que corresponde a un vector código para cada 

muestra de la señal y mediante un algoritmo de entrenamiento se obtiene un vector 

final que representará a dicha palabra o fonema y la almacenará en un diccionario 

llamado “Libro de códigos”. Para cada conjunto de vectores característicos de 

entrenamiento de cada hablante y en la etapa del reconocimiento una expresión de 

entrada pasa por el mismo trato por el que se obtuvieron los vectores de 

entrenamiento, en la etapa de reconocimiento una vez que se obtiene un vector 

cuantificado se clasificará para saber a qué etiqueta corresponde, y se determine, de 

esta manera, a qué persona hace referencia. La distorsión acumulada puede llegar a 

ser esencial sobre toda una expresión de entrada en un sistema de CV y ser usada 

para hacer la determinación del reconocimiento [3], ver figura 2. 

 

 

 
Figura 2. Modelo de un sistema de reconocimiento del hablante basado en Cuantización Vectorial [3]. 

 

Por otra parte, durante esta misma década de los 80 Poritz [9] propuso usar un MOM 

ergódico, esto quiero decir que todas las posibles transiciones entre los estados están 

permitidas con la finalidad de agilizar y robustecer las arquitecturas de los MOM 

tradicionales, véase figura 3. 

  

Fue a inicios de la década de los 90 cuando Tishby [10] expandió la idea de Poritz’s 

usando un MOM autorregresivo ergódico de 8 estados representado por funciones de 

densidad de probabilidad continua con 2 a 8 componentes de mezclas guassianas 

por estado el cual tuvo un espectro más alto resolución que el modelo de Poritz. La 

diferencia que radica entre un MOM de izquierda a derecha como el de la figura 1 y 

en un MOM ergódico es que en un modelo ergódico cada estado del modelo puede 

ser alcanzado en un sólo paso desde cualquier otro estado del modelo. 

Posteriormente, Rose en [11] propuso utilizar un MOM de un solo estado, que ahora 

se llama Modelo de Mezcla Gaussiana (GMM, de Gaussian Mixture Model), como un 

modelo paramétrico robusto. 
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1.4 Década de los 90 

 

La búsqueda por hacer más robustos los sistemas de reconocimiento del hablante se 

convertía en un tema de suma importancia. A inicios de esta década, Matsui en [12,28] 

compara los métodos basados en CV con los basados en MOM desde un punto de 

vista de robustez contra las variaciones de los enunciados y encontró que los métodos 

de MOM continuos ergódicos son más rápidos que los discretos o los MOM de 

izquierda a derecha y que los modelos continuos son tan robustos como los basados 

en CV cuando los datos de entrenamiento son suficientes y están disponibles. 

 

Además, investigaron las tasas de identificación del hablante usando los MOM 

continuos como una función del número de estados y transiciones.  

 

Por otro lado demostró que las tasas de reconocimiento del hablante estaban 

fuertemente correlacionadas con el número total de mezclas, independientemente del 

número de estados. Esto significa que el uso de información sobre las transiciones 

entre diferentes estados no es efectivo para el reconocimiento del hablante 

independiente del texto y, por lo tanto, GMM logra casi el mismo rendimiento que el 

MOM ergódico de múltiples estados 

 

 
Figura 3. Modelo Oculto de Márkov ergódico [4] 

 

En 1993 Matsui propone un método llamado Método de texto solicitado en que las 

oraciones claves cambian por completo cada vez que se usa el sistema [7]. El sistema 

acepta a la persona registrada solo si esta persona pronunciaba a la oración dada por 

el sistema. Este método presentó mejoras significativas en el reconocimiento del 

hablante las cuales consistían en que un impostor no puede saber de antemano qué 

expresión se le pedirá decir. Por lo tanto, si el impostor llegaba con una grabación de 

alguna persona registrada que dijera alguna palabra clave u oración, no iba a 

funcionar contra este método y, debido a que el vocabulario es ilimitado los impostores 

no podían saber de antemano la oración o palabra que usarían. 
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También el sistema puede rechazar una expresión cuyo texto no es idéntico al texto 

solicitado incluso aun si este es emitido por una persona que está registrada. De esta 

manera una voz grabada y reproducida podía ser rechazada. 

 

Para esta década también se implementó técnicas de Normalización de Puntuación 

para reducir las probabilidades que el sistema arrojaba, ya sean probabilidades más 

cercanas a cero o más cercanas a uno. Esto ayudó mucho a los sistemas de 

reconocimiento debido a que se presentaron muchas variaciones de los valores de 

probabilidad. Esto era debido por las variaciones que una misma persona presentaba 

en su voz, ya que es casi imposible que una persona reprodujera una palabra u 

oración exactamente igual, por lo que también se crearon técnicas de probabilidad a 

posteriori (likelihood rate) [8] para reducir el costo computacional, y hacer 

predicciones más precisas sobre quién puede ser la persona que habla. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



 
15 

1.5 Década del 2000 

 

Para la década 2000 nuevas técnicas de normalización fueron implementadas: 

Znorm, Hnorm, Tnorm, Htnorm, Cnorm y Dnorm, [28] con el fin de mejorar el 

desempeño de un sistema cuando se va a entrenar y se empieza además a realizar 

pruebas con diferentes micrófonos tanto para la fase de entrenamiento como para la 

fase prueba. 

 

Dentro de lo sucedido durante esta década para el área de procesamiento de voz se 

mencionará solamente a GMM, ya que esté método será la base para el desarrollo 

del objetivo de esta tesis.  

 

Reynolds, fue quien desarrolló un sistema de reconocimiento del hablante que 

actualmente es de lo más utilizados e implementados para hacer esta tarea y dicho 

sistema hace uso de la variación de modelos de mezclas Gaussianas. Agregándole 

dichas variaciones se le conoce al sistema como Gaussian Mixture Model-Universal 

Background Model (GMM-UBM) haciendo uso de la normalización Hnorm [13] que 

mejora el desempeño del sistema cuando se entrena y se realizan las pruebas con 

diferentes micrófonos.  

 

Hablar de GMM-UBM es de suma importancia en esta tesis porque es el sistema base 

para el cual se va a implementar la técnica i-vectors y contra el cual se comparará en 

la etapa de experimentos. GMM es un sistema de verificación del hablante, cuyo 

objetivo es el de determinar la similitud que existe entre dos modelos dados. El primer 

modelo es el modelo de entrada, es decir, se da una oración o expresión y se crea su 

modelo que lo va a representar durante la fase de verificación. El segundo modelo es 

nuestro hablante que se toma como hipótesis y del cuál pensamos que es él mismo 

el que ha pronunciado el modelo de prueba. Una vez calculados estos dos modelos 

se comparará contra un umbral establecido para determinar si se trata o no de la 

misma persona. Si el resultado es mayor al umbral, se acepta, de lo contrario, se 

rechaza. 

 

Para este sistema de GMM se utilizan matrices diagonales de covarianza en lugar de 

matrices completas porque se demostró en [13] que pueden alcanzar el mismo nivel 

de desempeño y son más eficientes computacionalmente. 
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1.6 Década del 2010 

 

A inicios de esta década se crea una nueva técnica para los sistemas de 

reconocimiento del hablante, y que será además la técnica sobre la que se emplee 

en el desarrollo de esta tesis. Se trata del tema central, llamada i-vector, y fue 

propuesta por Dehak [22]. Esta técnica surgió debido a los problemas que se 

presentan al trabajar con grandes dimensiones de datos de entrenamiento. Además, 

debido a los problemas que ya no solo se presentan en la variabilidad de una persona 

sino también ahora en la variabilidad del canal, que es el medio en el que se graba la 

voz de una persona. 

 

I-vector es una técnica que considera perteneciente al state of the art (Estado del 

arte), ya que en ella se basan y se recopila todos los conocimeintos sobre este tema 

de reconocimiento del hablante para dar inicio a una nueva técnica que mejore a los 

sistemas anteriores y actuales. La manera en la que trabaja i-vectors y por la cual es 

que fue elegida a implementar en esta tesis es por las razones siguientes: 

 

- Define un solo espacio que contiene la variabilidad de una persona y del medio 

en que se obtiene su voz, llamado Espacio de Variabilidad Total. 

 

- Trabaja con la reducción de la dimensionalidad de los datos, esto genera 

grandes ventajas al utilizar muchos datos de entrenamiento. 

 

- Define un tamaño de vector igual para todos sin importar la duración de cada 

expresión. 

 

- La misma importancia que le da a expresiones largas se la da a las expresiones 

cortas 

 

- Utiliza el enfoque de Método de Texto Independiente. 

 

- Considerada una técnica más en el Estado del Arte. 

 

- El utilizar esta técnica da pie a crear nuevos sistemas que mejoren al actual. 

 

- Actualmente es una técnica poco desarrollada e implementada, en la UNAM. 

 

En el capítulo 4 se habla a detalle de cómo trabaja i-vector, la manera en que procesa 

una expresión de voz y los algoritmos que utiliza para su implementación. 
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Capítulo 2. 

Reconocimiento del 

hablante como parte 

de un sistema 

biométrico 
 

 

El objetivo de esta tesis es desarrollar un sistema de verificación del hablante usando 

la técnica de i-vectors con PLDA. Este sistema de verificación también se clasifica 

como un sistema de reconocimiento biométrico de voz. A continuación, se explicará 

qué es un sistema biométrico y por qué su implementación con voz trae consigo 

grandes beneficios, poniendo solo como ejemplo uno de ellos, su aplicación al área 

forense. 

 

Un sistema de reconocimiento biométrico se basa en algunas características 

biológicas o de comportamiento de una persona que sea totalmente único e 

inigualable en otra persona, es decir, que sea univoco.  

 

Las características biométricas empleadas deben tener las siguientes propiedades: 

 

- Universalidad: todos los individuos las tienen 

- Singularidad o univocidad: distinguen a cada individuo 

- Permanencia en el tiempo y en distintas condiciones ambientales 

- Medibles de forma cuantitativa 

 

Y las tecnologías para medir estas características deben proporcionar: 

 

-  Rendimiento: nivel de exactitud 
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-  Aceptación: por parte del usuario 

-  Resistencia al fraude y usurpación 

 

 

 

Existen varios tipos de sistemas de reconocimiento biométricos, entre los más 

empleados, son: 

 

- Huella dactilar 

- Iris del ojo 

- Simetría de la cara 

- Firma electrónica 

- Voz 

 

En esta tesis se emplea la voz como característica única de cada persona para poder 

hacer el sistema de reconocimiento del hablante. 

 

Un sistema biométrico consta de dos etapas las cuales son: identificación y 

verificación. La diferencia que radica entre estas dos etapas es que en la identificación 

el sistema puede arrojar una salida binaria para decir si una persona está o no está 

registrada en la base de datos, mientras que, en la verificación la intención del sistema 

no solo es saber si una persona existe o no dentro de la base de datos sino también 

determinar si la persona es quien dice ser, es decir, es la comparación de la muestra 

recogida del usuario frente a una base de datos de rasgos biométricos registrados 

previamente.  

 

No se requiere de una identificación inicial por parte del usuario, es decir, el único 

dato que se recoge de él en ese momento es su voz como muestra biométrica. Este 

método requiere de un proceso de cálculo complejo, puesto que se ha de comparar 

esta muestra con cada una de las anteriormente almacenadas para buscar una 

coincidencia. 

 

En la verificación, se toma como referencia el sistema de identificaron para comprobar 

que la personas es quien dice ser y se lleve a cabo la verificación de una manera más 

rápida, sin embargo, el primer paso del proceso es la identificación del usuario 

mediante algún nombre de usuario, tarjeta o algún otro método. De este modo se 

selecciona de la base de datos el patrón que anteriormente se haya registrado para 

dicho usuario. Es un proceso simple, al tener que comparar únicamente dos muestras, 

en el que el resultado es positivo o negativo [15] con esto entonces se le puede dar 

acceso a la información, la entrada a alguna área restringida, manipulación de 

información, etc. En esta tesis lo que se busca es que el sistema no tenga el paso de 

identificación previamente, sino que sin saber quién es la persona, se pueda 

determinar cuál es su modelo con el que i-vector lo está comparando 
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2.1 Comparativa de un sistema biométrico frente a 

sistemas de autenticación e identificación 

automática.  

 

Las tecnologías biométricas surgen como alternativa o complemento a las técnicas 

de identificación y autenticación existentes. Por ello es posible establecer una 

comparación directa entre ambas, destacando beneficios que resultan del uso de 

biometría junto con aspectos en los que las técnicas tradicionales son superiores [16]. 

 

Se han de considerar los siguientes aspectos: 

 

1. Necesidad de secreto: las contraseñas han de ocultarse y las tarjetas no deben de 

estar al alcance de terceros, mientras que la biometría no requiere de estas medidas 

de protección que son exclusivamente dependientes del usuario. 

 

2. Posibilidad de robo: las tarjetas y contraseñas pueden ser robadas. Sin embargo, 

robar un rasgo biométrico es extremadamente complejo. 

 

3. Posibilidad de pérdida: las contraseñas son fácilmente olvidables y las tarjetas se 

pueden perder. Los rasgos biométricos permanecen invariables salvo en contadas 

excepciones y siempre están con el sujeto a quien identifican. 

 

4. Registro inicial y posibilidad de regeneración: la facilidad con la que se puede enviar 

una contraseña o tarjeta nueva contrasta con la complejidad que supone el registro 

en un sistema biométrico, ya que requiere de la presencia física del individuo en esta 

fase. Hay que añadir que los rasgos biométricos son por definición limitados, mientras 

que la generación de contraseñas es ilimitada, lo cual es una ventaja. 

 

5. Proceso de comparación: la comparación de dos contraseñas es un proceso 

sencillo. Sin embargo, comparar dos rasgos biométricos requiere de mayor capacidad 

computacional. 

 

6. Comodidad del usuario: el usuario ha de memorizar una o múltiples contraseñas y, 

en el caso de que use una tarjeta, ha de llevarse siempre consigo. Utilizando 

tecnología biométrica no se necesita realizar estos esfuerzos. 

 

7. Vulnerabilidad ante el espionaje: una discreta vigilancia hacia nuestra actividad 

podría servir para obtener nuestra contraseña o robar nuestra tarjeta. Ese método no 

es válido ante los sistemas biométricos. 
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8. Vulnerabilidad a un ataque por fuerza bruta: las contraseñas tienen una longitud de 

varios caracteres que pueden ser encontrados mediante distintas combinaciones. Por 

su parte, una muestra biométrica emplea cientos de bytes, lo que complica mucho a 

los ataques por fuerza bruta. 

 

9. Medidas de prevención: los ataques contra sistemas protegidos por contraseña o 

tarjeta se producen desde hace años, y las medidas de prevención contra ellos ya se 

encuentran muy sofisticadas. Por el contrario, los ataques a los sistemas biométricos 

son un área en la que estas medidas de prevención se están generando en estos 

momentos. 

 

10. Autenticación de usuarios “reales”: la autenticación de usuarios mediante 

contraseña o tarjeta y su efectividad, dependen absolutamente de la voluntad del 

usuario a la hora de hacerlas personales e intransferibles. La biometría está altamente 

relacionada con el propio usuario pues no puede ser prestada ni compartida. 

 

11. Costo de implantación: en el momento de la implantación, el hecho de instaurar 

un sistema de contraseñas tiene un costo bajo, mientras que en el caso de un sistema 

basado en muestras biométricas es más costoso. 

 

12. Costo de mantenimiento: el costo de mantenimiento de un sistema biométrico, 

una vez está implantado con éxito, es menor al de un sistema de contraseña o tarjeta 

ya que no conlleva gastos de gestión asociados a la pérdida u olvido de credenciales. 

 

En la tabla 1 se identifican los aspectos en los que destaca cada método de 

autenticación: 

 

ASPECTO BIOMETRÍA CONTRASEÑAS/
TARJETAS 

Necesidad de secreto ✔  

Posibilidad de robo (baja) ✔  

Posibilidad de pérdida 
(baja) 

✔  

Registro inicial y 
posibilidad de 
regeneración 

 ✔ 

Proceso de comparación 
(fácil) 

 ✔ 

Comodidad del usuario ✔  
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Vulnerabilidad ante el 
espionaje (baja) 

✔  

Vulnerabilidad a un 
ataque de fuerza bruta 
(baja) 

✔  

Medidas de prevención  ✔ 

Autentificación de 
usuarios “reales” 

✔  

Coste de implementación 
(bajo) 

 ✔ 

Coste de mantenimiento 
(bajo) 

✔  

Tabla 1. Comparativa entre sistemas de autenticación. 

 

Sin embargo, como se mencionó en el capítulo 1, en los sistemas de reconocimiento 

de voz y del hablante se han manifestado a lo largo de los años una serie de 

problemas que dificultan el rendimiento del sistema, estos problemas pueden verse 

también como vulnerabilidades del reconocimiento o debilidades.  

 

En las tablas 2 y 3 se muestran las vulnerabilidades en común que se encuentran en 

los sistemas biométricos. La tabla 3 es más específica en mostrar las vulnerabilidades 

de un sistema de reconocimiento de voz y del hablante [16] 

 

Sistema Biométrico Vulnerabilidades 

Vulnerabilidades comunes en los 
sistemas biométricos 

- Calidad baja de los dispositivos 
de captura de datos. 

- Ubicación inadecuada del 
dispositivo de captura. 

- Falta de conocimientos técnicos 
del personal. 

- Falta de recursos (tanto de 
personal como económicos). 

- Escasa concienciación en materia 
de seguridad. 

- Percepción de ausencia de 
privacidad por parte de los 
usuarios. 

- Desconocimiento de la calidad de 
productos a conseguir. 

Tabla 2. Vulnerabilidades en un sistema biométrico de voz. 
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Sistema Biométrico Vulnerabilidades 

Reconocimiento de voz y del hablante - Enfermedades de la voz: 
bronquitis, faringitis, gripe, 
laringitis, afonías, etc. 

- Variación entre el dispositivo de 
registro y el usado en la captura 
de muestras 

- Variación entre entornos de 
registro y captura de muestras 
(por ejemplo: interior y exterior) 

- Volumen del habla 

Tabla 3. Descripción de las vulnerabilidades en un sistema biométrico de voz. 

 

La técnica i-vectors junto con PLDA ayuda a resolver estas vulnerabilidades que tiene 

la mayoría de los sistemas reconocimiento del hablante, utilizando para ello el Corpus 

Valquiria, el cual cuenta con grabaciones de larga duración para modelar sus 

variaciones intra-hablante, esto también resuelve el volumen del habla, y siendo un 

corpus generado con expresiones de voz de distintos canales, se puede resolver el 

problema de variación del dispositivo junto con la de variación del entorno del registro 

debido a que se graba en las variaciones externas que viene siendo el ambiente y 

ésta última es clave de usar porque i-vectors puede modelar también la variación total 

del canal. 

 

Un sistema biométrico se puede emplear en una gran cantidad de aplicaciones. En 

esta tesis se pretende también mostrar como la ayuda de un sistema de 

reconocimiento del hablante podría beneficiar en ámbitos forenses, y entiéndase por 

forense el área de juicios legales para la determinación de si una persona es o no 

culpable de lo que se le acusa, utilizando para ello la voz como evidencia que es 

dejada en un caso delictual, esto puede ser posible gracias a los avances tecnológicos 

y los algoritmos de hoy en día para hacer sistemas más sofisticados y robustos en su 

implementación, sin embargo, como se explicó en el capítulo anterior, uno de los 

grandes problemas que existen en el reconocimiento de voz es la intravariabilidad que 

existe en las personas. Es un gran problema porque fácilmente una persona puede 

modificar su forma de hablar intencionalmente para así hacer que el sistema falle y 

por ende se pueda tomar la decisión errónea, aunque se han desarrollado técnicas 

que nos permiten resolver este problema, tales como los Modelos de Mezclas 

Gaussianas para incrementar la discriminación de la persona mediante el uso de una 

función de densidad de probabilidad y con la ayuda de clasificadores que sean 

adecuados como Redes Neuronales Artificiales (RNA), Cuantización Vectorial (CV), 

Maquinas de Vectores de Soporte (MSV), etc., se han mostrado buenos resultados 

ante esta dificultad de la intravariabilidad. Generalmente, estos sistemas terminan la 

etapa de prueba con un umbral de decisión sobre la discriminación de la clase a la 

cual puede pertenecer la persona. Esto es adecuado para aplicaciones de control de 
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acceso, pero no para la inferencia forense, ya que el resultado no puede estar 

determinado por un umbral de identificación, más bien por una probabilidad de 

reconocimiento.  

 

En ese sentido, se necesitará una mayor robustez del sistema para tener mejor 

confiabilidad de los que da como resultado el sistema, para esto se pretende utilizar 

un método junto a i-vectors llamado Probabilistic Linear Discriminant Analysis que nos 

permite migrar de un sistema de discriminación a uno de aproximación probabilística, 

que es más susceptible para ser usado como evidencia en una corte. 

 

La manera en que opera un sistema de reconocimiento biométrico es la siguiente, 

dada una entrada, que viene siendo toda una serie de atributos de una persona 

desconocida la tarea es identificarla dentro de alguna de las clases existentes que 

son conocidas por el reconocedor.  

 

Para lograr esto el sistema consta de dos etapas, la primera etapa es llamada 

entrenamiento, la cual se encarga de caracterizar las distintas clases con sus 

peculiaridades. La segunda etapa es la verificación, que es el proceso donde se 

evalúan características desconocidas frente a este universo entrenado donde durante 

el entrenamiento se le dan al sistema todas las grabaciones que se tiene sobre cada 

una de las personas de las cuales queremos que el sistema aprenda. Mediante un 

algoritmo de entrenamiento será que se obtenga un modelo para caracterizar a cada 

una de las personas. Una vez obtenido el modelo es almacenado para ser utilizado 

en la etapa de prueba. Se desea que estas grabaciones dadas tengan una 

representación valiosa de cada persona para hacer más robusto el sistema, es decir, 

grabaciones con voz clara, sin ruido, que se mencionen una gran cantidad de 

palabras, variabilidades que tenga la persona al hablar para obtener un buen modelo 

de cada persona, para que en la etapa de prueba cuando se verifique una señal de 

voz se pueda entonces determinar una decisión más certera. Para poder hacer el 

procesamiento de las señales de entrenamiento y poder crear los modelos se debe 

pasar por una serie de bloques en el sistema donde cada bloque se encarga de una 

tarea en específico. Se hablará más a detalle de esto en el siguiente capítulo. 

 

Finalmente, el reconocedor del hablante puede ser dependiente o independiente de 

texto, pero, como se mencionó en el capítulo anterior, un reconocedor dependiente 

de texto tiene sus limitaciones al tener un espacio contable de palabra a usar tanto 

para el entrenamiento como en las pruebas, mientras que un sistema independiente 

de texto la persona no tiene un límite de palabras a usar tanto para su entrenamiento 

como para la etapa de prueba lo que hace que el sistema sea tanto más robusto como 

más real.  
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Capítulo 3. Gaussian 

Mixture Models 
 

 

Los sistemas de verificación del hablante basados en modelos de mezclas 

gaussianas (GMM de Models Mixtures Gaussians) son actualmente una herramienta 

dominante para aplicaciones de identificación y verificación del hablante de texto 

independiente. En particular es común que estos sistemas basados en GMM utilicen 

una adaptación bayesiana en los modelos de los hablantes utilizando un modelo de 

fondo universal llamado UBM (de Universal Background Model) con el fin de saber si 

la persona que se va a evaluar comparte características fonéticas con alguna otra 

persona previamente entrenada. Esto hace que el sistema sea más robusto y más 

apegado a la vida real porque muchas personas llegan a tener similitudes en voz. 

Estos sistemas son conocidos como sistemas de detección/verificación del hablante 

GMM-UBM, del cual es necesario hablar y profundizar en su metodología porque será 

la base para crear los i-vectors del sistema de verificación de esta tesis 
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3.1 Procesamiento de la voz 

 

Para poder hacer un sistema de reconocimiento es necesario que todos nuestros 

conjuntos de grabaciones a utilizar, sean sometidos a una serie de pasos antes de 

entrar a la etapa de modelado, ver figura 4. Es necesario que esto sea primero porque 

no sabemos en qué condiciones están grabados, y no podemos asegurar que todo el 

conjunto que será utilizado para entrenamiento está en condiciones adecuadas, es 

decir, sin ruido de fondo, claridad en la voz, micrófonos de alta calidad, palabras 

entendibles, etc., por lo que se realizan un conjunto de pasos por el cual cada 

expresión de voz tanto de entrenamiento como de prueba debe ser procesado antes 

de crear los modelos de cada persona. 

 

 

Dentro del bloque de procesamiento ocurren varias etapas para el análisis de la señal: 

 

 

Señal de voz 

 

 
Figura 4. Análisis de una señal de voz. 

 

Cuando entrenamos y reconocemos voz con un conjunto de diferentes micrófonos o 

canales el hacer entonces este paso de Procesamiento es un paso crucial para tener 

un reconocimiento preciso. 

 

En el primer bloque la señal original pasa primero por un filtro paso bajas donde lo 

que se busca es reducir las frecuencias altas producidas por el ruido ambiental o bien 

por un mal equipo de grabación, dando como salida una señal de voz más clara. 

Posteriormente la señal de voz pasa por un segundo filtro llamado pre-énfasis donde 

se busca ahora es resaltar las frecuencias altas de la señal entregada del filtro pasa 

bajas. Es lógico pensar que durante el filtro anterior algunos componentes de la voz 

también fueron eliminados. Con el filtro pre-énfasis compensamos este evento. El 

cálculo de dicho filtro se realiza mediante la ecuación: 

 

𝑦(𝑛) = 𝑥(𝑛) − 𝑎𝑥(𝑛 − 1)                              (1) 

 

Donde 𝑎 es una constante entre los valores 0.9 y 1.0. 

Es difícil trabajar con toda la señal completa y querer obtener un buen modelo, debido 

a la gran cantidad de datos que posee, por lo que lo más correcto y óptimo es 

trabajarla por segmentos o tramas de N muestras de toda la señal, de esta manera 

Pre-énfasis Tramas Ventaneo 
Paso 

bajas 
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será más fácil trabajar con toda la señal de voz y hacer su análisis trama por trama 

individualmente, por lo que el siguiente paso es segmentar nuestra señal. Un punto 

clave de realizar este paso es que, al segmentar la señal, se pueden presentar 

discontinuidades entre los inicios y finales de las tramas de la señal original al 

procesarlas, una forma de solucionar este problema es hacer uso del traslape. 

El uso de traslape es hacer que cada trama contenga un segmento de la trama 

anterior, típicamente se utiliza 30% o 50% de la trama anterior. Lo que se logra es 

evitar pérdidas en las tramas, ya que al haber segmentos con partes de la anterior se 

puede mantener la señal original sumando los traslapes entre las divisiones de las 

tramas, como lo muestra la figura 5. 

 

 

Figura 5. Resultado de proceso de segmentar una señal de voz, haciendo uso del traslape y multiplicándola por 
una ventana [18]. 

 

El último paso a realizar dentro del bloque de procesamiento antes de empezar con 

la extracción de las características es aplicar una ventana a las tramas resultantes. 

Debido a que la voz no es una señal periódica en el tiempo, puede entonces presentar 

dificultades para su análisis. Además, esto se hace porque las ventanas son funciones 

matemáticas usadas con frecuencia en el análisis y el procesamiento de señales para 

evitar las discontinuidades al principio y al final de cada trama como se ha 
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mencionado. Lo que se hace entonces es que cada trama traslapada será 

multiplicada por una ventana llamada Hamming.  

Existen varios tipos de ventanas que se trabajan con señales digitales, pero la 

ventana más utilizada para voz comúnmente, y que será utilizada en esta tesis es la 

de Hamming, ya que esta ventana nos permite eliminar discontinuidades, lo que nos 

da como resultado una señal periódica y sin distorsiones para sistemas de 

reconocimiento de voz y de hablante, además el hacer este paso nos beneficiará más 

adelante para tener un mejor análisis espectral de la voz por medio de la 

Transformada Rápida de Fourier. La ventana Hamming se define como: 

 

𝑤(𝑛)  =  0.54 − 0.46 𝑐𝑜𝑠  (
2𝜋𝑛

𝑁 − 1
)    0 ≤ 𝑛 ≤  𝑁 − 1                              (2) 

 

Después de haber realizado todos los pasos anteriores se puede proceder a la 

extracción de características de la señal de voz, la cual es fundamental en el 

desarrollo; y utilizando una técnica adecuada, puede generar mejores resultados. 

Siguiendo los pasos mostrados en la figura 6 en donde para cada ventana obtenida 

de la etapa anterior se le realiza una extracción de características que representen a 

cada hablante de manera particular.  

Los coeficientes cepstral en frecuencia Mel o MFCC (de Mel-Frequency Spaced 

Cepstral Coefficients) es una manera de caracterizar la voz basados en la percepción 

auditiva humana. Este método ha sido ampliamente utilizado las últimas dos décadas 

para reconocimiento de voz y verificación de locutor [21]. 

 

    Ventana          MFCC 

 

 

 

Los pasos a realizar se describirán a continuación: 

1.- Transformada rápida de Fourier: Después de recibir las ventanas del audio se 

procede aplicar la transformada rápida de Fourier (FTT) para obtener un espectro de 

magnitud y un espectro de fase de la ventana. Pero la que nos interesa es el espectro 

de magnitud porque es el que contiene la envolvente de la señal y que contiene, a su 

vez, información sobre las propiedades de resonancia del tracto vocal y se ha 

establecido que ésta es la parte más informativa del espectro para la tarea de 

verificación del hablante [22]. 

 

2.- Banco de filtros: La información de dicha envolvente del espectro de magnitud 

pasa por el un banco de filtros triangulares, el objetivo de este filtrado es aproximar la 

FFT Banco de filtros DCT 

Figura 6. Extracción de características de la señal de voz. 
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resolución espectral a la respuesta del oído humano usando la frecuencia mel. Ver 

figura 7. 

 

 

Figura 7. Banco de filtros esparcidos por la frecuencia Mel [19]. 

 

El número de filtros depende de la implementación, pero debe ser menor a la cantidad 

de elementos de la FFT.  

Los centros de los filtros triangulares están espaciados de acuerdo a la escala de 

frecuencias mel, definida como:  

𝑓𝑀𝐸𝐿  =  2595 𝑙𝑜𝑔 (1 +  
𝑓𝐿𝐼𝑁

700
)                              (3) 

donde 𝑓𝐿𝐼𝑁 es la frecuencia en escala lineal. Las salidas del banco de M filtros se 

denota como 𝑆𝑚 con m=1, ..., M.  

3.- Transformada de coseno: Como último paso se transforman la salida del banco de 

filtros 𝑆𝑚 con la transformada de coseno discreta o DCT (por Discrete Cosine 

Transform), con el objetivo de comprimir la información en pocos coeficientes, dando 

como salida los coeficientes cepstrales, que están dados por: 

 

𝑐𝑛  =  ∑  

𝑀

𝑚 = 1

𝑙𝑜𝑔 (𝑆𝑚)𝑐𝑜𝑠[
𝛱𝑛

𝑀
(𝑚 −  

1

2
)]                              (4) 

 

donde 𝑛 es el índice del coeficiente cepstral. El vector final de coeficientes cepstral se 

obtiene manteniendo sólo los primeros 10 a 15 coeficientes de la DCT. 
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3.2 Likelihood Ratio 

 

Recordando del capítulo 2 que un sistema de reconocimiento del hablante busca 

verificar que una persona es quien dice ser, pero para esto es necesario comparar su 

modelo de voz contra el resto de los modelos conocidos para tomar la decisión de 

que no es el modelo de otra persona. 

 

Para lograr esta tarea se calcula una razón de probabilidad para tomar dicha decisión, 

conocida como Likelihood Ratio (LR), la cual funciona de la siguiente manera. 

 

Dado un segmento de voz (𝑌) y una hipótesis del hablante (𝑆), la tarea de detectar al 

hablante también conocida como verificación es determinar si (𝑌) fue dicha por el 

hablante (𝑆). Una suposición implícita usada a menudo es que (𝑌) contiene la voz de 

solo una persona; si no se cuenta con información previa de que (𝑌) contiene a solo 

una persona entonces la tarea se convierte en detectar a múltiples hablantes o bien 

se necesitará emplear técnicas de separación de fuentes para encontrar a nuestra 

persona de interés, ver figura 8. 

 

 

 
Figura 8. Sistema de reconocimiento del hablante usando Likelihood Ratio. 

 

La idea de cómo verifica Likelihood a una persona por su voz junto con un modelo de 

hipótesis puede ser representado de la siguiente manera: 

 

  𝐻0:    (𝑌) viene de la hipótesis del hablante (𝑆) 

Y  

  𝐻1:   (𝑌) NO viene de la hipótesis del hablante (𝑆) 
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para tomar obtener un resultado óptimo de esta prueba para decidir entre estas 2 

hipótesis se necesita de probabilidad (verosimilitud) dado por: 

 
𝑃(𝑌|𝐻0)

𝑃(𝑌|𝐻1)
 >= 𝜃 se acepta, caso contrario se rechaza 

  

Donde 𝑝(𝑌|𝐻𝑖)  con 𝑖 = 0 𝑦 1 es la función de densidad de probabilidad para las 

hipótesis 𝐻𝑖 evaluadas para el segmento de voz observado (𝑌) también conocido 

como la probabilidad de la hipótesis 𝐻𝑖 dado un segmento de voz. El objetivo básico 

de un sistema de verificación del hablante es determinar técnicas para calcular los 

valores para las 2 probabilidades 𝑝(𝑌|𝐻0) y 𝑝(𝑌|𝐻1)[13]. 

 

La importancia de tener una etapa de procesamiento es porque permite extraer de la 

señal de voz las características que nos den información representativa de la persona; 

en dicha etapa se pueden aplicar técnicas para reducir algunos efectos que nos 

permiten trabajar de manera más limpia la señal de voz y obtener una mejor 

extracción de características, como filtros para el ruido. La salida de esta etapa es 

típicamente una secuencia de vectores característicos representantes del segmento 

de prueba 𝑋 =  {𝑥1, . . . . , 𝑥𝑇} donde 𝑥𝑇 es un vector característico en tiempo discreto 

𝑡 ⋲  {1,2, . . . , 𝑇}, esta secuencia de vectores característicos son los que se usan para 

calcular las probabilidades 𝐻0 y 𝐻1 

 

Ahora bien, matemáticamente 𝐻0 es representada por 𝜆ℎ y caracteriza la hipótesis del 

hablante (𝑆) en el espacio de características de  𝑥. Uno puede asumir que una 

distribución gausiana representa mejor la distribución de vectores para 𝐻0 así que 𝜆ₕ  

estaría denotado por el vector de medias y los parámetros de la matriz de covarianza 

de la distribución gaussiana. 𝐻1 es representada por el modelo 𝜆
ℎ

 por lo que la 

relación de estadísticas quedaría 𝑃(𝑋|𝜆ₕ)/𝑃(𝑋|𝜆  

ℎ
). A menudo se usa el logaritmo para 

esta relación y obtener finalmente la razón log-probabilística. 

 

 

𝑃(𝑋)  =  𝑙𝑜𝑔 𝑃(𝑋|𝜆ₕ)  − 𝑙𝑜𝑔 𝑃(𝑋|𝜆  
ℎ

)                              (5) 
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3.3 Gaussian Mixture Models 

 

La implementación de GMM se debe a la importante necesidad de seleccionar una 

función de probabilidad  𝑝(𝑋|𝜆) que nos garantice el mejor desempeño del sistema y 

la elección de esta función es bastante dependiente de las características que son 

usadas y de las especificaciones de la aplicación. 

 

Para reconocedores de texto independiente, donde no hay información previa de lo 

que la persona va a decir, la función de probabilidad más exitosa ha sido GMM. 

 

La función de densidad de probabilidad para un vector de características (𝑋) de 

 𝐷 dimensione se define como:   

 

 𝑝(𝑥|𝜆)  =  ∑  

𝑀

𝑖=1

𝑤𝑖 𝑝𝑖(𝑋)                              (6) 

 

A esta función de densidad de probabilidad se le llama también como una 

combinación lineal de sumas ponderadas de M densidades gaussianas,   𝑝𝑖(𝑥), cada 

una de ellas parametrizada por un vector de medias µi de dimensión 𝐷𝑥1 y una matriz 

de covarianza 𝛴𝑖 de dimensión 𝐷𝑥𝐷. 

 

𝑝𝑖(𝑥)  =
1

(2ⲡ)1/2|𝛴𝑖|1/2
𝑒𝑥𝑝{−

1

2
(𝑥 − 𝜇𝑖)′(𝛴𝑖)

−1(𝑥 − 𝜇𝑖)}                   (7) 

 

 

Los pesos mixtos 𝑤𝑖 deben satisfacer que su suma de sus elementos sea igual a 

uno  ∑  𝑀
𝑖=1 𝑤(𝑖)  =  1. 

Por lo tanto, los parámetros del modelo de densidad de un hablante estarán 

representados como 𝜆 =  {𝑤𝑖,  𝜇𝑖, 𝛴𝑖}  donde 𝑖 = 1, . . . , 𝑀. 

 

Ahora bien, por lo general no se usa toda la matriz de covarianza sino solo su diagonal 

esto se hace por 3 razones principales: 

 

1.- El modelar la densidad de orden 𝑀𝑛 de toda la covarianza GMM puede ser 

igualada usando un orden grande de la diagonal de la covarianza GMM. 

  

2.- La matriz diagonal de todos los modelos de GMMs son más eficientes 

computacionalmente que toda la covarianza GMMs para su entrenamiento, y 

además el repetir matrices inversas 𝐷𝑥𝐷 ya no es requerido. 

 

3.- Empíricamente se observa que la diagonal de la matriz GMM supera y nos 

representa mejor los GMMs que todas las matrices GMMs.  
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La manera de entrenar a un modelo GMM y de obtener estos parámetros que nos 

representan o identifican a cada persona es por un algoritmo de iteración llamado 

Expectation Maximization (EM), este algoritmo mejora los parámetros de GMM en 

cada iteración, con la restricción de que en cada iteración la probabilidad actual debe 

ser mayor que la probabilidad anterior. 

 

De igual forma los parámetros para el UBM son entrenados usando también el 

algoritmo EM, pero por lo general a este modelo se le agrega una adaptación 

bayesiana para darle otro tipo de entrenamiento a los modelos de hablantes, es decir, 

con cada modelo se analiza si comparte características fonéticas con respecto al 

modelo UBM de los hablantes de fondo. 

 

Usualmente los vectores característicos de 𝑋 se asumen independientes, de tal forma 

que la probabilidad logarítmica de un modelo 𝜆 para una secuencia de vectores 

característicos 𝑋 =  {𝑥1, 𝑥1, . . . . , 𝑥𝑇} se calcula como: 

 

𝑙𝑜𝑔 𝑝(𝑋|𝜆)  =  ∑  

𝑇

𝑖=1

𝑙𝑜𝑔 𝑝(𝑥𝑡|𝜆)                              (8) 

 

donde 𝑝(𝑥𝑡|𝜆) se calcula igual como en la ecuación 6. 

 

Las ventajas de usar GMM como una función de probabilidad son: 

 

● Es computacionalmente barato. 

● Se basa en un modelo estadístico bien entendido 

● Para tareas de texto independiente, es insensible a los aspectos temporales 

de la voz, modelando solamente la distribución fundamental de observaciones 

acústicas de un hablante. 

 

Esto último podría verse como una desventaja porque los niveles más altos de una 

señal de voz también poseen información sobre lo que el hablante a transmitido pero 

no se utiliza, o no se usa esa información; porque el extraer esos niveles altos de la 

señal de voz podría beneficiar más a un sistema de reconocimiento de voz para 

identificar palabras dependientes o palabras claves, así que solo se utilizan como 

promedios para cálculos de valores de probabilidad sin usar los niveles altos de 

información. 
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3.4 Universal Background Model 

 

La implementación de este método se da debido a que mientras un modelo 𝐻0 está 

bien definido y puede ser estimado usando entrenamiento de expresiones de voz de 

la persona (𝑆). El modelo para 𝜆  

ℎ
 es menos bueno, puesto que potencialmente debe 

representar un espacio entero de posibles alternativas para la hipótesis del hablante. 

Existen 2 enfoques para tener estos modelos de hipótesis alternativas [13], la primera 

es usar un conjunto de otros modelos de hablantes para cubrir el espacio de hipótesis 

alternativas, llamados cohortes, hablantes de fondo. Dado un conjunto de N modelos 

de hablantes de fondo el modelo de hipótesis alternativo es representado por: 

 

𝑝(𝑋|𝜆  
ℎ

)  =  𝐹(𝑝(𝑋|𝜆1), . . . . , 𝑝(𝑋|𝜆𝑁))                              (9) 

 

donde 𝐹 es una función que actúa como el promedio o el máximo de los valores de 

probabilidad del conjunto de hablantes de fondo. Se ha encontrado que se puede 

obtener un mal rendimiento con este enfoque, ya que se requiere usar varios 

conjuntos de hablantes de fondo de hablantes específicos y esto puede ser un 

problema en la aplicaciones debido a que se requiere usar un gran número de 

hipótesis de hablantes y cada uno requiere su propio modelo y esto se vuelve más 

complicado de realizar porque a nuestra muestra de voz no solo la comparamos 

contra el modelo hipótesis sino que también habría que compararla contra todos los 

modelos existentes y si estos van aumentando en número puede hacer que el sistema 

ya no sea tan óptimo, se vuelve caro computacionalmente. Además de que entre más 

modelos de hablantes tengamos más memoria ocupamos lo cual también no beneficia 

mucho hacerlo con este primer enfoque.  

 

El segundo enfoque es mejor, este explica que se puede agrupar voz de varios 

hablantes y entrenar un solo modelo llamado Universal Background Model (UBM). 

Dado una colección de muestras de voz de un largo número de hablantes 

representativos de una población durante el reconocimiento se puede tener un solo 

modelo, que es entrenado para representar la hipótesis alternativa, la principal ventaja 

de este enfoque es que un solo modelo del hablante independiente puede ser 

entrenado una solo vez para una tarea en particular y luego ser usado para todas las 

hipótesis de hablantes en esa misma tarea. 

 

El UBM puede ser visto como un gran GMM [4] ya que sigue la misma estructura para 

ser modelado y de igual forma se entrena por el algoritmo EM. Específicamente, 

queremos seleccionar la voz que refleja a una persona alternativa, para ser 

encontrada durante el reconocimiento, de ahí que un sistema se llame GMM-UBM. 
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A continuación, se mencionan algunos puntos claves e importantes por el cual es más 

óptimo aplicar UBM: 

 

● No hay una medida objetiva para determinar el número correcto de hablantes 

o la cantidad de voz para usar en el entrenamiento de UBM, se ha observado 

que no se pierde el rendimiento del entrenamiento de UBM usando una hora 

de voz, comparado con un entrenamiento donde se usan 6 horas de voz 

 

● El UBM se entrena por el algoritmo EM. 

 

● Se debe de tener cuidado de que el juntar los datos para entrenar estos deben 

estar balanceados, de lo contrario el modelo final estará sesgado hacia la 

subpoblación dominante (más masculinos que femeninos o viceversa). 

 

● Otro enfoque es entrenar UBM’s de forma individual, uno para masculino y uno 

para femenino y después juntar los modelos de subpoblación en uno solo, esto 

tiene una gran ventaja, debido a que uno puede usar los datos desbalanceados 

y no importaría porque se puede compensar con los datos del otro modelo y 

tener el control del modelo final UBM. En la figura 9 se muestra una descripción 

gráfica de esto. 

 
Figura 9. En el índice (a) los datos de las subpoblaciones primero se agrupan para obtener el modelo UBM por 

medio de EM, en el índice (b) los modelos agrupados primero se entrenan de forma individual y después se 

combinan para obtener el modelo UBM final [13]. 
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Para la obtención de los parámetros de los modelos GMM y UBM se utiliza igualmente 

el algoritmo EM, el cual parte de un modelo aleatorio 𝜆0, llamado también modelo 

inicial y con cada iteración el algoritmo mejora sus parámetros, de manera que el 

likelihood del modelo con los datos aumenta, es decir, para las iteración 𝑘 y 𝑘 +  1, 

𝑃(𝑋𝐵𝑘𝑔|𝜆𝑘 + 1)  >  𝑝(𝑋𝐵𝑘𝑔|𝜆𝑘 ). Posteriormente el nuevo modelo se vuelve el inicial 

para la siguiente iteración y el algoritmo se detendrá hasta que haya una convergencia 

en las probabilidades o se alcance el límite en el número de iteraciones especificadas. 

En cada una de las iteraciones del algoritmo se llevan a cabo dos pasos, el primero 

es el E y después se realiza el M. 

 

Siguiendo el entrenamiento de [20] en el paso E se calcula 𝛾𝑖(𝑥𝑗), que corresponde a 

la probabilidad posterior o a posteriori de que el vector 𝑥𝑗  siga la distribución de la 

gaussiana 𝑖, y por el teorema de Bayes, se calcula como la probabilidad a priori 

multiplicada por la función de likelihood de la gaussiana 𝑖, y normalizada: 

 

𝛾𝑖(𝑥𝑗) =
𝑤𝑖  ∗  𝑝(𝑥𝑗)

∑  𝑀
𝑘=1 𝑤𝑘  ∗  𝑝𝑘(𝑥𝑗)

                              (10) 

 

En el paso M se hace uso de los pesos obtenidos en el paso E para obtener los 

nuevos valores de los parámetros necesarios para el modelo, las ecuaciones de 

actualización son las siguientes: 

Para los pesos de las componentes 

 

𝑤𝑖 =
1

𝑁
∑  

𝑁

𝑗 = 1

𝛾𝑖(𝑥𝑗)                              (11) 

 

Para las medias 

 

�⃗�𝑖 =
∑  𝑁

𝑗 = 1 𝛾𝑖(𝑥𝑗) 𝑥𝑗

∑  𝑁
𝑗 = 1 𝛾𝑖(𝑥𝑗)

                              (12) 

 

Las matrices de covarianza 

 

𝛴𝑖 =
∑  𝑁

𝑗 = 1 𝛾𝑖(𝑥𝑗) (𝑥𝑗  −  𝜇𝑖) (𝑥𝑗  − 𝜇𝑖)
′

∑  𝑁
𝑗 = 1 𝛾𝑖(𝑥𝑗)

                              (13) 
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Capítulo 4. Sistema 

I-vectors 
 

I-vectors es el método a aplicar en esta tesis para lograr el desarrollo de un sistema 

de verificación del hablante. Este método se conoce también como front end factor 

analysis y fue propuesta primero por Dehak [21,22] para proporcionar una 

representación de varios hablantes en varios canales entre el vector GMM de alta 

dimensión y las representaciones de características de MFCC tradicionales de baja 

dimensión. 

 

La extracción de los tamaños que tendrían los vectores o i-vectors fue motivado por 

la existencia de los vectores basados en Joint Factor Analisys (JFA) [22] lo cuales 

eran de gran dimensión. El enfoque de JFA modela a el hablante y la variabilidad del 

canal por separado y de igual manera los trabaja por separado, mientras que el 

método de i-vectors está hecho para modelar un solo espacio de baja dimensión que 

contiene y cubre a toda la variabilidad total. Se ha demostrado que parte de la 

información discriminante del hablante puede perderse en el espacio del canal en el 

enfoque de JFA [22]. 

 

Como los i-vectors están basados en un solo espacio de variabilidad que contiene 

tanto la información de hablante como la variabilidad de canal, se requiere de técnicas 

de compensación para limitar los efectos de la alta variabilidad presentada en el canal 

de los i-vectors que representan al hablante. La compensación del canal juega un rol 

importante en los sistemas de verificación del hablante. Cuando el método de los i-

vectors fue introducido, técnicas de compensación del canal también se incluyeron, 

tales como Within-class Covariance Normalization (WCCN), Linear Discriminant 

Analysis (LDA), Nuisance Attribute Projection (NAP) y Scatter Difference NAP (SD-

NAP) [21,22], estas fueron usadas para la compensación de la variación del canal en 

el i-vector para sistemas de verificación del hablante. Poco después Kenny al 

observar que cada grabación puede ser representada por un i-vector de baja 

dimensión, introdujo PLDA [26] para modelar la variabilidad del canal dentro del 

espacio de i-vectors. 
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4.1 I-vectors 

 

Este método se ha convertido en el estado del arte en los sistemas de verificación del 

hablante, debido a que aplica la reducción de la gran dimensión de los datos de 

entrada reteniendo la información más relevante. Los i-vectors es una técnica que 

define un solo espacio que contiene tanto la variabilidad del hablante como la 

variabilidad de la sesión o del canal, llamado espacio de variabilidad total, esto permite 

que al trabajar se pueda darle un mejor trato a los i-vectors para extraer la información 

más importante de una persona en su totalidad, ésta es una gran ventaja frente a 

sistemas basados en JFA el cual trabaja por separado ambos espacios, tratándolos 

de forma independiente. Ahora bien, la necesidad de crear un solo espacio, es que 

se ha demostrado que existe información de la voz de una persona en el espacio de 

variabilidad del canal [22] por esto es que surge el método de i-vectors que junta 

ambos espacios para tener la mayor información sobre los hablantes. 

 

Dejando más claro, lo qué es un i-vector, se puede decir que, un i-vector es una 

proyección en un espacio de variabilidad total generado por dos fuentes de 

variabilidad: el canal y el hablante. El método para modelar un hablante usando i-

vectors se define de la siguiente manera. Dado un conjunto de grabaciones 𝑋𝑠 de 

entrada el nuevo modelo dependiente del hablante y del canal es definido como:  

 

 

𝑀𝑠  =  𝑚 +  𝑇𝑤                              (14) 

 

 

Donde 𝑀 es el modelo independiente del hablante y el canal, 𝑚 es un vector de 

medias de los hablantes de fondo, el cual puede ser tomado del modelo UBM, de ahí 

de la necesidad de explicar el método de GMM-UBM, 𝑇 es una matriz rectangular la 

cual contiene tanto las variabilidad del hablante como del canal, y 𝑤 es un vector 

aleatorio que tiene una distribución normal estándar 𝑁(0,1), los componentes del 

vector 𝑤 son los factores totales. los cuales son llamado como vectores de identidad 

(i-vector). Ver figura 10. 

 

En este modelo, 𝑀 se asume para ser normalmente distribuido con un vector de 

medias (𝑚) y una matriz de covarianza 𝛴, como si fuera en GMM. 

 

La manera para entrenar a la matriz 𝑇 es exactamente la misma a como se entrena 

la matriz 𝑉 en el método JFA [2], excepto por una diferencia muy importante, en el 

entrenamiento de la matriz 𝑉 la cual contiene los eigenvoices, todas la grabaciones 

de una persona son consideradas para ser la misma persona,  sin embargo aquí en 

i-vectors para la matriz de variabilidad total, se considera que todo el conjunto de 

grabaciones de un hablante dado, han sido producidas por diferentes hablantes, de 
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aquí que este método se conoce también como un método de análisis factorial porque 

a cada grabación de voz nos permite proyectarla sobre el espacio de variabilidad total 

de baja dimensión. 

 

El factor total 𝑤 es una variable oculta, la cual puede ser definida por una distribución 

posterior condicionada por las estadísticas de Baum Welch para una expresión dada. 

Esta distribución posterior es una distribución gaussiana y el promedio de esta 

distribución corresponde exactamente para nosotros los i-vector. De manera similar 

para las estadísticas de Baum Welch son extraídas usando el UBM [23] 

 

 

 
Figura 10. Sistema de verificación del hablante basado en i-vector [24]. 
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En la figura 11 se muestra un ejemplo de la obtención de los primeros 5 i-vectors de 

entre 139 hablantes, cada i-vector contiene 50 características que son las que 

representan al hablante dentro de todo el espacio de variabilidad, se pueden 

representar dentro de una matriz de i-vectors donde el número de filas representa el 

tamaño del i-vector y el número de columnas es igual al número de personas con las 

que el sistema será entrenado. 

 

 

Figura 11. Fragmento de la matriz de i-vectors de los hablantes. 
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4.2 Entrenamiento de la matriz T 

 

La matriz de variabilidad total 𝑇 se entrena con un proceso iterativo de tipo EM. Los 

datos de entrenamiento consisten en grabaciones de todos los hablantes que 

participarán de la verificación. 

 

Luego de inicializar la matriz 𝑇 aleatoriamente, se calculan las estadísticas de Baum-

Welch de orden cero y uno para cada grabación 𝑢 de entrenamiento. A diferencia del 

entrenamiento de la matriz 𝑉 de JFA, se calculan las estadísticas para cada grabación 

porque para el entrenamiento de la matriz 𝑇 se asume como si cada grabación fuera 

pronunciada por una persona diferente.  

 

Luego, para una grabación 𝑢 definida por una secuencia de 𝑁 vectores de 

características 𝑥1, . . . . . , 𝑥𝑁 pertenecientes al hablante 𝑠 donde cada vector es de 

tamaño D, y un UBM 𝛬(𝑏)  =  {𝜆𝑖
(𝑏)

, 𝜇𝑖
(𝑏)

, 𝛴𝑖
(𝑏)

} 𝑖 = 1
𝐶  con 𝐶 componentes de mezclas, se 

calculan las estadísticas de Baum-Welch de orden cero y de primer orden. 

 

𝑁𝑐 =  ∑  

 

𝑡

𝑥𝑘    ;               𝐹𝑐 =  ∑  

 

𝑡

(𝑥𝑘) ∗ 𝑥𝑘 

 

Dado que la alineación de los vectores de características con los componentes de 

mezcla no es un hecho dado, es decir, no se puede garantizar de que ciertas 

componentes gaussianas nos siguen generando los mismos vectores de 

características; es por esto que se procede al cálculo de las estadísticas de Baum-

Welch, estas estadísticas son el resultado de un algoritmo iterativo donde en cada 

iteración se aumente la probabilidad de generar una nueva una expresión. El 

algoritmo de Baum-Welch pertenece a la familia de métodos EM, solo que aquí los 

pasos de expectativa y maximización son realizados de forma simultánea. 

 

 

𝑁𝑐 (𝑢) =  ∑  

𝑁

𝑘 = 1

𝛾𝑘(𝑐)                              (15) 

 

𝐹𝑐 (𝑢) =  ∑  

𝑁

𝑘 = 1

𝛾𝑘(𝑥𝑘)                              (16) 

 

�⃑�𝑠 (𝑢)  = ∑  

𝑁

𝑘 = 1

𝛾𝑐(𝑥𝑘)(𝑥𝑘  −  𝜇𝐶)  =  𝐹𝑐 (𝑢)  −  𝑁𝑐 (𝑢) ∗ 𝜇𝑐                              (17) 

 

 



 
42 

donde las estadísticas de orden cero 𝑁𝑐  nos indican la probabilidad posterior  (𝛾𝑘(𝑐)), 

esto nos indica la probabilidad de que una expresion se encuentre en cierto punto de 

estimación o estado en el tiempo 𝑡, y las estadísticas de primer orden 𝐹𝑐 nos indican 

la probabilidad posterior de que 𝑥𝑡 sea generado por un componente de mezcla  de 

𝑖 =  1, . . . . , 𝐶 y el cálculo de estas estadisticas siguen viendo que el siguiente vector 

siga siendo generado por la misma componente 𝑐 en el tiempo 𝑡 [27] 

 

Una vez obtenido las estadísticas de una grabación 𝑢 se puede continuar a calcular 

su i-vector 𝑤𝑠 el cual se calcula de la siguiente manera: 

 

𝑤𝑠  =  𝐿𝑠
−1𝑇𝑇𝛴(𝑏)−1�⃑�𝑠    

                              (18) 

 

donde  

 

𝐿𝑠
  =  𝐼 +  𝑇𝑇𝛴(𝑏)−1𝑁𝑠𝑇                              (19) 

 

es una matriz de precisión, 𝐼 es la matriz identidad, 𝑁𝑠 es una matriz diagonal de 

dimensión 𝐶𝐷𝑥𝐶𝐷  donde sus elementos de la diagonal son bloques dados por 

𝑁𝑐 (𝑢)𝐼 (𝐶 =  1, . . . . , 𝐶), �⃑�𝑠  es un vector de dimensión 𝐶𝐷𝑥1 formado por la 

concatenación de las estadísticas de primer orden centradas de Baum-Welch para 

una expresión dada 𝑢, �⃑�𝑠  =  [�⃑�1 (𝑢); . . . ; �⃑�𝐶 (𝑢)],  𝛴(𝑏) es la matriz de covarianza que 

modela la variabilidad residual no capturada por la matriz de variabilidad total 𝑇 de 

dimensión 𝐶𝐷𝑥𝑅. En la práctica se sustituye esta matriz por las matrices de covarianza 

del modelo UBM 𝛴(𝑏)  =  𝑑𝑖𝑎𝑔{𝛴1
(𝑏)

, . . . . . , 𝛴𝐶
(𝑏)

}. La 𝑤𝑠 es la media posterior que viene 

siendo el i-vector calculado en las ecuaciones 18 y 19 que nos representa al hablante 

𝑠 y se calculará para cada grabación del conjunto de entrenamiento.  

 

Posteriormente una vez calculado el i-vector 𝑤𝑠 se procede a actualizar la matriz de 

variabilidad total 𝑇 dadas las siguientes ecuaciones, claro que esto es para hacer más 

robusta la matriz en cada iteración. Su actualización se define de la siguiente manera 

 

𝐶𝑖  =  ∑  

 

𝑠

𝐹𝑠,𝑖𝑤𝑠
 𝑇                              (20) 

𝐴𝑖  =  ∑  

 

𝑠

𝑁𝑠,𝑖 (𝐿𝑠
−1  +  𝑤𝑠𝑤𝑠

  𝑇)     (21) 

𝑇𝑖  =  𝐶𝑖𝐴𝑖
−1              𝑖 =  1, . . . . . , 𝐶               (22) 

 

Donde 𝑇𝑖 es una submatriz de 𝑇 de dimensión 𝐷 𝑥 𝑅. En resumen, la matriz de 

variabilidad total puede ser obtenida de igual forma por el algoritmo iterativo EM, 

donde el paso E equivale al cálculo de las ecuaciones 18 y 19 y el paso M al cálculo 

de las ecuaciones 20, 21 y 22. 
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En la figura 12 está la representación de una matriz de variabilidad total la cual 

contiene tanto las características de cada persona como las características de las 

fuentes no deseadas, así como el ruido del canal. El número de filas es igual al tamaño 

del i-vector y las columnas de la matriz es igual al número de coeficientes MFCC 

trabajados por el numero de componentes gaussianas implementadas en el modelo 

UBM, para este ejemplo son 13 coeficientes MFCC y 512 gaussianas. 

 

 

 

Figura 12. Fragmento de la matriz de variabilidad total T. 
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4.3 Extracción del i-vector 

 

Una vez entrenada la matriz de variabilidad total 𝑇 se procede a calcular la adaptación 

de los modelos de los hablantes que participarán de la verificación. Observamos de 

la ecuación (14) que adaptar el modelo del hablante se reduce a estimar el i-vector 

correspondiente a cada hablante que participará en la verificación. 

 

Para un hablante ℎ y sus datos de entrenamiento, representados por una secuencia 

de 𝑁 vectores de características acústicas 𝑥1, . . . . . , 𝑥𝑁, se calculan las estadísticas 

Baum-Welch de orden cero y uno, de acuerdo a las ecuaciones previas. Por lo que 

finalmente la ecuación para extraer un i-vector que nos represente a un hablante ℎ, 

se define de la siguiente manera: 

 

 

𝑤(ℎ)  =  (𝐼 + 𝑇𝑇𝛴−1𝑁ℎ𝑇)−1 𝑇𝑇𝛴−1𝐹ℎ                              (23) 
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4.4 Puntaje de Distancia Coseno 

 

La simple métrica de distancia coseno ha sido aplicada satisfactoriamente en el 

espacio de variabilidad total para comparar dos vectores y tomar una decisión de 

detectar a un hablante. Dado dos i-vectors la distancia coseno se calcula como: 

 

𝐷𝐶 =  
≪ 𝑤𝑜𝑏𝑗 ≫≪ 𝑤𝑡𝑒𝑠𝑡 ≫

|𝑤𝑜𝑏𝑗||𝑤𝑡𝑒𝑠𝑡|
≥ 𝜃                              (24) 

 

Donde θ es un umbral de decisión, en el que si es mayor o igual al umbral se 

determina que son la misma persona, en caso contrario se rechaza. Esta función de 

puntuación es considerablemente menos compleja que las operaciones de 

puntuación del cociente de probabilidad de registro (Log Likelihood) en GMM [2]. 

 

Es importante destacar que el score distancia coseno considera el ángulo entre los 

dos i-vectors por lo que si el reultado de la distancia el coseno es 1, significa que los 

vectores son exactamente iguales; si es -1, son exactamente opuestos, si el coseno 

es 0, significa que los vectores son independientes. Ahora bien, si existe información 

no relacionada con el locutor (como el canal o la sesión) que esté afectando a la 

magnitud de los i-vectors no tenerla en cuenta en la etapa de obtención de 

puntuaciones puede afectar la robustez del sistema, de que ahí la necesidad de que 

ambos i-vector pasen por una etapa de compensación de la variabilidad del canal. 
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Capítulo 5. 

LDA/PLDA 
 

Después de haber realizado el paso de la extracción de los i-vector viene un punto 

muy importante, el cual muchos sistemas de reconocimiento del hablante lo utilizan 

para dos cosas. La primera es complementar la información escasa de las personas 

debido a que podría no tenerse suficientes datos para representar por completo a una 

persona; y la segunda es porque existen muchas variabilidades en la voz. Esto último 

es uno de los mayores problemas que se presentan para la implementación en este 

tipo de sistemas debido a que es muy difícil identificar a un hablante con diferentes 

variabilidades porque éstas pueden ser intencionales o no intencionales. Es por esto 

por lo que se implementará PLDA el cual es un método derivado de haber 

implementado previamente la técnica llamada Linear Discriminant Analysis (LDA). 

 

PLDA se puede implementar junto con i-vectors para poder tener mejores resultados 

en la evaluación ya que nos permite crear modelos generativos a partir de los i-vectors 

ya extraídos previamente, estos modelos generativos llamados así en [32] nos 

permiten modelar tanto la variabilidad de la persona como la del canal que están 

presentes en los i-vector, debido a no se tiene el control de los sistemas de grabación 

y los entornos donde se recoge la grabación para poder obtener una buena 

información de la persona que habla. 

 

Trabajar con estas 3 dificultades, escases de información, variabilidad de la persona 

y del canal, nos lleva a utilizar PLDA para poder tener un sistema más robusto que 

pueda tener un mejor desempeño en su tarea de evaluación y pueda entregar mejores 

resultados. 

 

Como se mencionó PLDA viene después de haber implementado LDA, esta técnica 

de LDA ayudará a cubrir 2 aspectos importantes del sistema que son, la reducción de 

la dimensión de los datos y normalización de los datos. El objetivo de LDA es buscar 

dentro de las matrices de dispersión unos nuevos ejes que nos indican la posición del 

i-vector maximizando la variabilidad dentro de las grabaciones de la persona y 

minimizando la variabilidad en el canal, de esta manera lograr tener una menor 

dimensión en los vectores resultantes que nos representen mejor a cada clase. 

 

LDA utiliza la técnica de normalización de fuente, esto ayuda para mejorar la 

estimación de las matrices de dispersión del conjunto de datos de entrenamiento, 
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donde existen insuficiente variabilidad de las expresiones del hablantes de diferentes 

fuentes [30], haciendo esto se puede hacer frente a uno de los 3 problemas, la 

escases de la información, donde al normalizar los datos LDA puede encontrar unos 

mejores ejes que puedan hacer la discriminación entre los diferentes individuos de 

una mejor manera. 

 

Una vez hecho estos dos pasos en LDA se puede implementar PLDA, que utiliza 

como base el nuevo espacio creado por LDA para así realizar una mejor 

discriminación con los nuevos datos proyectados en el espacio de baja dimensión, y 

además, nos ayuda a cubrir con el último problema que es la variabilidad tanto de la 

persona como la del canal. Para el espacio de la persona se genera una matriz con 

los nuevos datos dados por LDA mediante el algoritmo EM y para el espacio del canal 

modela todas aquellas fuentes de variabilidad no deseables dentro de una sola matriz 

de covarianza. 

  

Al utilizar LDA y PLDA nos permiten reducir la variabilidad no deseada que sabemos 

que ésta es introducida por factores tales como la transmisión del canal, ruido de 

fondo y características de la persona (edad, salud, idioma, etc.) en los i-vector que 

puedan hacer que para el sistema sea más difícil realizar la tarea de reconocimiento 

al tener información que es poco informativa de cada persona.  

 

Para obtener buenos resultados mediante la evaluación con PLDA se necesitan una 

gran cantidad de datos para cada clase. Para un enfoque forense contar con 

demasiada información podría incluso alejarse de la realidad, donde no se cuenta con 

mucha información sobre algún individuo, por esta razón es que se emplea primero 

LDA para la normalización de los datos, y para tener una mejor representación de la 

información al reducir la dimensión [30]. 

 

En los experimentos hechos para esta tesis se comparan también los resultados de 

PLDA al reducir la dimensión y sin reducir la dimensión para poder ver de una manera 

más clara las limitaciones del algoritmo, al ir variando la dimensión a la cual se quiere 

reducir y tener un mejor control del sistema al momento de variar el tiempo de prueba 

y saber entonces hasta qué punto el sistema debe obtener una buena reducción de 

la dimensión. 
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5.1 Linear Discriminant Analysis 

 

Utilizamos esta técnica para poder aplicar la reducción de la dimensionalidad [34] para 

así con nuestra matriz de datos originales proyectarla a una espacio de menor 

dimensión, esto se realiza para evitar tener información no relevante de las personas 

en nuestros i-vectors, reteniendo solo la información más representativa, y además 

quitando toda posible redundancia entre los datos de una gran matriz. En la figura 13 

se muestra de manera gráfica cómo sigue LDA el proceso para obtener las matrices 

de dispersión entre clases y dentro de las clases para después reducir la dimensión 

con los eigenvectores que mejor nos describan a los hablantes en el nuevo espacio 

reducido. 

 

 
Figura 13. Etapas del algoritmo LDA para el cálculo de varianza entre y dentro de las clases y la construcción de 

un nuevo espacio de baja dimensionalidad [31]. 
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Como primer paso consiste entonces en el cálculo de encontrar las matrices 𝑆𝐵 y 𝑆𝑊,  

donde 𝑆𝐵 es una matriz de dispersion que nos indica la variabilidad que existe entre 

cada individuo tratando de maximizar esa diferencia entre los hablantes de tal manera 

que sea más notoria para obtener mejores resultados y 𝑆𝑊 es la otra matriz de 

dispersión que trabaja con los datos presentes dentro de cada clase tratando de 

minimizar la separación entre ellos de tal manera que representen mejor al individuo 

al tener más agrupados los datos. 

 

Para poder obtener la matriz 𝑆𝐵 se debe realizar el cálculo del vector de media de 

cada clase y generar con los vectores de medias un vector de media global, para 

después calcular la separación entre clases. Para 𝑆𝑊 el proceso es semejante ya que 

se debe calcular la distancia entre la media de una clase y los ejemplos que existen 

en esa clase, y como tercer paso se debe construir un nuevo espacio de baja 

dimensión que nos va a permitir maximizar la varianza entre las clases y minimizar la 

varianza dentro de la clase. 
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5.2 Cálculo de la varianza entre clases (𝑆𝐵)  

 

La varianza entre clases (𝑆𝐵𝑖),  que es el paso D de la figura 13 representa la distancia 

entre la media de una clase 𝑖 (𝜇𝑖) y la media total (𝜇). La manera de obtener la 

varianza entre clases o la matriz entre clases (𝑆𝐵) se hace de la siguiente manera. 

Dada la matriz de datos original (que viene siendo nuestra matriz 𝑇), que contiene a 

los i-vectors, y cada i-vector (𝑥𝐼) representa la muestra, el patrón o la observación con 

la que se entrenó la matriz, y 𝑁 es el número total de muestras y cada muestra está 

representada por 𝑀 características. En otras palabras, cada muestra se representa 

como un punto en el espacio 𝑀-dimensional. Considerando que nuestro conjunto de 

entrenamiento tiene 𝑁 ejemplos {𝑥𝑖 , … . , 𝑥𝑁} donde cada ejemplo 𝑥𝑖 es un i-vector. 

Cada ejemplo de entrenamiento pertenece a una de las 𝐾 clases. Sea 𝐶𝐾 el conjunto 

de todas las muestras de la clase 𝑘 y sea 𝑛𝑘 = |𝐶𝐾| el número de muestras en la clase 

𝑘 = 1 … 𝐾 

 

𝑆𝐵 =  ∑ 𝑛𝑘(𝑚𝑘 − 𝑚)(𝑚𝑘 − 𝑚)𝑇

𝐾

𝑘=1

                              (25) 

Donde 

 

 𝑚𝑘  =  
1

𝑛𝑘
∑ 𝑥𝑖 

i∈𝐶𝑘
                              (26)  

 

 

 

es la media de la clase extraída en el paso B y  

 

m =  
1

N
∑ 𝑥𝑖 

i                               (27)  

 

es la media global de todo el conjunto de entrenamiento extraído en el paso C de la 

figura 13. 

 

En el paso D de la figura 13 se muestra primero cómo se calcula la matriz entre clases 

de la primera clase (𝑆𝐵1) y luego cómo se calcula la matriz total entre clases (𝑆𝐵) 

sumando todas las matrices entre clases de todas las clases. 
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5.3 Cálculo de la varianza dentro de la clase (𝑆𝑊) 

 

La varianza dentro de la clase de la clase 𝑘 (𝑆𝑊𝑘) representa la diferencia entre la 

media y los ejemplos de esa clase (los i-vectors) [2]. LDA busca minimizar la diferencia 

entre la media proyectada (𝑚𝑘) y las muestras proyectadas de cada clase (𝑥𝑖) o 

simplemente minimiza la varianza dentro de la clase. La varianza dentro de las clases 

de cada clase (𝑆𝑊) es calculada como en la ecuación 28. 

 

 

𝑆𝑤 =  ∑  

𝐾

𝑖=1

∑ 𝑛𝑘(𝑥𝑖 − 𝑚𝑘)(𝑥𝑖 − 𝑚𝑘)𝑇                              (28)

 

𝑖∈𝐶𝑘

 

 

Donde 𝐾 es el numero total de clases, 𝑚𝑘 es la media de la clase 𝑘 y se calcula de la 

misma forma que en la ecuación 26. En el paso F de la figura 13 se puede ver que 

primero se calcula la matriz de dispersión para una clase utilizando los i-vectors de 

esa clase centralizados y la media global, posteriormente suma todas las matrices 

𝑆𝑤𝑘 para obtener 𝑆𝑤. 
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5.4 Reducción de la dimensión 
 

Después de calcular la variancia entre las clases (𝑆𝐵) y la varianza dentro de la clase 

(𝑆𝑊), la matriz de transformación (𝑊) de la técnica LDA es llamada criterio de Fisher 

[31] ecuación (29) y puede ser reformulada como en la ecuación 31. 

 

𝑎𝑟𝑔 𝑚𝑎𝑥𝑤  
𝑊𝑇𝑆𝐵𝑊

𝑊𝑇𝑆𝑊𝑊
                              (29) 

 

𝑆𝑤𝑊 =  𝜆𝑆𝐵𝑊                                        (30) 

 

donde 𝜆 representa los eigenvalores de la matriz de transformación (𝑊) que contiene 

los eigenvectores. Por lo tanto, para obtenerlos se calcula los eigenvalores (𝜆 =

{𝜆1, 𝜆2, . . . . ., 𝜆𝑀}) y los eigenvectores (𝑉 =  {𝑣1, 𝑣2, . . . . ., 𝑣𝑀}) de la siguiente ecuación. 

 

𝑊 =  𝑆𝑊
−1𝑆𝐵                              (31) 

 

Los eigenvalores son valores escalares, mientras que los eigenvectores son vectores 

diferentes a cero, lo que nos permite aplicar la ecuación (30) y nos proporciona la 

información sobre el espacio LDA. Los eigenvectores representan las direcciones del 

nuevo espacio, y los eigenvalores correspondientes representan el factor de escala, 

el tamaño o la magnitud de los eigenvectores. 

 

Por lo tanto, cada eigenvector representa un eje del espacio LDA, y el eigenvalor 

asociado representa la robustez de ese eigenvector. La robustez del eigenvector 

refleja su capacidad para discriminar entre diferentes clases, es decir, aumenta la 

varianza entre clases y disminuye la varianza dentro de la clase de cada clase; por lo 

tanto, cumple con el objetivo LDA. Entonces, los eigenvectores con los 𝑘 eigenvalores 

más altos se utilizan para construir un espacio dimensional inferior (𝑉𝑘), mientras que 

los otros eigenvectores ({𝑣𝑘 + 1, 𝑣𝑘 + 2, 𝑣𝑀}) se descartan como se muestra en la figura 

13 en el paso G. 

 

La siguiente ecuación (32) nos describe cómo se proyecta la matriz de datos 

originales  (𝑋 𝜖 𝑅𝑁 𝑥 𝑀) a un espacio de baja dimensión  (𝑉𝑘 𝜖 𝑅𝑀 𝑥 𝑘). La dimensión de 

la proyección de datos es 𝑘; por lo tanto, las características de 𝑀 −  𝑘 son ignoradas 

o eliminadas de cada muestra. Entonces, cada muestra (𝑥𝑖) que fue representada 

como un punto en un espacio M-dimensional será representará en un espacio k-

dimensional de baja dimensión (𝑉𝑘) como sigue, 𝑦𝑖  =  𝑥𝑖𝑉𝑘 [2] 

 

𝑌 =  𝑋𝑉𝑘                              (32) 
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5.5 Probabilistic LDA 

 

PLDA es un método poderoso para distinguir variabilidad entre los hablantes y que 

genera información característica del hablante de entre todas las demás fuentes de 

variabilidad no deseada que caracterizan a las distorsiones [30], surge en [32], donde 

se propone un modelo generativo para distinguir rostros entre un conjunto de 

personas. Pero también se ha comprobado que puede trabajar para modelar la voz 

de las personas en las tareas de reconocimiento del hablante [14, 17]  

 

Existe varios enfoques del algoritmo PLDA como el estándar, simplificado o gaussiano 

y de dos colas. Para esta tesis se hace uso únicamente del enfoque simplificado o 

también llamado PLDA gaussiano el cual será explicado más adelante. La diferencia 

de usar este enfoque frente a los otros que este no trabaja con el espacio del canal, 

ya que se ha demostrado en [17] que los i-vectors al ser de baja dimensión y utilizando 

un enfoque estándar o de dos colas no muestran una gran ventaja cuando el espacio 

del canal no es eliminado. 

 

El aplicar esta técnica junto a los i-vector nos permite discriminar mejor las voces de 

las personas descomponiendo los i-vectors en 3 partes que son, un vector de medias 

global, una matriz que contiene el espacio de variabilidad entre las clases y una matriz 

de residuo la cual contiene la variabilidad no capturada junto con la variabilidad dentro 

de las clases y la variabilidad dentro las personas, estos tres componentes son el 

modelo generativo que PLDA obtiene al trabajar con los i-vectors. Según los 

investigadores PLDA es un algoritmo que muestra un buen desempeño al trabajar 

con suficientes datos etiquetados bajo diferentes distorsiones o variabilidad de las 

personas. En esta tesis de hace uso de la técnica reducción de la dimensión con la 

intención de esperar mejores resultados incluso cuando no se cuentan con suficientes 

datos representativos de cada persona. 

 

Un modelo PLDA gaussiano se define de la siguiente manera, dado un hablante (𝐻𝑠) y 

una colección de i-vectors 𝑋 = {𝑖1, … , 𝑖𝑁} pertenecientes a esa persona, el modelo 

PLDA gaussiano se expresa como:   

 

𝑥𝑠𝑖  =  𝜇 +  𝐹ℎ𝑠  +  𝜀𝑠𝑖                               (33) 

 

Donde 𝑥𝑠𝑖 es el i-vector de la persona s, 𝜇 es el vector de medias global de todos los 

i-vectors de entrenamiento, 𝐹 es una matriz de dimension 𝑃𝑥𝑅 y sus columnas 

representan una base donde se representa la variabilidad entre clases, conocida 

también como matriz de eigenvoices, ℎ𝑠 es un vector de 𝑅𝑋1 con una distribución 

normal estándar y se le conoce como variable latente que es la que identifica al i-

vector 𝑥𝑠𝑖 dentro del espacio de variabilidad 𝐹, y 𝜀𝑠𝑖 es la matriz residual que contiene 

la variabilidad no capturada y que representa la variabilidad dentro de las clases que 
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es equivalente al espacio del canal, la matriz 𝜀𝑠𝑖 es representada con una distribución 

normal con media cero y una matriz de covarianza completa Σ. 

 

La primera parte de la ecuación comprende a  𝜇 +  𝐹ℎ𝑠 los cuales representan en el 

modelo a las personas y definen a la identidad de cada individuo y depende solo de 

la persona no de una grabación en particular, en otras palabras, describe la variación 

entre los hablantes. Para encontrar los valores óptimos de los parámetros del modelo 

para cada hablante se utiliza igualmente el algoritmo iterativo EM para entrenar a 

PLDA. [33]. 
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5.6 Entrenamiento mediante el algoritmo EM 

 

De la ecuación 33 del modelo PLDA, se observa que descompone la voz en tres 

partes: un vector global de medias 𝜇, un espacio del hablante 𝐹 con su factor ℎ𝑠 y un 

espacio de variabilidad no deseada 𝜀𝑠𝑖 el cual contiene la variabilidad dentro de la 

clase y el ruido residual, por lo cual los parámetros a calcular son {𝜇, 𝐹, Σ }, para 

obtener estos parámetros se hace uso del algoritmo EM. Donde el paso E calcula la 

distribución posterior de la variable latente ℎ𝑠 con los parámetros iniciales y el paso M 

calcula los nuevos parámetros. 

 

Paso E: 

 

(ℎ𝑠|𝑋) =  𝐿𝑠
−1𝐹𝑇Σ−1 ∑ (𝑥𝑠𝑖 − 𝜇)

𝐻𝑠

𝑖=1
                              (34) 

 

(ℎ𝑠ℎ𝑠
𝑇|𝑋) =  𝐿𝑠

−1 +  (ℎ𝑠|𝑋)(ℎ𝑠|𝑋)𝑇                              (35) 

 

𝐿𝑠 = 𝐼 +  𝐻𝑖𝐹
𝑇Σ−1𝐹                                                          (36) 

 

 

Paso M: 

𝜇′ =  
Σ𝑠𝑖𝑥𝑠𝑖

Σ𝑠𝐻𝑠
                              (37) 

 

 

𝐹′ =  [∑(𝑥𝑠𝑖 − 𝜇′)(ℎ𝑠|𝑋)𝑇

𝑠𝑖

] [∑(ℎ𝑠ℎ𝑠
𝑇|𝑋)

𝑠𝑖

]

−1

                              (38) 

 

Σ′ =  
1

∑ 𝐻𝑠
𝑁
𝑠=1

{∑ ∑[(𝑥𝑠𝑖 − 𝜇′)(𝑥𝑠𝑖 − 𝜇′)𝑇𝐹′(ℎ𝑠|𝑋)(𝑥𝑠𝑖 − 𝜇′)𝑇]

𝐻𝑠

𝑖=1

𝑁

𝑠=1

}                              (39) 

 

 

En las siguientes figuras 14 y 15 se observa como el método PLDA ayuda 

notablemente a la separación de las características de las personas de toda 

información de fuentes no deseadas, conteniendo dentro una matriz las 

características que son dependientes del hablante y en otra la mayor parte de las 

características que forman parte y que son originarias de fuentes no deseadas tanto 

del ruido ambiental como del ruido del canal.  
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Figura 14. Matriz F obtenida por el modelo generativo de PLDA. 

 

La figura 14 es la representación de la matriz 𝐹 de la ecuación 33 y la figura 15 es 

toda la información no deseada modelada dentro de la matriz 𝜀 de la ecuación 33, se 

puede observar que PLDA cumple su objetivo de realizar un modelo generativo donde 

separa los i-vectors de la información del canal que vienen siendo todas las 

características no deseadas que pueden perjudicar los resultados cuando se quiere 

hacer una evaluación más precisa y cuando no se tiene suficientes datos, los números 

obtenidos del modelo PLDA para la matriz 𝐹 son mucho más limpios y representativos 

que los obtenidos para la matriz 𝜀 de la figura 15 y los de la matriz 𝑇 de la figura 12. 

 

 

Figura 15. Matriz ε obtenida por el modelo generativo de PLDA. 

Las filas de la matriz 𝐹 representan el tamaño del i-vector y sus columnas representan 

el tamaño del nuevo espacio reducido, el ejemplo de la figura 14 no representa todavía 
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un espacio que sea representativo, debido a que el tamaño de sus columnas como 

mínimo debe cumplir ser menor que el número de los hablantes por lo cual al menos 

se garantiza que una dimensión fue quitada. 

 

Continuando con el mismo ejemplo, en las siguientes dos figuras 16 y 17 se hace ya 

un uso notable de la técnica de reducción de la dimensionalidad encontrando un mejor 

espacio representativo, al pasar de 138 columnas a 40 columnas y reduciendo 

además el tamaño del i-vector a 40 características para ayudarle al modelo generativo 

de PLDA a obtener incluso aún mejores resultados que son más representativos para 

cada persona para escenarios donde no se cuenta con suficientes datos de 

entrenamiento de cada hablante, el uso de esta técnica ayudó notablemente en los 

resultados de los experimentos mostrados en el capítulo 6. 

 

 

Figura 16. Matriz F obtenida por el modelo generativo de PLDA después de aplicar la reducción de la 
dimensionalidad. 

 

Figura 17. Matriz ε obtenida por el modelo generativo de PLDA después de aplicar la reducción de la 
dimensionalidad. 
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5.7 Evaluación PLDA 

 

Después de la estimación de sus parámetros, PLDA nos permite hacer la evaluación 

entre dos personas, para cada dos i-vector de prueba 𝒙𝟏y 𝒙𝟐 el puntaje de verificación 

será calculado usando el log-likelihood ratio de la hipótesis 𝐻𝑠,  contra la hipótesis 𝐻𝑑 

donde los dos i-vectors pertenecen a diferentes personas [32]. Si ambos i-vectors 

pertenecen a la misma persona significa entonces que los i-vector tienen la misma 

variable de identidad hi, en caso contrario los dos i-vector pertenecen a diferentes 

personas y tienen diferentes variables de identidad. Los resultados para la puntuación 

de PLDA se indican como PLDA-Gaussian. 

 

𝑠𝑐𝑜𝑟𝑒 (𝑥1, 𝑥2)  =  
𝑝(𝑥1, 𝑥2| 𝐻𝑠)

𝑝(𝑥1, 𝑥2| 𝐻𝑑)
                              (40) 

 

Dado la suposición de que los i-vector manejan una distribución gaussiana se puede 
calcular el puntaje de evaluación log-likelihood planteando la siguiente formula [33]  
 

 

𝑠𝑐𝑜𝑟𝑒 (𝑥1, 𝑥2) =  [𝒙𝟏
𝑇 𝒙𝒕

𝑇] [Σ + 𝐹𝐹𝑇 𝐹𝐹𝑇

𝐹𝐹𝑇 Σ + 𝐹𝐹𝑇]
−1

[𝒙𝟏  𝒙𝟐] 

−  𝒙𝟏
𝑇[Σ + 𝐹𝐹𝑇]−1𝒙𝟏 −  𝒙𝒕

𝑇[Σ + 𝐹𝐹𝑇]−1𝒙𝟐                                         (41)  
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Capítulo 6. 

Experimentos 
 

 

6.1 Corpus Valquiria 

 

Este corpus es el que fue utilizado tanto para la etapa de entrenamiento como la etapa 

de prueba para el sistema. Las características principales con las que cuenta este 

corpus es tener una colección de llamadas telefónicas desde un teléfono público a 

celular, de público a teléfono fijo, celular a celular, celular a fijo, de fijo a fijo. Por lo 

tanto, son grabaciones en entornos reales que es lo que buscamos para comprobar 

el desempeño de i-vector con PLDA a pesar de no ser grabaciones en un ambiente 

controlado sin ruido. Además, son grabación hechas con el español del centro de la 

Ciudad de México. 

Las grabaciones con las que cuenta el corpus son de personas con los siguientes 

rangos de edades: de 18 a 30, de 31 a 45, de 46 a 60 y de 60 en adelante. En cada 

uno de estos rangos se grabaron a 7 mujeres y 7 hombres diferentes, tomando en 

cuenta los 5 diferentes tipos de llamadas realizadas, dan un total de 280 grabaciones 

en el corpus, todas de diferentes personas. 

El “Corpus valquiria” fue diseñado y creado por el “laboratorio de tecnologías del 

lenguaje” de la Facultad de Ingeniería y el grupo de ingeniería lingüística durante los 

años 2015 y 2016. Este corpus aún no ha sido liberado al público, ya que se están 

realizando sus transcripciones fonéticas; las transcripciones antes referidas no son 

utilizadas en esta tesis. 

Cabe mencionar que si se contara con un corpus grabado en mejores condiciones 

tanto ambientales como con mejores canales de grabación se esperaría que el 

sistema desarrollado en esta tesis mostrara mejores resultados debido a que se 

obtendría mejores características de las voces de las personas, pero como ha sido 

resaltado en esta tesis el contar con un corpus deseado puede alejarse de la realidad, 

además en la mayoría de los casos prácticos las grabaciones no van a ser obtenidas 

en un entorno controlado. 

Los nombres de los archivos tienen un formato que permite identificar las 

características del hablante como lo son el género, rango de edad, el tipo de llamada 

y al final un índice que va del 0001 al 0007. A continuación, se listan las diferentes 

formas de identificar cada una de estas. 
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● Género: 01 para hombres, 02 para mujeres 

● Rango de edad: “a” corresponde de 18 a 30 años, “b” de 31 a 45, “c” de 46 a 

60 y “d” de 60 en adelante. 

● Tipo de llamada: 01 calle a celular, 02 calle a fijo, 03 celular a celular, 04 celular 

a fijo y 06 fijo a fijo 

Por ejemplo, si el nombre del archivo es el siguiente 02-a-04-0003svr.wav, significa 

que se trata de una mujer, de edad entre 18 y 30 años, la llamada se grabó de celular 

a fijo y es la tercera persona en esta categoría de las 7 presentes. 
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6.2 Condiciones 

 

Para la fase de los experimentos fue utilizado un entrenamiento de 5 y 10 segundos 

variando el tiempo de prueba hasta llegar a toda la duración de la grabación ya que i-

vector puede trabajar con expresiones cortas y/o largas sin importar el tiempo que 

dura una expresión. 

 

Tanto para los entrenamientos de 5 segundos,10 segundos y los tiempos de audio de 

prueba fueron utilizados los mismos valores de los parámetros. En el procesamiento 

de la señal de voz se utilizaron 13 MFCC, un análisis de 25 milisegundos para el 

ventaneo con un traslape de 10 milisegundos y un filtro preénfasis con 𝛼 = 0.97. 

 

Para los i-vector se trabajó un i-vector de tamaño 50, una reducción de dimensión de 

10, modelos UBM de 256 gaussianas para el entrenamiento de 5 segundos y 512 

gaussianas para el entrenamiento de 10 segundos. 

 

Los valores de los parámetros utilizados en esta tesis son valores establecidos por 

los programas y sugeridos por los investigadores, puede modificarse su valor de todos 

los parámetros si es requerido, para esta tesis se decidió trabajar con los parámetros 

establecidos, modificando únicamente el tamaño del i-vector, la reducción de la 

dimensión y el número de iteraciones en los entrenamientos. 

 

Durante todos los experimentos se trabajó diferentes dimensiones de i-vector como 

400, 200 100 y 50, se observó en los resultados que un i-vector de dimensión 50 

presentaba mejores resultados que los que son de mayor dimensión llegando a la 

conclusión de que debido a que no se está trabajando con un corpus amplio con un 

mayor número de hablantes y un mayor número de grabaciones por persona las 

dimensiones mayores a 50 presentaban un menor desempeño porque se captura más 

variabilidad no deseada en el i-vector, es por esto que todos los experimentos 

mostrados a continuación fueron trabajados con un i-vector de dimensión 50. 

 

De igual la forma el sistema mostró un mejor desempeño al trabajar con una reducción 

de dimensión de 10 al intentar con diferentes tamaños de reducción. En las siguientes 

secciones se muestra los resultados obtenidos para mujeres y hombres. 
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6.3 Mujeres 

 

 

N° Audios 

Entrenamiento 

N° Audios 

Prueba 

Entrenamiento 

(seg) 

i-vector N° Gaussianas N° MFCC R.D. 

140 30 5 50 256 13  40 

Tabla 4.  Parámetros utilizados para las pruebas de mujeres con un entrenamiento de 5 segundos. 

 

Se tomó una muestra aleatoria de tamaño 30 para las voces de la fase de prueba. 

Las siguientes tablas muestran el resultado de cada sistema al enfrentarse con 

diferentes tiempos de prueba de cada audio. 

 

Tiempo de 

prueba 

(seg) 

PLDA Precisión 

PLDA 

CDS Precisión 

CDS 

GMM Precisión 

GMM 

PLDA-RD Precisión 

PLDA-RD 

5 30/30 100% 30/30 100% 30/30 100% 30/30 100% 

10 24/30 80% 28/30 93% 30/30 100% 29/30 96% 

20 19/30 63% 26/30 86% 27/30 90% 27/30 90% 

30 15/30 50% 26/30 86% 24/30 80% 27/30 90% 

40 13/30 43% 22/30 73% 24/30 80% 26/30 86% 

50 12/30 40% 23/30 76% 23/30 76% 26/30 86% 

60 10/30 33% 21/30 70% 18/30 60% 26/30 86% 
Tabla 5. Resultados de los sistemas y su precisión con 5 segundos de entrenamiento y variando el tiempo de 

prueba utilizando las voces de mujeres. 

 

Aumentando el entrenamiento a 10 segundos y el número de gaussianas a 512. 

 

N° Audios 

Entrenamiento 

N° Audios 

Prueba 

Entrenamiento 

(seg) 

i-vector N° Gaussianas N° MFCC R.D. 

140 30 10 50 512 13  40 

Tabla 6. Parámetros utilizados con un entrenamiento de 10 segundos para voces de mujeres. 

 

Tiempo de 

prueba 

(seg) 

PLDA Precisión 

PLDA 

CDS Precisión 

CDS 

GMM Precisión 

GMM 

PLDA-RD Precisión 

PLDA-RD 

30 30/30 100% 30/30 100% 30/30 100% 30/30 100% 

60 28/30 93% 30/30 100% 30/30 100% 30/30 100% 

90 28/30 93% 30/30 100% 30/30 100% 30/30 100% 

120 28/30 93% 30/30 100% 27/30 90% 30/30 100% 

Audio 

completo 

26/30 86% 30/30 100% 24/30 80% 30/30 100% 

Tabla 7. Resultados de los sistemas y su precisión con 10 segundos de entrenamiento y variando el tiempo de 
prueba utilizando las voces de mujeres. 

 

Se recolectó una segunda muestra para la fase prueba con audios que cumplieran 

con una duración mayor a 3 minutos dentro del corpus Valquiria, con la finalidad de 

observar el desempeño los sistemas al enfrentarse con los audios de mayor duración 
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con tan solo un entrenamiento de 10 segundos. En totalidad se encontraron 22 audios 

que cumplían con una duración mayor a los 3 minutos. 

 

 

N° Audios 

Entrenamiento 

N° Audios 

Prueba 

Entrenamiento 

(seg) 

i-vector N° Gaussianas N° MFCC R.D. 

140 22 10 50 512 13  40 

Tabla 8. Parámetros utilizados con un entrenamiento de 10 segundos para la segunda muestra de prueba para 

voces de mujeres. 

 

Tiempo de 

prueba 

(seg) 

PLDA Precisión 

PLDA 

CDS Precisión 

CDS 

GMM Precisión 

GMM 

PLDA-RD Precisión 

PLDA-RD 

Audio 

completo 

18/30 73% 22/22 100% 18/22 73% 22/22 100% 

Tabla 9. Resultados de los sistemas y su precisión frente a la muestra de mayor variabilidad de las voces de 
mujeres. 
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6.4 Hombres 

 

 

N° Audios 

Entrenamiento 

N° Audios 

Prueba 

Entrenamiento 

(seg) 

i-vector N° Gaussianas N° MFCC R.D. 

140 30 5 50 256 13  40 

Tabla 10. Parámetros utilizados para las pruebas de hombres con un entrenamiento de 5 segundos. 

 

De igual forma para la fase de prueba en voces de hombres se tomó una muestra 

aleatoria de tamaño 30. Los resultados obtenidos de cada sistema son mostrados en 

las siguientes tablas. 

  

Tiempo de 

prueba 

(seg) 

PLDA Precisión 

PLDA 

CDS Precisión 

CDS 

GMM Precisión 

GMM 

PLDA-RD Precisión 

PLDA-RD 

5 30/30 100% 30/30 100% 30/30 100% 30/30 100% 

10 22/30 73% 27/30 90% 30/30 100% 30/30 100% 

20 14/30 46% 23/30 76% 28/30 93% 27/30 90% 

30 12/30 40% 16/30 53% 24/30 80% 25/30 83% 

40 11/30 36% 14/30 46% 22/30 73% 21/30 70% 

50 11/30 36% 13/30 43% 19/30 63% 20/30 66% 

60 10/30 33% 11/30 36% 17/30 56% 20/30 66% 
Tabla 11. Resultados de los sistemas y su precisión con 5 segundos de entrenamiento y variando el tiempo de 

prueba utilizando las voces de hombres. 

 

Aumentando el entrenamiento a 10 segundos y el número de gaussianas a 512. 

  

N° Audios 

Entrenamiento 

N° Audios 

Prueba 

Entrenamiento 

(seg) 

i-vector N° Gaussianas N° MFCC R.D. 

140 30 10 50 512 13  40 

Tabla 12. Parámetros utilizados para las pruebas con un entrenamiento de 10 segundos para las voces de 
hombres. 

 

Tiempo de 

Prueba 

(seg) 

PLDA Precisión 

PLDA 

CDS Precisión 

CDS 

GMM Precisión 

GMM 

PLDA-RD Precisión 

PLDA-RD 

30 24/30 80% 30/30 100% 30/30 100% 30/30 100% 

60 14/30 46% 30/30 100% 28/30 93% 30/30 100% 

90 13/30 43% 29/30 96% 28/30 93% 29/30 96% 

120 15/30 50% 29/30 96% 26/30 86% 29/30 96% 

Audio 

completo 

17/30 56% 28/30 93% 24/30 80% 29/30 96% 

Tabla 13. Resultados de los sistemas y su precisión con 10 segundos de entrenamiento y variando el tiempo de 

prueba. 

 

Al igual que en los experimentos con las voces de mujeres, con los hombres se 

pretende también observar el comportamiento de cada sistema al enfrentarse a la 

máxima durabilidad que pueden tener los audios en el corpus con voces de hombres. 
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Esta segunda muestra recolectada tiene un tamaño de 17 audios de personas 

diferentes donde cada uno tiene una durabilidad mayor a 3 minutos. Las siguientes 

tablas muestran los parámetros trabajados y los resultados obtenidos por los 

sistemas. 

  

N° Audios 

Entrenamiento 

N° Audios 

Prueba 

Entrenamiento 

(seg) 

i-vector N° Gaussianas N° MFCC R.D. 

140 17 10 50 512 13  40 

Tabla 14. Parámetros utilizados para las pruebas con un entrenamiento de 10 segundos para la segunda 
muestra de prueba en voces de hombres. 

 

Tiempo de 

prueba 

(seg) 

PLDA Precisión 

PLDA 

CDS Precisión 

CDS 

GMM Precisión 

GMM 

PLDA-RD Precisión 

PLDA-RD 

Audio 

completo 

6/17 35% 17/17 100% 13/17 76% 17/17 100% 

Tabla 15. Resultados de los sistemas y su precisión frente a la muestra de mayor variabilidad. 
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Capítulo 7. 

Conclusiones 
 

El sistema desarrollado en esta tesis de reconocimiento del hablante basado en i-

vectors ha demostrado tener un mejor desempeño al enfrentarse contra una gran 

variabilidad de voz frente a otro sistema como GMM. El apoyarse junto a otro método 

como PLDA fortalece al sistema a clasificar de una mejor manera las voces de las 

personas, ya que este método divide las voces en dos partes, una parte enfocada en 

la personalidad del hablante y otra enfocada a la variabilidad no deseada lo cual hace 

que se le dé un mejor trato de análisis a las voces. Además, cuando no se cuenta con 

grandes cantidades de datos para el entrenamiento PLDA con reducción de 

dimensión es una buena opción para hacer nuestro sistema más robusto. 

 

El hacer usos de los parámetros recomendados por los investigadores brindó mejores 

resultados tanto para una evaluación con distancia coseno como con PLDA que 

fueron los que más se mantuvieron con un mejor rendimiento a diferencia de GMM. 

Durante los experimentos el puntaje de evaluación de distancia coseno mostró 

siempre buenos resultados y un gran desempeño a la hora de enfrentarse a una 

mayor variabilidad, por lo cual se puede concluir que usar esta métrica no sería una 

mala opción si se cuenta con mejores datos y una mayor cantidad para la etapa de 

entrenamiento. Además si nos interesara el tiempo de ejecución de los métodos de 

evaluación, la distancia coseno a diferencia de la evaluación con Maximum Likelihood 

de GMM y la evaluación de PLDA presentó durante los experimentos un menor tiempo 

de procesamiento debido a que su fórmula de cálculo es mucho menos compleja que 

la de los otros métodos lo cual la hace mucho más rápida, aunque en este caso PLDA 

resultó ser un método de evaluación superior a los demás métodos. 

 

Se observó durante los experimentos que el sistema i-vectors con PLDA puede 

brindar malos resultados al no ser tratado con un buen entrenamiento, ya que al 

brindarle poca información como en el entrenamiento de 5 segundos y recibir un 

entrenamiento de la matriz T con un numero de iteraciones mayor a 50  el sistema 

logra un sobreajuste (overfitting en inglés) en los datos de entrenamiento que hace 

que en la evaluación el sistema presente un mal desempaño, por lo cual el no hacer 

un análisis previo de los datos con los que se cuenta y enfocarse en pretender 

robustecer al sistema en la fase de entrenamiento puede lograr un mal desempeño 

del sistema. En esta tesis se analizó el uso de los datos con los que se contaba y 

probando un entrenamiento no mayor a 50 iteraciones ni menor a 10 iteraciones se 
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logró obtener mejores resultados que cuando se hacía con un mayor número de 

iteraciones y que cuando se hacía con un menor número de iteraciones, ya que 

también no generalizaba de manera correcta y por lo tanto el sistema no aprendía y 

no se ajustaba de una mejor manera a los datos. Se realizaron experimentos en 

condiciones difíciles de enfrentamiento, razón por la cual los sistemas no logran 

mejorar su desempeño al aumentar el tiempo de prueba. El sistema GMM usado en 

esta tesis ya se usó en condiciones mejoradas y sí obtiene los resultados esperados 

[19]. 

 

El uso de técnicas de reducción de dimensión ayuda notablemente al sistema cuando 

no se cuenta con los suficientes datos para representar a cada persona y se busca 

un nuevo espacio que maximice la separación entre clases y minimice la variabilidad 

interna que hay dentro de cada clase, esto ayudó al sistema a obtener mejores 

resultados a la hora de la evaluación, ya que presenta tanto mejores resultados como 

un mejor rendimiento cuando el tiempo de prueba seguía variando. Un punto importe 

en estas conclusiones es que no se requiere siempre el uso de técnicas reducción de 

la dimensión cuando se cuenta con un corpus robusto en grabaciones de cada 

persona, cuando se cuenta con grabaciones que son de mejor calidad que hacen que 

se pueda extraer mejores características de las personas y notablemente cuando se 

tiene un mayor entrenamiento con datos más puros y/o de mayor duración, ya que en 

los resultados mostrados en esta tesis y durante la fase de los experimentos i-vectors 

junto a PLDA sin reducción de la dimensión lograba un desempeño favorable e 

igualable frente a GMM y frente a la reducción de la dimensión e incluso en los 

experimentos de mujeres con entrenamiento de 10 segundos obtuvo mejores 

resultados que GMM en algunas evaluaciones. 

 

El objetivo planteado para esta tesis se logró cumplir debido a que se desarrolló un 

sistema de reconocimiento del hablante basado en i-vector y PLDA los cuales son 

considerados métodos del estado del arte, además fue un sistema que trabajó con el 

español de la Ciudad de México que logró tener un buen rendimiento. En la parte de 

la hipótesis se obtuvieron los resultados esperados, aunque hubo también 

comportamientos muy destacables por los otros métodos de evaluación como lo es 

distancia coseno, donde hacer directamente la evaluación de los i-vectors sin PLDA 

puede traer buenos resultados competitivos y una mayor rapidez del sistema, si se 

contará con una mejor calidad de los datos de entrenamiento y una mayor cantidad 

posiblemente la parte de PLDA podría omitirse. Para esta tesis el hacer uso de la 

reducción de la dimensión sí mostró un mejor desempeño frente a GMM y los demás 

métodos de valuación, como se esperaba y como los investigadores también 

mencionan y por lo cual el sistema i-vectors con PLDA es mejor frente a su antecesor 

GMM.  

 

El desarrollar sistemas basados en inteligencia artificial abren las puertas a un gran 

campo de investigación y de desarrollo de nuevas estrategias y enfoques para 

diversas tareas y aplicaciones en las que se podría implementar esta nueva 
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tecnología, ya que la inteligencia artificial dentro de sus propósitos está el procesar 

grandes masas de información y ayudar a los humanos a tener una mejor herramienta 

de mayor confiabilidad a la hora de tomar una decisión importante y que para los 

humanos les sería imposible procesar tanta información a gran velocidad, como es el 

sistema de reconocimiento del hablante, por lo cual el hacer uso de esta tecnología 

de inteligencia artificial nos beneficia en gran manera, ya que sabiéndola utilizar se 

convierte es una herramienta poderosa para mejorar nuestras actividades,  como fue 

mencionado anteriormente nos proporciona nuevas áreas de trabajo. 
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