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3.4. Frameworks de aprendizaje de máquina . . . . . . . . . . . . . . . . . . . . 42

4. Autoencoder para extracción léxica bilingüe 45
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4.2. Palabra en español con más de una posible traducción en náhuatl. . . . . . 49
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5.5. Extracción léxica bilingüe usando vectores fastText y la transformación lineal. 64

5.6. Modelo 3 . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 66

5.7. Modelo 5 . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 66

5.8. Modelo 9 . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 67

5.9. Resultados de los modelos entrenados y evaluados con vectores fastText nor-
malizados . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 67

5.10. Resultados de los modelos entrenados con vectores fastText normalizados y
evaluados con vectores no normalizados . . . . . . . . . . . . . . . . . . . . 67

VIII



((Authors should use common words to
say uncommon things.))

— Arthur Schopenhauer, The Art of
Literature, 1891.

Caṕıtulo 1

Introducción

En este caṕıtulo se describe la temática, áreas de estudio involucradas en el desarrollo
de esta tesis, aśı como una breve descripción de la problemática que se intenta resolver,
objetivos e hipótesis.

1.1. Definición del problema

El procesamiento de lenguaje natural (PLN) o lingǘıstica computacional es una subra-
ma de estudio de la Inteligencia Artificial (IA); el objetivo primordial del PLN consiste
en procesar, imitar, interpretar el lenguaje humano mediante modelos computacionales. El
crecimiento de esta área en los últimos años ha permitido el desarrollo de diversas tecno-
loǵıas del lenguaje, por ejemplo, asistentes de voz, sistemas pregunta-respuesta, análisis y
procesamiento automático de textos, sistemas de traducción automática, sólo por mencionar
algunos.

Una herramienta muy útil dentro del PLN son los corpus textuales, que son colecciones
de documentos que permiten estudiar y analizar la estructura de una lengua. En particular
para las tareas relacionadas con el procesamiento multilingüe se utilizan grandes colecciones
de corpus paralelos, repositorios de documentos donde cada documento tiene su correspon-
diente traducción en una o más lenguas. Este tipo de recursos son muy valiosos debido a la
información léxica bilingüe que se puede obtener de ellos y son la base para obtener modelos
estad́ısticos representativos de las lenguas. Los corpus paralelos permiten construir métodos
y/o modelos computacionales que sean capaces de procesar más de una lengua.

En este sentido, la traducción automática es una de las tareas históricamente más rele-
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CAPÍTULO 1. INTRODUCCIÓN

vantes del PLN, por ejemplo, existen modelos de tipo estad́ıstico que son capaces de hacer
traducciones a nivel oración (Brown et al., 1991). Un proceso esencial para alimentar a este
tipo de modelos es tener corpus paralelos (traducciones) alineados a nivel oración (Gale and
Church, 1993). La alineación entre corpus paralelos puede realizarse, también, a diferentes
niveles, por ejemplo, nivel documento, oración, frases, palabras. En particular, la alinea-
ción a nivel palabra es una tarea estrechamente relacionada con la traducción automática
y constituye un área activa de investigación pues no es fácil encontrar automáticamente las
correspondencias entre palabras debido a la riqueza de fenómenos lingǘısticos que pueden
presentar las lenguas, además, no hay suficiente desarrollo en tecnoloǵıas del lenguaje para
una cantidad considerable de lenguas por lo que muchas de estas no cuentan con sistemas
o métodos de traducción automática.

Es importante mencionar que gran parte de los métodos más populares en la actualidad
enfocados a tareas como traducción automática y extracción léxica bilingüe necesitan de
una cantidad considerablemente elevada de documentos paralelos para funcionar adecua-
damente. Algunos de estos métodos consisten en hacer uso de representaciones vectoriales
de palabras y el aprendizaje de un mapeo lineal para transformar vectores de una lengua
objetivo a otra lengua fuente y aśı obtener traducciones de palabras.

En esta tesis el principal interés es la extracción léxica bilingüe, la cual consiste en
obtener pares de palabras que son traducción a partir de corpus paralelos digitales.

Cuando nos enfrentamos a un escenario en donde las lenguas sólo poseen recursos digi-
tales limitados, es decir, el tamaño de los corpus con los que se trabaja son pequeños, se
dificulta la tarea de extracción léxica y, en general, se dificulta el desarrollo de tecnoloǵıas
para lenguas de bajos recursos digitales (Gutierrez-Vasques, 2015).

Nuestro caso de estudio se enfocará en proponer una metodoloǵıa que involucre el apren-
dizaje de un mapeo no lineal entre representaciones vectoriales de palabras mediante una
arquitectura neuronal para obtener traducciones a nivel palabra entre dos lenguas, espećıfi-
camente en casos en donde sólo se tiene disponible una cantidad pequeña de corpus paralelo.

En primera instancia, se realizarán experimentos para el par de lenguas español-náhuatl,
siendo el náhuatl la lengua de bajos recursos digitales. Adicionalmente, se pretende evaluar
los modelos obtenidos en más pares de lenguas.

1.2. Objetivos

El objetivo de esta tesis de licenciatura es contribuir al área de la inteligencia artificial,
espećıficamente en la subárea del procesamiento de lenguaje natural para lenguas mexica-

2



CAPÍTULO 1. INTRODUCCIÓN

nas de bajos recursos digitales. El objetivo particular consiste en proponer un método de
aprendizaje de máquina capaz de generar/obtener representaciones vectoriales multilingües
para relacionar un par de lenguas y aśı inducir léxico bilingüe de manera automática. En
este trabajo se propone el uso de técnicas populares de aprendizaje de máquina, en par-
ticular redes neuronales artificiales que se utilizarán con dos fines, uno de ellos es para el
aprendizaje de representaciones vectoriales miltilingües y, por otra parte, para la tarea de
extracción léxica bilingüe.

1.3. Hipótesis

Muchos de los métodos actuales para extracción de léxico bilingüe utilizan representa-
ciones vectoriales de palabras, consisten en aprender una transformación lineal que mapea
de un espacio vectorial de una lengua fuente al espacio vectorial de la lengua destino con el
objetivo de obtener su correspondiente traducción.

Nuestra hipótesis consiste en que un mapeo no lineal es capaz de obtener un mejor
desempeño en la tarea de extracción de léxico bilingüe comparado con los métodos actua-
les, los cuales consisten en aprender un mapeo lineal. Para realizar un mapeo no lineal,
utilizaremos métodos de aprendizaje de máquina, en espećıfico, una arquitectura neuronal
y el uso de vectores para representar el significado de las palabras y aśı poder realizar un
mapeo no lineal con el fin de extraer léxico bilingüe.

3
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((Los ĺımites de mi lenguaje representan
los ĺımites de mi mundo.))

— Ludwig Wittgenstein, Tractatus
Logico-Philosophicus, 1922.

Caṕıtulo 2

Fundamentos de procesamiento
multilingüe

A continuación se hace una introducción sobre los conceptos y áreas de estudio involu-
cradas en el desarrollo de este trabajo y que son necesarios para familiarizar al lector con
el tema.

2.1. Procesamiento de lenguaje natural

En 1968, Stanley Kubrick filmó 2001: A Space Odyssey, una peĺıcula de ciencia ficción
basada en el libro homónimo de Arthur C. Clarke. En esta cinta, uno de los personajes es
la supercomputadora llamada HAL 9000, la cual está a cargo de la nave espacial Discovery,
que lleva abordo a varios tripulantes en un viaje hacia la Luna. HAL 9000 es una IA que
se encarga de controlar las funciones de la nave Discovery y es, además, capaz de entablar
conversaciones de manera natural con los astronautas, es decir, se comunica en lenguaje
hablado con los tripulantes de tal manera que para ellos es como platicar con una persona.

Sin embargo, HAL 9000 por el momento, es más ciencia ficción que una realidad tangible
debido a la complejidad inherente de la lengua. Un sistema aśı es un ejemplo simbólico de
una de las principales metas del PLN y de la IA en general. La Figura 2.1 es una fotograf́ıa
de la IA multimodal HAL 9000.

El PLN es un área de estudio multidisciplinaria, también puede ser conocida como
lingǘıstica computacional, y es una rama de la IA. En particular, el PLN es un área de
estudio que abarca diversas disciplinas como la lingǘıstica, matemáticas, ciencias de la

5



CAPÍTULO 2. FUNDAMENTOS DE PROCESAMIENTO MULTILINGÜE

Figura 2.1: HAL 9000: Stanley Kubrick, la exposición. Cineteca Nacional. México.

computación, por mencionar algunas. Aunque las metas más ambiciosas del PLN y la IA aún
están lejanas y sólo existen dentro de un universo ficticio, no significa que en la actualidad
no haya tecnoloǵıas del lenguaje de uso comercial y muy utilizadas. Un ejemplo de esto
son los sistemas de traducción de Google1, asistentes de voz como Siri de Apple o Alexa de
Amazon, entre otros.

¿Qué es la IA? Existen diversas y muy variadas definiciones, que van desde enfoques
cient́ıficos hasta filosóficos que tratan de definir lo que es IA; de manera muy general, la IA
al igual que el PLN, es una área de estudio multidisciplinario que consiste en comprender,
modelar y replicar la inteligencia y procesos cognitivos de los seres vivos (especialmente de

1https://translate.google.com/
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CAPÍTULO 2. FUNDAMENTOS DE PROCESAMIENTO MULTILINGÜE

los humanos) haciendo uso de métodos y principios matemáticos, computacionales, lógicos,
mecánicos e incluso biológicos (Frankish and Ramsey, 2014).

La IA y el PLN han estado estrechamente relacionadas a lo largo de las últimas décadas.
Por muchos años los enfoques de PLN estuvieron basados principalmente en reglas expĺıcitas
lingǘısticas que buscaban modelar el lenguaje humano (Lees and Chomsky, 1957). Este
primer enfoque se ocupó para hacer sistemas de traducción automática y otras aplicaciones
relacionadas con el lenguaje humano.

Además de los sistemas basados en reglas, Weaver (1949), con base en la teoŕıa de los
sistemas de comunicación propuesta por Claude Shannon, en conjunto con H. Nyquist R.
V. L. Hartley, todos miembros de Laboratorios Telefónicos Bell, sugirieron adaptar esta
teoŕıa para sistemas de traducción automática. Sin embargo, este tipo de planteamientos
estad́ısticos se implementaŕıan realmente hasta la época actual en donde la era digital y la
capacidad computacional finalmente lo permiten.

Las tendencias actuales han ido abandonado el uso de sistemas basados en una gran
cantidad de reglas; hoy en d́ıa, gracias al poder de cómputo y de la cantidad de datos de los
que podemos disponer, la IA y el PLN utilizan métodos estad́ısticos, por ejemplo, métodos
de aprendizaje automático ya que suelen ser más flexibles que los sistemas basados en reglas.

A grandes rasgos, las principales áreas de estudio que se abordan dentro del PLN se
pueden resumir en los siguientes temas: procesamiento de textos, búsqueda de información,
traducción automática, interfaces de lenguaje natural, entre muchas otras (Gelbukh, 2002).

2.2. Traducción automática y extracción léxica bilingüe

Dentro del PLN, una tarea muy importante es el estudio y desarrollo de modelos y siste-
mas para tratar más de una lengua. La extracción léxica bilingüe y la traducción automática
son algunas de las aplicaciones multilingües del PLN.

Como ya se mencionó, la extracción léxica bilingüe aśı como la traducción automática
se realizan a partir de grandes corpus, ya sean corpus paralelos (colecciones de documentos
con su correspondiente traducción en dos o más lenguas) o corpus monolingües (colecciones
de documentos en una sóla lengua), ya que contienen información muy valiosa sobre el
comportamiento de la lengua, lo cual resulta muy útil para poder analizar y extraer la
relación que existe entre las lenguas aśı como su comportamiento de manera estad́ıstica
para el desarrollo de aplicaciones multilingües.
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2.2.1. Traducción automática

La traducción automática consiste en convertir, mediante sistemas computacionales,
texto o voz de una lengua origen a una o varias lenguas destino y es una de las aplicaciones
más importante dentro del PLN; es una tarea que se ha imaginado desde el siglo XVII
(Hutchins, 1995) y que sólo a finales del siglo pasado se ha vuelto una tecnoloǵıa utilizada
cotidianamente.

A ráız de la Segunda Guerra Mundial, existió una gran inversión en tecnoloǵıas de tra-
ducción automática por parte del gobierno norteamericano; sin embargo, estos sistemas que
se desarrollaron por décadas (y principalmente basados en reglas) no lograron hacer traduc-
ciones de manera automática que fueran más rápidas o sencillas de generar en comparación
con las traducciones realizadas por humanos (Council et al., 1966). Incluso desde el punto
de vista lingǘıstico, el concepto de una traducción completamente fiel es problemático, ya
que, en palabras de Jorge Luis Borges: ((El original es infiel a la traducción)).2

A pesar de que las primeras aproximaciones sobre sistemas de traducción automática
consist́ıan en sistemas basados en reglas generadas por lingǘıstas, después, tomando como
inspiración la teoŕıa de la información (Shannon, 2001), se adaptaron modelos estad́ısticos
dando origen a la traducción automática estad́ıstica (statistical machine translation SMT
por sus siglas en inglés).

Sin embargo, los modelos estad́ısticos de traducción automática no eran muy populares
debido al limitado poder de cómputo con el que se contaba y, además, diversos investigadores
abandonaron esta aproximación (Brown et al., 1990).

Uno de los puntos centrales de SMT es ya no depender de un humano que codifique
expĺıcitamente las reglas de traducción entre dos lenguas, sino de grandes colecciones de
traducciones (alineadas a nivel oración) a partir de las cuales se aprende cuál es la pro-
babilidad de que una frase en la lengua origen se traduzca como cierta frase en la lengua
destino. La alineación a nivel palabra (o extracción léxica bilingüe) es un paso esencial para
construir este tipo de modelos que estiman las traducciones a nivel oración.

Los modelos estad́ısticos de SMT aprenden, a partir de un corpus paralelo, una distri-
bución probabiĺıstica que permite traducir oraciones entre un par de lenguas. Para lograr
lo anterior es necesario estimar primero la probabilidad de traducción a nivel palabra. A
esta tarea de encontrar las correspondencias bilingües a nivel palabra, también se le conoce
como alineación o extracción léxica bilingüe. Hablaremos de esto en la siguiente sección.

2Jorge Luis Borges, Sobre el ’Vathek’ de William Beckford en Otras Inquisiciones: Tomo II, Barcelona,
Emecé, 1982 [1952], p. 107-110.
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2.2.2. Extracción léxica bilingüe

La alineación a nivel de palabra, también conocida como extracción léxica bilingüe,
consiste en obtener de manera automática listas de pares de palabras que son traducciones
(Haghighi et al., 2008) (usualmente se realiza a partir de corpus paralelos aunque también
puede ser entre corpus monolingües). Esta tarea no es sencilla debido a la gran complejidad
de las lenguas y diferencias en sus manifestaciones, por ejemplo, la estructura sintáctica
vaŕıa de una lengua a otra. En la Figura 2.2 se observa cómo se alinean las palabras de una
oración en dos lenguas (polaco-inglés) empleando métodos probabiĺısticos.

Figura 2.2: Alineación a nivel palabra polaco-inglés. (Tomado de https://www.wikipedia.
org/).

El modelo IBM-1 es un método probabiĺıstico para traducción léxica desarrollado entre
las décadas de 1980 y 1990. Se basa en la traducción léxica o a nivel palabra a partir
de corpus paralelos, alineados a nivel oración, generando palabras que sean candidatos a
traducción con una determinada probabilidad de confidencia dada una palabra a traducir.
Este modelo se inicializa con una distribución uniforme que indica que todas las alineaciones
de palabras son equiprobables y de manera iterativa estas probabilidades de alineación se
van modificando observando el corpus paralelo hasta que el modelo converge, de tal manera
que cada palabra en una lengua está alineada a otra(s) palabra(s) en otra lengua con
una cierta probabilidad; se obtiene aśı una lista de candidatos de pares de traducción. El
modelo IBM-1 es un modelo generativo para traducción de oraciones basándose sólo en
distribuciones probabiĺısticas de traducciones de palabras. Cada palabra de una oración a
traducir se asocia con una probabilidad de traducción t(e|f) donde e es una palabra que es
posible traducción de la palabra f (ver Figura 2.3) (Koehn, 2009).

A partir del modelo IBM-1, se desarrollan otros modelos, los cuales son modificaciones
del primer modelo que atacan diferentes deficiencias del modelo IBM-1 como lo son el orden
de las palabras que, dependiendo de la lengua, pueden estar en orden diferente o que hay
palabras con más de una posible traducción, entre otras variaciones.
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Figura 2.3: Tablas de traducción léxica inglés-alemán obtenidas mediante el modelo IBM-1

(Tomado de Koehn 2009).

El algoritmo de esperanza-maximización es un método de aprendizaje iterativo utilizado
en el modelo IBM-1 con el cual se obtienen las probabilidades de traducción léxica a partir
de un corpus alineado a nivel oración, consta de una serie de pasos descritos a continuación:

1. Inicializar el modelo probabiĺıstico con una distribución uniforme.

2. Contabilizar pares de palabras que co-ocurren en las mismas oraciones paralelas

3. A partir de los conteos, actualizar las distribuciones de probabilidad de alineación
entre palabras de dos lenguas.

4. Repetir los pasos 1 y 2 hasta que el modelo converja a un valor deseado.

Brown et al. (1993); Koehn (2009) detallan más a fondo el algoritmo con el cual se
entrena el modelo IBM-1 para obtener tablas de traducción léxicas.

Es importante mencionar que los métodos de SMT son altamente dependientes de la
cantidad de corpus paralelos para poder capturar las relaciones de traducción entre len-
guas, ya sea a nivel palabra u oración. Muchas veces es necesario incorporar conocimiento
lingǘıstico para mejorar la calidad de las traducciones, principalmente si estamos tratando
con lenguas muy distantes entre ellas (que no comparten similitudes léxicas, sintácticas,
morfológicas, etc.) o si las lenguas no poseen grandes cantidades de documentos paralelos.
Algunos ejemplos de conocimiento lingǘıstico que se pueden utilizar para mejorar la ca-
lidad de las traducciones entre dos lenguas son redes semánticas, análisis morfosintáctico
automático, aprovechar similitudes entre las lenguas (Canals Marote et al., 2001), incluso
tratar de generar una representación intermedia de la semántica (conocida como interlin-
gua).

10
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Gracias a la web, contamos con fácil acceso a grandes corpus paralelos; de igual manera,
es posible generar nuevos corpus (orales y/o escritos) a partir de páginas web (Resnik and
Smith, 2003). La aplicación de métodos estad́ısticos sobre estos corpus permite el desarrollo
de métodos para traducción automática y extracción de léxico bilingüe.

Además de los modelos IBM antes mencionados, existen diversas técnicas para estimar
pares de palabras que son traducción, como el uso de modelos probabiĺısticos o asociar los
pares de palabras mediante medidas de similitud. Últimamente los métodos que han gozado
de gran interés en la comunidad de PLN, son aquellos basados en representaciones vectoriales
de las palabras y en métodos para relacionar los espacios vectoriales de las dos lenguas,
obteniendo aśı traducciones. Este tipo de representaciones y métodos se profundizarán más
adelante en §2.4 y §4 pues son el tipo de métodos que se utilizarán en este trabajo.

Obtener léxico bilingüe de manera automática facilita la generación de diccionarios, que
de otra manera seŕıan muy costosos de hacer manualmente, principalmente para lenguas de
bajos recursos. También sirven de materia prima para el desarrollo de métodos estad́ısticos
de traducción automática que puedan traducir oraciones completas (Gutierrez-Vasques,
2015).

De manera general, es importante recordar que para realizar una traducción automática
ideal de palabras u oraciones, se requeriŕıa de un entendimiento profundo del texto y de un
buen procesamiento y representación de la lengua (Gelbukh, 2002). Asimismo, de factores
pragmáticos culturales y poder procesarlo adecuadamente ya que la precisión del sistema
depende de qué tan bueno sea el procesamiento y su representación. Finalmente, ((las lenguas
constituyen la visión que un pueblo tiene del mundo, su historia, influencias, conflictos y
logros; una experiencia de tal complejidad que no es trasvasable a otra lengua))3 por lo que
expresiones idiomáticas, multi-palabra, entre otras caracteŕısticas únicas de cada lengua,
representan algunos de los retos a vencer en la traducción automática para tener modelos
que sean tan fiables como un traductor humano.

2.2.3. Lenguas de bajos recursos digitales

En PLN, una lengua se considera de bajos recursos digitales si carece de corpus, de
tecnoloǵıas digitales y de otras herramientas que faciliten su procesamiento. Lo anterior
puede estar ocasionado por un bajo número de hablantes u otras razones de ı́ndole poĺıtica
y social que provocan que no haya suficiente difusión de texto.

Un ejemplo de lenguas de bajos recursos son algunas lenguas mexicanas; en México hay

3Francisco Garćıa Tortosa acerca de la traducción en ((Ulises)) de James Joyce, Madrid, Cátedra, 2016,
pág. clxxiv
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1 725 6204 hablantes del náhuatl, mientras que el español es una de las lenguas más habladas
en el mundo (aproximadamente 572 millones de hablantes5). Además, el náhuatl, carece de
suficiente difusión de texto, ya sea en libros o en la web, que permitan generar fácilmente
corpus digitales y el desarrollo de tecnoloǵıas del lenguaje.

Muchos de los métodos más populares para traducción automática, extracción léxica bi-
lingüe, entre otras aplicaciones del PLN, requieren de grandes cantidades de corpus, como ya
se mencionó anteriormente, ya que a partir de que el método observa muchas co-ocurrencias
de palabras en oraciones alineadas, logra asignar una probabilidad para determinar traduc-
ciones con cierta confidencia. Sin grandes corpus, los métodos estad́ısticos no logran estimar
probabilidades de traducción correctas, ya que dentro del corpus no se observaron suficientes
repeticiones de palabras como para asignar una probabilidad con un grado alto de confianza
de que una palabra sea traducción de otra palabra en otra lengua. Debido a esto, las tecno-
loǵıas del lenguaje están reservadas a sólo unas cuantas lenguas, siendo el inglés el idioma
en donde más desarrollo se tiene en esta área.

Se estima que en el mundo actuamente se hablan entre 3000 y 5000 lenguas diferentes
(Sanz, 2015); gran parte de estas son de bajos recursos digitales lo que se traduce en un
escaso o nulo desarrollo de tecnoloǵıas del lenguaje. En México conviven 68 agrupaciones
lingǘısticas con más de 300 variantes.

Es en estas lenguas donde los métodos convencionales de traducción automática y ex-
tracción léxica bilingüe suelen fallar, ya que cuentan con corpus muy pequeños o incluso no
se tienen corpus para poder utilizar de manera exitosa métodos de traducción automática.
Aunado a esto, existen otros obstáculos como la falta de normalización ortográfica, escasos
o nulos diccionarios estandarizados, como en el caso del náhuatl (nuestra lengua de estudio),
que además cuenta con gran variación dialectal (Gutierrez-Vasques, 2015).

2.3. Representaciones vectoriales de palabras

Es posible capturar propiedades lingǘısticas de las palabras y representar estas mediante
el uso de vectores. A partir de representaciones vectoriales se obtiene lo que se conoce como
modelos de espacios vectoriales en donde palabras, oraciones o documentos se representan
mediante vectores dentro de un espacio vectorial con la idea de que texto similar se encuentra
en regiones similares dentro de ese espacio vectorial. Este tipo de representaciones son
de gran utilidad en tareas como recuperación de la información debido a que se pueden

4Náhuatl, lengua indigena más hablada en México: https://site.inali.gob.mx/Micrositios/

estadistica_basica/estadisticas2015/pdf/agrupaciones/nahuatl.pdf
5El español en el mundo 2017: https://www.cervantes.es/sobre_instituto_cervantes/prensa/2017/

noticias/Presentaci%C3%B3n-Anuario-2017.htm
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observar agrupamientos dentro de un espacio vectorial que, dando un ejemplo, si se trata
de documentos, se pueden obtener todas las palabras relacionadas con algún tópico en
particular ya que estas conservan, de alguna manera, cierta similitud que los caracteriza y
que, por lo tanto, comparten ciertas regiones dentro del espacio vectorial (ver Figura 2.4).

Figura 2.4: Esquema del uso de representaciones vectoriales de palabras. (Tomado de
http://www.kuropka.net/files/TVSM.pdf).

Los modelos de espacio vectorial representan palabras en un espacio vectorial continuo
donde palabras semánticamente similares están cercanas unas de otras. La idea se basa en
la hipótesis distribucional (Harris, 1954; Wittgenstein, 2009): palabras que ocurren bajo un
contexto similar, tienen significado similar.

Existen diversas técnicas para generar representaciones vectoriales de palabras, en esta
tesis se mencionaran sólo algunas.

2.3.1. Word embeddings

Los word embeddings, buscan capturar propiedades lingǘısticas de las palabras mediante
el uso de vectores multidimensionales continuos utilizando modelos neuronales de lenguaje
y grandes colecciones de documentos.

Un modelo de lenguaje captura de manera estad́ıstica caracteŕısticas del comportamien-
to de una lengua a nivel cuantitativo con el fin de entender y predecir su estructura sintáctica
observando la distribución de las palabras dentro de un corpus. Por su parte, un modelo
neuronal de lenguaje se basa en una red neuronal que aprende, a partir de texto de en-

13

http://www.kuropka.net/files/TVSM.pdf
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trenamiento, la probabilidad de que ocurra una palabra w dada una secuencia de palabras
o contexto c, es decir, se estima P (w|c) (Bengio et al., 2003). La capa de salida de la red
neuronal contiene las probabilidades de ocurrencia de cada palabra del vocabulario, además,
genera representaciones vectoriales de las palabras, las cuales, mediante el entrenamiento
de la red neuronal, van adquiriendo propiedades lingǘısticas al observar el contexto en el
que estas se encuentran.

Las representaciones vectoriales que se obtienen de un modelo neuronal de lenguaje
adquirieron importancia con el trabajo de Mikolov et al. (2013c) que, a partir de la capa de
salida de la red neuronal del modelo neuronal de lenguaje se obtienen las representaciones
distribuidas de las palabras, lo que dio paso al modelo Word2Vec (W2V), el cual es un
modelo predictivo para el aprendizaje de word embeddings a partir grandes corpus.

Existen dos arquitecturas de W2V: CBOW (Continuous Bag-Of-Words) y Skip-gram
(ver Figura 2.5). De manera general, ambas arquitecturas son similares, con la diferencia de
que el modelo CBOW predice una palabra w dado un contexto c tal que se estima P (w|c),
mientras que el modelo Skip-gram predice un contexto c dada una palabra w, es decir se
obtiene P (c|w).

Figura 2.5: Arquitecturas CBOW y Skip-gram. (Tomado de Mikolov et al., 2013a).

Una de las caracteŕısticas más notables de este modelo y principal razón del porqué
es tan popular hoy en d́ıa, es que se observó que los vectores de palabras generadas con
W2V tienen propiedades geométricas tales que se pueden realizar operaciones como sumas
o restas sobre ellos para obtener un nuevo vector, el cual contiene propiedades lingǘısticas
relacionadas con los vectores usados en las operaciones. Un ejemplo de esto es obtener
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vectores de palabras mediante el uso de analoǵıas que se obtienen al realizar operaciones
vectoriales como wrey − whombre + wmujer

∼= wreina donde w es un vector multidimensional
continuo asociado a una palabra. Este tipo de propiedades geométricas que se presentan en
los vectores de palabras detonó el uso de word embeddings dentro del PLN (ver Figura 2.6).

Figura 2.6: Relaciones semánticas capturadas mediante Word2Vec.
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2.3.2. fastText

El modelo W2V no toma en cuenta la morfoloǵıa (estructura interna de las palabras)
por lo que sólo puede generar representaciones vectoriales de palabras que observa durante
la etapa de entrenamiento, es decir, si en el texto utilizado para generar word embeddings
no está una palabra w, W2V es incapaz de generar un vector para representar a w. Esto
es una limitación importante sobre todo en lenguas morfológicamente ricas como el turco
o finlandés (Bojanowski et al., 2016) aśı como el náhuatl que producen muchas formas
morfológicamente diferentes.

El modelo W2V generaŕıa vectores más ricos, en cuanto a propiedades lingǘısticas,
para palabras que más veces ocurran dentro de un corpus. Puede haber palabras que estén
relacionadas morfológicamente pero que ocurran con mucho menos frecuencia o que no
ocurran en el corpus, por ejemplo, casa, casas, casita, etc. Como ya se ha mencionado, si
una palabra no aparece dentro del corpus, W2V no generará una vector para esa palabra
y si aparece pocas veces su representación vectorial no será de buena calidad.

Bojanowski et al. (2016) proponen fastText6, un método desarrollado por Facebook AI
Research (FAIR7) como una extensión del modelo Skip-gram de Mikolov et al. (2013c) para
generar representaciones vectoriales de palabras. A diferencia de W2V, este método toma
en cuenta unidades sub-palabra, es decir, n-gramas de carácteres que forman a una palabra.
Esto de alguna manera captura, o contiene, la morfoloǵıa de la lengua, pues al modelar
las palabras como secuencias de caracteres se obtienen vectores de mayor calidad y de una
mayor diversidad de palabras.

La idea de fastText es representar al vector de una palabra como la suma de los vectores
de las sub-palabras que la componen. Una de las principales bondades de fastText es que
puede generar representaciones de palabras que no observó durante el entrenamiento (pa-
labras fuera del vocabulario (Qin, 2013)) ya que al generar vectores a partir de secuencias
de caracteres y al observar las secuencias de caracteres que componen una palabra nueva se
puede generar un vector que conserva el significado semántico a partir de sub-palabras que
śı existan dentro del corpus de entrenamiento. Las representaciones de tipo fastText se han
utilizado en diversas tareas, por ejemplo, en la clasificación de textos obteniendo resultados
que superan a trabajos anteriores (Joulin et al., 2017, 2016).

Tanto W2V como fastText requieren necesariamente grandes corpus monolingües para
poder generar representaciones vectoriales de palabras que sean útiles para cada lengua.

6https://fastText.cc/
7https://research.fb.com/
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2.3.3. Representaciones vectoriales multilingües

En la sección anterior hablamos de representaciones vectoriales monolingües que cap-
turan el significado de una palabra en una sola lengua. Sin embargo, también se pueden
generar representaciones vectoriales multilingües, esto es, se genera un espacio vectorial
compartido en donde los vectores de la lengua fuente están relacionados, o cercanos, a los
vectores correspondientes a su traducción en la lengua destino.

A partir de corpus paralelos, principalmente, se pueden obtener representaciones vecto-
riales multilingües siguiendo la misma idea de word embeddings; esta se basa en la hipótesis
distribucional (Harris, 1954; Wittgenstein, 2009) pero adaptado a un escenario multilingüe
en donde una palabra en un contexto en una lengua fuente tiene su traducción en un contexto
similar que está en la lengua objetivo. Existen varios trabajos que se enfocan en representa-
ciones vectoriales multilingües (Klementiev et al., 2012; Al-Rfou et al., 2013; Hermann and
Blunsom, 2013, 2014; Faruqui and Dyer, 2014; Lauly et al., 2014; AP et al., 2014).

En este trabajo nos enfocaremos en una representación vectorial multilingüe particular
que ha demostrado tener buenos resultados, principalmente en un escenario de bajos recursos
donde se tiene un corpus paralelo pequeño. Esta formulación se describirá en la siguiente
sección.

2.3.4. Node2Vec

Node2Vec8 (N2V ) (Grover and Leskovec, 2016) es un algoritmo para aprender repre-
sentaciones vectoriales continuas a partir de un grafo (puede ser ponderado); el algoritmo
maximiza la probabilidad de observar nodos subsecuentes en un camino aleatorio de lon-
gitud fija convirtiendo los nodos en vectores que capturan los patrones sobre cómo estos
están interconectados mediante las aristas dentro en un grafo.

Gutierrez-Vasques and Mijangos (2017) observaron que, en lenguas de bajos recursos,
las representaciones vectoriales como W2V no logran capturar propiedades lingǘısticas su-
ficientemente buenas para poder inducir léxico bilingüe, ya que como se mencionó en §2.3.1,
se requieren de grandes corpus lingǘısticos para obtener buenas representaciones vectoriales.

Debido a esto, proponen obtener representaciones vectoriales bilingües a partir de un
grafo español-náhuatl. Este grafo es ponderado, no dirigido, donde cada palabra está re-
presentada en un nodo y cada nodo está asociado con otras palabras que son candidatos
a traducción con una medida de asociación, esta medida se obtuvo mediante el método
estad́ıstico, no supervisado basado en sub-muestreo llamado Anymalign y se representa

8http://snap.stanford.edu/node2vec/
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mediante las aristas del grafo.

Para generar vectores a partir del grafo descrito anteriormente, N2V recibe de entrada
un grafo ponderado G = (V,E, φ) donde V es el conjunto de nodos, E es el conjunto de
aristas y φ : E → R una función que establece el peso de cada arista.

El objetivo de N2V es mapear del grafo a un espacio vectorial Rd, donde d es un paráme-
tro para especificar la dimensión de los vectores que se van a generar. Las representaciones
vectoriales N2V que se obtuvieron a partir de un grafo ponderado español-náhuatl provocan
que las traducciones se acerquen en el espacio vectorial.

Por este motivo, en este trabajo partimos de vectores de palabras N2V español-náhuatl
para inducir léxico bilingüe.

2.4. Extracción léxica a partir de representaciones vectoria-
les

Uno de los métodos más populares para extracción léxica bilingüe la proponen Mikolov
et al. (2013b); consiste en aprender una transformación lineal que mapea de un espacio
vectorial de una lengua origen a un espacio vectorial de una lengua destino con el objetivo
de obtener pares de palabras que son traducción aprovechando las propiedades geométricas
de las representaciones vectoriales generadas a partir de grandes corpus para obtener rela-
ciones, hipotéticamente lineales, en el comportamiento de las lenguas y aśı obtener léxico
bilingüe. Una vez proyectados los vectores empleando una transformación lineal, se utiliza
una técnica de recuperación de la información para recuperar los vectores más cercanos en
la lengua destino, estos son los posibles candidatos a traducción. Para recuperar los vectores
candidatos, se emplea una técnica llamada Precision at K donde K es un número natural
que indica el número de candidatos que tendrá cada palabra (usualmente K es igual a 1, 5
y 10).

De esta manera se puede realizar la extracción de pares de traducción y poder generar
aśı diccionarios o lexicones bilingües.

La aproximación de Mikolov et al. (2013b) se resume al aprendizaje de una matriz
de transformación lineal que haga el mapeo entre dos lenguas a partir de un conjunto de
entrenamiento (lexicón semilla) y usando representaciones vectoriales de palabras (§2.4.1).
Una vez obtenida la matriz de transformación, esta se usa para proyectar un vector en una
lengua origen al espacio vectorial de la lengua destino y mediante medidas de similitud
como similitud coseno, se pueden calcular los vectores más cercanos al vector proyectado
los cuales son posibles candidatos a traducción. La idea del planteamiento original es que,
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en un escenario bilingüe, si una palabra ocurre en un contexto en una lengua, la traducción
de esa palabra ocurre en un contexto similar en otra lengua, por lo que se pueden obtener
pares de traducción utilizando representaciones vectoriales que capturan el contexto en cada
lengua.

En la siguiente sección se describe la matriz de transformación propuesta por Mikolov
et al. (2013b) para inducir léxico bilingüe.

2.4.1. Matriz de transformación

Si se tiene un conjunto de representaciones vectoriales de entrenamiento en dos lenguas
{xi, yi}ni=1 donde xi ∈ Rd1 es un vector en la lengua origen y yi ∈ Rd2 es un vector que
representa la traducción de xi en una lengua objetivo. A partir del lexicón semilla se debe
optimizar una matriz de transformación lineal W de tal modo que se proyecte al vector xi
con su correspondiente traducción yi (Mikolov et al., 2013b), es decir se convierte en un
problema de minimización que se resuelve utilizando el algoritmo del gradiente descendiente
estocástico.

Esto es:

min
W

n∑
i=1

||Wxi − yi||2 (2.1)

Una vez aprendida la matriz de transformación lineal W , se utiliza para proyectar vec-
tores de una lengua origen en el espacio vectorial de la lengua destino. En la Figura 2.7 se
observa de manera gráfica que las palabras que son traducción se encuentran en regiones
similares manteniendo un arreglo geométrico similar, utilizando la matriz W se proyectan
los vectores en inglés para obtener su correspondiente vector en español.
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Figura 2.7: Representaciones vectoriales de dos lenguas proyectadas en dos dimensiones
utilizando PCA (análisis de componentes principales), inglés a la izquierda español a la
derecha. (Tomado de Mikolov et al., 2013b).

2.4.2. Avances recientes

Gran parte de las aproximaciones actuales para esta tarea tienen como base la transfor-
mación lineal que explicamos previamente. Las principales modificaciones a la transforma-
ción lineal que se proponen involucra modificar las representaciones vectoriales con los que
se aprende la matriz de transformación. Algunos autores que realizan aportaciones impor-
tantes para esta tarea son Dinu et al. (2014); Shigeto et al. (2015); Lazaridou et al. (2015);
Xing et al. (2015); Smith et al. (2017); Artetxe et al. (2016, 2018).

Recientemente, Artetxe et al. (2018) proponen una serie de pasos para aprender la matriz
de transformación que involucran normalizar los vectores de entrenamiento, hacer que la
matriz sea ortogonal, reducción de dimensionalidad entre otros artilugios matemáticos. Por
otra parte, Joulin et al. (2018) proponen modificar la función de error J que usualmente es
MSE para aprender la matriz de transformación además de aumentar el lexicón semilla con
los mejores pares de traducción inferidos durante la etapa de entrenamiento.

Los resultados de las metodoloǵıas propuestas por Artetxe et al. (2018); Joulin et al.
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(2018), en comparación con la transformación lineal de Mikolov et al. (2013b) se observan
en la Tabla 2.1.

EN-IT EN-DE EN-FI EN-ES

Mikolov et al. (2013b) 34.93 % 35.00 % 25.91 % 27.73 %
Artetxe et al. (2018)(*) 45.27 % 44.13 % 32.94 % 36.60 %

Joulin et al. (2018) 45.3 % - - -

Tabla 2.1: Precisión de diferentes métodos propuestos para la extracción léxico bilingüe en
diferentes pares de lenguas. (*) indica que utilizaron como medida de similitud softmax
inverso.

Por otro lado, también hay métodos que utilizan representaciones vectoriales miltilingües
pero no necesariamente una transformación lineal. Faruqui and Dyer (2014) proponen reali-
zar un análisis de correlación canónica (CCA) que incorpora contexto multilingüe mapeando
representaciones vectoriales monolingües de dos lenguas a un espacio compartido donde se
maximiza la similitud de palabras que son traducciones entre śı. La tarea de extracción
léxico bilingüe mejora usando estas representaciones vectoriales bilingües en comparación
con trabajos que emplean representaciones vectoriales monolingües.

Lu et al. (2015) proponen una transformación no lineal partiendo del trabajo de Faruqui
and Dyer (2014) pero en lugar de aprender una transformación lineal usando CCA, usan
una variación de CCA llamada deep canonical correlation analysis (DCCA) para encontrar
correlaciones no lineales en los espacios vectoriales de los vectores de palabras.

En esta tesis se plantea utilizar una transformación no lineal mediante una red neuronal
para encontrar una función que mapee de una lengua a otra esperando que esta aproximación
obtenga mejores resultados que con una transformación lineal particularmente para un
escenario de bajos recursos digitales (caṕıtulo 4).
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((Propongo considerar la pregunta,
“¿Pueden pensar las máquinas?”))

— Alan Turing, Computing Machinery
and Intelligence, 1950.

Caṕıtulo 3

Antecedentes de aprendizaje de
máquina

En este caṕıtulo se abordarán los conceptos esenciales de aprendizaje de máquina. Prin-
cipalmente arquitecturas neuronales, pues son los modelos que se ocuparán en esta tesis
para aprender una transformación no lineal que relacione los espacios de dos lenguas.

3.1. Aprendizaje de máquina

En ciencias de la computación para la resolución de problemas se recurre al uso de
algoritmos. En palabras sencillas, un algoritmo es una secuencia espećıfica de instrucciones
finitas para llevar a cabo algún proceso o tarea, este recibe valores de entrada (inputs) y
genera valores como resultado (output(s)) a partir de los inputs.

El aprendizaje de máquina, aprendizaje automático o Machine Learning (ML por sus
siglas en inglés) es una subárea de la IA. Murphy (2012) define al ML como:

((a set of methods that can automatically detect patterns in data, and then use the
uncovered patterns to predict future data, or to perform other kinds of decision making

under uncertainty))

En ML se dice que ((una computadora aprende a partir de experiencia E con respecto a
una tarea T y una medida de rendimiento P, si su rendimiento en tareas T medida por P
mejora con la experiencia E )) (Mitchell, 1997).
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Figura 3.1: Esquema de un algoritmo vs métodos de ML.

Con lo mencionado anteriormente, podemos resumir que, a diferencia de un algoritmo,
en los métodos de ML no se especifican las instrucciones a seguir para resolver un problema
ya que estos modelos, mediante una etapa conocida como de aprendizaje o de entrenamiento
y con respecto a una función de error, deducen por śı mismos la solución a un problema
observando información de entrenamiento y con base en conocimiento previo. En la Figura
3.1 se observa la diferencia que existe entre los algoritmos y los modelos de ML.

Cada d́ıa se generan 2.5× 1018 bytes en información (IBM Marketing Cloud, 2017); por
minuto se escriben cerca de 455 mil tweets, en redes sociales se registran 840 nuevos usuarios,
a YouTube se suben 400 horas de video, en Instagram se suben 46,740 millones de fotos, se
hacen cerca de 3.6 millones de búsquedas en Google (Schultz, 2017). Toda esta información
generada resulta prácticamente intratable si se pretendiera manipular utilizando algorit-
mos tradiciones, es aqúı donde entra ML, el cual se beneficia de las vastas cantidades de
información existentes y del poder de procesamiento de cómputo para poder manipularla.
Gracias a esto, los métodos de ML han superado en desempeño a los algoritmos tradicio-
nales en casi cualquier área, desde reconocimiento facial, veh́ıculos autónomos, sistemas de
recomendación y casi cualquier otra aplicación que se pudiera imaginar.

También dentro del PLN los modelos de ML han ido desplazando a las técnicas tradi-
cionales por las razones ya mencionadas y con resultados similares e incluso mejores en la
mayoŕıa de los casos, ya sea en tareas de clasificación de textos, etiquetadores gramatica-
les, análisis de sentimientos, reconocimiento de voz, traducción automática, por mencionar
algunas.

En ML existen diferentes técnicas con las que se enseña o entrena a los modelos para
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poder resolver algún problema, estas técnicas se dividen principalmente en:

Aprendizaje supervisado:
En el aprendizaje supervisado, se parte de un conjunto de entrenamiento etiquetado, es
decir, es necesario indicar la clase a la que pertenece cada instancia de entrenamiento
para que el método logre aprender a partir de estos. En §3.1.1 se profundizará más a
detalle sobre esta técnica.

Aprendizaje no supervisado:
El aprendizaje no supervisado se realiza a partir de datos no etiquetados a diferencia
del aprendizaje supervisado, es decir, se tiene un conjunto de datos no etiquetados
{xi}ni=1 donde xi ∈ Rd , lo que significa que se tiene un conjunto de datos crudos o
sin etiqueta y, por lo tanto, los métodos de ML de aprendizaje no supervisado deben
tratar de encontrar patrones en datos no estructurados y la correlación que existe en
ellos.

Aprendizaje por reforzamiento:
En aprendizaje por reforzamiento, el aprendizaje se da por medio de acciones a eje-
cutar dentro de un ambiente controlado, el objetivo consiste en elegir un conjunto de
acciones que maximicen una función de recompensas (Ng, 2003).

En esta tesis nos enfocaremos principalmente en el aprendizaje supervisado.

3.1.1. Aprendizaje supervisado

El aprendizaje supervisado es la técnica de aprendizaje más popular dentro del ML.
Esta técnica requiere de información etiquetada para poder aprender a partir de esta y aśı
generar un modelo para la toma de decisiones en información futura o no vista durante
la etapa de aprendizaje. La manera en cómo se realiza el aprendizaje supervisado consiste
en tener un conjunto de datos de entrenamiento etiquetados {xi, yi}ni=1, donde xi es un
vector de caracteŕısticas de las entradas y yi es un valor correspondiente para cada xi, ya
sean variables categóricas, discretas o continuas. Los modelos de aprendizaje supervisado
se utilizan en tareas de clasificación o regresión.

Los métodos de ML para clasificación consisten en aprender un mapeo entre las entra-
das x y las salidas y, donde y ∈ {1, ..., C} y C es el número de clases o instancias. Si C = 2
se considera clasificación binaria i.e. y ∈ {0, 1}; si C > 2 se llama clasificación multiclase.
Por otro lado, los métodos de ML para regresión son similares a los de clasificación con la
diferencia de que para cada entrada x la variable de salida y ∈ R (Murphy, 2012).
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3.2. Redes Neuronales Artificiales

Dentro de los diferentes métodos de ML se encuentran las redes neuronales artificiales
o solamente redes neuronales (NN por sus siglas en inglés) las cuales son modelos que se
pueden utilizar en aprendizaje supervisado, no supervisado o por reforzamiento.

Hecht-Nielsen (1989), define a una NN como un sistema informático compuesto por una
serie de elementos de procesamiento simples, altamente interconectados, que procesan la
información de acuerdo a las entradas externas que recibe.

Las NN están inspiradas en cómo funcionan las conexiones neuronales dentro del cerebro
humano y la forma en cómo procesa la información que recibe para realizar una determinada
acción. Una red neuronal biológica está constituida por neuronas interconectadas mediante
sinápsis. De manera análoga, una NN está conformada por unidades llamadas nodos o
neuronas interconectadas mediante pesos que corresponden a las sinapsis. Una neurona
es la unidad mı́nima de una NN, su tarea es operar las entradas que recibe y aplicarles
una función de activación con la finalidad de determinar si el valor que produjo debe ser
propagado o no a las neuronas de la siguiente capa mediante los pesos sinápticos.

En general, las NN cuentan con diferentes propiedades de las cuales podemos sacar
provecho, ejemplo de ello es la no linealidad que es de suma importancia en aplicaciones
como reconocimiento de voz, por decir un ejemplo, además nos permiten obtener el mapeo
entre variables de entrada y salida, entre otras muchas cualidades que ofrecen las NN (Csáji,
2001).

En términos de aprendizaje de máquina, si el conjunto de entrenamiento contiene ins-
tancias linealmente separables, existe un método de ML que será capaz de generar una
superficie de decisión (una ĺınea en el caso de dos dimensiones) para poder discernir entre
las diferentes clases; en un conjunto de entrenamiento que no sea linealmente separable, la
superficie de decisión es una curva. En secciones siguientes se explicará más a detalle el por
qué es necesario que el modelo de ML sea no lineal.

McCulloch and Pitts (1943) proponen la idea de una neurona artificial capaz de apren-
der y comienzan una era de investigación en NN en donde se destacan los trabajos de
Hebb (1949) sobre aprendizaje auto organizado y Rosenblatt (1958) que toma la teoŕıa de
McCulloch and Pitts y crea un modelo de aprendizaje supervisado llamado perceptrón.
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3.2.1. El perceptrón de Rosenblatt

Un perceptrón es una NN en su estado más simple propuesto por Rosenblatt (1958).
Está compuesto solamente de una neurona o nodo con entradas ponderadas mediante pesos
sinápticos y, de manera opcional, una constante de entrada llamada bias o de sesgo; la salida
del perceptrón es cuantizada a través de una función delimitadora o de activación, en un
perceptrón esta función de activación es t́ıpicamente la función signo (ver Figura 3.2). Un
perceptrón es también conocido como clasificador binario ya que es capaz de diferenciar entre
dos clases distintas de instancias. Sin embargo, para que un perceptrón logre discriminar
entre dos clases diferentes de manera satisfactoria, las clases deben ser linealmente separables
para que el algoritmo converja a un hiperplano o superficie de decisión, si no son linealmente
separables, el perceptrón no logra converger.

El hecho de contar con una sola neurona limita al perceptrón a clasificar sólo entre dos
clases, es decir, si se requiere clasificar entre 3 clases distintas el perceptrón debe contener
dos neuronas; por lo tanto, un perceptrón con m neuronas es capaz de clasificar entre m+1
clases. Como ya se mencionó e independientemente del número de clases a clasificar por
el perceptrón, estas deben ser linealmente separables para converger a una superficie de
decisión. Esta limitante de que las clases deban ser linealmente separables, convierte al
perceptrón, en términos prácticos, en un modelo poco útil1, sin embargo se debe considerar
al perceptrón como un punto de inflexión dentro de la computación y la IA ya que dió inicio
a las NN que hoy en d́ıa llegan a ser mejores que los humanos en algunas tareas (He et al.,
2015; Mnih et al., 2015; Silver et al., 2017a,b; Dodge and Karam, 2017).

Figura 3.2: Diagrama de un perceptrón. (Tomado de Haykin et al. 2009).

Matemáticamente un perceptrón se modela mediante una combinación lineal de las
entradas a las que se le aplica una función delimitadora o de activación, generalmente la

1Ver problema XOR: http://www.mlopt.com/?p=160
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función signo. La neurona realiza una suma ponderada de las entradas, la salida depende
de esta suma, ya que será +1 o -1 según el valor que reciba la función signo. Por lo tanto,
se puede representar al perceptrón mediante la siguiente expresión:

v =

m∑
i=1

wixi + b (3.1)

donde:

wi son los pesos sinápticos

xi son las entradas

b es el sesgo o bias y

v es el resultado de la suma ponderada

La función de activación, en este caso la función signo, toma el valor de la suma ponde-
rada y lo convierte a un valor de 1 o −1 tal que:

sgn(v) =

{
1 śı v ≥ 0,

−1 en otro caso
(3.2)

Por lo tanto, la expresión matemática de un perceptrón queda de la siguiente manera:

y = sgn(

m∑
n=1

wixi + b) (3.3)

3.2.1.1. Algoritmo de convergencia del perceptrón

El algoritmo de convergencia, modifica los valores de wi tal que se genere un hiperplano
que divida a dos o más clases. El hiperplano queda expresado por la siguiente ecuación:

w1x1 + w2x2 +· · ·+ wnxn + b = 0

Pasos del algoritmo:
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Inicializar wi; generalmente se inicializa con valores aleatorios

Añadir bias; para evitar obtener 0 en la combinación lineal ya que está fuera del
dominio de la función signo.

Calcular y(n); Resultado del perceptrón en la iteración n.

d; Resultado esperado en la iteración n

Razón de aprendizaje (learning rate) : η ∈ (0, 1)

Ajustar pesos; estos se ajustan de acuerdo a la siguiente ecuación:

wi = wi + η[d(n)− y(n)]x(n)

donde

d(n) =

{
+1 śı x(n) ∈ clase 1,

-1 śı x(n) ∈ clase 2

Repetir a partir del paso 3 hasta que el algoritmo converja

Un perceptrón puede consistir en un conjunto neuronas que están interconectadas en
una capa o más, este tipo de arquitecturas se conocen como perceptrones multicapa. Las
NN se consideran perceptrones multicapa y son capaces de discriminar entre más de dos
clases y además pueden discriminarlas incluso cuando estas no son linealmente separables
si se les añade una función de activación no lineal. Esta arquitectura se describirá más a
detalle en §3.2.3

3.2.2. Funciones de activación

Parte primordial de las NN y razón por la que pueden enfrentarse a problemas no lineales,
son las funciones de activación. Una función de activación se denota como ϕ : R → R y
define la salida de una neurona. La función de activación debe cumplir con las siguientes
suposiciones:

ĺımx→+∞ ϕ(x) = a

ĺımx→−∞ ϕ(x) = b

a 6= b

Las tres principales funciones de activación utilizadas en NN son:
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CAPÍTULO 3. ANTECEDENTES DE APRENDIZAJE DE MÁQUINA

1. Threshold function:

ϕ(x) :=

{
1 x ≥ 0,

0 x < 0

2. piecewise linear function:

ϕ(x) :=


1 x ≥+

1

2
,

x+
1

2
+

1

2
≥ x ≥ −1

2
,

0 −1

2
≥ x

3. Logistic function:

ϕ(x) :=
1

1 + ex

La función de activación loǵıstica o sigmoide es la más utilizada en NN y una carac-
teŕıstica importante de esta es que es derivable en todo su dominio; el rango de las tres
funciones antes mencionadas está en [0, 1] (Csáji, 2001).

Otra función de activación igualmente utilizada y que es similar a la sigmoide pero
con rango [−1, 1] es la tangente hiperbólica ϕ(x) = tanh(x). Existen diversas funciones
de activación, siendo algunas son más útiles que otras dependiendo de la aplicación, el
número de capas de la NN, de los datos de entrenamiento, entre otras. Karlik and Olgac
(2011) realizaron un análisis interesante para observar el desempeño de una NN utilizando
diferentes funciones de activación en NN.

3.2.3. Redes neuronales multicapa

Como ya se ha mencionado, los perceptrones multicapa son NNs (multilayer percep-
tron MLP, fully connected feedforward neural networks), estos se modelan a partir de un
perceptrón con neuronas organizadas a manera de capas, de ah́ı el nombre, es decir, las
neuronas de cada capa están conectadas a las de la capa siguiente (Csáji, 2001). A partir
de ahora, los términos MLP y NN se utilizarán de igual manera.

Los MLP vienen a contrarrestrar la limitante importante del perceptrón donde este
no puede converger a un hiperplano de decisión si los datos que se le presentan no son
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linealmente separables como ya se hab́ıa mencionado en secciones anteriores. El término
feedforward o propagación hacia adelante indica que la información que entra en un MLP
sólo fluye de la capa de entreda, pasando por las capas ocultas hacia la capa de salida.
Matemáticamente, cada capa oculta es similar a realizar una composición de funciones, por
lo que, para un MLP con una capa oculta, y = f(g(x)) o y = (f ◦ g)(x), mientras que el
término fully connectad indica que cada neurona de cada capa está conectado a todos las
neuronas de la capa siguiente como se observa en la Figura 3.3; si no todas las neuronas
están conectadas se le denomina partially connected (Csáji, 2001).

Figura 3.3: Redes neuronales totalmente conectadas.

3.2.4. Teorema universal de aproximación

Kolmogorov (1957) formuló un teorema que demuestra que una función continua de valor
real definida en un cubo C n-dimensional puede representarse como sumas y composiciones
de funciones de una sola variable; después, Hecht-Nielsen (1987) adaptó este teorema a la
neurocomputación en donde establece que cualquier función continua puede ser representada
por una NN con una capa oculta de 2n + 1 neuronas donde n es el tamaño de capa de
entrada (Torres, 1994; Stathakis, 2009). De lo anterior se puede resumir que, el teorema
universal de aproximación afirma que una NN de una capa oculta con un número finito
de neuronas y una función de activación arbitraria son aproximadores universales en C(Rn)
(Hornik, 1991).

Una NN es entonces un aproximador universal de funciones, es decir, al entrenar a una
NN, esta puede aproximar cualquier función f∗. Si se tiene una función y = f∗(x) que mapea
de x a valores de y, una NN define una aproximación y = f(x; θ) la cual es entrenada para
aprender los parámetros θ que mejor aproximen a la función f∗ (Goodfellow et al., 2016).

En aprendizaje supervisado, dado un conjunto de entrenamiento etiquetado, se puede
modelar una NN para que aproxime una función y = f(x; θ) y aprenda los parámetros θ que
mejor definan un mapeo entre las instancias con su respectiva clase a partir del conjunto
de entrenamiento.
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Sin embargo, es importante mencionar que no hay un método general para definir el
número óptimo de neuronas en la capa oculta de una NN (Torres, 1994).

3.2.5. Aprendizaje de una red neuronal

Lo que aprende una NN a partir de datos de entrada se almacena en los pesos sinápticos
wi (ver Ec. 3.3), en un inicio, los valores de wi se deben inicializar de manera aleatoria
(aunque la manera de inicializar wi puede variar de acuerdo al tamaño de la capa, la función
de activación, etc). Por lo tanto, el aprendizaje de una NN se reduce a obtener y = f(x; θ)
donde θ son los valores de wi que mejor aproximen a una función f .

Es importante una inicialización aleatoria de los parámetros θ y nunca inicializarlos con
un valor igual a cero, esto con el fin de evitar la simetŕıa (symmetry breaking) al momento
de realizar la etapa de aprendizaje, ya que si las neuronas están todas a cero, entonces
todas las capas ocultas generarán los mismos valores para todos los datos de entrenamiento
y nunca será capaz de generalizar a partir de los datos de entrenamiento (Ng, 2011).

El principal algoritmo de aprendizaje para entrenar NNs se llama propagación inversa
de error o back-propagation en inglés, introducido por Rumelhart et al. (1986) basado en el
algoritmo del gradiente descendiente y una función de error o de costo J asociada a la NN.

El aprendizaje de una NN consiste en optimizar una función de error J , en otras palabras,
una NN aprende a medida que minimiza la función de error J mediante el algoritmo de
back-propagation. Los pesos wi se van modificando durante la etapa de entrenamiento de
tal manera que:

wnuevo
i := wanterior

i + η∆wi

donde ∆wi = − ∂J
∂wi

, η es la constante de aprendizaje o razón de aprendizaje y J es la
función de error asociada a la NN (Torres, 1994).

La función de error J más utilizada en NN es MSE (mı́nimo error cuadrático), sin
embargo, existen muchas otras más y la elección de una función de error J depende tanto
de la aplicación, los datos de entrenamiento aśı como de la arquitectura neuronal.

Por lo tanto, dado un conjunto de datos etiquetados de entrenamiento {xi, yi}ni=1 y una
NN que aproxima el mapeo entre xi y yi mediante una función y = f(x; θ) la función de
error J queda expresada de la siguiente manera:
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J(θ;x, y) :=
1

N

N∑
i=1

||yi − xi||2 (3.4)

De manera iterativa, un ciclo de aprendizaje o época (epoch en inglés) para entrenar una
NN consiste en propagar hacia adelante (feedforward) los datos de entrenamiento a través de
la NN y propagar hacia atrás el error del valor generado por la NN contra el valor esperado
(back-propagation) mediante el algoritmo del gradiente descendiente; los parámetros θ se
van ajustando hasta que estos generen un error muy pequeño con respecto a la función J .

3.2.6. Técnicas de regularización

En ML es común que se presenten problemas como sobre ajuste (overfitting) o bajo
ajuste (underfitting).

En el caso de sobre ajuste, se puede decir que el modelo de ML en lugar de aprender
una correlación a partir de un conjunto de entrenamiento etiquetado, este memoriza las
instancias de entrenamiento y la clase a la que pertenece, es decir, no es capaz de generalizar
el fenómeno observado por lo que, una vez entrenado, si se le presenta al modelo una nueva
instancia que no vió en la etapa de entrenamiento, este no es lo suficientemente certero para
asignarle una clase o valor, según sea un problema de clasificación o de regresión, ya que
quedó ajustado a valores que vio durante el entrenamiento.

En el bajo ajuste el modelo ni siquiera es capaz de generalizar sobre los mismos datos
de entrenamiento y, por lo tanto, menos será capaz de generalizar ante instancias no vistas
durante el entrenamiento y asignarles una clase de manera certera.

Se pueden presentar diferentes motivos para que un modelo no logre generalizar un
fenómeno a partir de un conjunto de entrenamiento, entre estos motivos están la calidad de
los datos de entrenamiento o que tenga ruido, pocos datos de entrenamiento, entre otros.
Para evitar estos problemas se recurre al uso de técnicas de regularización. En las siguientes
secciones se mencionarán algunas de estas técnicas.

3.2.6.1. Aumentar datos

Aumentar datos o data augmentation es una técnica común de regularización que resulta
particularmente útil si se está en un escenario de bajos recursos, ya que una misma instancia
se puede manipular de tal manera que el modelo la identifique como una completamente
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diferente. En términos prácticos, con esta técnica se puede incluso duplicar o más el tamaño
del conjunto de datos de entrenamiento. Para imágenes, si se requiere de más datos de
entrenamiento, la imagen se puede invertir, rotar, etc., con lo que, si se tiene una imagen,
esta se puede convertir en diferentes nuevas imágenes. Aumentar datos es útil sobre todo
cuando se tiene un conjunto de entrenamiento limitado y se ha convertido en una técnica
común; la biblioteca de NN Keras2 incluso tiene la funcionalidad para aplicar esta técnica
de manera sencilla a conjuntos de entrenamiento que sean imágenes.

3.2.6.2. Dropout

Srivastava et al. (2014) introducen esta técnica de regularización, particularmente para
NN. El dropout consiste en apagar cierto porcentaje de las neuronas y sus correspondientes
pesos sinápticos de las capas ocultas (regularmente 50 % de las neuronas) durante una época
de entrenamiento de manera aleatoria. Esta técnica resulta muy eficaz para reducir el sobre
ajuste ya que se evita que la NN memorice los datos de entrenamiento, permitiendo que para
una instancia xi la NN pruebe varios caminos a través de diferentes neuronas y aśı logre
generalizar de mejor manera a nuevas instancias. Con esta técnica se mejora el desempeño
de una NN a la vez que se reduce el sobre ajuste.

3.3. Autoencoders

Un autoencoder (AE) es una NN que se entrena con el propósito de copiar los valores
xi de entrada a la salida; el aprendizaje se realiza como en una NN convencional como
se vió en §3.2.5. La arquitectura de un AE más común cuenta sólo con una capa oculta
h de dimensionalidad m, las capas de entrada y salida tienen la misma dimensionalidad
n y n > m. Las primeras investigaciones sobre AEs fueron realizadas por LeCun (1987);
Ballard (1987); Bourlard and Kamp (1988); Baldi and Hornik (1989); Hinton and Zemel
(1994) y su principal tarea consist́ıa en realizar reducción de dimensionalidad o extracción
de caracteŕısticas de manera no supervisada (Goodfellow et al., 2016). Además, un AE
puede utilizarse como método de pre-entrenamiento para modelos de aprendizaje profundo
(Deep Learning).

Un AE es un método de aprendizaje no supervisado que se entrena para tratar de
reconstruir los valores de entrada xi. Los objetivos de un AE, de manera general, son:

Aprender de manera no supervisada una representación compacta de xi (reducción de
dimensionalidad).

2https://keras.io/
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Obtener mejores representaciones vectoriales de xi.

Extracción de las caracteŕısticas más relevantes de xi.

La arquitectura de un AE, de manera general, consta de dos partes (ver Figura 3.4), una
parte codificadora (encoder) h = f(x) y otra parte decodificadora (decoder) que produce una
reconstrucción r = g(h), la capa oculta h se llama código o vector latente que representa a
la entrada x en una dimensionalidad menor (Goodfellow et al., 2016). Es importante señalar
que tanto el encoder como el decoder son simétricos en cuanto al número de capas que los
constituyen.

Figura 3.4: Arquitectura de un autoencoder. (Tomado de https://hackernoon.com).

Si un AE copia las entradas a las salidas de manera exacta, puede significar que el AE
no está aprendiendo a reconstruir ni a extraer caracteŕısticas relevantes de las entradas,
lo que puede indicar que el AE está sobre ajustado como se vio en §3.2.6. Un AE está
diseñado para no copiar exactamente las entrada ya que cuenta con ciertas restricciones
que se lo impiden, generalmente la principal restricción es que la capa oculta h es de menor
dimensionalidad que las capas de entrada y salida para que no simplemente copie, con esta
restricción el modelo es forzado para que aprenda una versión compacta de las entradas y,
por lo tanto, rasgos importantes de estas y aśı obtener representaciones vectoriales útiles
mediante h. Sin embargo, si los datos de entrenamiento son completamente aleatorios, por
ejemplo si xi es ruido Gaussiano, la tarea de compresión del AE seŕıa complicada debido
a que la distribución de los datos de entrenamiento implica que no existe una correlación
entre los datos, por otro lado, si los datos de entrenamiento xi están correlacionados y
conservan algún tipo de estructura como agrupamientos, etc. el AE es capaz de descubrir
las correlaciones de xi de manera no supervisada (Ng, 2011).
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Dado que el AE aprende de manera no supervisada, este trata de aprender una función
g(h(x)) ≈ x, por lo tanto, tenemos que la función de error J (ver ecuación 3.4) a minimizar
queda de la siguiente manera:

J(θ;x, g(h(x))) :=
1

N

N∑
i=1

||xi − g(h(xi))||2 (3.5)

Un AE con funciones de activación lineales y con la capa oculta h de menor dimensiona-
lidad que las capas de entrada y salida tiende a aprender una reducción de dimensionalidad
lineal similar al método PCA (análisis de componentes principales) (Oja, 1982; Ng, 2011;
Hinton et al., 2013). Por otra parte, un AE con funciones de activación no lineales puede
realizar una reducción de dimensionalidad no lineal y, por lo tanto, suele ser mejor que uti-
lizando PCA (ver Figura 3.5) ya que el AE es capaz de descubrir caracteŕısticas no lineales
que existan en los datos de entrenamiento y tiene mayor capacidad de capturar aspectos
multimodales de la distribución de los datos de entrada (Hinton and Zemel, 1994; Jordan,
2018).

Hay que tener en cuenta que el vector latente de la capa oculta h no es 100 % capaz de
lograr buenas compresiones para todas las instancias de entrenamiento. Mediante el proceso
de aprendizaje se obtienen buenas compresiones de los datos de entrenamiento y tal vez para
los datos de evaluación ya que se espera tengan una distribución similar, pero no logrará
comprimir una instancia aleatoria o que tenga una distribución diferente con la que el AE
fue entrenado.

Matemáticamente, un AE puede expresarse de la siguiente manera:

Sea x un vector en Rd y un AE compuesto de una parte llamada encoder y otra llamada
decoder. El encoder se expresa como h : Rd → Rn tal que:

h(x) := φ(Wex+ be); We ∈ Rnxd, be ∈ Rn (3.6)

We y be son las matrices de pesos, bias y φ : R→ R una función de activación t́ıpicamente
no lineal asociados al encoder.

Por su parte, el decoder toma la salida del encoder y la mapea de nuevo a Rd. Sea
xe := h(x) y el decoder r que reconstruye a x tal que:

r(xe) := ϕ(Wdxe + bd); Wd ∈ Rdxn, bd ∈ Rd (3.7)
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Figura 3.5: Reducción de dimensionalidad lineal (PCA) vs no lineal (AE).

Wd y bd son las matrices de pesos, bias y ϕ : R→ R una función de activación t́ıpicamente
no lineal asociados al decoder.

Por lo tanto, la expresión completa de un AE que reconstruye un vector x quedaŕıa de
la siguiente manera:

r(h(x)) := ϕ(Wd(φ(Wex+ be)) + bd) (3.8)

ϕ,Wd, bd y φ,We, be son las funciones activación, pesos y bias del decoder y encoder
respectivamente. El objetivo de un AE es aprender los parámetros θ (Wd, bd,We, be) que
reconstruyan a los datos de entrada con un error mı́nimo de reconstrucción.

Existen diversas variaciones de AEs, desde modelos generativos (Variational Autoen-
coders VAE ) hasta modelos que eliminan ruido de las entradas (Denoising Autoencoders
DAE ). Goodfellow et al. (2016); Jordan (2018) describen de manera más profunda las dife-
rentes arquitecturas de AEs que existen y sus diferentes aplicaciones.

En este trabajo nos centraremos en dos arquitecturas principalmente: autoencoders dis-
persos y autoencoders para eliminación de ruido.
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3.3.1. Autoencoder para eliminación de ruido

Un autoencoder para eliminación de ruido (denoising autoencoder DAE en inglés) (Vin-
cent et al., 2008) es una versión estocástica de un AE. Se conserva la misma arquitectura
aunque la capa oculta h de un DAE no tiene que ser necesariamente menor que las capas
de entrada sino que incluso puede ser mayor en cuanto a dimensionalidad. Si la capa oculta
h de una AE es de mayor dimensionalidad que las capas de entrada y salida también se le
conoce por el nombre de autoencoders sobre completos (overcomplete autoencoders).

Una caracteŕıstica importante de un DAE es que recibe como entrada información co-
rrupta x̂ la cual debe reconstruir para obtener la versión original de x.

El entrenamiento de un DAE es la misma que para AEs convencionales, con la diferencia
de que se añade un paso extra; las entradas pasan por un proceso de corrupción C(x̂|x)
el cual añade una distribución aleatoria a x a manera de ruido. El DAE aprende una
distribución de reconstrucción preconstrucción(x|x̂) que estima a partir de un conjunto de
entrenamiento (xi, x̂i) (Goodfellow et al., 2016).

La diferencia con un AE convencional se observa en la función de error J (ver ecuación
3.5). En lugar de tener J(θ;x, g(h(x))), en un DAE la función de error J queda de la
siguiente manera:

J(θ;x, g(h(x̂))) :=
1

N

N∑
i=1

||xi − g(h(x̂i))||2 (3.9)

donde x̂ es una versión corrupta de x, ya sea que se le añadió ruido o que se eliminaron
algunos valores del vector x.

Por lo tanto, un DAE debe, además de reconstruir x, eliminar el ruido con el que se
corrompió (Goodfellow et al., 2016). Esto tiene el fin de obtener un modelo más robusto
que logra capturar de mejor manera las caracteŕısticas de las entradas a la vez que sirve
como una técnica de regularización, por lo tanto, la única variación en este tipo de AEs es
que se le añade ruido a las entradas y a la salida se sigue conservando los valores originales
de x. La función de error J se hace con respecto a la versión corrupta de x contra el valor
original de x como se muestra en la ecuación 3.9.

El proceso de eliminar el ruido de las entradas x̂ forza al DAE a aprender impĺıcitamente
la estructura de los datos de entrenamiento x para evitar que solamente copie las entradas
a la salida (Bengio et al., 2013; Alain and Bengio, 2014; Goodfellow et al., 2016).
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3.3.2. Autoencoders dispersos

Un autoencoder disperso (overcomplete autoencoders, sparse autoencoder en inglés
SAE) a diferencia de un AE tradicional, tiene la capa oculta h de mayor dimensión que las
capas de entrada (ver Figura 3.6). A primera vista esto podŕıa resultar contraproducente
debido a que el AE contiene muchos más parámetros a optimizar además de que se acentúa
el problema conocido como la maldición de la dimensionalidad (the curse of dimensionality)
(Bellman, 1957; Keogh and Mueen, 2017), que implica que, en cuanto la dimensionalidad
aumenta, la cantidad de datos de entrenamiento debe incrementar de manera exponencial,
de lo contrario los datos de entrenamiento no serán suficientes como para poder extraer
información relevante a partir de estos, por lo que se pueden presentar problemas de sobre
ajuste o bajo ajuste (ver §3.2.6); adicional a la maldición de la dimensionalidad, se puede
presentar también el problema conocido como hubness problem (Radovanović et al., 2010;
Tomasev et al., 2014; Dinu et al., 2014), que indica que, en cuanto aumenta la dimensio-
nalidad, algunos vectores (hubs) de ese espacio altamente dimensional pueden tener una
cantidad considerable de k -vecinos aún cuando estos vectores, tomando como ejemplo un
problema de clasificación, sean de diferente clase. Los problemas anteriormente mencionados
son inherentes de espacios vectoriales altamente dimensionales.

En un autoencoder disperso SAE, no sólo la capa oculta h es de mayor dimensionalidad,
sino que también se puede añadir un término a la función de error J a modo de penalizar el
error en la capa oculta h. Partiendo de la ecuación 3.5, en un SAE se añade una penalización
de dispersión tal que:

J(θ;x, g(h(x)) + Ω(h) (3.10)

donde Ω(h) es una penalización de dispersión que restringe a h a sólo activarse en un
determinado umbral (Goodfellow et al., 2016).

Sin embargo, el hecho de usar un autoencoder disperso, o SAE, ayuda a obtener un
mejor desempeño, sobre todo en tareas como clasificación ya que es capaz de identificar
caracteŕısticas estad́ısticas únicas en los datos de entrenamiento. Payan and Montana (2015)
utilizan una NN convolucional en conjunto con un SAE con h de mayor dimensionalidad
para extraer carácteristicas relevantes de los datos de entrenamiento para la detección de
Alzheimer en imágenes de resonancia magnética y Tekin et al. (2016) utilizan una NN
convolucional en conjunto con un SAE de igual manera con h de mayor dimensionalidad
para aprender una representación de alta dimensionalidad para posiciones humanas en 3D.

En este trabajo nos enfocaremos solamente en que la capa del autoencoder disperso sea
de mayor dimensión que las capas de entrada y salida, dejando de lado la penalización Ω(h)
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Figura 3.6: Arquitectura de un SAE. (Tomado de http://www.ericlwilkinson.com)

de la Ecuación 3.10. Esta arquitectura aplicada al mapeo entre palabras de dos lenguas se
abordará a fondo en el el caṕıtulo 4.

En la siguiente sección, se menciona una técnica de regularización que se puede aplicar
en AEs.

3.3.3. Atar pesos

Como se mencionó en §3.3, tanto el encoder como el decoder son simétricos en cuanto al
número de capas que contienen. Una manera de reducir el número de parámetros θ de un
AE es emplear el truco de atar los pesos o weight tying, es decir, usar la misma matriz pesos
del encoder en el decoder pero transpuesta, de tal manera que: Wd = W T

e , por lo tanto, la
Ecuación 3.8 quedaŕıa de la siguiente manera

r(h(x)) := ϕ(W T
e (φ(Wex+ be)) + bd) (3.11)
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De esta manera, el AE debe optimizar muchos menos parámetros, haciendo más mane-
jable la etapa de entrenamiento, y de hecho, hacer este truco de usar la misma matriz pero
transpuesta ayuda como una técnica de regularización para evitar sobre ajuste o bajo ajuste;
una desventaja de aplicar esto truco es que puede orillar al AE a aprender la identidad más
allá de realmente aprender a extraer las caracteŕısticas más relevantes de las entradas. Cabe
destacar que no es estrictamente necesario hacer uso de esta técnica en AEs.
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3.4. Frameworks de aprendizaje de máquina

En los últimos años, compañ́ıas como Facebook, Google, Amazon, entre otras, han desa-
rrollado sus propios frameworks para implementar modelos de ML y los han hecho de código
abierto.

Uno de los frameworks más populares de ML es TensorFlow3 (Abadi et al., 2015) el cual
es un framework de ML multiplataforma de bajo nivel que permite crear NN de manera
sencilla, es uno de los frameworks más populares en GitHub en 20174, no sólo en ML sino
en frameworks en general ya sean de desarrollo web, criptomonedas, etc., también cuenta
con el mayor número de contribuidores en GitHub.

En TensorFlow un modelo de ML se representa mediante grafos computacionales dirigi-
dos en donde los nodos del grafo realizan operaciones t́ıpicamente tensoriales a los tensores
o matrices que fluyen por ellos; un tensor es una entidad algebraica que generaliza los
conceptos de escalar, vector, y matriz, por lo tanto, un escalar se considera un tensor de
orden cero, un vector es un tensor de primer orden, una matriz es de segundo orden, etc.
Además, cuenta con interfaces de programación de aplicaciones (APIs) para crear NN de
manera más sencilla, basta con especificar el tipo de capa que se requiere (fully connected,
recurrente, convolucional, etc.) el optimizador, entre otros parámetros, con lo que se puede
crear una NN en muy pocas ĺıneas de código.

Otra de las bondades que brinda son los optimizadores ya integrados para realizar back-
propagation mediante el algoritmo del gradiente descendiente aśı como sus diversas varia-
ciones; nos permite aplicar dropout en una ĺınea de código y lo más destacado es que tiene
una herramienta web llamada TensorBoard que permite visualizar el aprendizaje de NNs
(ver figura 3.7), aśı como su arquitectura en forma de grafo, las distribuciones de los pesos,
bias y también permite la visualización de los vectores aún cuando estos sean multidimen-
sionales ya que se pueden aplicar técnicas de reducción de dimensionalidad (PCA, t-SNE)
directamente desde TensorBoard.

TensorFlow está construido sobre el lenguaje C principalmente, y cuenta con diversas
APIs para poder usarse en diferentes lenguajes de programación (Java, Go, Python, R,
Scala, Javascript). El lenguaje utilizado en esta tesis para usar TensorFlow es Python5

en su versión 3.6.3. En este framework de ML se puede hacer uso de unidades gráficas de
procesamiento GPUs que aceleran el proceso de aprendizaje de NNs, la única restricción
en cuanto al uso de GPUs es que sean pertenezcan a Nvidia6. Independientemente de si se
hace uso o no de GPUs es importante destacar que el código para crear NNs, no cambia,

3https://www.tensorflow.org/
4https://octoverse.github.com/
5https://www.python.org/
6http://la.nvidia.com/page/home.html
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Figura 3.7: TensorBoard.

a menos de que se requiera hacer uso de múltiples GPUs para procesamiento en paralelo,
fuera de esto, el código de una NN se mantiene igual ya que, internamente, TensorFlow se
encarga de manejar tanto el CPU, GPU y la memoria durante el proceso de aprendizaje.

Se pueden crear NNs desde las matrices de pesos y los vectores de sesgo o bias y realizar
las operaciones matriciales a mano, esto permite tener un mayor control sobre los modelos
ya que podemos tener acceso directamente a los tensores o se pueden crear los modelos neu-
ronales utilizando las APIs que facilitan crear modelos y dejar que TensorFlow se encargue
de manipular la NN durante la etapa de aprendizaje.
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((When I look at an article in Russian,
I say: “This is really written in
English, but it has been coded in some
strange symbols. I will now proceed to
decode.”))

— Warren Weaver, Translation, 1949.

Caṕıtulo 4

Autoencoder para extracción léxica
bilingüe

En este caṕıtulo se describirá la arquitectura, diseño e implementación de la red neuronal
propuesta, el corpus español-náhuatl de experimentación y las representaciones vectoriales
utilizadas para la tarea de extracción léxica bilingüe.

4.1. Arquitectura neuronal propuesta

Para extraer léxico bilingüe, proponemos una red neuronal, en particular un autoenco-
der. De manera más espećıfica, partimos de dos tipos de autoencoders: autoencoders para
eliminación de ruido (DAE) y autoencoders dispersos (SAE).

En esta tesis nuestra hipótesis es que un mapeo no lineal es capaz de superar en desem-
peño a un mapeo lineal para inducir léxico bilingüe; para esto, proponemos una arquitectura
neuronal bilingüe que combina caracteŕısticas de los autoencoders para eliminación de ruido
y autoencoders dispersos para hacer un mapeo no lineal entre las dos lenguas. Del DAE
adoptamos la noción del proceso de corrupción que se le aplica a los vectores de entrada (ver
§3.3.1), de tal manera que, en nuestro caso, consideramos que los vectores en español son
una versión corrupta de los vectores en náhuatl, es decir, el proceso de corrupción por el que
pasan los vectores en un DAE lo damos ya por hecho y a partir de las versiones corruptas, la
arquitectura neuronal bilingüe propuesta debe reconstruir los vectores corruptos de entrada
para eliminar el ruido que contengan y aśı obtener los vectores originales los cuales serán su
traducción en náhuatl; además, del SAE tomamos la caracteŕıstica de que la capa oculta h
es de mayor dimensionalidad que las capas de entrada y salida por las razones mencionadas
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en §3.3.2.

La arquitectura neuronal bilingüe cuenta con una capa oculta h de mayor dimensiona-
lidad que las capas de entrada y salida con el fin de eliminar el ruido de los vectores en
español que son la entrada del modelo y aśı reconstruir el vector original en la salida de la
arquitectura el cual será su traducción en náhuatl. Esto constituye la arquitectura neuronal
propuesta en esta tesis tal como se muestra en la Figura 4.1.

Figura 4.1: Arquitectura neuronal bilingüe.

La metodoloǵıa abarca, de manera general, la construcción de un autoencoder enfocado
en el aprendizaje de representaciones vectoriales multilingües y para la tarea de extracción
lexica bilingüe.

Se partirá de las representaciones vectoriales de Gutierrez-Vasques and Mijangos (2017),
las cuales fueron obtenidas a partir de un corpus paralelo español-náhuatl (Gutierrez-
Vasques et al., 2016) el cual se describirá en §4.2 y el algoritmo node2vec (N2V ) (Grover
and Leskovec, 2016) descrito en §2.3.4 para generar los vectores de palabras. Decidimos
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utilizar estas representaciones vectoriales bilingües pues se ha probado que logran capturar
mejor las relaciones semánticas bilingües en un escenario de bajos recursos, a comparación
con los vectores W2V entrenados sobre corpus monolingües.

Se construirá un modelo de aprendizaje supervisado, en particular una arquitectura
neuronal bilingüe con las siguientes caracteŕısticas:

Se planteará una arquitectura neuronal, en particular una variación de autoencoder
que aprenda, mediante un conjunto de entrenamiento, a hacer una transformación
no lineal entre un vector de entrada y uno de salida. El conjunto de entrenamiento
corresponde a un lexicón semilla que está formado por pares correctos de traducción
español-náhuatl.

La arquitectura se alimenta con vectores N2V español-náhuatl, en principio existe un
vector asociado para cada palabra de español y de náhuatl del corpus paralelo.

Una vez entrenada la arquitectura, el modelo será capaz de reconstruir para cada
palabra su representación en la otra lengua. Es decir, si el modelo recibe como entrada
la representación vectorial de una palabra en español, este generará su correspondiente
representación vectorial la cual será su traducción en náhuatl. Finalmente, por cada
vector proyectado del español, el sistema recuperará una lista de 10 candidatos a
traducción más cercanos. Esto se hace calculando la similitud coseno entre el vector
proyectado y todos los vectores que viven en espacio vectorial del náhuatl.

Para estimar el desempeño de nuestro modelo de aprendizaje se utiliza un conjunto
o lexicón de evaluación que contiene pares de traducción correctas y que no se vieron
durante el entrenamiento.

Para la implementación de la arquitectura neuronal bilingüe, se utilizará el framework
de aprendizaje de máquina TensorFlow (Abadi et al., 2015).

4.2. Corpus de experimentación

Los corpus son recursos muy valiosos en PLN, en particular los corpus paralelos ya
que son muy útiles para realizar extracción de léxico bilingüe y sistemas de traducción
automática. Para los experimentos realizados en esta tesis se utilizó como base el corpus
paralelo español-náhuatl Axolotl1 (Gutierrez-Vasques et al., 2016).

Axolotl consta de 33 libros traducidos del español al náhuatl o viceversa cubriendo
diferentes temáticas. El tamaño total de Axolotl es alrededor de 1 186 662 tokens tanto en

1http://www.corpus.unam.mx/axolotl
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español como en náhuatl. Sin embargo, el náhuatl carece de un sólo tipo de normalización
ortográfica, tiene gran variación dialectal y, por lo tanto, los textos de este corpus son poco
uniformes. En vista de lo anterior, para propósito de esta tesis, sólo se utiliza un subconjun-
to de documentos que tienen cierta consistencia ortográfica y dialectal. Este subconjunto
procesado de documentos es el mismo utilizado por Gutierrez-Vasques and Mijangos (2017)
en sus experimentos de extracción léxica bilingüe. En la Tabla 4.1 se indica el tamaño del
corpus utilizado para la experimentación.

Lengua Tokens Tipos Oraciones

Español (ES) 118364 13233 5852
Náhuatl (NA) 81850 21207 5852

Tabla 4.1: Tamaño del corpus paralelo

4.3. Representaciones vectoriales Node2Vec
español-náhuatl

Como ya se ha mencionado, las representaciones vectoriales más populares en PLN son
las representaciones distribuidas Word2Vec, descritas en §2.3.1; estas explotan las propieda-
des lingǘısticas de las palabras a partir de corpus muy grandes, sin embargo, en escenarios de
bajos recursos las representaciones vectoriales obtenidas mediante W2V no logran capturar
gran parte del significado lingǘıstico de las palabras obteniendo un muy bajo desempeño
en la extracción de léxico bilingüe como se observa en el trabajo de Gutierrez-Vasques and
Mijangos (2017). Por este motivo, se decidió trabajar con las representaciones vectoriales
multilingües Node2Vec descritas en §2.3.4 ya que obtienen mejores resultados en entornos
de bajos recursos comparados con vectores W2V.

A continuación se describen las caracteŕısticas de las representaciones vectoriales N2V
español-náhuatl.

Los vectores N2V tanto en español como en náhuatl están en un espacio vectorial R128;
en total, se cuenta con 4433 vectores en español y 1904 en náhuatl. El lexicón semilla utili-
zado para entrenamiento de la arquitectura neuronal bilingüe consta de 496 pares correctos
de traducción español-náhuatl, mientras que el lexicón de evaluación para medir el desem-
peño del modelo propuesto consta de 140 pares correctos de traducción. Es importante
mencionar que en el lexicón de evaluación hay palabras en español con más de una posible
traducción correcta, como se muestra en la Tabla 4.2. En el lexicón de evaluación no se
incluyen palabras que se encuentren dentro del lexicón semilla de entrenamiento.
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Español Náhuatl

traer itqui
traer huica
traer huiqui
traer cui
ciudad altpe
ciudad altepe

Tabla 4.2: Palabra en español con más de una posible traducción en náhuatl.

4.3.1. Preprocesamiento/Normalización de los vectores español-náhuatl

En ML, una práctica común consiste en normalizar el conjunto de entrenamiento ya que
facilita que los modelos logren converger a una solución en donde el error es el mı́nimo (de
manera ideal, converger a un mı́nimo global) de manera más rápida y eficiente.

Como parte de nuestra metodoloǵıa, a los vectores N2V español-náhuatl se les aplica dos
tipos de normalización antes de iniciar la etapa de aprendizaje del modelo que proponemos
como se explicará más adelante.

Se normalizan los lexicones obteniendo sus promedios centrales y normalizando su va-
rianza. Las normalizaciones que se aplicarán a los vectores N2V español-náhuatl han de-
mostrado dar buenos resultados en tareas de extracción léxica bilingüe (Artetxe et al., 2016,
2018).

A continuación se describe brevemente cómo se realizaron las normalizaciones a los
vectores N2V español-náhuatl

Promedio central

Sea un conjunto X = {xi}Ni=0 en Rd, se obtiene el promedio de X de la siguiente manera:

µ :=
1

N

N∑
i=0

xi (4.1)

Y a cada instancia xi se le resta µ para que el conjunto de entrenamiento tenga un
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promedio muy cercano a cero, quedando de la siguiente manera:

X := X − µ (4.2)

Normalizar varianza

Sea un conjunto de entrenamiento X = {xi}Ni=0 en Rd, se obtiene la varianza de X:

σ2 :=
1

N

N∑
i=0

x2
i (4.3)

Y cada xi se divide entre σ2 tal que:

X :=
X

σ2
(4.4)

Una vez que se normalizan los lexicones, en la siguiente sección se describirá el diseño e
implementación del modelo que proponemos en esta tesis.

4.4. Diseño e implementación de la arquitectura neuronal
bilingüe

El modelo propuesto en concreto es una variación de autoencoders para eliminación de
ruido y autoencoders dispersos como se mencionó en §4.1.

La arquitectura se alimenta de vectores N2V español-náhuatl de 128 dimensiones y, como
ya se ha mencionado, la arquitectura neuronal bilingüe tendrá una capa oculta h mayor a
128 en todos los experimentos a realizar; además, dado que en un DAE se considera un
proceso de corrupción en los vectores de entrada C(x|x̂) podemos tomar en cuenta que los
vectores en español son una versión corrupta de los vectores en náhuatl, donde x es el vector
en náhuatl y x̂ es el vector en español.

Además del proceso de corrupción C descrito anteriormente, se ha demostrado que au-
mentar la dimensionalidad de la capa oculta h en autoencoders dispersos ayuda a encontrar
caracteŕısticas importantes de los vectores de entrada como se puede observar en el trabajo
de Payan and Montana (2015); Tekin et al. (2016), por lo que nuestra arquitectura neuronal
bilingüe de igual manera tiene una capa oculta h mayor a las capas de entrada y salida que
es de 128 dimensiones para todos los experimentos a realizar.
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En algunos experimentos se utiliza la técnica de atar los pesos (ver §3.3.3) y también se
aumentan datos (§3.2.6.1). Como ya se ha mencionado, aumentar datos es útil sobre todo
cuando se cuenta con un conjunto de entrenamiento limitado. La forma en cómo nosotros
aumentamos datos consistió en invertir cada representación vectorial, es decir, si se tiene
un vector x0 = [0, 1, ..., n] este se invierte de tal manera que ahora tenemos un nuevo vector
x1 = [n, ..., 1, 0], esta idea es similar a la de invertir, rotar, etc. imágenes, como se mencionó
en §3.2.6.1. Es importante señalar que no se invierte la palabra, es decir, no se hace que una
palabra p0 = ”traer” se invierta para obtener una nueva p1 = ”reart”, lo que se invierte es
la representación vectorial de una palabra.

La entrada de la arquitectura serán vectores N2V en español los cuales consideramos
como una versión corrupta de los vectores en náhuatl y que serán expandidos a una di-
mensión mayor a 128 con el objetivo de que el modelo logre observar caracteŕısticas únicas
en los vectores, en la capa de salida esos vectores expandidos vuelven a su dimensión ori-
ginal pero reconstruidos, sin corrupción, obteniendo aśı su correspondiente representación
vectorial pero en náhuatl.

Para construir el modelo que proponemos, utilizamos el framework de aprendizaje au-
tomático TensorFlow (Abadi et al., 2015) en su versión 1.6 descrito en §3.4 y utilizando
el lenguaje de programación de Python en su versión 3.6.3. Aprovechando que TensorFlow

está optimizado para utilizar tarjetas gráficas (GPUs), en nuestros experimentos haremos
uso de GPUs en particular de la tarjeta Nvidia Tesla K802 para acelerar el aprendizaje
de la arquitectura neuronal bilingüe propuesta.

Los modelos propuestos comparten la caracteŕıstica de tener una sola capa oculta h,
además, se plantea un modelo más profundo con 3 capas ocultas. En cualquier caso, la
dimensión de las capas ocultas de los modelos propuestos siempre es mayor a 128 que es la
dimensión de los vectores N2V español-náhuatl. Para los experimentos se crean diferentes
modelos los cuales serán descritos a mayor profundidad en el caṕıtulo 4.5.

La arquitectura neuronal bilingüe tiene una capa de entrada con 128 neuronas, una capa
oculta h con m neuronas donde m > 128. Se prueban distintas funciones de activación,
principalmente las funciones de activación Elu (Clevert et al., 2015) y Tanh; además se
pruebas diferentes optimizadores con diferente número de épocas.

En los experimentos, la inicialización de los tensores correspondientes a los pesos se hace
de manera aleatoria por las razones mencionadas en §3.2.5, con una distribución normal
truncada y desviación estándar de 0,1. La razón por la que se elige esta inicialización es
más por convención que por otros motivos; se pretende que usando este tipo de distribución
se eviten problemas relacionados con el desvanecimiento o explotación de los gradientes.
Básicamente, se pretende evitar que los gradientes al momento de retro propagar el error

2https://www.nvidia.com/en-us/data-center/tesla-k80/
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de la capa de salida hacia las capas anteriores se hagan muy pequeños o muy grandes, esto
afecta el proceso de aprendizaje del modelo e impiden que este converja a una solución
(Bengio et al., 1994). Los vectores de bias o sesgo de la arquitectura propuesta, de igual
manera por convención, se inicializan con valores iguales a cero. Las convenciones antes
mencionadas se toman a partir del curso en ĺınea de aprendizaje de máquina3 de Google.

Además de la inicialización de los pesos con una distribución normal truncada, en
TensorFlow ya están implementadas diferentes maneras de inicialización y que en esta
tesis se emplearán en algunos experimentos, en particular las inicializaciones Xavier4 y He5

Andrew Ng propone otras maneras de inicialización de los tensores tomando en consi-
deración la dimensión de las capas, la función de activación, entre otros parámetros6

En la siguiente sección se desglosan los parámetros de cada arquitectura neuronal bi-
lingüe propuesta utilizada en la experimentación.

4.5. Arquitecturas neuronales bilingües de experimentación

A continuación se listan los diferentes entornos experimentales implementados en esta
tesis, esto es, las diferentes arquitecturas neuronales propuestas en el caṕıtulo 4, aśı como
sus hiperparámetros como el número de capas, número de neuronas por capa, optimizadores,
técnicas de regularización, etc.

3Curso intensivo de aprendizaje automático: https://developers.google.com/machine-learning/

crash-course/
4https://www.tensorflow.org/api_docs/python/tf/contrib/layers/xavier_initializer
5https://www.tensorflow.org/api_docs/python/tf/keras/initializers/he_normal
6https://www.coursera.org/specializations/deep-learning
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CAPÍTULO 4. AUTOENCODER PARA EXTRACCIÓN LÉXICA BILINGÜE

4.6. Modelo model joyce

Parámetros valores

model joyce

Data Augmentation (DA) 2x
Learning rate (LR) (η) 1
# Capas ocultas 1
# neuronas/capa 300
F. Act. h elu
Dropout 1
F. Act. capa salida tanh

Épocas 45K
Inicialización pesos He/Xavier
Función de costo J MSE
atar pesos -
Optimizador AdagradOptimizer

Tabla 4.3: Modelo model joyce

4.7. Modelo model klein

Parámetros valores

model klein

DA 2x
LR (η) 1
# Capas ocultas 1
# neuronas/capa 300
F. Act. h elu
Dropout 0.85
F. Act. capa salida tanh

Épocas 50K
Inicialización pesos He/truncated norm(stddev=0.1)
Función de costo J MSE
atar pesos -
Optimizador AdagradOptimizer

Tabla 4.4: Modelo model klein
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4.8. Modelo 8

Parámetros valores

8

DA -
LR (η) 0.001
# Capas ocultas 3
# neuronas/capa 350-220-350
F. Act. h tanh-tanh-tanh
Dropout 0.51
F. Act. capa salida tanh

Épocas 600
Inicialización pesos truncated norm(stddev=0.1)
Función de costo J MSE
atar pesos -
Optimizador RMSPropOptimizer(centered=True)

Tabla 4.5: Modelo 8

4.9. Modelo 2

Parámetros valores

2

DA -
LR (η) 0.001
# Capas ocultas 1
# neuronas/capa 350
F. Act. h elu
Dropout 0.51
F. Act. capa salida tanh

Épocas 600
Inicialización pesos truncated norm(stddev=0.1)
Función de costo J MSE
atar pesos -
Optimizador RMSPropOptimizer(centered=True)

Tabla 4.6: Modelo 2
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4.10. Modelo 4

Parámetros valores

4

DA -
LR (η) 0.001
# Capas ocultas 1
# neuronas/capa 390
F. Act. h elu
Dropout 0.51
F. Act. capa salida tanh

Épocas 800
Inicialización pesos truncated norm(stddev=0.1)
Función de costo J MSE
atar pesos -
Optimizador RMSPropOptimizer(centered=True)

Tabla 4.7: Modelo 4

4.11. Modelo 6

Parámetros valores

6

DA -
LR (η) 0.001
# Capas ocultas 1
# neuronas/capa 100
F. Act. h elu
Dropout 0.51
F. Act. capa salida tanh

Épocas 1K
Inicialización pesos truncated norm(stddev=0.1)
Función de costo J MSE
atar pesos -
Optimizador RMSPropOptimizer(centered=True)

Tabla 4.8: Modelo 6
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4.12. Modelo 7

Parámetros valores

7

DA -
LR (η) 0.001
# Capas ocultas 1
# neuronas/capa 300
F. Act. h elu
Dropout 0.51
F. Act. capa salida tanh

Épocas 600
Inicialización pesos truncated norm(stddev=0.1)
Función de costo J MSE
atar pesos -
Optimizador RMSPropOptimizer(centered=True)

Tabla 4.9: Modelo 7
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((Y sobre todo mirar con inocencia.
Como si no pasara nada, lo cual es
cierto.))

— Alejandra Pizarnik, Caminos del
espejo, 1962.

Caṕıtulo 5

Evaluación y análisis de resultados

En este caṕıtulo se evaluarán los modelos propuestos descritos en el caṕıtulo anterior
y se discutirán los resultados obtenidos. Además, se realizaron experimentos para evaluar
nuestra arquitectura neuronal propuesta en el par de lenguas inglés-italiano; estas lenguas
cuentan con vastos recursos digitales.

5.1. Evaluación

Para evaluar el desempeño de los modelos descritos en §4.5, se tomaron en considera-
ción diferentes escenarios en donde los modelos se entrenaron con los vectores N2V con la
normalización descrita en §4.3.1; algunos de esos mismos modelos se entrenaron con los vec-
tores N2V sin normalizar, también al momento de evaluar se utilizó el lexicón de evaluación
tanto normalizado como sin normalizar.

Como ya se ha mencionado, una vez entrenada nuestra arquitectura neuronal pode-
mos obtener para cada palabra del español los k candidatos a traducción más cercanos en
náhuatl. Para evaluar el desempeño de los modelos, utilizamos la técnica precision at k
donde k = 1, 5, 10.

Se evaluaron los diferentes modelos bajo distintos escenarios que se explican a continua-
ción.

En la Tabla 5.1 se entrenó y evaluó nuestra arquitectura con los vectores sin aplicar
normalización.
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Modelo P@1 P@5 P@10

model joyce 0.6928 0.8928 0.9071
model klein 0.6785 0.9071 0.9071

8 0.6714 0.8785 0.9

Tabla 5.1: Resultados de los modelos entrenados y evaluados con vectores sin normalización.

En la Tabla 5.2 los modelos propuestos son entrenados con los vectores normalizados y
evaluados con vectores sin normalizar.

Modelo P@1 P@5 P@10

2 0.7 0.8928 0.9142
4 0.6928 0.9071 0.9214
6 0.6642 0.8785 0.9
7 0.6785 0.8928 0.9142
8 0.6714 0.9 0.9142

Tabla 5.2: Resultados de los modelos entrenados con vectores normalizados y evaluados con
vectores sin normalización.

En la Tabla 5.3 los modelos son entrenados y evaluados con los vectores normalizados.

Modelo P@1 P@5 P@10

2 0.6571 0.8928 0.9
4 0.6642 0.8928 0.9142
6 0.6714 0.8857 0.9071
7 0.6642 0.8928 0.9071
8 0.6785 0.8928 0.9142

Tabla 5.3: Resultados de los modelos entrenados y evaluados con vectores normalizados.

Adicionalmente, tomamos como referencia el trabajo de Gutierrez-Vasques and Mijangos
(2017) donde realizan la misma tarea de extracción léxica bilingüe, con los mismos tipos de
vectores, pero utilizando la transformación lineal propuesta por Mikolov et al. (2013b). Para
hacer que nuestros resultados fueran comparables con la transformación lineal, replicamos
los experimentos de los autores empleando un lexicón semilla y de evaluación ligeramente
diferentes a los que originalmente utilizaron los autores. Se obtuvieron los siguientes resulta-
dos los cuales consideramos como ĺınea de base (ver Tabla 5.4) para nuestros experimentos.
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P@1 P@5 P@10

N2Vtransflineal 0.671 0.886 0.914
N2Vtransflineal+norm 0.664 0.886 0.9

Tabla 5.4: Resultados de extracción léxica bilingüe español náhuatl empleando la transfor-
mación lineal propuesta por Mikolov et al. (2013b).

5.2. Análisis de resultados

Comparando nuestras arquitecturas neuronales bilingües con la aplicación de simple-
mente una transformación lineal para inducir léxico bilingüe, se puede observar que, dados
ciertos hiperparámetros, las arquitecturas neuronales bilingües que proponemos logran obte-
ner de manera más precisa pares de traducción, es decir, nuestras arquitecturas representan
una transformación no lineal que puede capturar mayor proporción de traducciones correc-
tas a comparación de la transformación lineal t́ıpica en esta tarea.

Una de las arquitecturas que proponemos y que es la que mejor desempeño obtiene para
la extracción de léxico bilingüe, se observa en el modelo 2 (ver Tabla 4.9), esencialmen-
te en P@1 donde se muestra una mejora al momento de generar candidatos a traducción
(ver Tabla 5.2). Este modelo en particular cuenta con una capa oculta h con una dimen-
sionalidad de 350 (mayor que las capas de entrada y salida), además, se normalizaron los
vectores para la etapa de entrenamiento y para medir su desempeño, se utilizó el lexicón
de evaluación sin normalizar. Del modelo 2, podemos deducir que una capa oculta h de
mayor dimensionalidad que los vectores de entrada ayuda a que el modelo obtenga un mejor
desempeño en la tarea de extracción léxica bilingüe y que normalizar los vectores favorece
al modelo a obtener un mejor desempeño como se mencionó en §4.3.1.

Por otro lado, con base en los experimentos y en particular para esta tarea, una arqui-
tectura neuronal bilingüe con más de una capa oculta como el modelo 8 (ver Tabla 4.8)
no parece producir una mejora sustancial, incluso se observa que los resultados en compa-
ración con la transformación lineal son prácticamente los mismos, y si mencionamos que el
entrenamiento del modelo que proponemos es más lento y pesado computacionalmente aún
usando GPUs, la transformación lineal obtiene los mismos resultados de manera más rápida
y sin necesidad de un GPU que agilice el entrenamiento, por lo que podemos concluir que
basta con que la arquitectura neuronal bilingüe sea de una capa oculta h para eliminar el
ruido de las palabras en español y aśı obtener sus traducciones en náhuatl.

Se puede observar que los modelos 6 y 7 (Tablas 4.11 y 4.12 respectivamente) muestran
un desempeño por debajo del baseline de la tranformación lineal (ver Tablas 5.2, 5.3, 5.4).
Por un lado, el modelo 6 con una capa oculta h de dimensión 100, que es menor a las capas
de entrada y salida, tiene un desempeño ligeramente inferior a la transformación lineal, sin
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embargo, podemos decir que, aún cuando no logra superar el baseline, los resultados del
modelo 6 son, en términos prácticos, aceptables ya que la diferencia con el baseline no es
muy grande y está dentro de los rangos de precisión de los métodos del estado del arte.
Lo mismo pasa con el modelo 7, este tiene una capa oculta h de dimensión 300, y su
desempeño está por debajo del baseline (ver Tabla 5.3), de esto podemos deducir que, aún
cuando se aumenta la dimensionalidad de la capa oculta, parece ser que 300 neuronas no
bastan para que la arquitectura neuronal bilingüe supere a la transformación lineal, es decir,
se puede entender que existe un umbral en cuanto al número de neuronas en la capa oculta
h para que el modelo logre superar el baseline de la transformación lineal. Es importante
recordar que no hay un método riguroso para determinar el número de neuronas óptimo en
h, generalmente el número de neuronas en la capa oculta se establecen de manera emṕırica
o experimental.

Un escenario de evaluación que resulta de peculiar interés es en donde la arquitectura que
proponemos es entrenada con los vectores N2V normalizados y se evalúa con vectores sin
normalizar; es en este escenario en donde se obtienen los resultados más altos al momento
de generar candidatos de traducción como se observa en la Tabla 5.2. Parece ser que,
normalizando el espacio vectorial de español y náhuatl para la etapa de entrenamiento y
evaluándolo con vectores sin normalizar, ayuda al modelo de aprendizaje a generalizar de
mejor manera la relación entre palabras del español y el náhuatl, aśı como a reducir de
manera más eficaz el ruido, tal como se observa en la Tabla 5.2.

Al igual que Payan and Montana (2015); Mnih et al. (2015), observamos que tener un
autoencoder con una capa intermedia de mayor dimensión ayuda a mejorar ciertos tipos de
tarea. En nuestro caso esta configuración del autoencoder resultó benéfica para la tarea de
encontrar pares de traducción español-náhuatl, a pesar de que usualmente un autoencoder
se utiliza para reducir la dimensionalidad y no aumentarla.

Con respecto a la normalización de los vectores, nuestros resultados muestran, como se
mencionó en §4.3.1, que la normalización ayuda a que los modelos de ML, y en particular
la arquitectura que proponemos converja de manera más eficiente.

En la Figura 5.1 se muestran las gráficas de las funciones de error para los modelos
2, 4, 6 ,7 (ver Tablas 4.9, 4.10, 4.11, 4.12 respectivamente), para esta gráfica los modelos
fueron entrenados con vectores normalizados.

En la Figura 5.2 se muestran las gráficas de las funciones de error para los mismos
modelos de la Figura 5.1, para esta gráfica los modelos se entrenaron con vectores no
normalizados.

A partir de las gráficas de las funciones de error, se puede observar que la normalización
hace que la función de error en los modelos que se entrenaron con vectores normalizados
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Figura 5.1: Funciones de error de modelos entrenados con vectores normalizados.

Figura 5.2: Funciones de error de modelos entrenados con vectores no normalizados.

(Figura 5.1) tenga un valor mucho más pequeño cuando inicia la etapa de aprendizaje
mientras que en los modelos entrenados con vectores no normalizados (Figura 5.2), el error
es más elevado al inicio del entrenamiento. Por otra parte, se observa que al finalizar la
etapa de entrenamiento, el error es más elevado en los modelos que fueron entrenados con
vectores sin normalizar.

En la Figura 5.3 se observan algunos pares de traducción español-náhuatl obtenidos
mediante nuestra arquitectura propuesta (en particular el modelo 2 que es el que mejor
desempeño muestra para inducir léxico bilingüe). Se puede observar que algunos pares de
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traducción están muy cercanos unos de otros como en el caso del par levantar-quetza, sin
embargo hay otros pares que aparecen más lejanos entre śı como el par coyote-coyoc.

Para poder visualizar los vectores se aplicó una reducción de dimensionalidad empleando
el método de escalamiento multidimensional (MDS) (Kruskal, 1964) el cual ya se encuentra
implementado en la biblioteca de aprendizaje automático scikit-learn1 de Python. Los
parámetros de escalamiento fueron los siguientes: metric=False y n init=7; el parámetro
metric=False indica que se realiza una reducción de dimensionalidad no lineal, los demás
parámetros del método son los que vienen por defecto2. Cabe mencionar que para poder
visualizar los pares de traducción, tratamos dos métodos populares de reducción de di-
mensionalidad, PCA y t-SNE. Sin embargo, con estos métodos no era visiblemente claro el
pareamiento entre las traducciones debido probablemente a que ambos hacen una reducción
de dimensionalidad lineal.

Figura 5.3: Pares de traducción español-náhuatl.

En la siguiente sección, empleamos nuestra arquitectura para inducir léxico bilingüe en
donde el par de lenguas cuenta con altos recursos digitales.

1http://scikit-learn.org/stable/
2Sobre los parámetros para ajustar el método MDS: http://scikit-learn.org/stable/modules/

generated/sklearn.manifold.MDS.html
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5.3. Experimentación en otras lenguas

Adicional a los experimentos en lenguas mexicanas, se probó la arquitectura neuronal
bilingüe para extracción léxica bilingüe en un escenario en donde las lenguas cuentan con
vastos recursos digitales. En particular se abordó el par de lenguas inglés-italiano del cual
podemos encontrar en ĺınea los lexicones semilla y de evaluación con cierta facilidad.

En este escenario, la extracción léxica bilingüe utilizando vectores W2V sin ningún
tipo de normalización y una transformación lineal da como resultado un desempeño de
P@1 = 34,93 % (Artetxe et al., 2018).

Para esta etapa de experimentación, decidimos probar inducir léxico bilingüe empleando
representaciones vectoriales fastText y la arquitectura neuronal bilingüe descrita en §4.4
usada en lenguas mexicanas.

5.3.1. Representaciones vectoriales fastText

Como se mencionó en §2.3.2, el modelo fastText toma en consideración la morfoloǵıa de
las palabras y permite generar vectores de palabras que no fueron vistas durante la etapa
de entrenamiento en el corpus.

Ya hay modelos pre-entrenados de vectores de palabras los cuales tienen una dimensión
de 300. Estos modelos están disponibles en ĺınea para 157 lenguas3, se puede descargar
solamente el conjunto de vectores o los vectores junto con el modelo con el cual se generaron,
esto con el fin de que, en caso de ser necesario, utilizar el modelo para generar palabras
fuera del vocabulario o que no fueron vistas durante la etapa de entrenamiento para generar
nuevos vectores de palabras.

Para hacer que nuestros experimentos sean comparables, se requirió de los mismos le-
xicones semilla y evaluación que se utilizaron en el experimento que usa vectores W2V y
una transformación lineal (Artetxe et al., 2018). En el caso de inglés-italiano, se cuenta con
un conjunto de vectores de palabras W2V tanto en inglés como en italiano, este conjunto
de vectores es utilizado por Artetxe et al. (2018) en sus experimentos. Cada conjunto de
vectores tanto en inglés como en italiano cuenta con 200 000 vectores de palabras, además
se tiene un lexicón semilla con 5000 pares de palabras y un lexicón de evaluación con 1500
pares4. Estos mismos lexicones son los que utilizaremos durante la experimentación.

3Los vectores y modelos pre-entrenados se pueden encontrar en: https://fasttext.cc/docs/en/

crawl-vectors.html
4Tanto los lexicones como los vectores W2V inglés-italiano se pueden descargar de la siguiente página:

http://clic.cimec.unitn.it/~georgiana.dinu/down/resources/transmat.zip
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En cuanto a las representaciones vectoriales de tipo fastText, que proponemos utilizar, se
cuenta con 1M de vectores de palabras fastText generados a partir del corpus de Wikipedia
en inglés, mientras que se tienen 200 000 vectores de palabras fastText en italiano.

En primera instancia, dado que el conjunto de vectores en inglés fastText es de 1M,
debemos obtener un subconjunto de vectores fastText que coincida con el conjunto W2V
para que nuestros experimentos sean comparables. Para esto, debimos cerciorarnos de que
el subconjunto que necesitabamos generar contuviera las mismas palabras que el conjunto
W2V. Para generar el nuevo subconjunto, se buscó cada palabra W2V dentro del conjunto
fastText. Una vez que generamos el nuevo subconjunto, su tamaño era de 150 783 vectores
fastText, lo que significaba que el conjunto original de 1M de vectores fastText no conteńıa
todas las palabras que existen dentro del conjunto W2V. Se realizó este procedimiento
pero ahora para los vectores en italiano donde sucedió lo mismo; el subconjunto de vectores
fastText en italiano generado conteńıa 163 031 vectores, es decir, no se encontraron todas las
palabras en italiano necesarias para que los conjuntos W2V y fastText fueran comparables.

Gracias a que fastText permite generar vectores para palabras fuera del vocabulario,
como se mencionó en §2.3.2, se lograron generar las representaciones vectoriales de las
palabras faltantes; 49 217 en inglés y 36 966 en italiano, por lo que en total se generaron
86 138 nuevos vectores fastText.

Se debe mencionar que el tamaño total del conjunto obtenido de vectores fastText en
italiano, era de 199 997, es decir, no se generaron vectores para 3 palabras en italiano
debido a la codificación de los caracteres, es posible que fastText no fuera capaz de reconocer
algunos caracteres dentro de las tres palabras faltantes y por ese motivo no logró generar sus
representaciones vectoriales; no se tomó mucho en consideración el hecho de que faltaran tres
palabras ya que en comparación con el tamaño del conjunto, no nos pareció que perjudicara
demasiado para los fines de experimentación.

5.3.2. Transformación lineal usando fastText

Una vez construidos los conjuntos de experimentación inglés-italiano usando representa-
ciones vectoriales fastText, lo primero que hicimos fue obtener la matriz de transformación
usando estos vectores.

P@1 P@5 P@10

fastTextno−norm 0.348 0.519 0.564
fastTextnorm 0.38 0.553 0.601

Tabla 5.5: Extracción léxica bilingüe usando vectores fastText y la transformación lineal.

Se realizaron dos evaluaciones; la primera consistió en el aprendizaje de la transformación
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lineal usando vectores con la normalización (fastTextnorm) descrita en §4.3.1, y otra con
los vectores sin ningún tipo de normalización fastTextno−norm.

De la Tabla 5.5 se puede observar que, a pesar de que se tuvieron que generar 86 138
nuevos vectores fastText, los resultados son muy similares a los obtenidos por Artetxe et al.
(2018) donde emplearon vectores W2V (P@1 = 34,93 %) . Por otro lado, la normalización
de vectores fastText ayudó considerablemente al momento de generar vectores de palabras
candidatas a ser traducción.

Es interesante que, aún cuando se generaron cerca del 20 % de vectores utilizando el
planteamiento de fastText tanto en inglés como en italiano, para hacer experimentos com-
parables con la transformación lineal y vectores W2V, la calidad de los vectores generados
son muy similares a los W2V. Esto enfatiza que las formulaciones vectoriales de palabra que
toman en cuenta unidades subpalabra son una alternativa que ayuda a reducir la cantidad
de corpus necesario para entrenar representaciones de buena calidad.

5.3.3. Arquitectura neuronal bilingüe inglés-italiano

La principal diferencia en cuanto a los experimentos realizados en español-náhuatl es
el tipo de representación vectorial. En español-náhuatl se utilizaron vectores N2V cuya
dimensionalidad era de 128. Los vectores fastText, como se menciona en la sección anterior,
cuentan con una dimensión de 300.

Dado que los vectores fastText son de una dimensionalidad superior a los vectores N2V
español-náhuatl, la arquitectura que proponemos, en particular el tamaño de la capa oculta
h, debe adaptarse de acuerdo a la dimensionalidad de los vectores tomando en consideración
que esta debe ser mayor a 300 siguiendo el mismo principio usado en los experimentos
español-náhuatl.

En uno de los modelos propuestos la una capa oculta es de menor dimensionalidad que
las capas de entrada y salida con el fin de observar su comportamiento.

Se proponen 3 arquitecturas neuronales bilingüe inglés-italiano distintas:

Modelo 3
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Parámetros valores

3

Data Augmentation (DA) -
Learning rate (LR) (η) 0.01
# Capas ocultas 2
# neuronas/capa 370-370
F. Act. h tanh-tanh
Dropout 0.51
F. Act. capa salida tanh

Épocas 1500
Inicialización pesos truncated norm(stddev=0.1)
Función de costo J MSE
atar pesos -
Optimizador RMSPropOptimizer(centered=True)

Tabla 5.6: Modelo 3

Modelo 5

Parámetros valores

5

Data Augmentation (DA) -
Learning rate (LR) (η) 0.01
# Capas ocultas 1
# neuronas/capa 370
F. Act. h elu
Dropout 0.51
F. Act. capa salida tanh

Épocas 1500
Inicialización pesos truncated norm(stddev=0.1)
Función de costo J MSE
atar pesos -
Optimizador RMSPropOptimizer(centered=True)

Tabla 5.7: Modelo 5

Modelo 9
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Parámetros valores

9

Data Augmentation (DA) -
Learning rate (LR) (η) 0.01
# Capas ocultas 1
# neuronas/capa 128
F. Act. h elu
Dropout 0.51
F. Act. capa salida tanh

Épocas 1500
Inicialización pesos truncated norm(stddev=0.1)
Función de costo J MSE
atar pesos -
Optimizador RMSPropOptimizer(centered=True)

Tabla 5.8: Modelo 9

5.3.4. Evaluación inglés-italiano

Se consideraron dos escenarios de evaluación, en uno el entrenamiento y evaluación se
realiza con vectores normalizados, los resultados se muestran en la Tabla 5.9.

Modelo P@1 P@5 P@10

3 0.366 0.5606 0.587
5 0.364 0.56 0.5906
9 0.332 0.524 0.554

Tabla 5.9: Resultados de los modelos entrenados y evaluados con vectores fastText norma-
lizados

Por otra parte, se entrenó nuestra arquitectura propuesta con vectores normalizados y
se evalúa con vectores sin normalizar (ver Tabla 5.10).

Modelo P@1 P@5 P@10

3 0.33 0.495 0.536
5 0.33 0.49 0.531
9 0.294 0.476 0.511

Tabla 5.10: Resultados de los modelos entrenados con vectores fastText normalizados y
evaluados con vectores no normalizados

De la Tabla 5.9 se observa que los modelos 3 y 5 (Tablas 5.6 y 5.7 respectivamente)
superan a la transformación lineal con vectores fastText sin normalizar (ver Tabla 5.5); sin
embargo, en la tabla 5.10 se observa que con vectores normalizados, el resultado del modelo
es inferior al de la transformación lineal.
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En cualquier caso, ninguno de nuestros modelos propuestos logra superar el resultado
de la transformación lineal donde P@1 = 38 % (ver Tabla 5.5) para este par de lenguas.
Esta tendencia es diferente a lo que sucedió con el par de lenguas español-náhuatl en donde
nuestro modelo propuesto śı logra resultados superiores a la transformación lineal.

Como ya se hab́ıa observado, el hecho de aumentar la dimensionalidad de la capa oculta
h ayuda a capturar caracteŕısticas de los vectores de mejor manera. Se observa que el modelo
9 (tabla 5.8) es el de peor desempeño, cuenta con una capa oculta de dimensión 128, menor
a la dimensiones de los vectores lo que apoya la hipótesis de que, en particular para esta
tarea, al disminuir la dimensión de h de la arquitectura neuronal bilingüe, no logra capturar
caracteŕısticas significativas en comparación con una capa h de dimensión superior.

Es posible que las representaciones vectoriales N2V, a diferencia de fastText y W2V,
estas dos últimas monolingües y basadas en nociones similares, logren capturar de me-
jor manera las caracteŕısticas bilingües y por ello nuestra arquitectura neuronal bilingüe
logró superar a la transformación lineal en el par de lenguas español-náhuatl mientras que
en inglés-italiano los resultados de la arquitectura sólo lograron superar el baseline de la
transformación lineal con vectores no normalizados.
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((¿Volver?)), pensó. ((No sirve de nada.
¿Ir por algún camino lateral?
¡Imposible! ¿Ir hacia adelante? ¡No
hay alternativa! ¡Adelante pues!))

— J. R. R. Tolkien, El Hobbit, 1937.

Caṕıtulo 6

Conclusiones y trabajo futuro

En esta tesis, estábamos interesados en realizar extracción de léxico bilingüe en lenguas
mexicanas de bajos recursos digitales a partir de un corpus paralelo español-náhuatl. Para
esta tarea, propusimos una arquitectura neuronal que hiciera un mapeo entre las lenguas
español-náhuatl.

Nuestra hipótesis fue que un mapeo no lineal para inducir léxico bilingüe mediante
una red neuronal era capaz de superar al mapeo realizado por una transformación lineal
para la misma tarea. Aprovechamos principalmente la propiedad de no linealidad que nos
proporciona una arquitectura neuronal. Partimos de una arquitectura en particular llamada
autoencoder, espećıficamente de autoencoders dispersos y para eliminación de ruido. Su
principal caracteŕıstica es que su capa oculta era de mayor dimensionalidad que las capas
de entrada y salida, esto con el objetivo de que la arquitectura lograra hacer un mapeo no
lineal de mayor calidad que el obtenido por una transformación lineal.

Como ya se mencionó, una de las caracteŕısticas más destacadas de una red neuronal,
es su capacidad de lidiar con conjuntos de datos no lineales gracias a las funciones de
activación, lo que le permite descubrir patrones que tal vez que no fáciles de observar
utilizando algoritmos tradicionales.

Para la tarea de extracción léxica bilingüe entre el par de lenguas español-náhuatl, po-
demos concluir que fuimos capaces de mejorar los resultados utilizando una combinación de
los siguientes factores: una transformación no lineal mediante una variación de autoencoders
dispersos y autoencoders para eliminación de ruido, representaciones vectoriales bilingües
N2V español-náhuatl, ciertos hiperparámetros de la arquitectura neuronal y, en particular,
una capa oculta h de mayor dimensionalidad que las capas de entrada y salida.
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Es importante discutir varias cuestiones, por un lado, que algunas de las arquitecturas
e hiperparámetros propuestos en esta tesis no lograron superar a la transformación lineal
para encontrar pares español-náhuatl. Sin embargo, en todos los casos nuestros entornos
experimentales logran superar a los resultados que se obtendŕıan utilizando representaciones
vectoriales del tipo W2V (Gutierrez-Vasques and Mijangos, 2017). Esto nos lleva a concluir
que las representaciones vectoriales juegan un papel muy importante en el desempeño de
los sistemas de extracción léxica bilingüe, no sólo el hecho de que se use una transformación
lineal o una arquitectura neuronal.

En general, los autoencoders tienen como principal objetivo realizar reducción de di-
mensionalidad y generar representaciones compactas. Sin embargo, nuestro enfoque fue
contrario al objetivo principal de estas arquitecturas donde aumentamos la dimensión de
la capa oculta h. El hecho de aumentar la capa oculta ayuda a que nuestra arquitectura
supere el resultado de la transformación lineal en un entorno de bajos recursos digitales.

En el caso de los experimentos en el par de lenguas inglés-italiano, nuestro modelo logró
superar la ĺınea de base de la transformación lineal, particularmente en donde no se nor-
malizaron los vectores, sin embargo, una vez que normalizamos los vectores inglés-italiano,
la transformación lineal superó en desempeño a nuestra arquitectura. En este escenario de
experimentación donde las lenguas tienen vastos recursos digitales, podemos concluir que
un mapeo lineal y y representaciones vectoriales distribuidas como W2V y fastText norma-
lizadas son suficientes para inducir léxico bilingüe, mientras que en un escenario de bajos
recursos, las representaciones vectoriales multilingües como la propuesta de N2V en con-
junto con un mapeo no lineal ayuda a mejorar la extracción de correspondencias bilingües.

En este trabajo, se buscó contribuir al desarrollo de tecnoloǵıas de lenguaje, particular-
mente para las lenguas mexicanas debido a que hay poco desarrollo tecnológico para estas
lenguas. Los modelos que proponemos pueden ser de utilidad para la generación automática
de diccionarios bilingües o tablas de traducción español-náhuatl para que personas interesa-
das en las lenguas mexicanas puedan incluir nuestra propuesta en sus trabajos y aśı seguir
contribuyendo a desarrollar tecnoloǵıas y que más personas se interesen en el procesamiento
de lenguaje natural y métodos de aprendizaje automático.

6.1. Trabajo futuro

El enfoque principal que se le dio a la arquitectura neuronal fue determinar un mapeo del
español al náhuatl para la extracción léxica bilingüe, sin embargo, una de las caracteŕısticas
primordiales de cualquier autoencoder es la proyección de los vectores de entrada en la capa
oculta h. Un trabajo futuro interesante seŕıa analizar e interpretar lo que logró capturar
el autoencoder en su capa oculta con el fin de conocer su naturaleza y observar si logró
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capturar propiedades lingǘısticas, y ver si estos vectores proyectados en h tienen propiedades
geométricas tal como se observó en el trabajo de Mikolov et al. (2013b).

Por otro lado, en §5.3 se experimentó con el par de lenguas inglés-italiano usando repre-
sentaciones vectoriales fastText, por lo que se deja como posible trabajo futuro realizar los
mismos experimentos pero ahora siguiendo la metodoloǵıa propuesta por Gutierrez-Vasques
and Mijangos (2017) empleando representaciones vectoriales N2V y observar si, utilizando
otras representaciones vectoriales se logra algún tipo de mejoŕıa al momento de inducir
léxico bilingüe.

También seŕıa interesante abordar otras lenguas mexicanas, como otomı́, maya, etc.,
para la misma tarea empleando la arquitectura que en este trabajo proponemos. Además, un
paso futuro de nuestra arquitectura seŕıa adaptarlo a ser un sistema neuronal de traducción
automática que no sólo sea capaz de encontrar pares de traducción sino que pueda traducir
a partir de oraciones o párrafos.
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Raúl Canals Marote, Anna Esteve Guillén, Alicia Garrido Alenda, Guardiola i Savall, Maria
Isabel, Amaia Iturraspe Bellver, Sandra Montserrat Buendia, Sergio Ortiz Rojas, Hermi-
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