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Capitulo 1

Introduccion

1.1. Formulacién del problema

En ingenieria se emplea y define el concepto de sistema como aquel ente compuesto
por varios elementos, donde variables de diversa naturaleza interactian entre si para
un objetivo comun, responden a sefiales externas (o seriales de entrada) y generan
senales observables, también llamadas senales de salida. Estos se suelen clasificar en
dindmicos y estdticos. Los primeros son aquellos en los que la senal de salida actual
depende de valores anteriores de la entrada, mientras que en los segundos no existe
dicha dependencia. Una gran cantidad de sistemas fisicos estudiados en ingenieria se
representan mediante sistemas dindmicos, por lo que el interés del presente trabajo se
centrara en ellos.

Para establecer la relacién que las variables guardan tanto entre si como con las
sefiales de entrada y salida se emplean funciones matematicas, con lo que se establece
un modelo matemdtico del sistema, los cuales permiten explicar el funcionamiento de
un sistema (andlisis), proponer medios que permitan controlarlo (control), asi como
predecir su desemperio (prediccién) y permitir simularlo mediante paquetes de cémputo.

La obtencién del model depende del problema en especifico a resolver. En primer
lugar, se suele dividir al sistema en varios sub-sistemas y analizar las propiedades de
cada uno ya sea mediante leyes fisicas u otras fuentes de conocimiento, para luego
sintetizarlos en un modelo final. También se obtienen mediante experimentacion directa,
donde los datos son analizados y se infiere un modelo. En el primer caso, hablamos del

modelado de un sistema, mientras que en segundo se habla de la identificacion del
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sistema. Generalmente, para atacar un problema en particular, se recurre a ambos
métodos para obtener el modelo final de interés.

Es de tener en cuenta que un modelo es una simplificacién o aproximacion del sis-
tema fisico analizado, ya que el conocimiento matematico y dicho sistema corresponden
a espacios diferentes. En la medida en la que se desee una mayor exactitud, el modelo
tenderd a tener un mayor nivel de complejidad, por lo que se debe ajustar dicho nivel
al que mejor se adapte a las necesidades del problema a resolver. Sin embargo, como
lo indica Ljung (1986), por cuestiones précticas se suele emplear el concepto de sis-
tema real al modelo matemaético que describe al sistema en los términos anteriormente
discutidos.

En lo que respecta a la teoria de control y al tratarse de sistemas en tiempo continuo,
el tipo de modelos a emplear suelen expresarse mediante una representaciéon en variables

de estado de la forma

x = f(x,u), xeR", weR”, [R"xR" >R, (1.1)
y = h(x), yeRPm, h:R" - RP (1.2)

Dentro de esta estructura, las variables de estado x guardan la informacién de la dinami-
ca del sistema y suelen estar relacionadas con variables que tienen un significado fisico
(generalmente con aquellos elementos que almacenan energia dentro del sistema). Un
buen conocimiento de la funcién f permite analizar y realizar disefios sobre el sistema
fisico al cual representa, asi como describir el efecto que la entrada u tendra sobre la sa-
lida observada y. De igual modo, los sistemas en tiempo discreto pueden ser expresados

de un modo més compacto mediante ecuaciones en diferencias
X1 = f(xp,ug), xR, veR™, fR xR - R, (1.3)

ye = h(xk), yeRPm, h: R >R (1.4)

Bajo determinadas condiciones, el sistema es representable mediante una estructura

entrada/salida en la forma

Yk+1 :f(yka"'ayk*n+17uk‘7"'7uk7m+l)' (15)

De forma general, la dindmica del sistema se puede representar mediante un mapeo

dindmico entrada-salida
y(t) = H(u(t)). (1.6)
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Sin embargo, es posible que H sea desconocida en forma que genere un modelo
adecuado para esta respuesta, y sea necesario recurrir a técnicas de identificacion para
reconstruirla a partir de mediciones, experimentos y observaciones del sistema mediante

el mapeo

§ = H(u(t). (L.7)

En la literatura (Nelles, 2001) se suele hacer una distincién con respecto a la can-
tidad de informacién disponible para obtener el modelo. Por una parte, se llama caja
negra a aquel sistema del cual solo se disponen datos de las senales de entrada y salida,
sin conocimiento sobre las acciones que se suceden dentro del mismo. Por otro lado,
cuando existe un conocimiento parcial de éstas, se suele llamar al sistema caja gris, con
lo cual una parte del modelo puede estar formado por relaciones matematicas obtenidas
de forma analitica, mientras que otra se puede deducir a partir del andlisis de los datos y
aproximar mediante expresiones matemaéticas, como aproximaciones polinomiales, por
serie de Taylor, etc.

Las redes neuronales, sistemas difusos y su combinacién conocida como redes neuro-
difusas han mostrado ser herramientas muy ttiles para describir funciones matemaéticas
con diversos grados de complejidad, asi como por su capacidad para modificar tanto
su estructura como los parametros involucrados en su definiciéon. Las primeras son
representaciones matematicas de los procesos neuronales que ocurren en los sistemas
biolégicos, mientras que los segundos se basan en la construcciéon de modelos mentales
seguidos por los seres humanos. Al haber sido exitosamente empleadas en la descripciéon
de sistemas estaticos a partir de datos, han sido también empleadas en en la identifi-
cacion de sistemas dinamicos.

Dentro de este trabajo se ataca el problema de identificacion de sistemas dindmicos
a partir de los tres tipos de modelado descritos anteriormente. Se considerard para
tal efecto un sistema del que se desea obtener su modelo matematico, en el que se
cuenta con datos de las senales de entrada y salida con poca informacion sobre su
modelo matematico real. De este modo, se propone una estrategia de identificacién
de sistemas basada en redes neurodifusas, las cuales han sido empleadas con éxito en
la identificacién de funciones desconocidas a partir de la informacién entrada-salida

disponible.
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1.1.1. Identificacion de sistemas

En general, el problema de modelado e identificacién mediante redes recurrentes se
deriva del problema més general de encontrar un mapeo de un sistema del cual no se
dispone de informacién sobre el mismo més que datos entrada/salida.

Existen dos estructuras béasicas para el modelado de sistemas: por un lado las es-
tructuras entrada/salida, que buscan representar el comportamiento dindmico de ambas
senales con base en un unico mapeo dindmico; por el otro, estructuras en variables de
estado, donde un conjuto de variables, solucién de un conjunto de ecuaciones diferen-
ciales de primer orden simultaneas, conserva la dindmica del sistema, siendo la salida
del sistema una funcién algebraica de dichas variables y la sefial (o senales) de entrada.

En el primer caso, los sistemas lineales en el tiempo se modelan mediante la res-
puesta al impulso g(t), donde la senal de salida puede ser obtenida mediante el mapeo
y(t) = H (u(t)), con H (u(t)) = /tg(t — 7)u(7)dr. Es bien sabido que al transfor-
mar al dominio de la frecuencia se (?btiene una relaciéon ya no integro-diferencial, sino
algebraica, llamada funcidn de transferencia. En este caso, con U(s), Y(s) y G(s) la
transformacién al dominio s = o + jw de u(t), y(t) y ¢(t), la relacién entre estas (en el
caso SISO) se vuelve Y (s) = G(s)U(s), con G(s) tipicamente una funcién producto de

una divisién entre polinomios en s D(s) y N(s) en la forma G(s) = gfi? Al hablar de

sistemas lineales en tiempo discreto t = kT, k =0,1,..., T el tiempo de muestreo, se
obtienen funciones de transferencia de estructura similar en el dominio de la frecuencia
(ahora el dominio z € C).

Como se puede ver, en el caso lineal la estructura es bien conocida. Si el sistema
que se desea identificar y modelar cumple con las condiciones de linealidad, entonces es
posible describirlo con una funcién de transferencia (en el dominio s 6 z, segin sea el
caso), con lo que ahora es necesario determinar un método para calcular los pardmetros
de la misma. En la literatura existen varios métodos para tal efecto, como los reportados
en Nelles (2001). Sin embargo, en el caso de sistemas no lineales el andlisis resulta més
complejo, ya que no siempre es posible representarlos directamente mediante funciones
de transferencia.

El analisis se complica en mayor medida cuando, ademéds de ser un sistema no
lineal, la estructura del mismo es poco conocida. En este caso han sido empleadas

varias aproximaciones para identificar a dichas funciones: aproximaciones por series
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polinomiales (Wiener/Hammerstein o Volterra). Sin embargo, el anélisis de estabilidad
de este tipo de sistemas suele ser mas complejo.

Por otra parte, las redes neuronales y sistemas difusos han probado ser herramientas
muy utiles en la identificacion de funciones suaves en intervalos cerrados, capaces de lo-
grar un error de aproximacién aleatoriamente pequenio (dependiendo de la complejidad

de los mismos).

1.2. Estado del arte

1.2.1. Redes neurodifusas

Las redes neuronales artificiales (llamadas simplemente redes neuronales) son fun-
ciones matematicas inspiradas en las estructuras neuronales de los organismos bioldgi-
cos, con lo cual buscan emular sus capacidades de aprendizaje, procesamiento de infor-
macion, y adaptacién. Una de las primeras aproximaciones matematicas descriptivas
de las acciones llevadas a cabo por las neuronas es dada por McCulloch & Pitts (1943).
A partir de este trabajo, Rosenblatt (1957) propuso el perceptrén, una red neuronal
simple. El proceso de lograr que una red aprenda a comportarse de una forma desea-
da es llamado entrenamiento, siendo el algoritmo mas comtinmente usado el algoritmo
de retropropagacién, propuesto por Werbos (1974) y popularizado gracias al el libro de
Rumelhart et al. (1986). Estos detonaron el empleo de las redes neuronales en la solucién
de diversos problemas, como la aproximacién de funciones estaticas suaves desconoci-
das a partir de datos entrada/salida (Cybenko, 1989), su empleo para problemas de
identificacién y control (Narendra & Parthasarathy, 1990), e incluso en reconocimiento
de caracteres (LeCun et al., 1989).

Por otra parte, los sistemas difusos estan inspirados en la forma en la que se expresa
el conocimiento humano, asi como el proceso deductivo asociado al mismo (Zadeh,
1973), mediante reglas en la forma “si X entonces Y”. Para expresar la ambigiiedad
de términos caracteristica del lenguaje en una forma matematica se recurre a la teoria
de la 16gica difusa (Zadeh, 1965), donde mediante conjuntos difusos definidos a través
de funciones de membresia se mapea la pertenencia de un elemento de un universo
a un conjunto mediante valores en el intervalo [0,1]. En esta definicién, 1 representa
la pertenencia total a un conjunto, 0 la no pertenencia, y los valores entre 0 y 1 una

pertenencia parcial.
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Los sistemas difusos han sido empleados para resolver varios problemas, como el
agrupamiento de datos!, modelado y control de sistemas. Su uso en los primeros fue
introducido por Dunn (1973) en el algoritmo Fuzzy C-Means, y mejorado por (Bezdek,
1981). Varios ejemplos de control y modelado, especialmente en los casos donde el mode-
lo del sistema es complejo de obtener mediante el anélisis de las ecuaciones constitutivas
(Chiu, 1994; Passino, 1998; Wang, 1994; Yasunobu & Miyamoto, 1985).

La combinacién de la estructura y técnicas empleadas en ambos sistemas (redes
neuronales y sistemas difusos) es conocida como sistema neurodifuso o red neurodi-
fusa. En general, estos términos se refieren a la forma en la cual se crea un sistema
difuso a partir de algiin método de aprendizaje motivado por la investigacion en redes
neuronales (Nauck et al., 2005), la aproximacién de funciones, clasificacién y control.
Una red neurodifusa provee de una particién del espacio de entrada que permite una
interpretacion en forma de reglas “si, entonces”, en contraste con las redes neuronales,
donde dicha interpretacién resulta ambigua.

Una de las primeras propuestas de controles basados en redes neurodifusas es re-
portado por Berenji et al. (1992). Por su parte, una de las estructuras més difundidas y
empleadas para la aproximacién de funciones es el modelo ANFIS? propuesto por Jang
(1993).

1.2.2. Redes neurodifusas recurrentes

Las estructuras anteriormente descritas no han sido empleadas solamente como
funciones estédticas de entrada-salida, sino también para la representacion de sistemas
dindmicos mediante la realimentacion de senales dentro de la propia red, en cuyo caso se
les conoce como redes recurrentes. En este caso, la dinamica presente debe ser tomada
en consideracion al proponer esquemas de aprendizaje para la identificacién de sistemas
dindmicos.

Una de las primeras aproximaciones es la red de Hopfield (1982), cuyo primer uso
fue el aprendizaje de trayectorias mediante una memoria de un tinico bit. Sin embargo,
se considera (Nauck et al., 2005) que la primer red neurodifusa recurrente con una

estrategia de aprendizaje fue desarrollada por Gorrini & Bersini (1994), donde la red

1Esto es conocido por su nombre en inglés clustering.
2Por sus siglas en inglés: Adaptive Neuro-Fuzzy Inference System, Sistema de Inferencia Neurodifuso

Adaptable
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es entrenada empleando un algoritmo de retropropagaciéon adaptado, conocido como
retropropagacion recurrente en tiempo real'. En este sentido, Narendra & Parthasarathy
(1990) propone el empleo de redes recurrentes con realimentacién en las diversas capas
para propédsitos de identificacién de sistemas y control. Por otra parte, Weibel et al.
(1989) ha empleado redes recurrentes con retrasos de tiempo, y Williams & Zipser
(1989) han propuesto redes completamente recurrentes para identificacién (donde todas
las capas contienen realimentacién de sus propias seniales de salida).

Por otra parte, se han propuesto redes globalmente estaticas y localmente recur-
rentes para identificacién (Back & Tsoi, 1990; Wan, 1990) que emplean neuronas con
filtros lineales. Igualmente, existen algoritmos que toman en cuenta la propia dindmi-
ca de la red, como la retropropagacion a través del tiempo (Rumelhart et al., 1986)
y el aprendizaje recurrente en tiempo real (Williams & Zipser, 1989) mencionado an-
teriormente. Sin embargo, estos algoritmos tienden a ser lentos y no se garantiza su
estabilidad como lo indica Mastorocostas & Theocharis (2002). Para sobreponerse a
estos problemas se han propuesto algoritmos basados en aproximaciones lineales como
minimos cuadrados recursivos (Johansson, 1993; Passino, 1998) y el filtro de Kalman
(Haykin, 2001), asi como algoritmos elipsoidales vistos como una generalizacién del
filtro de Kalman Rubio & Yu (2007) donde se requiere que las perturbaciones sean aco-
tadas, en contraste con el filtro de Kalman que requiere de perturbaciones gaussianas.

En la literatura se han reportado diversas estructuras, las cuales en general depen-
den del problema especifico a atacar. Por ejemplo, Mastorocostas & Theocharis (2002);
Poznyak et al. (2006); Yu & Li (2004) han propuesto redes con una estructura en espacio
de estados para identificacion, observacién y control, con algoritmos de entrenamiento
estables. Sin embargo, dependen de la medicién de los estados para lograr el entre-
namiento de la red, los cuales no pueden ser medidos en determinadas circunstancias o
donde solo existen mediciones entrada-salida del sistema.

En este sentido Juang & Lin (1999) proponen una estructura basada en redes neuro-
difusas con representacion en espacio de estados, que inicamente requiere de la medicién
de datos entrada-salida y genera en forma auto-organizada cada regla y el nimero de
estados. No obstante, el algoritmo propuesto carece de un anélisis de estabilidad y las

reglas carecen de alguna forma de interpretacién, lo que provoca que se pierdan algunos

!Conocido también por su nombre en inglés Real-Time Recurrent Learning Algorithm
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de los beneficios de la parte difusa de la red y alguna forma de interpretaciéon de las

reglas.

1.3. Desarrollo del tema de investigacién

1.3.1. Objetivo de la investigaciéon

El presente trabajo tiene como objetivo principal el proponer una metodologia de
identificacién para una clase de sistemas no lineales mediante el empleo de redes neuro-
difusas recurrentes, en tiempo discreto y tiempo continuo, mediante el empleo de datos
entrada/salida, basado en cierta informacién estructural sobre los mismos.

Por una parte se considera la estructura discreta al poder modelarse la dindmica
de un sistema mediante ecuaciones en diferencias dependientes de retrasos tanto de la
senal de entrada como de salida. Bajo esta perspectiva se propone estudiar una estruc-
tura entrada-salida con una representacion similar que, basada en redes neurodifusas
recurrentes en tiempo discreto con un algoritmo convergente, cuente con un algoritmo
de entrenamiento convergente y estable y que permita identificar la dindmica de (1.5).

Por otro lado, se estudian las condiciones bajo las cuales un sistema en tiempo
continuo en la forma (1.2) puede ser identificado por una red neurodifusa recurrente
que posea una estructura en variables de estado, asi como que el algoritmo con el cual
se entrenen los parametros sea convergente bajo un andlisis de estabilidad basado en la
teoria de control. De esta misma forma, se analizara el caso donde la representacién en
variables de estado se lleve a cabo en tiempo discreto con el fin de identificar sistemas
en la forma (1.4).

En todos estos casos se estudia si la red obtenida puede ser empleada como un
modelo del sistema y considerarse como una aproximacion aceptable de la dinamica del
mismo, como se muestra en la Fig. 1.1.

Los objetivos particulares se enlistan a continuacién:

= Obtener una metodologia de identificacién de sistemas no lineales en tiempo
discreto, empleando una red neurodifusa recurrente con una estructura entra-
da/salida; donde el algoritmo de entrenamiento considere la sintonizacién tanto
de los parametros lineales como de los no lineales de la estructura, asi como la

estabilidad y convergencia del algoritmo de entrenamiento.
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_ y(1)
x= f(x,u) Y
y=h(x)

u(t)

Ww=fw,u,d)
P=Cw (1)

Figura 1.1: Identificacién de un sistema mediante una red

= Obtener una metodologia de identificacién de sistemas no lineales en tiempo con-
tinuo, empleando una red neurodifusa recurrente con una estructura en variables
de estado, donde se sintonicen los parametros lineales de la red. El algoritmo de

entrenamiento debe contar con un andlisis de estabilidad y convergencia.
= Proponer estrategias de control basadas en las estructuras identificadas.

= Validar los resultados tedricos mediante su aplicacion tanto en sistemas académi-

cos como en sistemas fisicos con datos obtenidos de forma experimental.

1.3.2. Principales contribuciones

Las principales contribuciones al estado del arte se enumeran a continuacién, junto
con las publicaciones donde han sido reportadas. En todos los casos, la identificacion del
sistema es llevada a cabo mediante mediciones entrada/salida, sin necesidad de realizar

la medicién directa de los estados fisicos del sistema.

= Proponer una estructura entrada/salida para identificacién de sistemas no lineales
en tiempo discreto, con un algoritmo de aprendizaje (para pardmetros lineales y

no lineales) basado en el gradiente (Gonzalez Olvera & Tang, 2007).

= Con base en la estructura anterior, planteamiento de un aprendizaje basado en
la linealizacion de los parametros, con aprendizaje basado en algoritmos lineales
(minimos cuadrados, filtro de Kalman), asi como propuestas de control basados
en dicho esquema (Gonzalez-Olvera & Tang, 2007, 2008b).
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= Mejoramiento de la estructura anterior mediante la limitacion del rango de variacién
de los parametros durante el entrenamiento, donde dicha informacién se encuentra

directamente codificada dentro de la red (Gonzalez-Olvera & Tang, 2008a).

= Planteamiento de una red en tiempo continuo para identificacién de una clase de
sistemas no lineales, con una estructura en variables de estado, con un algoritmo
de identificacién inspirado en observadores adaptables (Gonzalez-Olvera & Tang,

2009a,b).

= Empleo de la red en tiempo continuo para el disenio de control de una clase de

sistemas no lineales (Gonzalez-Olvera & Tang, 2009c).

= Empleo de la red en tiempo continuo para la identificacién de diversos sistemas no
lineales, a saber: sistema de tréfico vehicular (Gonzalez-Olvera & Tang, 2009e),
robot de dos grados de libertad en un sistema de servo visiéon Gonzalez-Olvera
et al. (2009a), sistema insulina-glucosa en pacientes diabéticos (Gonzalez-Olvera

et al., 2009b), entre otros.

= Aplicaciones derivadas de la investigacion, como el uso de observadores adapta-
bles en el problema de observacién de velocidad de motores de corriente directa,
en conjunto con estimacion paramétrica; asi como control basado en la red iden-

tificada (Berrospe et al., 2009; Gonzalez-Olvera & Tang, 2008c).

1.3.3. Organizacién del trabajo de tesis

El trabajo de tesis se divide en la siguiente forma. En el capitulo 2 se presenta la
teoria basica a emplearse en el desarrollo del tema de investigacion, comenzando con el
planteamiento basico de las redes neuronales y sistemas difusos en forma estatica. Se
justifica el empleo de dichas estructuras como aproximadores universales de funciones
suaves en regiones cerradas, y se introduce el concepto de recurrencia de las mismas. A
continuacion, se describen algunos de los algoritmos empleados para su entrenamiento,
como el filtro de Kalman y algoritmos basados en el gradiente, y se comenta la teoria
de observadores adaptables. Finalmente, se discuten algunos algoritmos donde los sis-
temas difusos son empleados como mecanismos de agrupamiento de datos y algunas

aplicaciones reportadas en la literatura.
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A continuacién, en los capitulos 3 y 4 se describen las estructuras propuestas para
atacar el problema de identificacién mediante redes neurodifusas recurrentes, en tiempo
discreto y tiempo continuo, en variables de estado y en representacién entrada-salida.
En concreto, en el capitulo 3 se describe la estructura en tiempo discreto entrada-
salida donde, a partir de datos se entrena a una red donde los parametros cuentan con
restricciones no lineales que no les permiten abandonar su zona de operacion, evitando
el empleo de algoritmos de proyeccién. Se muestra la identificacién de diversos sistemas
académicos para probar su efectividad. En un apartado se comenta la aplicacién de
esta red para problemas de control mediante equivalencia cierta y predicciéon un-paso-
adelante, ya que este es un objetivo inmediato tras la identificacién del sistema, asi por
la dificultad de controlar al sistema por otros métodos.

En el capitulo 4, por su parte, se presenta una estructura en tiempo continuo para la
identificaciéon de una clase de sistemas no lineales, con un algoritmo basado en la teoria
de observadores adaptables, y se lleva a cabo el andlisis de estabilidad y convergencia.
Para probar la capacidad de identificacién de la red, se identifican varios sistemas
no lineales académicos. Finalmente, se emplea la red como modelo del sistema y se
propone una solucién al problema de control mediante una modificacion de la estructura
propuesta para una clase de sistemas, donde se comentan las lineas de investigacién
abiertas y trabajo futuro a realizar en el drea. Con base en esta estructura, se analiza
una version en tiempo discreto también en variables de estado.

En el capitulo 5 se muestran diversas aplicaciones de la red para identificar sistemas
fisicos: un motor de corriente directa, un robot flexible de un eslabén, un sistema de
trafico vehicular, un robot de dos grados de libertad montado en un sistema de servo
vision y un sistema bioldgico de glucosa-insulina en pacientes diabéticos. En tres de
estos casos (motor, trafico y servo visién), los datos necesarios para la identificacién
fueron obtenidos de forma experimental.

Finalmente, en el capitulo 6 se comentan las conclusiones a las que lleva el trabajo
de tesis, los principales resultados obtenidos, los productos de investigacion generados

v las lineas de investigacion abiertas.
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Capitulo 2

Preeliminares

En este capitulo se presentan varios elementos de teoria empleados a lo largo del tra-
bajo de tesis. En primer lugar, se discute la estructura general de las redes neuronales,
los sistemas difusos, las redes neurodifusas, su empleo como aproximadores univer-
sales de funciones en dominios cerrados y algunos de los algoritmos de entrenamiento
existentes. Se menciona también el empleo de sistemas difusos como algoritmos de
agrupamiento. A continuacién, se menciona el concepto de red recurrente, algunas de
las estructuras mas importantes mencionadas en la literatura y los métodos de entre-
namiento empleados. Finalmente se discute la teoria de observadores adaptables, la

cual serd empleada en capitulos posteriores.

2.1. Redes neuronales

Las redes neuronales artificiales son estructuras matematicas inspiradas en las redes
neuronales biolégicas, cuyo principal propésito es el emular (de manera simplificada)
la capacidad de aprendizaje, adaptabilidad y procesamiento de informacién de estas
ultimas a partir de elementos muy sencillos (neuronas) conectadas en paralelo. En
la literatura, es comun eliminar el adjetivo artificial y referirse a estas estructuras
simplemente como redes neuronales.

De este modo, las redes neuronales han sido empleadas como herramientas mateméticas
que, a partir de datos, modelen las relaciones entre las senales de entrada y salida de

un cierto proceso, sistema o datos.
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El elemento fundamental de una red neuronal es la neurona, mostrada en la Fig.
2.1.a, la cual es un elemento que, a partir de un vector de entradas x € R y uno de
pardmetros b € 1™, realiza una funcién matematica simple f(x,b) la cual entrega en
la salida y. La funcién f(-,-) puede ser de distinta naturaleza: por ejemplo, f(x,b) =
S g ai (lineal), f(x,b) = > bz (lineal), f(x,b) = tanh(3"1" biws + > ;w1 b)
(no lineal, con m > n) o f(x,b) =>"" | b; tanh(z;)).

Una red neuronal se compone de varias neuronas conectadas entre si, como se mues-
tra en la Fig. 2.1.b. Con un mayor nimero de neuronas, es posible crear mapeos
f : x — y méas complejos mediante la manipulacién tanto de las funciones como de
los pardmetros de cada neurona y de este modo emplearlas para identificar, aproximar

y modelar procesos no lineales.

a) b)

Figura 2.1: a) Neurona, b) Red Neuronal

Para tal efecto, una red debe ser entrenada; esto es, debe encontrarse un método
que permita modificar tanto su estructura (las conexiones entre neuronas) como sus
parametros, el cual es conocido como algoritmo de aprendizaje o algoritmo de entre-

namaiento.

2.2. Sistemas difusos

Los sistemas difusos estdn basados en la 1dgica difusa, creada por Zadeh (1965),
la cual es una extensién de la légica de Boole. La logica difusa extiende el sentido de

pertenencia de un elemento a un conjunto, al permitir que pertenezca a éste en forma

14
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parcial, a diferencia de lo que sucede con la légica de Boole, donde la pertenencia o no
pertenencia son absolutas. De este modo, la pertenencia o no de un elemento x a un
conjunto X de un universo U, X C U se puede expresar mediante un par de nimeros
reales. Por ejemplo, en l6gica Booleana se puede definir a la funcion de pertenencia de

x a X mediante un mapeo px(x): X — u, p={n € R| g € {0,1}}, donde

px (x) = { é ;;; (2.1)

En logica difusa, la pertenencia a un conjunto se define como un nimero real,
de modo que el mapeo se determina mediante p = {& € R | & € [0,1]}, que se
interpreta como el grado de pertenencia del elemento x a X, de modo que puede
pertenecer en forma parcial a este conjunto. Entre més cercano sea el valor de p a cero,
x pertenecerd en menor grado a X, e inversamente cuando el grado de pertenencia
esta cercano a la unidad.

Este tipo de légica resulta muy conveniente para dar un sentido matematico a
las expresiones del lenguaje humano, donde se da cabida a expresiones ambiguas e
inciertas. Por ejemplo, al indicar cémo se debe de detener un automovil en movimiento
al acercarse a una sefial de alto, se emplean expresiones o reglas en la forma:

Si la velocidad es alta y el punto donde deseamos detenernos estd lejos
entonces se debe frenar con suavidad.

Si la velocidad es media y el punto donde deseamos detenernos estad cercano
entonces se debe frenar con firmeza.

Si la velocidad es alta y el punto donde deseamos detenernos esta cercano

entonces  se debe frenar al maximo
Desde el punto de vista humano, si la velocidad del auto se sitiia entre alta y media y el
punto a detenerse se encuentra en un punto cercano, entonces se razonara que se debe
llegar a un punto de frenado entre el maximo y con firmeza, intensidad que variard en
la medida que los valores de velocidad y distancia se modifiquen a lo largo de la accién
de frenado.

Si se desea transmitir este conocimiento a un sistema de cémputo, dicho lengua-

je sera de dificil interpretacion, ya que éstas operan con légica booleana y funciones
matematicas. El principal problema es la interpretacion de las variables lingiisticas ve-

locidad y distancia en términos de las etiquetas lingiisticas alta, media, lejano, cercano.

15
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Combinando los conceptos de légica difusa, es posible interpretar la pertenencia de
un elemento a un conjunto a partir de una funcién de pertenencia descrita mediante

una funcién matemadtica, como las mostradas en la Fig. 2.2.

Nombre Funcién Representacion
N
Oa r<a
:c—a’ € la, b .
Triangular f(z) = boe; z € [a,b] VAN
_%’ T e [bv C]
07 xTr > c
r 9
07 r<a '
2
2(55) . welad ‘_
Sigmoide | f(z) = c—a ) A >
1-2(=2) . wed
17 xTr > cC
F
Gaussiana f(z) = o0 (z—p)? |

Figura 2.2: Ejemplos de funciones de membresia

De este modo, cada etiqueta lingiiistica se puede asociar con un conjunto difuso,
creandose una base de conocimiento mediante reglas en la forma Si... entonces.... Aque-
lla parte asociada con el condicional si se conoce como antecedente, mientras que a su
consecuencia entonces se le conoce como consecuente.

Mediante operaciones légicas definidas para la logica difusa, es posible combinar los
grados de pertenencia de los elementos antecedentes en cada regla y obtener el nivel
de activacion de cada una. Con respecto al ejemplo anterior, es necesario determinar
el grado de verdad de la wvelocidad alta y punto lejano de acuerdo con el grado de
pertenencia de la velocidad al conjunto asociado con la etiqueta lingiiistica velocidad
alta, asi como de la distancia con lejano.

Este proceso se lleva a cabo mediante operaciones que generalizan las operaciones de
union o interseccién de conjuntos con base en los valores de membresia de sus elementos.

En particular, para un sistema con n entradas z;, ¢ = 1,...,n, la operacién conjuncién

16
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x1 es A1 Y ... Ya, es A, se conoce como t-norma. Al ser este el nivel de activacién
de cada regla R;, se le describe mediante R;(x1, ..., ) = A (x1) A Ain (), y puede ser
definida matemaéticamente de diversas formas, las cuales son ampliamente presentadas
en Kosko (1992); Nelles (2001).

Para el caso del presente trabajo, se tomarda como t-norma al producto entre las
funciones de membresia de la parte antecedente, es decir R;(z1, ..., xn) = [[; Ai1(z1).

Una vez obtenido el nivel de activaciéon de cada regla, se lleva a cabo el proceso
de agregacion, el cual consiste en combinar la parte consecuente de las mismas. De-
pendiendo de la estructura definida en la parte consecuente de las reglas, los sistemas
difusos se pueden dividir en dos grandes grupos: sistemas tipo Mamdani y sistemas tipo
Takagi-Sugeno, con procesos de agregacién diferentes entre si. Los primeros consideran

reglas en la forma
R;i: Sixi es Ajp y ... y xn es Ay, , entonces y es B,

donde tanto A como B son conjuntos difusos; mientras que los segundos estan formados

por reglas en la forma
Ri: Sixy es Ajy § ... Yy T, €8 Ay , entonces y = fi(xq, ..., 22).

Al proceso de obtener la salida del un sistema difuso tras la agregacion se le conoce
como desdifusion. En el caso de los sistemas Mamdani, que consideran conjuntos difusos
como salida, se emplean métodos diversos como el cédlculo del centroide del proceso de
agregacion, calculo de promedio de méaximos, etc., los cuales suelen ser complejos de
representar con funciones matematicas compactas. Se puede encontrar una relacién de
éstos en Driankov et al. (1996).

Por su parte, los sistemas difusos tipo Takagi-Sugeno, al considerar funciones en la
parte consecuente de cada regla difusa, permiten calcular la salida mediante el promedio

ponderado

Y= 2 Rifi(@y, s tn)

2.2
Esta relacién se puede escribir de un modo mas compacto mediante
R
05 = - (2.3)

Zi Ry’
Z@ifi~ (2.4)

Y
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2.3. Redes neurodifusas

Los modelos expresados en la forma Takagi-Sugeno han sido comtinmente empleados
para problemas de modelado y control (Tanaka & Wang, 2001) gracias a que permiten
tratarlos como redes neuronales. En general, el término neurodifuso se refiere, de acuer-
do con Nauck et al. (2005), a la combinacién de técnicas propias de los sistemas difusos
v las redes neuronales. De forma estricta, comenzaron siendo sistemas difusos a los
cuales se les aplicaban los algoritmos de aprendizaje disenados para redes neronales al
analizarseles como una estructura neuronal. Uno de los ejemplos mas populares es el
algoritmo/estructrura ANFIS propuesta por Jang (1993). Sin embargo, a lo largo de
la literatura se ha conservado el nombre red neurodifusa para todos aquellos sistemas
difusos que son entrenados a partir de datos (Nelles, 2001).

En particular, las redes neurodifusas han sido empleadas exitosamente como aproxi-
madores de funciones no lineales. Sin embargo, a diferencia de otro tipo de estructuras
cuentan con la ventaja de permitir la interpretacién de los resultados obtenidos en cada
regla: Cada regla aproxima una seccién del espacio definida por la parte antecedente de
la regla R; a partir de las funciones f;. Es necesario tener en cuenta que este proceso de
interpretacion no es directo ni necesariamente automatico, ya que depende del niimero
de reglas, la forma en la cual se realiza la particién del espacio, etc. En Nauck et al.
(2005) se da un panorama general del desarrollo de las redes neurodifusas hasta el aflo

2005.

2.3.1. Aproximadores universales

De acuerdo con el Teorema Universal de Aprorimacién (Wang, 1994), dado un
sistema difuso o una red neuronal de n entradas con funciones de membresia gaussianas

representado por

1=
— » (2.5)
Z H ai.e_(‘/ri_p’iﬁl) i1

donde x € R", M el nimero de reglas, p;; y 0;; el centro y ancho de las funciones

gaussianas que representan a los conjuntos difusos de la entrada i y la regla [ respecti-
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vamente, aé es el peso que se le da a cada conjunto difuso, es posible aproximar cualquier

funcién suave en un conjunto compacto, de acuerdo con el siguiente teorema:

Teorema 2.1 (Teorema Universal de Aproximacién). Para cualquier funcion real y
continua g definida en un conjunto compacto U C R™ y un numero € € R, € > 0 existe

un sistema difuso en la forma (2.5) tal que
sup | f(w) — g(w)| < & (2.6)
wCU
La demostracién de este teorema se describe en Wang (1994), en forma mds explicita
en Tanaka & Wang (2001), basada en el trabajo de Cybenko (1989) y en el Teorema
de Stone-Weierstrass, donde se demuestra que con una combinacién de varias funciones
sigmoidales se puede aproximar la clase de funciones requeridas por el teorema. Un

corolario del teorema permite definir a la norma empleada:

Corolario 2.1 (Wang (1994)). Para cualquier funcion g € Lo(U)' y e > 0 existe un

sistema difuso [ en la forma (2.5) tal que

1

([ 176) - stwpan)” < (27)

donde U C R" es compacto, L(U) = [g: U — R| [;;|g(w?)|dw| < 0] con las integrales

en el sentido de Lebesgue.

Este teorema y su corolario indican que una red aproxima con precisioén arbitraria
una funcién tal que cumpla con las caracteristicas indicadas, aunque se debe notar
que no hace referencia al grado de complejidad que el sistema difuso ha de tener ni el
como obtener dichas funciones; razoén por la cual se debe entender a este teorema y su
corolario como una justificacion del uso de sistemas difusos para atacar el problema de

identificacion de funciones no lineales.

2.4. Redes recurrentes

Cuando la salida de un modelo no solo depende de las entradas en el tiempo actual

sino ademas de valores anteriores de éstas, se habla del concepto de modelos dindmicos,

1 . . .
Un espacio L2 se define aquel que contiene a todas las funciones u tales que cumplan con que su

norma |[ulle, = 1/ 57 w(t)Tu(t)dt < oo
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modelos recurrentes, o simplemente recurrencia, lo que les hace propicios para analizar
sistemas dindmicos.

De acuerdo con Nauck et al. (2005), una de las primeras estructuras neurodifusas
propuestas junto con un método de entrenamiento, fue presentada por Gorrini & Bersi-
ni (1994), donde se emplea una estructura tipo Takagi-Sugeno con parte consecuente
constante, donde las variables internas (equivalentes a los estados) deben ser elegidas
manualmente, y sin un método sistematico (a no ser aleatorio) para entrenar a la parte
antecedente. De igual modo, la estructura carece de una facilidad de interpretacion de
los parametros obtenidos.

Entre las principales estructuras empleadas para identificar sistemas dindmicos me-

diante neurodifusas recurrentes se encuentran las siguientes:

» Theocharis & Vachtsevanos (1996a). Esta es una red recurrente con realimentacién
externa, en forma de Takagi-Sugeno, con parte consecuente basada en funciones
polinomiales. Esta estructura es empleada como identificador de sistemas no lin-
eales y como filtro adaptable para atenuacién de ruido. Por su parte, el articulo
publicado por Theocharis & Vachtsevanos (1996b) propone un aprendizaje tanto

de estructura (primer aprendizaje) como de pardmetros (segunda fase).

» Zhang & Morris (1999). Propone una estructura neurodifusa en tiempo discreto
para el modelado de procesos mediante una red recurrente con reglas que con-
sideran sistemas lineales locales, con un entrenamiento basado en el algoritmo de
Levenberg-Marquardt. Se propone ademas una estrategia de control basada en la

red entrenada, donde se proponen controles locales para cada sistema.

= Lin (1996). Esta estructura es muy parecida a la propuesta més tarde por Lin &
Hsu (2001), donde la dindmica se lleva a cabo en la primer capa de la red me-
diante una realimentacién de primer orden a funciones gaussianas. Sin embargo,
la principal contribucion es la propuesta de esquemas de control directo e indi-
recto que emplean la red, asi como un analisis de convergencia del algoritmo. Sin
embargo, no se puede considerar que la red sea completamente recurrente, ya que
la realimentacién se restringe a la primera capa. Asimismo, es dificil interpretar

los resultados obtenidos tras el entrenamiento.
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2.4 Redes recurrentes

» Juang & Lin (1999). Esta red estd igualmente basada en redes neurodifusas re-
currentes, con un algoritmo de entrenamiento fundamentado en la aplicacién del
gradiente en forma temporal (provocando un algoritmo de entrenamiento igual-
mente recurrente). A diferencia de Lin (1996), la recurrencia se da desde las
ultimas capas de salida de la red (parte consecuente) hasta la parte antecedente
de la misma. En versiones posteriores (Juang, 2002), incorpora un aprendizaje
de parametros y estructura basado en algoritmos genéticos. Sin embargo, pese a
ser una estructura neurodifusa, no es posible realizar una interpretacién sobre la
particion del espacio proporcionada por los conjuntos difusos o un analisis de la

estabilidad del algoritmo.

» Nirnberger & Kruse (2002). Se propone una mayor complejidad para las re-
des mediante un modelo neurodifuso cuyo objetivo es optimizar bases de reglas
recurrentes en estructuras jerarquicas. Sin embargo, no logra realizarlo sin inter-
vencién del usuario o un experto. En Nurnberger (2001) se propone igualmente
una red jerarquica, donde se imponen ademds restricciones a los pardmetros de

modo que no queden zonas sin cubrir.

= Poznyak et al. (2001). En este libro se propone una estructura de red recurrente
en tiempo continuo y discreto en forma de variables de estado para identificar
sistemas donde los estados sean directamente medibles, con los cuales se logra
entrenamiento de la red. Diversos trabajos derivados (Rubio & Yu, 2007) con-
sideran algoritmos estables y convergentes, bajo suposiciones de acotamiento de
las senales de perturbacién; e incluso se proponen condiciones relativamente gene-
rales (Poznyak et al., 2006) para las ganancias de aprendizaje y su aplicacién a
sistemas fisicos. Una vez entrenada, la red permite realizar el diseno de obser-
vadores y controladores basados en la estructura. Sin embargo, sigue requiriendo
de la medicién de estados para lograr el entrenamiento de la red (previo a su

utilizacién donde no se requiere ya dicha medicién).

» Gonzalez-Olvera & Tang (2008a). En este trabajo se propone una red entra-
da/salida en tiempo discreto, similar a la propuesta por Zhang & Morris (1999),
para identificacién y control de sistemas por medio de una red neurodifusa recur-

rente. Sin embargo, se sugiere ademas la “modificacion del algoritmo para entrenar
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2 « PREELIMINARES

de forma estable los parametros antecedentes. En modificaciones posteriores, se
proponen restricciones no lineales (Gonzalez-Olvera & Tang, 2009d) de modo que

no se permita que zonas queden descubiertas.

Se pueden encontrar diversas propuestas de identificacién control mediante estruc-
turas inspiradas en redes neuronales, sistemas difusos y redes neurodifusas en el libro
Ruano (2005). En el caso de estructuras donde se emplean sistemas difusos con re-
glas que involucran sistemas lineales locales, la estabilidad y existencia de puntos de

equilibrio se describe en Kempf & Adamy (2003) y Kosko (1992).

2.5. Métodos existentes de entrenamiento

Existen varios métodos de entrenamiento para sistemas difusos y redes neuronales.
El més popular de ellos es quizas es algoritmo de retropropagacion propuesto por Wer-
bos (1974), que no es més que la aplicacién de un algoritmo tipo gradiente de una
funcién de costo del error de identificacién con respecto a los parametros. Sin em-
bargo, este algoritmo ha sido modificado para lograr hacerlo méas rapido y conver-
gente mediante métodos conjugados de gradiente, cuasi-Newton, modificando en forma
dindmica la ganancia de adaptacién, al anadir términos de momento, etcétera (Hagan
& Menhaj, 1994). Se emplean igualmente métodos basados en sistemas linealmente
parametrizables, como minimos cuadrados o el filtro de Kalman, y en general este tipo
de métodos se distingue por no hacer mayores suposiciones sobre la topologia de la
funcién de costo, a no ser el suponer que es una funcién suave. Sin embargo, se sabe
que estos algoritmos presentan problemas al aprender dindmicas de largo plazo (Bengio

et al., 1994).

2.5.1. Minimos cuadrados

Supoéngase que se cuenta con mediciones de la senal de salida y y entrada x de
un cierto proceso y se desea obtener una funcién, basada en redes neurodifusas, que
describa su relacién. Si la estructura difusa o neuronal es linealmente parametrizable,

entonces la salida se expresa mediante

y=¢(x)0 +e, (2.8)
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2.5 Meétodos existentes de entrenamiento

donde x € R™ es el vector de entradas, ¢ : R — RP el regresor de funciones conocidas,
0 € RP el vector de pardmetros a conocer. Sea una serie de N mediciones de la senal

de entrada y salida:

® = [o(X(Q) ... dXWIV) ] =[61) ... o(N)]", (2.9)
= [y ... v(v)]", (2.10)

de modo que es posible representar al error entre la senal y su calculo mediante la red
Y = &(x)f mediante

E=Y — ®6. (2.11)

Varios algoritmos permiten calcular la aproximacién 6 de modo que se minimice
una cierta funcién de costo. Algoritmos tipicamente empleados para este propdsito son
los minimos cuadrados, el filtro de Kalman y algoritmos elipsoidales.

La funcién de costo més comtinmente usada es la suma de los errores al cuadrado

J(0) = %ETE - % (Y - @é)T (Y - cpé) : (2.12)

De esta forma, se puede determinar que el valor de los pardametros que minimiza a

la funcién de costo (2.12) es
6= (@70) o7 f. (2.13)

Dado que el célculo de la matriz (®7®)~! puede llevar a singularidades, suele em-
plearse el método recursivo para minimos cuadrados, el cual considera incluso su uti-

lizacién en sistemas en tiempo real mediante la expresién de adaptacion de parametros:

0k) = O(k—1)+75(k)e(k), (2.14)

ek = Yp— ik =k — OL0k 1, (2.15)
_ Pr_19x

Py = (I—%oLPeo)- (2.17)

Por lo general, se suele iniciar el valor de P con P(0) = al, donde o >> 1. Este
método puede ser aplicado para modificar los pardametros en linea, cuando estos varian

con el tiempo. Por ello, se incluye al término A, el cual es llamado factor de olvido, y
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2 « PREELIMINARES

que permite que los datos mas recientes tengan mayor peso que los antiguos, con la

desventaja de volver al algoritmo mas sensible a perturbaciones.

2.5.2. Filtro de Kalman

El algoritmo anterior puede ser disenado de modo que se tome en cuenta cierta
informacién sobre las perturbaciones y ruido en las senales medidas. Por ello, si se asume
que el sistema original esta perturbado por senales de ruido gaussiano, no correlacionado

y blanco de media cero v, en la forma

ék+1 = ék+l/k (2.18)
ye = itk +ex (2.19)

donde se sabe que la varianza de vy estd dada por 8{VI/T} = Ry, y la de e, por

&{e?} = Ry, entonces el calculo de ), basado en el filtro de Kalman est4 dado por

0, = ék-}-l‘f‘Kkek, (2.20)
P
Ky = ’+¢’“ (2.21)
Ry + ¢y, Pr—19%
er = Yp— OOkt (2.22)

Py 169} Pi1

Py = P kot
Y Ry + ¢ P19

+ Ry. (2.23)

donde tipicamente se relaciona a Ry con el llamado factor de olvido, el cual es empleado
en aplicaciones en tiempo real para dar mas peso a los datos mas recientes y desvanecer
el efecto de los mas antiguos. Generalmente se emplea Ry = 1 cuando no se desea dicho
efecto, y se decrementa (generalmente en valores no menores de Ry = 0,9) conforme se
necesite incrementar esta accion.

Es claro que estas ecuaciones son un caso mas general que aquellas del método
de los minimos cuadrados. Sin embargo, aunque este algoritmo ha sido ampliamente
utilizado en una gran cantidad de aplicaciones gracias a su efectividad y rechazo a
perturbaciones, cuando ¢ = 0 se tiene un crecimiento exponencial de Py, ademds que
esta misma matriz no tiende a cero si k — oo (Johansson, 1993). En general, el andlisis
de estabilidad del filtro de Kalman ha sido objeto de estudio, y en general se admite

que su andlisis tiende a ser de gran dificultad (Rubio & Yu, 2007). Sin embargo, si las
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2.5 Meétodos existentes de entrenamiento

perturbaciones son acotadas, es posible obtener algoritmos elipsoidales (Rubio & Yu,
2007) con anélisis de estabilidad y convergencia.

Las aplicaciones del filtro de Kalman a redes neuronales han probado su utilidad
en una gran variedad de aplicaciones (Haykin, 2001). Su empleo busca proveer con una
aproximacion al estimado de la varianza bajo una estructura lineal en los pardametros.
Bajo algunas condiciones, el entrenamiento basado en el filtro de Kalman ha sido ana-
lizado como estable (Guo, 1990). Sin embargo, la estabilidad de los esquemas basados
en el filtro de Kalman se vuelve dificil de analizar (a diferencia del andlisis para el caso
particular de minimos cuadrados recursivos), como ya ha sido analizado por Hagner
et al. (2000) y de Jests Rubio & Yu (2007).

2.5.3. Algoritmos basados en el gradiente

Los algoritmos basados en el gradiente son los mas comunes, dada su relativa faci-
lidad de implementacién incluso para sistemas sin una parametrizaciéon lineal, es decir,

donde la relacién entre la salida medida y el regresor se define como

Yk = ¢(Xk, 0k) + e, (2.24)

con e el error de aproximacion. El principio basico de operacién es el modificar el vector

de parametros calculados 0 en forma proporcional a una ganancia de adaptacion n en

la direccién de mayor inclinaciéon dada por el gradiente de la funcién de costo Gy = 68‘];
y una direccién Py_1 mediante
Op = Op—1 — Me—1Pr—1, Poo1 = Rp_1Gp_1, (2.25)

donde Rj_1 es la escala y rotacion de la direccién de bisqueda de forma que la funcién
de costo decrezca en cada paso de iteraciéon. Se pueden hacer diversas elecciones de 7
v Ry, asi como en la forma de calcular u aproximar Gj. Diversas elecciones conducen
a desemperios diferentes (mayor rapidez, mayor precisién), aunque determinar la esta-
bilidad de estos algoritmos no suele ser sencillo. Ademaés, suele existir un compromiso
entre la velocidad de convergencia y el nivel de precisién logrado. Un resumen de las
diferentes elecciones posibles se encuentra en Nelles (2001). Como se mencioné anteri-

ormente, este método es la base para el algoritmo de retropropagaciéon propuesto por
Werbos (1974).

25



2 « PREELIMINARES

2.6. Algoritmos de agrupamiento

Las técnicas de agrupamiento se refieren a la bisqueda de grupos de datos con
caracteristicas similares mediante una medicion de similitud. Existen algoritmos donde
previo al agrupamiento se define el nimero de grupos; mientras que otros generan los
grupos directamente tras el analisis de los datos, a partir de una medida de granularidad
dada por el usuario.

Los algoritmos clasicos de agrupamiento de datos consideran conjuntos con fron-
teras bien definidas (un dato medido puede o no pertenecer a un determinado grupo),
como se muestra en la Fig. 2.3. Técnicas mas modernas consideran el empleo de con-
juntos difusos, donde cada dato puede tener un grado de membresia a diversos grupos.
Asimismo, es posible emplear algoritmos jerarquicos de agrupamiento, donde dentro de
un mismo grupo de datos se pueden volver a dividir en subgrupos, y asi sucesivamente.
Generalmente, los grupos se definen a partir de pocos datos. En el caso de grupos

circulares, se definen con el centro ¢; y el radio r; del mismo.

+ ek
* 5 + +
& u b " +
. " e -
+ + + +
T e w7 I T
+ .t + +
e B o e . El s
+ * +
. +
.y W oo &
r . ) +
. '. . [+] 06%) *  Grupa 1
B & + G2
g OO o 2 O Grupo 3
+ a

Figura 2.3: Agrupamiento de datos

2.6.1. Algoritmo de k-medias (K-Means)

Dado un conjunto de datos X = [ X1 ... Xy ] y de centros ¢;, con un nimero

predeterminado de grupos, este algoritmo busca minimizar la funcién de costo

C C N
T=Y D IXi—cllP =D i 1Xi — o5 (2.26)

j=1lies; j=1i=1
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2.6 Algoritmos de agrupamiento

donde C' es el nimero de grupos, S; cada grupo (compuesto por los indices de los
elementos X; pertenecientes al conjunto S;) y ¢; los centros de éstos. La segunda
ecuacién es una expresion compacta, donde p;; = 1 si X; € Sj, y pij = 0si X; € 5.
Existen varios métodos para minimizar esta funcién de costo manipulado a los
centros c;, entre las que se encuentran el algoritmo de MacQueen (se eligen valores
iniciales para los grupos, quizéas en forma aleatoria) y el Gustafson-Kessel (cada grupo
cuenta con su propia funcién de distancia). Una descripcién més detallada de este tipo

de algoritmos se encuentra reportada por Anderberg (1973).

2.6.2. Algoritmo difuso de c-medias (Fuzzy C-Means)

Este algoritmo es una version difusa el algoritmo de k-medias descrito anteriormente,

donde la funcién de costo continia siendo

J=>3 i |1 Xi = Gy (2.27)

j=1i=1
con la diferencia de que el grado de pertenencia p;; del dato X; al grupo S; puede variar
entre [0,1], donde 1 corresponde al centro de los conjuntos difusos, y decrece medida
que los datos se alejan de los mismos. Estas funciones de pertenencia han sido definidas

mediante

1
Jij = i (2.28)

S ()
=1 D r

donde R es una matriz de rotacién dentro de la definicién de distancia ij r=(Xi—

¢;)TR(X; — ¢j), y v permite definir el grado de decaimiento de la funcién (cercano a
1 para grupos facilmente separables, valores grandes para grupos con gran grado de
superposicién). El algoritmo para minimizar esta funcién de costo, descrito en Bezdek
(1981), consiste en que a partir de una eleccién arbitraria de los centros, se calculan
las distancias de cada elemento X; a los grupos Cj, y el centroide de éstos tltimos
(ponderado por los grados de membresia), el cual serd empleado para modificar los
centros. Si los cambios son mayores que un grado € definido previamente, se continia

con el procedimiento, hasta que los cambios no sean mayores que dicho e.
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Algunas variaciones de este método han sido popularizadas gracias a su inclusién
dentro del paquete de computo Matlab, en particular el algoritmo de identificacién de
modelos difusos basado en cédlculo de grupos propuesto por Chiu (1994), donde los
grupos son definidos por funciones de membresia gaussianas y se permite la creacién o
eliminacién de grupos (que son interpretados ahora como la parte antecedente de reglas
difusas). Este tipo de algoritmos son conocidos también como mapas autoorganizados
(Kohonen, 2001). M4s detalles sobre estos algoritmos se encuentran reportados por

Bezdek (1981); Dunn (1973).

2.7. Observadores adaptables
Considérese un sistema de una entrada-una salida descrito por

x = f(x,u), (2.29)
y = h(x). (2.30)

donde u,y € R, f: K" x R — R", h : R"R son funciones suaves, con f Lipschitz y
(f,h) observables dentro de una regién de interés. Cuando no es posible medir todos
los estados x del sistema y solo pueden medirse las salida y y las entrada u, es posible
disenar un algoritmo que, con base en esta informacién, pueda reconstruir a x mediante
X (siempre y cuando el sistema sea observable).

En el caso lineal, sabemos que f(x,u) = Ax 4+ Bu y h(z,u) = Cx 4+ Du, de modo

que es posible transformar mediante z = Tx al sistema en su forma candnica observable

al bl
5 = 0n—1x1 I(n—l)x(n—l) z+ : Y+ U, (231)
01><n )
[07%% bn
Ao _ =
a B
= AOZ+ay+bu,
Yy = [ 1 le(n—l) }Z—i—DU (232)
~—

Co

Es sabido, a partir de la teorfa de sistemas lineales, que si Ag —aCy = TAT 1 y

b = T'B son conocidos, entonces se puede disenar un observador para z mediante
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2. 7 Observadores adaptables

N>

= A,z +ay +bu+k(y — Coz), (2.33)

dondek=[ ki ... ky }T con el polinomio A" + (ky, + an) N1 + ...+ (ko + ag) A +
(k1 + a1) Hurwitz por diseno. De este modo, se garantiza que la dindmica del error de
observacién z = z — z tiende a cero exponencialmente.

Como se indica en Marino & Tomei (1996), es natural el buscar una misma estruc-
tura de observacién para sistemas no lineales como (2.30), donde una transformacién

z = T'(x) permita obtener el sistema

z = Aoz+vy) + vy, (2.34)
y = Coz, (2.35)

al partir del cual se disene un observador en forma similar al anterior, de modo que

su estructura esté dada por

z = Az+9y) +oyu+k(y — Coz) (2.36)
x = T Ya). (2.37)

Nétese que para disenar este tipo de observadores para sistemas no lineales es
necesario determinar la existencia de la transformacién, su naturaleza, asi como el
perfecto conocimiento de v(y) y ¢(y). Es posible que estas funciones dependan a su vez
de pardmetros desconocidos 6 = [ 9? 95 ]T en la forma v = v(y,6,) y ¥ = ¥ (y,0y),
los cuales sea necesario calcular. Los observadores que son disenados para obtener un
calculo de x en la presencia de parametros desconocidos son llamados observadores
adaptables.

En este campo ha sido desarrollada una gran cantidad de literatura al respecto, des-
de los trabajos con sistemas lineales de Kreisselmeier (1977); Liiders & Narendra (1973),
el libro de Ioannou & Sun (1996), hasta estructuras no lineales con parametrizacién
lineal (Bastin & Gevers (1988); Marino & Tomei (1996); Zhang (2005), o para clases
particulares de sistemas no lineales sin necesidad de transformaciones de linealizacién
Xu & Zhang (2004). Incluso han sido propuestas estructuras para observacién estruc-

turas basadas en redes neuronales, como Poznyak et al. (2006).
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En particular, en Zhang (2009) se propone un observador adaptable para un sistema
no lineal linealmente parametrizable, con un cédlculo conjunto de los estados X y los
pardmetros # con base en un algoritmo desacoplado, el cual serd analizado en el Capitulo

4.
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Capitulo 3

Identificacion mediante redes

recurrentes entrada-salida

En este capitulo se presentan dos resultados que proponen una solucion al problema
de identificacién de sistemas no lineales parcialmente desconocidos, basados en redes
neurodifusas recurrentes. En primer lugar, se muestra una estructura entrada/salida
en tiempo discreto capaz de identificar y modelar el comportamiento dindmico de un
sistema a partir de mediciones de entrada y salida del mismo, donde se aprovecha el
conocimiento de técnicas lineales en el entrenamiento de los pardmetros lineales y no
lineales de la red. Se mostrardn diversos algoritmos y modificaciones a la estructura de

la red, asi como algunas aplicaciones a sistemas no lineales.

En segundo lugar se muestra una estructura en tiempo continuo en forma de va-
riables de estado para el mismo propésito, donde el algoritmo de entrenamiento se basa
ahora en la teoria de observadores adaptables. Para este caso, se delimita la identifi-
cacion y modelado a una clase de sistemas no lineales que puedan ser representados
mediante una realimentacion de salida. Para realizar una validacién de la estructura y
algoritmo de entrenamiento se muestra el modelado e identificacion de diversos sistemas

no lineales.
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3. IDENTIFICACION MEDIANTE REDES RECURRENTES ENTRADA-SALIDA

3.1. Estructura en tiempo discreto Entrada/Salida

Considérese el problema de identificar un sistema SISO! cuyo modelo en tiempo

discreto, con tiempo de muestreo T, puede ser representado en tiempo k& mediante el
mapeo fq,

Ykt1 = Sa(Why -+ s Yhont 1, Uks - -+, Uk—my1) (3.1)

donde la senal de entrada es uy y la de salida es yy.
El objetivo principal es el encontrar un esquema mediante el cual se logre modelar

e identificar al sistema contando con informacién limitada del mismo, a saber:
Suposicién 3.1. El sistema no lineal (3.1) es tal que:

1) El sistema es BIBO?.

11) La funcién que modela al sistema mediante una ecuacion en diferencias fq es
suave con respecto a sus argumentos, y el sistema tiene solucion unica para cada

secuencia de entrada
{ul0],u[l],...,ulk],...}.

1) Unicamente se tiene acceso a mediciones de yi y el conocimiento de la senal de

entrada ug,
1v) No se dispone de la medicién de las variables de estado reales de la planta,

V) Es posible que los estados de la red dependan de alguna transformacion de los de

la planta, (z = T(x)) (este caso se analizard en el Capitulo 4),

Vi) Se cuenta con N mediciones de la entrada y salida de un sistema dindmico,

tomadas con un tiempo de muestreo constante T'.

Vvi1) El orden n del sistema es conocido a priori, asi como los m retrasos en la entrada.

En particular, la suposiciéon 3.1.IIT implica que tnicamente es posible medir a la
salida y entrada del sistema y no es posible medir o conocer los estados del mismo. Es
de notar que los estados de la red no tienen por qué ser los estados del sistema fisico,

si bien ambos representan a la dinamica del sistema.

!Sistema Una-Entrada-Una-Salida, por sus siglas en inglés SISO: Single-Input-Single- Output.
2Entrada- Acotada-Salida- Acotada, por sus siglas en inglés BIBO: Bounded Input, Bounded Output
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En consecuencia, al no disponerse de los estados, pero si de n retrasos de la senal
de salida y k£ de la de entrada, los primeros pueden ser tomados como los estados del
sistema disponibles para medicién. A continuacién se propone una estructura basada en

redes neurodifusas recurrentes capaz de identificar un sistema bajo estas suposiciones.

3.1.1. Estructura entrada-salida

El sistema (3.1) es un sistema que puede ser visto como un mapeo dindmico en-
trada/salida yr = G(ug). Al suponer que no contamos con informacién especifica de
la naturaleza de dicho mapeo, el objetivo particular es encontrar una estructura no
lineal represente al mapeo dindmico del sistema anterior atendiendo a las suposiciones.
Mediante una estructura general g, = G(uk) que genere una respuesta similar a la del
sistema original.

Haciendo uso del teorema de Aproximacién Universal (Wang, 1994) mencionado en

la seccién 2.3.1, se propone una estructura basada en redes neurodifusas recurrentes en

tiempo discreto, donde cada regla se define por np reglas en la forma:

R;: Si g es A; entonces

Uk ug
Ge41 = |- cin ] : + [ hit - him | : ,
T Yk—n-+1 e Upg—mt1
Uk U
= cf : +h! , (3.2)
Uk—n+1 Uk—m+1

donde 7 es la estimacién de la salida del sistema, A;(z) = exp(—cZ(z — ¢;)?) es la
funcién de membresia del conjunto difuso A;. En lo sucesivo el proceso de desdifusion
se define mediante el promedio ponderado.

Con las consideraciones anteriores, el sistema se reescribe con base en una red

neurodifusa parcialmente recurrente en la forma

Tet1 = (go,lgclT + ...+ ngch) Zi + (go,lcth +...+ thfR) &,
= (¢f @ zp)vect(C) + (oL @ & )vect(H), (3.3)
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3. IDENTIFICACION MEDIANTE REDES RECURRENTES ENTRADA-SALIDA

donde ® es el producto matricial de Kronecker, y las demds senales y funciones se

definen como

zi = [k Gr-1-- J—ns1] (3.4)
& = Aolk—1 + Bouk, (3.5)

Ri? = e“’f(@k—ciV, (3.6)
i 7;

Pr = Ty (37)

> B
C = [c...co ]’ (3.8)
H = [h.. .h,], (3.9)
01><m 5 :|

A = : 3.10
0 [ In-1)x(n-1) O@m-1)x1 (3.10)

By = [ ! } (3.11)

Om—1)x(m-1)

donde los parametros a determinar son

CT hl{ g1 Q1
C= ,H= , 0 = , 6= ,
CZ hz On Sn
con las funciones
R, = A (yk) (activacion de la i-ésima regla),
5 HRi , .
0, = (membresia normalizada),
2 Fri

Noétese que las ecuaciones (3.5), (3.10), (3.11), representan a un sistema en variables
de estado cuya funcién principal es obtener los m retrasos de la entrada u; en forma
del vector & = [ up ... Up—m41 ]T
De esta forma, la aproximacién al sistema real H, cuya salida es yp41 se expresa

como

f1(C,0,5,21) + f2(H,0,5,&) + G
= f(CvHao—vgyzk,gk) + Zk (312)

Yk+1

Donde el error de aproximacién (; es minimo (¢x = ming{(x}) si se encuentran

valores de CT, HT, o y ¢ tales que
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3.1 Estructura en tiempo discreto Entrada/Salida

Yk+1 = fl(C*ao-*vg*azk)+f2(H*7U*»§*7€k)+Ck7
f(C*a H*a O'*,§*, Zkagk) + Ck (313)

3.1.1.1. Linealizacién de los parametros antecedentes

Al observar la estructura (3.3) se observa que los pardmetros consecuentes (esto es,
las matrices C y H) aparecen en forma lineal con respecto a la estructura, si no se desea
ademads identificar a los pardmetros antecedentes o y ¢. En este caso, en la literatura
existe una gran cantidad de algoritmos disefiados que pueden ser de utilidad (Nelles,
2001): desde algoritmos basados en el gradiente, pasando por minimos cuadrados, fil-
tro de Kalman, etc. Sin embargo, la modificacién de los pardmetros antecedentes (no
lineales, en este caso) es deseable si se desea mejorar el desempenio de identificacién de
la red, ya que ello implica sintonizar la localizacién de los conjuntos difusos.

En el capitulo anterior se comentaron algunos algoritmos existentes para modificar
los parametros no lineales del sistema. Sin embargo, una de sus principales desventajas
es la falta de un analisis de estabilidad, lo cual compromete la calidad del entrenamiento
final.

Sin embargo, siguiendo un procedimiento similar al desarrollado por Yu & Li (2004),
es posible encontrar una linealizacién de la red (3.3) en torno a valores subdptimos de
los pardmetros (aquellos que no minimizan el error yy — gk, pero se encuentran “cerca”

del valor ideal). Visto de esta forma, dado el vector de pardmetros
0= [ vect(C)T vect(H)T o7 T ] (3.14)

y la funcién de estos f = f(6*), se emplea una expansién en series de Taylor en torno

a 0 en la forma

v Of

f=r0%=f£f6+ 0" -0 9%, + R(8,6%), (3.15)
donde R(6, 6*) representa a los elementos de orden mayor dentro de la expansién en la
serie de Taylor. Dado que se cuenta con el conocimiento directo de yi ..., Yx—n+1, S€
considera que zx = [y - .. yk,nH]T durante el entrenamiento.
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3. IDENTIFICACION MEDIANTE REDES RECURRENTES ENTRADA-SALIDA

Al aplicar el mismo desarrollo en la ecuacién (3.13), y dado que la funcién f es

lineal con respecto a los parametros consecuentes C, H, finalmente se obtiene

f(C*,H*,U*,C*,Zk,gk;) = f(CaHyo-agazkvfk)

+f(C* - CvH* - Hao—vgvzlmgk)

of of
T * _ \T
Oo* +("=9) og*

7,6,C ,6,C

+(o* —0)

+ R(3.16)

Como Yk+1 = f(C*7H*7U*7§*7Zk‘7€k) + Ck y gk+1 = f(caHuo-7§7zk:7§k)7 al restar

ambos elementos se obtiene

_ A . _ -
Tet1 = Yki1 — Okpr = 0 g, + Shy,
+oT (C* = C)zg + " (H* — H) & + Uy

(3.17)

donde 0y = R — G, g = 25|  hp = 2L

0,6 0,5

Al reescribir las ecuaciones, obtenemos el modelo del error de aproximacion lineal-

izado con respecto a los parametros

Jre1 = 0T Gy, + 9k = OF Gy, + Uy, (3.18)
donde
vect(C) » ® Zg
i A g_p g | VvetH) Gp= | $O% | (3.19)
) o ) gk
S hy,

Las ecuaciones (3.20-3.22) expresan los célculos de las derivadas parciales con re-

specto a oy g:
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3.1 Estructura en tiempo discreto Entrada/Salida

0f1 0T
0| .. = Tag o)
o1 (ye—s1)?
a(pT (27 //'l) i
rr 2 : ® [ m
Un(yk7§n)2u
(3 m) 7"

(3.20)

Nn]_

2diag ([ iy (o1 0= ) - ety on O —%) ])

(3.21)
of 9"
= —Cz(k 3.22
Bl = e (3.22)
o3 (yr—s1)
(9(,0T (ZJ ’“) i
e —2 : @[ m fn |+
Urb(yk gn)u
(ZJ “l) "
. H1 2 _ Hn 2 _
2diag ([ > m) (01 (Y Cl)) S m) (Un (Y Cn)) })
(3.23)
3.1.1.2. Algoritmo de inicializacién de parametros

Al realizar la linealizacion es conveniente inicializar a los parametros cerca de un

minimo local, lo cual tiene como objetivo el lograr que la diferencia entre 8* — 6 sea lo

més reducida posible para reducir la magnitud de los elementos de mayor orden R en

la expansién en series de Taylor (3.16).

El algoritmo empleado es el mismo empleado que en Gonzalez Olvera & Tang (2007),

el cual se basa en los siguientes pasos:

1. Entrenar un sistema difuso en forma estdtica, cuya salida sea la dada por las salidas

conocidas en yg, sus n retrasos, y la entrada uy, y m retrasos. De preferencia, emplear

el método ANFIS (Jang, 1993).

2. El sistema entrenado tendrd n + m conjuntos difusos en cada entrada (relacionados

con las sefiales de entrada y salida, respectivamente), asi como np reglas.

3. Inicializar la red con ng reglas y n “estados”.
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3. IDENTIFICACION MEDIANTE REDES RECURRENTES ENTRADA-SALIDA

4. Extraer los pardmetros relacionados con el conjunto difuso correspondiente a y;_1 €
igualarlos con aquellos de la red IOCReNN

5. Dado que ANFIS genera un sistema difuso con funciones lineales en cada regla, extraer
los pardmetros consecuentes e igualarlos con aquellos de C y H, siguiendo el orden

l6gico. Esto es, el algortimo ANFIS genera reglas en la forma

Ri:SiypesAy1;y ... YUr—neSAyn 1;yuresBuiiy ...y Uk—m e Aym_1;
entonces

?Qk-s-l =«
3.1.1.3. Anadlisis de la estabilidad de la red

El andlisis de estabilidad de la red puede ser llevado a cabo al transformarlo en una
representacion en variables de estado. Para tal efecto, considerando ug = 0, se obtiene

T

i Ci
_ ] 3.24
Zj 41 ;‘Pk |: Tn—1)x(n-1) Om—1)x1 Z; ( )

De esta forma, se emplea el andlisis de estabilidad mencionado en Kosko (1992):

Teorema 3.1. Sea un sistema difuso con reglas lineales en variables de estado con D;
como la matriz del sistema en cada regla. Es condicion suficiente para que el sistema
sea asintdticamente estable en el sentido de Lyapunov que 3 P = PT > 0 tal el conjunto
de desigualdades

D;,PD;— P <0 (3.25)

se cumplaVi=1,...,ngr

La prueba de este teorema se puede encontrar en Kosko (1992).

3.1.2. Algoritmos de entrenamiento

3.1.2.1. Entrenamiento por minimos cuadrados

Al estar el sistema inicializado con parametros cercanos a un minimo local, se hacen

las siguientes suposiciones:

Suposicion 3.2. La red neurodifusa no lineal es inicializada cerca de un minimo local
tal que la diferencia entre 6* — 0 sea lo suficientemente pequena como para considerar

a los residuos R pequenos.
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3.1 Estructura en tiempo discreto Entrada/Salida

De esta forma, el sistema linealizado (3.18) optimizado puede ser reescrito como

01 = Ok (3.26)
g = G+ (3.27)

Dado que no se cuenta con la medicién directa de é, se emplea el método de mini-
mos cuadrados (Johansson, 1993) para determinar los pardmetros, mediante la ley de

adaptacién

O = Ox_1+ Ki(yx — Grlp_1) (3.28)

P._
K, = o (3.29)
Ry + G P 1Gy,

Py 1GIGyPi
P, = P, — 3.30
k =1 1+ GrP._1Gy ( )

De esta forma, se logra un entrenamiento estable, ya que se puede probar (Johansson,

1993) que, empleando la funcién cuadratica de Lyapunov

1~ .
Vi = 59,913,;19 (3.31)
se obtiene que el cambio de esta funcién es

1 GIP1Gy

1 2
AV, =V — Vi == |9 - =
k k+1 k ) || k||2 214_@%&_1%%

(3.32)

Por lo tanto la regiéon de convergencia del error de identificacién es funcién de la

magnitud |[9%|| = ||Cx — Rkl|-
3.1.2.2. Entrenamiento por Filtro de Kalman
Al considerar de nueva cuenta al sistema nominal

0., = 6 (3.33)
ye = Gpb + % (3.34)

con Yy = ( — Ry vista ahora como una perturbacién. Dado que no hay un conocimiento

directo de 0*, y el efecto de las senales (; y Ry debe ser tomado en cuenta, se puede

39



3. IDENTIFICACION MEDIANTE REDES RECURRENTES ENTRADA-SALIDA

considerar ahora un algoritmo de entrenamiento basado en el filtro de Kalman. Las

ecuaciones que definen al filtro de Kalman para este caso estan dadas por

O = Or—1+ Ky(yr — Grby_1) (3.35)
P._GT
K, = it (3.36)
Ry + G P 1Gy,
Py 1GIGyPi

Ry + Gy Py GE

P, = Py —

+ Ry (3.37)

con K} la matriz de ganancia, Py la matriz de covarianza, Ro el factor de olvido, y
Ry = R{ la matriz que de covarianza del ruido del proceso ¥, el cual se supone es

ruido blanco gaussiano con media cero.

Teorema 3.2. Si se emplea al algoritmo de minimos cuadrados para entrenar a un
sistema con perturbacion ¥y, entonces el error de pardmetros 0 permanece acotado
mientras

ez > (1 + GpPy_1G)9% (3.38)

Demostracion. En primer lugar, se define la funcién cuadrética con P, = PkT >0
1o 4~
Vi = §9£Pk 10y (3.39)
Al calcular el cambio AV, = Vi, — Vi1
Tar o n lam o
AV, = 5QQPk 19, — 50{_113,6_11(9,6_1 (3.40)

1 /- T 1- -
= 3 <9k—1 + PkG}fek) P! (9k—1 + Pszek) - §9kT_1Pk_119k—1-
(3.41)

o1 G G Py

-1 _ T -1 _ o
Tomando en cuenta que P, = GGy, + P, Py = Py 5GP GT

1 1 2
AV, = =92 %k

_—— 3.42
27k 21 + kak,1G£ ( )

De lo cual se observa que mientras |eg|[3 > (1+GgPy—1Gy)||9k||3, el error de pardmetros

decrece, y por lo tanto todas las seniales permancen acotadas. ]

3.1.2.3. Entrenamiento basado en estabilidad en el sentido de Lyapunov

En general, los algoritmos basados en el filtro de Kalman o en minimos cuadrados

recursivos son un tanto mas demandantes en términos computacionales que los métodos
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3.1 Estructura en tiempo discreto Entrada/Salida

basados en el gradiente. En primer lugar, definamos el error cuadratico del error de

identificaciéon como

1o~
Vi 2 LG (3.43)
Al calcular el cambio de tiempo k a k 4 1, obtenemos
1 1 /xr = U
AVe = SV =Wa) =3 (9{“9“1 - 9;{6%) , (3.44)
que puede ser reescrito como

1 /- \T /- -
AV, = 5 (0k+1 — ek) (9k+1 + ek) (3.45)

1 o/~ JO
= A0 (ek+1 S A ek) (3.46)

1 o~ e 1A 12 s

= A0 A+ AGTO, = iuMkHz + AGTG, (3.47)

Como Af, = (ék_,_l — 9*) - (ék — 9*) = Aék, la funcién de actualizacion de vari-

ables puede escribirse como

~ ak}
Aek = —Gkiek.
2|Gll3 + ¢

donde oy, € BT es una ganancia positiva posiblemente variante en tiempo y € > 0. De

(3.48)

esta forma, al ser el error de modelado e, = yp — g = Gr0* + 9 — Gké = GO; + Uy,

1 aze? Qpej_ ~
AV = Bk GEGy | - TQI Ty, (3.49)
(2164113 + <) 20Gull> +
1 aiez T ay 9 Qe
= 5 Gk Gk — 3 €L 3 19k (350)
(ZHGkH2+6) 2||Gglly +¢ 2||Gglly +¢
2 2
_ 1 oweg o[ Gelly Qe 1
= 3 5 3 — ————} (3.51)
2[|Gilly +2 \2(1Gkll; + ¢ 2[|Gyllz +¢
Por lo tanto, mientras que € > 0, la ganancia sea
ag < (2 = ) (3.52)
ES — 2 | .
1Gxll2
y la perturbaciéon cumpla con
2
€L (677 Gk
2|Gllz + ¢
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3. IDENTIFICACION MEDIANTE REDES RECURRENTES ENTRADA-SALIDA

se garantiza la estabilidad del entrenamiento y la estabilidad practica del sistema (cota

final).

3.1.2.4. Ejemplos

Para analizar la capacidad de identificacién de la red se prueba con un sistema lineal
y uno no lineal. Al estar la red compuesta por una consecucién de sistemas lineales,
se espera que el error de modelado tienda practicamente a cero y con ello se evalie la
efectividad del algoritmo de entrenamiento. En el segundo caso, al existir tedricamente
un error de modelado € se espera que la red logre modificar sus parametros de modo
tal que el error de identificacién sea lo mas pequeno posible.

En ambos casos se emplea el algoritmo de inicializacién descrito en la seccién 3.1.1.2
para situar a los pardametros cerca de algin minimo local y evitar en lo posible la
interferencia de R en el algoritmo de identificacién. En ambos casos, los sistemas fueron
entrenados y probados empleando una senal seudoaleatoria cuyos valores varian en
[—1,02,1,02]. En el primer caso se emplearon 4,000 datos, mientras que en el segundo
fueron empleados 8,000.

Identificacion de un sistema lineal

El sistema a identificar estda dado por la funcién de transferencia

(271 =0,5)(z"1 4+ 0,5)
(z=1+0,9)(z~1 — 0,8 £ 0,2i)

H(z) = (3.54)

En este caso, se entrena una red con m = 2 y n = 3, con 4 reglas, para analizar la
efectividad de identificacién de la red. El algoritmo de entrenamiento elegido es el de
minimos cuadrados, tomando una linealizacién para la identificacién de los parametros
no lineales. Los resultados obtenidos tras la simulacién de ambos sistemas corriendo
en paralelo se muestran en la Figura 3.1. Por su parte, la evolucién de los parametros
internos o y ¢, asi como el valor de las raices de cada polinomio asociado a la regla de
cada sistema lineal se muestra en la Fig. 3.2.

Identificacion de un sistema no lineal

Para probar la capacidad de identificacion de la red se emplea el sistema prop-

uesto por (Narendra & Parthasarathy, 1990), tipicamente empleado como sistema de
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Sefial del identificador vs real E— Y
2 T T T T T
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0 800 1000 1800 2000 2800 3000 3800 4000
Errar
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0.0s+- e
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.05 -
01 1 1 1 1 1 1 1
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valores o= las mices da oada sma. lineal (2, )
4 T T T T T T T
y"—’__ﬁ ———— - _,—-——r—""-—"""—-—_":
| 1 | | 1

1800 2000 2500 3000 3500 4000

Figura 3.1: Identificaciéon de un sistema lineal

comparacién, que se define por la ecuacién en diferencias

Yk = IN(Yk—1, Yk—25 Yk—3, Uks Uk—1),
x1x2x3x5(x3 — 1) + x4
1+ 23 + 23 '

f(x17x27x37x47x5) (355)

En el algoritmo se emplearon igualmente n = 3 y m = 2 bajo el método de minimos
cuadrados y linealizacién de los parametros no lineales. Los resultados obtenidos se
muestran en la Figura 3.3. Por su parte, en la Fig. 3.4 se muestra la evolucién de los
parametros internos o y ¢, asi como el valor de las raices de cada polinomio asociado a la

regla de cada sistema lineal. El valor RMS obtenido para esta identificacion es de 0,1177
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0.5 -

0.5 H E

18 | ! | 1 I I I
8] 500 1000 1800 2000 2500 3000 3500 4000
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0 500 1000 1500 2000 2500 3000 3500 4000

Figura 3.2: Identificacién de un sistema lineal: Evolucién de los pardmetros

v se muestra en la Fig. 3.3, donde ademads se aprecia que existen errores relativamente
grandes al existir cambios drésticos en la senal de entrada. Los valores obtenidos por
otros autores son: 0.0418 en el trabajo de Gonzalez Olvera & Tang (2007), y de 0.0084
en los resultados reportados por Juang (2002).

De los ejemplos anteriores se aprecia que la estructura, basada en redes recurrentes
en tiempo discreto, es capaz de identificar el desempeno entrada/salida de sistemas no
lineales. Una de las ventajas mostradas por la estructura radica en que ésta permite el
empleo de teorias ya desarrolladas para la estabilidad de sistemas difusos representados
en variables de estado. A pesar de que la aproximacion tiene resultados con menor
precision a comparacién de los obtenidos por otros autores, el acceso a los parametros
es mas sencillo y se cuenta con un andlisis de estabilidad del sistema. La estructura en
forma de red neurodifusa permite interpretar los de los pardmetros obtenidos, ya que
los pardmetros o y ¢ indican la zona del espacio donde actian, mientras que C y H

modelan sistemas lineales locales.
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Sisterna objetiva vs ldentificador
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Figura 3.3: Identificacién de un sistema no lineal

Por otra parte, dada la propia naturaleza del algoritmo empleado, se logra una

prueba de convergencia en los parametros y se comprueba que el método es robusto

ante perturbaciones estocdsticas. Sin embargo, no existe garantia alguna de que los

conjuntos difusos obtenidos se sitien dentro de la zona de operacién de la red, como

ocurre con este ejemplo. Esto se puede explicar por el hecho de que la linealizacién

para algin o algunos ¢; puede ser valida méas alla de los limites de las senales, como

ocurre con los conjuntos difusos obtenidos tras el entrenamiento que se muestran en

la Fig. 3.5. Otra explicaciéon probable es la probable no unicidad de soluciones, donde

alguna de ellas puede provocar este efecto.
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4 i 1 I 1 1 i 1
] 1000 2000 3000 4000 000 G000 7000 2000

i i i 1 1 i
] 1000 2000 3000 4000 8000 000 F0oa 2000

Figura 3.4: Identificacién de un sistema no lineal: Evolucién de los pardmetros
abordard este problema y una propuesta de solucién.

3.1.3. Estructura Entrada-Salida con restricciones en los parametros

La estructura descrita en la seccién 3.1.1 considera el problema de identificaciéon de
un sistema y prueba la estabilidad durante el entrenamiento de la parte consecuente (o
lineal) y antecedente (no lineal) de la red neurodifusa. Sin embargo al no haber restric-
cion respecto a los valores que pueden alcanzar los parametros, es posible que algunos
de ellos tiendan a valores demasiado grandes, lo que es particularmente importante

en el caso de aquellos de la parte antecedente. Esto se senala en la Fig. 3.6.a, donde
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Figura 3.5: Identificacién de un sistema no lineal: Conjuntos difusos resultantes tras el

entrenamiento

es posible que durante el entrenamiento uno de los conjuntos difusos resulte definido
fuera del intervalo donde se desempena la sefial de salida y(¢). De esta forma, es posible
que la regla no resulte activada en momento alguno del entrenamiento; o que se dejen
zonas sin cubrir y que por lo tanto existan singularidades en la definicién del promedio
ponderado.

FEn esta seccion se explorara un método para evitar este tipo de situaciones, el cual
no se referird al algoritmo de entrenamiento sino a la misma estructura. El objetivo
serd el lograr que los conjuntos de membresia no salgan de una zona dada de operacién,
como se aprecia en la Fig. 3.6.b.

El diseno se centrara en evitar estos problemas mediante un diseno de una red
recurrente entrada/salida tal que permita el entrenamiento tanto de los pardmetros
antecedentes como de los consecuentes, manteniendo la relativa simplicidad del esquema
anteriormente propuesto. De esta forma, la estructura responderd a una modificacién
de la estructura mostrada en la Seccién 3.1 y reportada en Gonzalez-Olvera & Tang
(2008a).

La estructura considerada cuenta practicamente la misma estructura que la vista
en la seccién 3.1.1 y consta de una red neurodifusa con ng reglas, donde la i-ésima
regla (i =1,2,...,npg) se define mediante

R;: Si g es A; entonces

47



3. IDENTIFICACION MEDIANTE REDES RECURRENTES ENTRADA-SALIDA

a)

IIIIIIIIIIIIIIIIIIIIIIII]IIIIIIII’
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Figura 3.6: Restriccién en los pardmetros

Y={y,

Yk Uk
Yotr1 = [cﬂ...cm] : +[hi1...him]
Uk—n+1 Uk—m+1
Uk ug
= cf : +h! : (3.56)
Uk—n+1 Uk—m+1

donde nuevamente g, es el valor estimado de la sefial de salida, A;(x) = exp(—o?(z —
6i)?) son nuevamente las funciones de membresia y la desdifusién se define mediante un
promedio ponderado. Las reglas solamente emplean a g para la particién difusa del
espacio, mientras que yi_1, ux y sus términos subsecuentes son senales empleadas en

la capa de desdifusién.

Al reescribir en forma vectorial las ecuaciones anteriores, se obtiene nuevamente
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3.1 Estructura en tiempo discreto Entrada/Salida

una representacion compacta

grer = (ohe] +...+0RCL )z + (pph] + ...+ ¢phl ) &,
(0% ® zg)vect(C) + (pf © & )vect(H), (3.57)

con las senales definidas en forma similar que en la seccién anterior, donde los para-

metros a ide}ltiﬁcar nuevan%ente son
cy hl 01 S1
C = s H = . y g = s ¢ =
T

T
Cn hn On Sn

Consideremos la funcién sigmoidal ¢, la cual actuard como una funcién restrictiva.
Es decir, una funcién que impedirad que los parametros se alejen més alla de un valor
K
previamente definido. Concretamente, acttia sobre los pardmetros antecedentes y evita
que por una parte el centro ¢; de los conjuntos difusos salga de la zona de operacién de
la senal de salida, y por otra que el ancho o; sea demasiado estrecho de modo que deje
formas sin cubrir.

Sea entonces ¢ una funcién sigmoide tal que,

¢€CC>07

h'mf_>+oo = a, liqu_oo = —a,

. 22 =1.
0% | 3=0

De este modo, definiremos a los parametros o; y ¢; como funciones dependientes de

una funcién sigmoide y parametros ajustables 7; y & respectivamente, es decir

0= ¢(6)a0)7 ys= qb(a-)a@)‘
El algoritmo de entrenamiento es aplicado a ¢ y ¢. Aunque estos pardmetros crezcan

hasta llevarlos fuera de la zona de operacién de la red, se garantiza que

c€Qy, Qo = {0 | |o]<ac}, (3.58)
€9, Q% = {¢ | [s] <a}, (3.59)

donde los valores a, y ac actian como limites para los parametros.
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3. IDENTIFICACION MEDIANTE REDES RECURRENTES ENTRADA-SALIDA

De esta forma, las ecuaciones de la red se reducen a

Yk+1 = fl(C*76*a€*7Zk)+f2(H*36*7€*a§k)+Ck (360)

H(C B, 67,8, 2, &) + ¢, (3.61)

Expandiendo nuevamente en series de Taylor en torno a los valores subdptimos de los

parametros, obtenemos

f(C*aH*va*ag_*azkafk) = f(C7H75'7§_7 Zk‘vik) + f(C* - CaH* - Ha&ag_v Zk‘vgk) +

_ .y 0 o Of
* T = _ =\T
(6% —0) BET +(SF=9) P

G.5,c 7,5,¢

+ Rp.  (3.62)

Con lo que las ecuaciones parciales de las ecuaciones anteriores se calculan como

df1 B 8(,0T
90" |,y — 00 %F) (3:63)
0¢(61,a0) o1 (yr—51)>
aQDT do (ZJ W)
— = 92 : . n -

0P(ns00) T (Yr—5n)* [
don <Z] ,Ul) n

39(51,00 _ _\2
‘b%’%f)L (Ul (yk—§1)>

(Zlﬂl)
2diag :
96(0n,a0) _ jin (f = 2)
don (T, m) Tn (Yk — Sn)
(3.64)
N1 9"
= ——Cz(k 3.65
e = (3.65)
9¢(S1,0¢) 73 (ys—<1)
a T a1 (27 /J‘l) i
(%_:—2 : @[ m oo pn ]+
96 (Snac) 5%(%*@7&)”
OSn, (Z] Ml) "
99(G1,a5) _2 -
9o (le,”) (% (yr. — 1))
2diag : (3.66)
0P(Sn,ac) n =2 =
o () (o)
Noétese que estas ecuaciones son muy similares a las obtenidas en (3.20), con el
término %;’_ag) anadido en forma multiplicativa en (3.64) (en forma similar ocurre
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3.2 Control basado en prediccién un-paso-adelante

para el término en (3.66)). De este modo, se puede emplear el mismo algoritmo

ad’(&iaaa)
(90’1'
de inicializacién analizado en el caso anterior.
Es posible determinar la estabilidad de la red con restricciones en los parametros

antecedentes con base en los mismos resultados reportados en la seccién 3.1.1.3.

3.2. Control basado en prediccién un-paso-adelante

La red entrada-salida en tiempo discreto puede ser empleada para controlar un
sistema previamente identificado empleando una estructura de control de equivalencia
cierta (Wang, 1994) por prediccién un-paso-adelante. De este modo, podemos reescribir

a la red (3.3) como:

Gkr1 = (of ®zg)vect(C) + of (hauy, + HE)
Fy(2i, &, C ) + fuug, = f + fur (3.67)

donde fy(zkfk,C,I_{) = (pF @ z)vect(C) + ¢l HE, fu = ©Fhe, he es la primer
columna de la matriz Hy H = [he. ..heny,] es la misma matriz H con la primer
columna removida. Por otra parte, &, = [ug—1 -~ -uk_m+1]T. Si tras el entrenamiento la
red cumple con fu = pThy # 0, es decir, que no existan puntos de singularidad para
el control identificados por la red, es posible aplicar un control de equivalencia cierta

un-paso-adelante, como se indica en el siguiente teorema:

Teorema 3.3. Si la red (3.67) no tiene puntos singulares para el control (esto es,
©Thy #0V k), u € [u, 1] = U, el control

vg , vg €U
Uk = u o, v >U (3.68)
u o, v < U
1 o —Fy + Va1
Vg = (= (or ® k) vect(C) — @ " HE, + yari1)) = —Jy T Jd(k+D)
Lphcl fu

(3.69)

hace que la red alcance cualquier punto deseado yyx41) dentro del espacio de trabajo
de la misma en tiempo finito. Si el control es aplicado al sistema real, el error de
sequimiento €g+1 = Yd+1) — Yk+1 €S acotado mientras el error de modelado € sea

acotado.
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3. IDENTIFICACION MEDIANTE REDES RECURRENTES ENTRADA-SALIDA

Demostracion. Al identificar el sistema no lineal yx11 = f(-), la aproximacién dada
por la red estd dada por (3.3). Al aplicar el control propuesto a (3.67), los términos se

cancelan y la salida del la misma en tiempo k + 1 es

Yk+1 = Yd(k+1) (3.70)

Al suponer que el sistema original tiene una estructura afin en el control ug, iden-

tificada por la red con parametros dptimos en la forma

Yk1 = fy(2zr, E—1,0") + fu(z, Ep1, 07 )up + Uy, (3.71)

con fy = fy —fyy fu = fu — fu, se obtiene, al aplicar el control al sistema original,

1 R
Ykt1 = fy+ Jfu (f <_fy +Z/d(k+1))> + Ck

u

fy - fy +fy + (W <_fy +yd(k+1)>> + C

u

= fy_fy‘l' (fu];fu <—fy+yd(k+l)>> +Ck

u

o ) i s
Iy = vapr)

= Yd(k+1) — fy + fu (

= Yak+1) t Ye+1 + 2¢ — Ry

) +Ck = Yd(k+1) — (fy + fuuk) + Ck

mostrando que el error de seguimiento depende del error de identificacién/modelado.

O

Dado que no es posible asumir que los pardmetros identificados sean los ideales (ya
que el algoritmo de entrenamiento elegido solo asume la existencia de un minimo local),
es posible anadir un término integral extra al control tal que maneje dicha incertidumbre

en la identificacién. De este modo, el control propuesto es

k
1
Up = up + —— | —Kpep — K; Zej . (3.72)
Sohcl j=1
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3 . 3 Ejemplos

3.3. Ejemplos

Para analizar las capacidades de identificacién y control de esta red, se prueba nue-
vamente con el sistema (3.55), descrito en la Seccién 3.1.2.4. En este caso el algoritmo
de identificacién se prueba nuevamente empleando una senal pseudoaleatoria con cota
lu| < 1,02, con 8,000 datos entrada/salida, empledndose ng =4, n =3, m =2, a, =2
y ac = 3 (28 pardmetros en total). El algoritmo de entrenamiento elegido fue aquél
basado en el andlisis de Lyapunov visto en la Seccion 3.1.2.3, lograndose un error RMS
de 0.03692. Los resultados del proceso de identificacién se muestran en la Fig. 3.7,
donde se aprecia que el desempeno es similar al mostrado por la red sin restricciones
en los parametros en la Fig. 3.3. Sin embargo, en la Fig. 3.9 se muestran los conjuntos
difusos obtenidos al final del proceso de entrenamiento, donde ahora ninguno de ellos

sale de la zona de operacion de la red, a diferencia de lo mostrado en la Fig. 3.5.

1L Yreal
a —— ~ Yestmado
V WJ ruu ur ”U T L
gL
_2 1 1 1 1 1 1 1
] 1000 2000 3000 4000 8000 6000 7000 2000
Ermar
02F T T T T T T =
0.1
oy
1 F 4
1 1 Il 1 1 1 1
o] 1000 2000 3000 4000 000 6000 7000 8000

Figura 3.7: Identificacién de un sistema no lineal: Red con restricciones en pardmetros.

Una vez que la red ha sido entrenada, se aplica el control de equivalencia cierta al
sistema (3.55). Dado que no existen puntos singulares para la red ya entrenada. Los
resultados obtenidos se muestran la Fig. 3.10.a, donde se logra un error RMS entre la
senal deseada y la obtenida de 0.03945. Sin embargo, al anadir una compensacién PI
mediante los valores K, = 0,2 y K; = 0,12, el error RMS se reduce a 0.01744. Los

resultados para este control compensado se muestran en la Fig. 3.10.b.
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3. IDENTIFICACION MEDIANTE REDES RECURRENTES ENTRADA-SALIDA

. . . . 1 . .
u} 1000 2000 3000 A000 S000 000 Fooo 2000
S
2 T T T T T T T
TP N S S S
1} "1I i
T e Tt e e S et S 3l

I I L I 1 I I
u} 1000 2000 3000 4000 S000 s000 FOooo 2000

Figura 3.8: Identificacién de un sistema no lineal: Evolucién de los pardmetros en una
red con restricciones en parametros

3.4. Comentarios generales

Los casos vistos anteriormente muestran cémo una red recurrente (en este caso, en
tiempo discreto) es capaz de modelar e identificar el comportamiento entrada/salida de
sistemas dinamicos no lineales. Se observa cémo al aplicar un control por equivalencia
cierta el error de seguimiento depende de la calidad de aproximacién de la red. Se logra

compensar este error mediante un control con un componente integral. De acuerdo con

i,

0BF / \

i,

P

I % mi

nal /

/ \
net 5

Figura 3.9: Identificaciéon de un sistema no lineal: Funciones de membresia tras entre-
namiento

54



3.4 Comentarios generales

resultados previos de redes neuronales y sistemas difusos, es posible que la calidad de la
aproximacién (y en consecuencia del control) mejoren bajo un mayor ntimero de reglas,
evitando caer en la maldicion de la dimensionalidad.

a) Sin compensacién PI

Salida objetivo contra salida obtenida

= : E £

i i i
o s00 1000 1500 2000 2500 an00 3800 <000

Errar

i i i
s00 1000 1500 2000 2900 an00 as00 <000

Contral

o s00 1000 1500 2000 2500 jenluln] 3500 <000

b) Con compensacién PI

Salida objetivo contra salida obtenida

i i l i it i i
o 500 1000 1500 2000 2800 3000 3800 4000

Sontral

L L L L i
o s00 1000 1600 2000 2500 2000 3500 4000

Figura 3.10: Control de un sistema no lineal: Red con restricciones en parametros.
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Capitulo 4

Identificacion mediante redes

recurrentes en espacio de estados

La estructura mostrada en el capitulo anterior fue desarrollada en tiempo discreto, e
incropora algoritmos de entrenamiento en cierta forma tipicos, como minimos cuadrados
o el filtro de Kalman. En ella la medicién de los estados no es estrictamente necesaria,
ya que es posible obtener retrasos en tiempo de la salida y de la entrada y con base en
ellos establecer la red neurodifusa e identificar sus parametros.

Sin embargo, en tiempo continuo el paradigma es distinto, ya que para realizar un
proceso similar seria necesario obtener las n — 1 derivadas con respecto al tiempo de la
senal de salida. Si bien esto es matemédticamente posible, en la practica resulta inconve-
niente, ya que al operar con senales obtenidas de un experimento, la derivacién directa
implica la amplificacién de los componentes de alta frecuencia, generalmente asociados
al ruido. Por ello, es necesario replantear el problema de modelado e identificaciéon con
redes neurodifusas recurrentes cuando solo se dispone de mediciones entrada salida.

Considérese de este modo a la clase de sistemas MISO! no lineales que pueden ser

representados mediante

X = fxu),
Eo.{ D) = hix, (4.1)

donde u(t) € ™, y(t) € R son las senales de entrada y salida respectivamente, con
x € R" el estado del sistema en tiempo ¢, f : R” x R"™ — R una funcién Lipschitz

continua y A : R — R una funcién suave.

!Multiples Entradas, Una Salida, por sus siglas en inglés Multiple Input, Multiple Output.
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4. IDENTIFICACION MEDIANTE REDES RECURRENTES EN ESPACIO DE ESTADOS

Con el fin de proponer un algoritmo que logre identificar el comportamiento entrada-
salida de este sistema, es necesario contar con un cierto conocimiento del mismo. En

primer lugar, témese la clase de sistemas transformable a la forma

z = AZ+.f_(yvu)v Z:T(X))
{ y = O (4.2)
donde f(y,u) es una funcién desconocida, ademas
Itn—1)x(n-1)
A = Onxl 0 3 (4.3)
1x(n—1)
C = [1 O |- (4.4)

En Marino (1990); Marino & Tomei (1996), asi como en el Apéndice A.1, se en-
cuentran las condiciones necesarias y suficientes que debe cumplir este sistema para ser
transformado, a partir de un difeomorfismo z = T'(x), en el sistema (4.2), las cuales
son condiciones de observabilidad, controlabilidad y existencia de la transformacién.
Las primeras dos condiciones implican que toda la dindmica introducida a partir de la
entrada se refleje en los estados, y que a su vez estos puedan ser reconstruidos a partir
de mediciones de la senal de salida. En general, se asume que los sistemas a identificar
cumplen con esta condicién.

El objetivo es encontrar una red neurodifusa recurrente en tiempo continuo tal que,
al emplear inicamente mediciones de la salida y(t) y el conocimiento de la entrada w(t)
pueda generar un mapeo dinamico u — g tal que la respuesta del mismo sea lo mas
cercana posible a aquella de la planta. Esto es, tratar de hacer el error de identificacién
sup;> |9(t) — y(t)| tan pequefio como sea posible.

Para dicho propdsito, se propone la siguiente estructura de una red neurodifusa

recurrente:

. _ * (A / n
EZ{ 77 - A77+‘P (yvu)ena 776%, (45)

g = Cn,
con dim 7 = n. Nétese que el componente ¢* (7, u)@i7 aproxima a f en (4.2). Sin embargo,
dado que A y C son observables por construccién y de estructura conocida, es posible
disenar una dinamica deseada para la parte lineal de la red mediante una inyeccién de
salida Ly:

0= An +¢*(,u)0;, + Lj — L. (4.6)
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4.1 Estructura de la red: Tiempo continuo

Al reescribir la ecuacion anterior, se obtiene
©*(§u)0p+Lj

. s
n=(A-LC)n+ ¢ u)by . (4.7)
Finalmente, la red se reescribe como:

oF { Z - éf;f (0, w): (4.8)
con A =A—-LCy o(y,u)d, = ©*(y,u)8; + Ly. De este modo, el objetivo es ahora
encontrar el vector de pardmetros 6, tal que logre que sup;q |y(t) — 9(t)| sea tan
pequetio como sea posible. Con base en el trabajo de Zhang (2002), es posible resolverlo
como un problema dual de identificacién: bajo las condiciones de observabilidad para el
par (A, C) y una condicién de excitacién persistente para ¢(y, u), disefiar un observador

adaptable que estime en forma conjunta 7 y 6.

4.1. Estructura de la red: Tiempo continuo

Para llevar a cabo el modelado del sistema con base en una red neurodifusa recur-

rente, se propone la siguiente estructura:
Regla1l : Si Ry(y,u) entonces
it = An— Ly +11(y, u)f1,

Reglai : Si R;(y,u) entonces
XR: 1" = An — Ly + ri(y, u)b;,

Reglar : Si R.(y,u) entonces
0" = An— Ly + r,(y, u)0r,

donde r; : R’ x "™ — R"*Pi es una funcién propuesta de u y/o y, 6; € RP es el vector
de pardametros de la i-ésima regla, R; : ® x R™ — R es el enunciado difuso dependiente
de u y y. Como R; es también el nivel de activacién o peso de cada regla, empleando

una suma ponderada de cada una de las funciones ¢(y,u)6, en (4.8) se calcula como

oy, u)by = ZRiri(y,U)91~ (4.9)
i=1
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4. IDENTIFICACION MEDIANTE REDES RECURRENTES EN ESPACIO DE ESTADOS

La red recurrente queda entonces definida mediante

i=An+ > Riri(y,u)0; = An+ oy, u)o,. (4.10)
i—1
donde ahora ¢(y,u) = [ Riri(y,u) -+ Riri(y,u) |,y 6,=1[61 - 6F ]T.

Nota 4.1. La estructura de la red estd inspirada en la investigacion realizada en ob-
servadores adaptables dada de Bastin & Gevers (1988); Marino (1990); Zhang (2002),
en el que el regresor puede ser obtenido como una funcion de las sefniales de entrada
y salida de la planta. La parte consecuente de las reglas difusas puede disenarse de
modo tal que permita evitar una explosion de reglas, pero que satisfaga la condicion de
excitacion persistente, mecesaria para el proceso de identificacion paramétrica que se

describird en la seccion siguiente.

4.2. Algoritmo de entrenamiento

Se considera la red definida por (4.8), que serd empleada como modelo en paralelo
del sistema (4.2), el problema de identificacién es el estimar conjuntamente los estados
7y los pardmetros 6,. Dado el par (A4, C') observable y L conocido del proceso de disefio
para obtener una inyeccién de salida tal que preserve la observabilidad del par (4, C),
es posible encontrar un nuevo vector K € R" tal que la matriz A— LC -~ KC = A-KC

sea Hurwitz.

Nota 4.2. La matriz A = A— LC se diseria de forma tal que la parte homogénea de la
red sea exponencialmente estable (la matriz A sea Hurwitz), con valores caracteristicos
deseados; mientras que la matriz A — KC' es igualmente diseniada para ser Hurwitz
para el algoritmo de entrenamiento/identificacion, el cual estd basado en la teoria de

observadores adaptables.

Por simplicidad, se denota ¢ = ¢(y, u). De este modo, se considera que la inyeccién

de salida esta dada por

n=(A—-KC)n+ b, + Ky. (4.11)

Siguiendo un tratamiento similar al desarrollado por Zhang (2002), los estados

pueden ser descompuestos, previa transformacion, en

n=1y+ M, (4.12)
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4.2 Algoritmo de entrenamiento

donde 7 se compone por la combinacién lineal de las senales 7, 7,

Ny = (A*KC)Uy+Ky,
7'780 = (Ach)n<P+§0977~

—

4.13)
4.14)

—

Al ser la dindamica de 7, lineal, se puede disenar un observador

ny = (A — KC)ij, + Ky. (4.15)

Por otra parte, un observador para 7, se propone como:

fo = (A= KC)ity + by + Y ()0, (4.16)

donde T define una transformacién dindmica 7, = T(t)én. Al desarrollar la derivada

con respecto al tiempo de ),

dn C oA X _ ~ ~ X
% Y6, + 10, = (A — KC)Y, + 0, + Yo, (4.17)
se obtiene
T6, = (A — KC)Y6, + ©b,, (4.18)
(T —(A-KC)T - ¢) b, = 0. (4.19)

La segunda ecuacion resulta en
T=(A-KC)Y +o, (4.20)

la cual describe una matriz filtrada del regresor . Al ser ¢ acotada, de igual forma
lo sera la matriz T, dado que A — KC' es una matriz Hurwitz. El algoritmo de entre-

namiento propuesto toma la forma

6, =TYTCT (y — C), (4.21)
donde T" es una matriz de ganancia positiva definida. La estabilidad y convergencia de
la red y del algoritmo propuesto se resume en el Teorema 4.1.

Teorema 4.1. Si se considera al sistema (4.1) y se asume que es observable en la
region de interés y transformable mediante un difeomorfismo en el sistema equivalente

dado por (4.2), la siguiente red neurodifusa

0= A+ ¢y, u)0, + (K + YTYTCT) (y — C0), (4.22)
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4. IDENTIFICACION MEDIANTE REDES RECURRENTES EN ESPACIO DE ESTADOS

con el algoritmo de entrenamiento

0, =TYTCT(y — Cn), (4.23)
donde I > 0 y la matriz de ganancia K € R™ es tal que A — KC es Hurwitz, y
T=(A-KO)Y+ ¢ly,u), (4.24)

un filtro para o(y,u), garantiza que todas las senales estén acotadas, y que el error de
estimacion de estados z = 1) — z y el error paramétrico 6= én — 0, poseen estabilidad
prdctica (sean uniforme y finalmente acotados), siempre y cuando el regresor cumpla

con la condicion de excitacion persistente, esto es:

t+T
/t oT (T)p(T)dr > al. (4.25)

para alguna 0 < a, y T > 0, donde p(1) = ¢ (y (1), u (7)).

Demostracion. A partir del Teorema de Stone-Weierstrass, la funcién suave f(y, u)+ Ly
puede ser aproximada mediante ¢(y,u)f, con una precisién arbitraria en un conjunto
compacto y cerrado de la regién de interés, y entonces f(y,u) + Ly — o(y,u)0, = £(t),
siendo £(t) el error de aproximacion para los parametros reales 6,; de esta manera el

sistema (4.2) puede representarse mediante

z = Az+ oy, u)b, +e(t), (4.26)
y = Cz. (4.27)

Denotando ¢ = ¢(y,u) y considerando una red (4.8) tal que 1 sea un estimado de z,

se define la senal de error

£ty =2z— 4. (4.28)
La derivada con respecto al tiempo de la ecuacion anterior es la dindmica de la senal
de error
Et) = (A-KQC)E—c¢, (4.29)
0 = —IYTCTC(E+70)
= —rYTcTcre-ryTcTcoe. (4.30)

De lo anterior, se deduce que mientras ¢ esté acotado, £ también estara acotado, dado
que la matriz A — KC es Hurwitz. Incluso, T debe ser acotada dado que es obtenida a

partir de un filtrado asintéticamente estable de ¢, que a su vez es acotado por diseno.
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4.2 Algoritmo de entrenamiento

Ahora, es posible probar (Narendra & Parthasarathy, 1990; Zhang, 2002) que bajo

una condicién de excitacién persistente (4.25), el origen del sistema
o T
X =—Te ox (4.31)

es exponencialmente estable. Lo anterior implica que la parte homogénea de (4.30)
es también exponencialmente estable. Por lo tanto, la ecuacién (4.30) es asimismo
exponencialmente estable con una perturbacién acotada, lo que implica la cota final de

6.
A partir de (4.29) y definiendo Ag = A — KC, la solucién estd dada por

£(t) = eAote(0) — /0 t eMTe(7)dr. (4.32)

Empleando la cota HeAO(t*tO)H < ke~ 1(=10) "donde Ay = [Re{\nin(Ao)}], la ecuacién

anterior se acota mediante

k
@) < ke [I€O)] + NS el - (4.33)

k
De este modo, lim ||£(t)]| < — sup ||e]|-
t—o0 t>0

A

Se sabe que, a partir de (4.30), existe una matriz de transicién ¥ (¢, o) tal que
t
0(t) = (t,to)0(to) — [ ¥, )TYTCTCL(r)dr. (4.34)
to

El origen de la parte homogénea de (4.30), bajo una condicién de excitacién persis-
tente (4.25), es exponencialmente estable, como se demuestra en (Anderson & Moore,
1979; Zhang, 2002). Con esto en mente, se sabe que existe un par de constantes positivas

ko y Ag tales que, para la matriz de transicion
9 (¢, to)[| < kge™210), (4.35)

En (4.34), tenemos entonces que

b

Hé(t)H < Hq/)(t,to)é(to)+ tw(t,f)rrTcTcg(r)dT

to

t
koe 2= YTCTC¢ (1) dr

to

< kge 200 Hage) || +

)

t
/ kgei)\z(tiT)dT
to
- kQ

< kae 2070 (1) || 4 22 (1 - e*&(t*ﬂ))) sup |[TY7CTC¢(r) || .(4.36)
2 t>0

)

< k:Zef,\Q(t—to) O(to) +sup||FTTC’TC’§(T)H‘
t>0
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Finalmente, en el limite ¢ — oo, en (4.36) la condicién inicial se desvanece, y por lo

tanto

- . k
6 2 lim ||6(t)]| < = sup|[PYTCTCL(T))| - (4.37)
t—o0 )\2 t>0

O

Como se indica en la prueba, el que el regresor cumpla con la condicién de excitacién
persistente (4.25) es crucial para el andlisis y el proceso de identificacién. A continuacién
se describiran algunas elecciones de reglas difusas que permiten obtener regresores que

cumplen con esta condicién.

4.2.1. Casos particulares de regresores

En esta seccién se analizan algunos casos particulares de regresores, cuya estruc-
tura permite determinar las condiciones bajo las cuales las senales generadas por este
cumplen con la condicién de excitacién persistente (4.25) ante la variacién de las senales
u vy y. En primer lugar, se muestra un caso general con una forma lineal tipo Takagi-
Sugeno. A continuacién, se describen dos estructuras simplificadas. La primera de ellas
solo lleva a cabo la particién del espacio en y. Sin embargo, dependiendo del sistema en
particular a identificar, esta particién puede ser insuficiente, por lo que se mostraran
diversas elecciones de regresores cuya particion del espacio se lleve en términos de y y
u. Se propondran también diversas definiciones para el proceso de desdifusién.

Regresor lineal general En este caso las reglas difusas en (4.9) pueden se expresan

como

{ R; : Siyes F;(y) y ues H;j(u) entonces (4.38)

0t = An+ Oy u+0,p(y),
donde

Fily) = exp (=02 (v = 1y)”) s Hi(w) =exp | =302 (uy =)’ | (4:39)

=1
. ) . T
son funciones de membresia gaussianas, donde u = [ UL oo Up ] y
T
Ou,i = [ Ouir Oujiz - Ourin |,
T
O0yi = [Oyin Oyiz - Oyin |
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4.2 Algoritmo de entrenamiento

La activacion de cada regla, y por lo tanto la funcién conjuncién entre conjuntos difusos

se define como el producto
Ri(y,u) = F;(y)Hi(u). (4.40)

Nota 4.3. El principal propdsito de la estructura difusa a la entrada de la red es proveer
con una particion del espacio y — u y permitir que cada seccion i sea modelada por un

sistema no lineal en la forma R;.

Regresor como funcion de y
Sin pérdida de generalidad, por simplicidad de presentacién se mostrara el caso
SISO. En primer lugar, para evitar una ezplosion paramétrica, las reglas difusas en
(4.9) se expresan como
- 0ai-1)x1
R; : Siyes F;(y) entonces n* = An+ | 0;1 + 00u | . (4.41)
O0¢—iyx1
donde F;(y) = exp(—aii(y — yi)?) son funciones de membresia gaussianas. Obsérvese
que para este caso el numero de reglas es el mismo que el nimero de estados. En este
caso, el proceso de desdifusién puede ser tomado como un promedio ponderado, o como
una suma ponderada. Si este es efectuado inicamente en la parte consecuente, la red

recurrente toma la forma

G — -
R 0 0 9?1
. 0 F, 0 :
n = An+ 'l . 0i1 |,
0 0 F, 6,1
Gu r 012 b
Fiu -+ 0 - 0 0o
+ 0 Fiu 0
: : Oz |’
0 0 Fu :
L 97‘2 -
= An+[G Gulb, (4.42)
En consecuencia, el regresor se define como
ewu)=| G i Gu|eR", (4.43)
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donden=ry

93]1 = [ 011 -+ O b1 -+ Op9 ] S §R2T (4.44)

G= diag(Fl, RN FT) eR, Gy =F;,i=1.r. (445)

El siguiente lema demuestra las condiciones bajo las cuales (4.43) satisface la condicién

de excitacién persistente (4.25).

Lema 4.1. Dado (4.43), y por simplicidad se denota o(t) = p(y(¢t),u(t)), existe T, €

RT tal que se satisface
t+T
/ e ()p(t)dt > alyx, (4.46)
t

mientras u(t) no sea constante ni linealmente dependiente de F;, y que ademds cada

regla se activada en el intervalo de tiempo [t,t +T] (F; #0, eni=1,....r).

Demostracion. En primer lugar, tenemos que G = G, y por lo tanto GTG = G?.

Entonces, el producto ¢”¢ se desarrolla mediante

G2 G%u
G*u GZ%u?

T

o= (4.47)

Con un pequeno abuso de notacién, denotaremos ftt+T f(z)dz por [ f(z)dz. Con esto
en mente, es claro que si para el intervalo [t, £+ T el sistema activa cada F;, i =1,...,r,
entonces [ G%dt > a1, dado que [ G?%dt > ;aq, and a; = min{;a1}.

Se define l

M2 / T pdt = (4.48)

JG?dt [ GPudt
[ G?udt [G2u?dt |

Mediante el célculo del determinante de esta matriz es posible evaluar si
= Pierde rango para algin valor de G y u (i.e., det(M) = 0),
= Es positiva definida, y por lo tanto 3 T, > 0 tal que M > al.

A

B
D € R9*9 se puede evaluar su determinante por sus complementos de Schur mediante

Se sabe que para una matriz cuadrada M = ,con A € RPXP. B € RP*1y

det(M) = det(A)det(D — BA™'B). (4.49)
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4.2 Algoritmo de entrenamiento

Al definir A = [ G?dt, B = [ G*udt, D = [ G*u?dt, y emplear (4.49), obtenemos

det(M) = det ([ G*dt) x

det (f G2u2dt — fGQUdt (f ngt)—l IGQUdt) (4.50)

T
Dado que G es una matriz diagonal, det( [ G%dt) = H / G%dt >0,y

-1
det ( / G*uldt — / G?udt < / Gth) / GQudt> =
r -1
H/G$u2dt— /G?udt </ G?dt) /Ggudt -
=1

[ G2u2dt [ G2dt — ([ G2udt)?
H (J G2dt)

De la desigualdad de Cauchy-Schwartz, es sabido que para funciones escalares inte-

grables f(x) y g(z) linealmente independientes se cumple

( / f(a;)g(x)dx>2 < < / f?(x)dx> < / gz(x)dx>. (4.51)

Finalmente, al igualar f(t) = G;(t) y g(t) = G;(t)u(t), obtenemos fOT G?udt fOT G2dt >
fOT G?udt fOT G?udt. De este modo, si u(t) # 0 es linealmente independiente de y y
F; #0vpara [t,t+T],i=1,...,7, entonces det(M) > 0. En consecuencia, existe o € R
tal que M > al. O

4.2.1.1. Regresor como funcién de y y u

En este caso, definimos las reglas difusas (4.9) como

R; : Siyes F;yues H; entonces
O—1)x1
o 4.52
n' = An+ | 0i1 + Oipu + 0;3p(y) (4.52)
Orfixl

En consecuencia, el regresor tiene la estructura
ey, u)=[ G Gu Gp(y) | € Rr<Gramr, (4.53)

donde Gy = FjH;, Gijj =0, Vi # j, F; = exp(—aii(y - uy,i)z), H; = exp(—aii(u -

uuyi)Q) y p(y) es una funcién sigmoide de y. En este caso, el vector de pardmetros es
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0, € R37. En forma similar a como se demostré en la seccién 4.2.1, es posible demostrar,
de manera similar al Lema 4.1, que (4.53) satisface a (4.25), siempre y cuando tanto las
senales de entrada y salida sean linealmente independientes. En la siguiente seccién se

mostraran algunas diferencias en el desempenio de los regresores hasta ahora descritos.

4.3. Ejemplos

Para validar e ilustrar el desempeno de la estructura propuesta, a continuacién se
muestran dos ejemplos de simulacién. En el primero de ellos, el sistema objetivo a
identificar es propiamente una red recurrente con la estructura (4.8). De este modo se
muestra el desempeno del algoritmo y de la estructura ante un sistema donde no existe
error de modelado tedrico.

Por su parte, el segundo ejemplo ilustra el desempeno de la red en la identificacién
de un sistema no lineal, donde existe un error de modelado, que no es linealmente
parametrizable y por lo tanto no puede ser directamente identificado por el observador
adaptable propuesto por Marino (1990). En este ejemplo se muestra también como una
particién del espacio u-y permite una mejor identificacién. En el capitulo siguiente se

mostraran aplicaciones de la red mostrada a sistemas fisicos.

4.3.1. Identificacion de una red neuronal recurrente

El sistema a identificar es una red recurrente SISO en la forma (4.8) con tres estados
(n = 3), y el regresor (4.53). Las funciones de membresia se muestran en la Fig. 4.1,
y sus pardmetros son oy; = oy = 0,2, 1 =1,2,3,y piy1 = 1, 1 = 1, pyo = —1,
Hu2 = =1,y py3 = 0, g3 = 0. El vector de pardmetros 0, es elegido en forma

arbitraria como

6, = [582 313 0375 1,76 —348 848 0,295 8,99 1,32 ]T,
-5 1 0
A=|-12 0 1|, C=[10 0]. (4.54)
-8 0 0

El vector K se elige de forma tal que los valores caracteristicos de la matriz A — KC
sean AM{A — KC} = {—16,—-20, —24, —38}, con I' = 10" I3, 3,. En este sentido, el valor
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de K se disena de modo que el identificador converja a la salida real de la planta tan
rapido como sea posible, mientras el error se amplifica por I' para adaptar én. La senal
de entrada u es elegida como aleatoria acotada con media cero y varianza unitaria, con

cambio de nivel cada 5 segundos.

En la Fig. 4.2 se muestra la evolucion de los pardmetros de la red durante el en-
trenamiento, donde se observa cémo estos convergen a sus valores reales. Por su parte,
en la Fig. 4.3 se observa como la evolucion de los estados de la red ya entrenada en
paralelo con aquellos de la original es practicamente igual bajo una misma senal de
entrada, ya que los parametros obtenidos al final del entrenamiento son muy cercanos

a los originales:

6, = [583 310 0371 1,77 —349 848 0292 896 132 ] .

En la Fig. 4.4 se muestra la salida de ambas redes (la original y la entrenada). Nue-
vamente se puede apreciar como la segunda logra identificar y modelar correctamente

el desempeno dindmico de la primera.

5

K
]
2

14
£ 50
3
o 05 5
=
o
g 0
Z 5 =

0 5 u -5 0 5
y ) y

Figura 4.1: Identificacién ideal: Funciones de membresia
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0 200 400 600 800 1000
[s]

Figura 4.2: Identificacién ideal: Evolucién de los pardmetros durante el entrenamiento

4.3.2. Identificacion de un sistema no lineal

El sistema esta descrito por las ecuaciones de estado no lineales

010 ae?y 6

z = |00 1]z+| 0 =11 |[1 0 0]y,
00 0 cu 6

y = [1 0 0]z

Debe notarse que este sistema no es linealmente parametrizable y cumple con las
condiciones de observabilidad mostradas en Marino & Tomei (1993), con el par (A, C)
observable. En la simulacién se toman los valores a = b = ¢ = 1. La red es elegida con

dim{n} =3=mn,y

~5/2 1 0
A=| -3 01|, Cc=[100].
-1 00
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_I

N -

0.02
0
-0.02
-0.04 '
50 100 0 50 100
[s] [s]

Figura 4.3: Identificacién ideal: Comparacién de los estados de ambos sistemas ante una

misma entrada.

4.3.2.1. Identificacién con particion del espacio en y y u

Para esta simulacién, el regresor empleado es aquel descrito por (4.53) y los pard-
metros antecedentes son obtenidos a partir del algoritmo Fuzzy C-Means, descrito en
el Capitulo 2. La senal de entrada u(t) es una sefial aleatoria que cambia cada 10s,
con media cero y varianza unitaria, filtrada por un sistema de primer orden paso-bajas
con frecuencia de corte en w = 5% y ganancia unitaria. El vector K es elegido de
modo que los valores caracteristicos de la matriz A — KC sean {—60,—90 £ 30i}, y
I' = 10" I3,43,. Los pardmetros obtenidos tras aplicar este método de agrupamiento
son oy1 = oy1 = 0,9, oy1 = 0y1 = 0,2, % = 2,3, and py1 = —0,7328, p, 1 = 0,0529,
Hy2 = —0,3871, py 0 = 0,2644, 1y 3 = —1,1873, (3 = —0,1547. La parte antecedente
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—c =y -y

0 20 40 60 80 100
{[s]

Figura 4.4: Identificacién ideal: Comparacion de la salida de ambos sistemas ante una

misma entrada. Sefiales de salida y error.

definida de este modo es mostrada en la Fig. 4.5. Tras el entrenamiento, se obtuvo el

vector de pardmetros
0, = [—1,73 —8,24 —1,48 145 4,83 3,12 —-0,615 —4,13 —0,906]T.

La evolucion de los pardmetros durante el entrenamiento se muestra en la Fig. 4.6a,
donde se observa cémo los estados convergen, mientras que en la Fig. 4.7a se muestra
el desempeno de la red en paralelo con el sistema original. Igualmente, en la Fig. se
muestran los estados de ambos sistemas ante una misma entrada, y el la Fig. 4.8a se
muestra la salida de ambos sistemas, con un error RMS de 0,1228. Se puede notar que,
pese a que la evolucion de los estados de ambos sistemas no es la misma, la respuesta

entrada-salida de la red entrenada emula aquella del sistema original, como se esperaba.

4.3.2.2. Identificacion con particion del espacio en y

Ahora, el regresor (4.43) es empleado para comparar el desempeiio de ambos sis-
temas, asi como los mismos pardmetros obtenidos en el caso anterior para oy; ¥ fy;-

Tras el entrenamiento, el siguiente conjunto de parametros es obtenido:
én = [ 0,400 —-8,40 —-0,851 1,06 4,0 2,23 ] .

La evolucién de estos parametros se muestra en la Fig. 4.6b, mientras que los estados

y salida de la red se muestran en la Fig. 4.7b y Fig.4.8b respectivamente, con un error

72



4. 3 Ejemplos

RMS de 0,1660. Se puede observar que una particién més fina del espacio (como en
el caso anterior), permite una mejor aproximacién del comportamiento dindmico del

sistema, como se podia esperar.

Funcicnes de membresia

Figura 4.5: Identificacién de un sistema no lineal: Funciones de membresia. Regresor

dependiente de a) p = ¢(y,u), b) ¥ = p(u)

a) b)

-10 -12 4

-12 -14

14 i i i i -16 H H i i 4
1] 500 1000 1500 2000 2800 0 500 1000 1500 2000 2500

1fs] 1[s]

Figura 4.6: Identificacion de un sistema no lineal: Comparaciéon de la evolucién de los
pardmetros. Regresor dependiente de a) ¢ = ¢(y,u), b) ¢ = p(u)

4.3.3. Identificacion de un sistema en forma de realimentacion de sa-
lida

Consideremos ahora el caso en el cual se cuenta con un sistema en la forma (4.2).
En este caso se analiza el efecto del cambio de los pardmetros antecedentes en la calidad

de la identificacién al existir un error de aproximacién inherente a la red.
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b)
: x i N B et e

-4 -2
0 100 200 300 0 100 200 300 0 100 200 300

—p —i | —_— i I
W of’
-10 : : -5 :
0 100 200 300 0 100 200 300 0 100 200 300

= 10 5 -
3 —I} - - I | —m =i} I
B - g TN o} -

0 100 200 300 0 100 200 300 0 100 200 300
1[s] ts] ts]

Figura 4.7: Identificaciéon de un sistema no lineal: Comparacion de la evolucién de los

estados. Regresor dependiente de a) ¢ = ¢(y,u), b) ¢ = p(u)

a) b)

50 100 150 200 250 300

“o 50 100 150 200 250 300 0 50 100 150 200 250 300
Us] t[s]

RMS: 0.1228 RMS: 0.1660

Figura 4.8: Identificaciéon de un sistema no lineal: Comparacién de las senales de salida.

Regresor dependiente de a) ¢ = p(y,u), b) ¢ = p(u)

El sistema a identificar estd dado por

00 -8 0,1 0,1sin(3y) + 0,2

z = |10 —12 |z+ 0 + 0,1 u,
01 -5 ~0,1sin(1y) 0

Yy = [1 0 O]z.
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El par (A4, C) es observable, y para la estructura de la red se elige dim{n} =3 = n.
Para esta simulacién, elegimos los mismos parametros que los empleados en el ejemplo
anterior: esto es, 0y; = 0,2, 4 = 1,2,3, and py1 = —1, py2 = 0y py3 = 1. El vector
K se elige de forma que los valores caracteristicos de A — KC sean {—40, —50, —60},
y I' = 107I3,43,. En la Fig. 4.9.a se muestra la evolucién de los pardmetros durante
el entrenamiento, mientras que en la Fig. 4.9.b se muestra el desempeno de la red al
simularse en paralelo con respecto al sistema original. Se puede observar que la salida
de lared (en la Fig. 4.10) es muy cercana con respecto a la del sistema original, mientras
que los estados capturan la dindmica (con un error de estado estable, en particular en
el caso de x3 y 23, que afecta en forma minima al error de identificacién y — g).

a) b)
o)

I
z
Il

0 500 1000 1500 2000 2500 ) 100 200 30 40 500
t[s] s]

Figura 4.9: Sistema no lineal en realimentacién de salida: a) Evolucién de los pardmetros
y b) estados

Con el fin de analizar la forma en que la elecciéon de los pardmetros antecedentes
afecta al desempeno de la red, se pueden llevar a cabo varias simulaciones con diversas
elecciones de estos. En este ejemplo, se observa que con oy ; situado entre 0.2 y 0.1
los resultados no tienen una variacién importante. Sin embargo, cuando o, ; > 0,5, el
desempenio de la red se deteriora. En la Fig. 4.11.a se muestra el resultado de simulacién
cuando se elige o,; = 0,5, y se puede notar que el desempeiio de la red decae con
respecto a la seleccion anterior. No obstante, debe notarse que los estados y pardmetros

permanecen acotados, como se muestra en la Fig. 4.11.b). Esto indica que es necesario
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0.3

0.2
0.1

0.1
-1
-0.3
-0.4
-o.5

_0'60 100 200 200 400 S00

Figura 4.10: Sistema no lineal en realimentacion de salida: Comparacion de la salida

a) b)
a(t)

05

-0.5

0 500 1000 1500 2000 2500
tis}

Figura 4.11: Sistema no lineal en realimentacién de salida. o; = 0,5. a) Evolucién de los
pardmetros, b) Comparacién de la salida

tener en cuenta a la parte antecedente (y consecuentemente, la particién del espacio)
antes de aplicar el algoritmo de entrenamiento.
4.4. Control basado en la red identificada: Caso particular

Consideremos ahora un caso particular en el cual es posible disenar un esquema de

control para la red propuesta, al emplearse a la red identificada como un modelo del

sistema, como se muestra en la Fig. 4.12.
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() Sistema LI () Sistema, ¥(t)

Algoritmo de ;

identificacion

Lev de control
uit)

I o)

Fed

Figura 4.12: Esquema de control mediante la red identificada

Para tal efecto, témese el siguiente sistema una-entrada-una-salida afin en el control

y(t) = hix), (4.55)

donde u(t) y y(t) son las senales de entrada y salida, respectivamente, x € R" es el
vector de estados del sistema, y f: R” — R" g : R" — R, h: R"” — R son funciones
suaves que cumplen con f(0) = 0, g(z) # 0, Yz € R". Astiimase que solo es posible
medir la salida, no asi los estados x, del sistema.

Dado este sistema, los principales objetivos son:

1. Modelar al sistema mediante una red neurodifusa recurrente, similar a (4.8), e
identificar los pardmetros parametros de ésta de modo que el mapeo u — § cumpla

con hacer a sup;> |(t) — y(t)| tan pequefio como sea posible.

2. Disenar, con base en el modelo obtenido por una red neurodifusa recurrente, un
esquema de control realimentado para el sistema original, tal que permita que
la planta siga a una cierta referencia g, sin necesidad de medir directamente los

estados x.

Para este propdsito, se asume que el grado relativo p del sistema no lineal (4.55) es
conocido, y que el sistema se encuentra ademas representado, o es transformable, en la

forma

{ = AL +bo(y)u+ip(y), (R,
y = Cc, (4.56)
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donde b = [ 0 ... 0b, ... by ]T es un vector Hurwitz (esto es, el polinomio

asociado con el vector es Hurwitz), o(y) : ® — R es una funcién suave, y ¢ =

{ Op-1)x1 ],con
w(n—p-i-l)xl

010 0
0 1 ... 0
A. = oo o |, C=[100 ... 0]. (4.57)
000 1
000 0

Las condiciones necesarias y suficientes que el sistema debe cumplir para que, me-
diante un difeomorfismo local { = T'(x) el sistema (4.1) se transforme en (4.56), se
encuentran reportadas por Marino (1990); Marino & Tomei (1993) y se sefialan en
el Apéndice. El tipo de sistemas que cumplen con dicha condicién son aquellos que
son linealizables mediante una realimentacion dindmica de la salida. Para fines de pre-
sentacién, nos centraremos en el caso donde el grado relativo es unitario (esto es, p = 1).

De este modo, el modelo propuesto para identificar al sistema (4.55) es la red re-

currente en tiempo continuo

0= A+ by (y)uu(t) + oy ()8,
y = Cn, (4.58)
donde @u(y) = [ Pur --- @Puq ]T e R, 0, € R, py(y) € R™P, y 0, € RP. Es claro

que en esta estructura los términos ¢l (y)6, v ¢, (y)0, son aproximaciones de o(y)
y ¥(y) respectivamente en (4.56), mientras que suponemos que el vector b debe ser
conocido de antemano a partir del andlisis del sistema (4.55). Nuevamente, mediante
el teorema de Stone-Weierstrass para redes neuronales (Wang, 1994), (4.56) se puede

escribir mediante

¢ = Al +bel(y)0,u(t) + oy (y)0y + e(t)
) = O (459)

donde &(t) es el error de modelado de la red neuronal.
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Reescribiendo los términos anteriores en (4.58), obtenemos

bl@ul(y)u bl@uQ(y)u ce. bl@uqu
, bapur (Y)u  bapua(y)u ... bapugu
77 - Ac”] + : . . eu + Soyey
bnpur (Y)u bnpuz(y)u ... by pugu
= ACT] + @(y> U, b)e
y = Ce (4.60)
donde ¢(y,u,b) = | belu(t) ¢, ] € Rrx(atp) v g = [ Zu } € RITP.
)

Como en los casos analizados en las secciones 4.1 y 4.2, es posible generar una
aproximacion de # mediante una aproximacion de 1 mediante un algoritmo desacoplado,
siempre y cuando se cumplan ciertas condiciones de excitacién persistente. Dado que se
pueden elegir varias definiciones para ¢, y ¢y, proponemos una aproximacién mediante

un esquema neurodifuso.

4.4.1. Estructura neurodifusa para control.

De este modo, proponemos una estructura basada en sistemas neurodifusos descrita

por las siguientes r reglas, muy similar a aquella propuesta en (4.43):
o ]

Oy12
Si y es Fy entonces ' = A.n+ by, + v 5(y),

L Oy1n

NN : _ _
Gyrl
. . Oyr2
Siy es F,. entonces 1" = A.n + b, + ) o(y),

L 9?/7“”

donde nuevamente, F; se proponen como funciones de membresia gaussianas F;(y) =

exp(—az,z-(y — f1y.1)%), con la desdifusién como una suma ponderada

T T
=Y Fi'/> F. (4.61)
=1 =1
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De este modo, los regresores ¢, y ¢, se pueden expresar como

ou = [ Fiu ... Fru]/ZFi, (4.62)
=1
¢y = [ Filoxn - Flun 10(y)/ > Fi (4.63)
=1

con §(y) una funcién sigmoide suave, monoténicamente creciente y

lim d(y) = £1, 6(0) = 0.
y—+o0

Por lo tanto, los vectores de pardmetros 6, y 8, se pueden definir mediante

Op = [Ou ... O], (4.64)
0, = [Oy1 - Oyin Oyt oo Oyon - Oyt oo Oy |1, (4.65)
y 0 € R

4.4.2. Diseno de un control de seguimiento por realimentacién de sa-
lida basado en el modelo neurodifuso

Una vez que el proceso de identificacién ha sido llevado a cabo, es posible imple-
mentar una ley de control de seguimiento, ya que la propia estructura de la red (4.58)
garantiza (para ¢, # 0) que es posible estabilizarla por una realimentacién de salida.

Con el fin de diseniar la ley de control, en primer lugar se emplea el diseno de un
control dindmico por realimentacién de salida en el caso ideal en que las funciones o (y)
1 (y) en (4.56) sean conocidas (Marino & Tomei, 1996). Con base en este resultado, se
mostrard el disefio empleando el modelo (4.59) por red neurodifusa mediante un control

por equivalencia cierta (Wang, 1994).

4.4.2.1. Diseno de control con o conocida.

En en caso p = 1, se define una dindmica de referencia

= Iny + Byr + v(yr) (4.66)

donde dimn, =n — p =n —1, y, es la trayectoria deseada y

b
-2 1 ...0
B : R (n—p)x(n—p) T(() —
r=1 ., ; X e RM=Px(M=1) 4 (0) = 0.
b
—ﬁ 0O ... 0
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4.4 Control basado en la red identificada: Caso particular

El control que logra el seguimiento exponencial (Marino & Tomei, 1996) se puede

demostrar que estd dado por

u(t) = o(y )( bay — Y1(y) + g — M1 — ke
—e (8" P*B+7" (yr, €)P*Y(yr €))) (4.67)
donde P es la solucién de la ecuacién de Lyapunov I'"P 4+ PT' = —3I, k con una

constante positiva y

e = Y=Yr (468)
T by — b
by — b3bo
B = : , (4.69)
by, — bp—1b9
—boby
[y —datn
Y3 — d3yy
v(y) = : . (4.70)
Y1 — dp_191
1/)71 - dn'(m
~(yr, €) se calcula mediante
eY(Yr,€) = yr, ) = v(y) — v(yr) = vie+y) — v(yr). (4.71)

Dado que v;(y) es, para la red propuesta, v;(y) = ;1 — div1i, © € [1,n — p),

entonces, de (4.8) tenemos que 1) = ¢, 0,, asi que

3(y) > eyibyij (4.72)
j=1

vi(y) = vig1 — dip1¢1,

= () | D uibyirny — dit1 D #uiby | -

= 4(y) Zwyj(ey(iﬂ)j*diﬂeylj) ,

Xi(y)
= (y)xi(y)- (4.73)
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4. IDENTIFICACION MEDIANTE REDES RECURRENTES EN ESPACIO DE ESTADOS

la cual es una funcién suave. En este caso se puede escribir 7;(y,, €) = ev;(e, ), donde

vi(e,yr) es también una funcién suave en la forma

vy (yr+e)—vi(yr) e # 0
v(e,yr) = { vi() c—0 (4.74)
oz =0 o

4.4.3. Diseno de control con ¢ desconocida y b conocida.

Dado que la red (4.8) solo puede aproximar el valor de o(y) en (4.56) y (4.59), el
control debe tomar en cuenta al error de modelado €, compuesto por los errores de

identificacién

c = o— cpf(y,u)Gu, (4.75)
(e goy(y,u)Gy (4.76)

<
I

De esta forma, el control para este sistema estd basado en (4.67), y es

1 - .
u(t) = m (—bZ?J —1(y) + 9 — 1 — ke
—e (B PB4+~ (yr, €) P*v(yr, €))) (4.77)

donde ) = ©y(y, u)0y.

Nota 4.4. Este esquema de control se basa completamente en el modelo identificado,
sus pardmetros, funciones y la sefial de referencia, sin ser necesario disenar un obser-
vador sobre los estados n. Dado que estd basado en una aprorimacion del control ideal
u*(t), solo puede esperarse que existan errores de convergencia hacia una bola alrededor
del origen, debido a los errores de identificacion & = o — L0, y° 7,2 = 1) —y 0. Notese
que el procedimiento es fuertemente dependiente del conocimiento de b, el cual es parte

del sistema real (no el identificado), lo cual es una limitante del esquema propuesto.

4.4.4. Ejemplo

Para probar el esquema de control presentado, se lleva a cabo la identificacién y

control de un sistema no lineal, el cual estd dado por las ecuaciones

i1 = —xi+ (14 z])u(t),
iy = —mxp— a3,
y = x.
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4.4 Control basado en la red identificada: Caso particular

La red considera dos estados y cuatro reglas (n =2,r=4),conoy; =2,i=1,...,4
vy = {1, =1/2, 1/2, 1}, T = 2000/, K = [30, 200}, 6(y) = tanh(y). Se puede
determinar que b = [1 1]7 (el cual es un vector Hurwitz).

La evoluciéon de los pardmetros durante el entrenamiento se muestra en la Fig. 4.13.
La salida para ambos sistemas funcionando en paralelo se muestra en la Fig. 4.14, y
se puede comprobar cémo su desempeno entrada/saliuda es muy similar. En ambos
casos, el error de estimacién paramétrica muestra una cota final (como anteriormente
se analizd), con un bajo error de modelado.

Tras el entrenamiento, los pardmetros obtenidos son (redondeados, por propdsitos
de presentacién):

6, = [ 1,13 085 087 1,09 ]
6, = [—-1,79 —-0,88 —0,42 0,0035...
0,42 —0,0088 —1,77 —0,861 .7

1.5

1+

0.5¢

= 0

TR A T T S S T e e Py o ]

0 2000 4000 6000 8000 10000
t[s]

Figura 4.13: Sistema no lineal: Evolucién de pardmetros en el entrenamiento

Una vez que la planta ha sido modelada e identificada por la red, el control propuesto
(4.77) se disena basado en el modelo por red neurodifusa recurrente y se implementa
en la planta no lineal. Es interesante el notar que apg@u # 0, asi que el control no queda

indeterminado.
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0 50 100 150 200 250 300

0 50 100 150 200 250 300

c)
0.1 )
=
:I-P 0
-0.1 , . . . =
0 50 100 150 200 250 300
t[s]

Figura 4.14: Sistema no lineal: Resultados de la identificacién. a) Senal de excitacién b)
Salida de ambos sistemas c¢) Error.

Los resultados de simulacién se muestran en la Fig. 4.15. Nétese que el error de
seguimiento se encuentra acotado.

Se puede entonces observar que con la red neurodifusa recurrente que modela al
sistema, es posible establecer un control de seguimiento para el mismo sistema basado
solo en la estructura propia de la red y en cierto conocimiento del sistema original.
Notese que el control no requiere del conocimiento directo ni de los estados, sino solo
de la salida. Sin embargo, el conocimiento del vector b puede ser de dificil acceso, por
lo que es necesario explorar otras técnicas de control basadas en la red ya identificada,

suponiéndola como un modelo confiable del sistema.

4.5. Estructura de la red: Tiempo discreto

En esta seccién se desarrolla en forma paralela la version discreta de la red y el
algoritmo de entrenamiento analizados en la seccién 4.1. Una versién discreta de estos
algoritmos permite una implementacion més sencilla en sistemas de cémputo digitales
(como microcontroladores o microprocesadores) en los que sea poco factible resolver

ecuaciones diferenciales en tiempo real. En lugar de recurrir a una discretizacion directa
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4.5 Estructura de la red: Tiempo discreto

a)
2 . . .
_yr
-2 : : : :
0 200 400 0) 600 800 1000
0.05 ' r ’
=
VY Uu\
-0.05 ¥ ¥ : .
0 200 400 ) 600 800 1000
c
1 v ' '
WY
i VVVY \JI
il : : : :
0 200 400 600 800 1000
t[s]

Figura 4.15: Sistema no lineal: Control a) Sefial de salida y referencia b) Error c) Senal
de control.

de las ecuaciones obtenidas mediante una aproximacién de la derivada, se considera el
mismo problema partiendo de una representacién discreta del sistema (4.1).

De esta forma, considérese el sistema SISO en tiempo discreto
x[k+1] = f(x[k], ulk]),
ylk] = h(x[k]), (4.78)
donde u[k] y y[k] son las secuencias de entrada y salida respectivamente, y x € R" es
el vector de estados en el tiempo k, f: R xR — R, h: R — R, son funciones suaves
tales que la ecuacion en diferencias tenga una respuesta tnica para cada secuencia de
entrada. Asi como en el caso de tiempo continuo, se asume que el sistema (4.78) es

observable en la regién de interés y que pertenece a la clase de sistemas transformable

a

z[k +1] Az[k] + f(y[k], ulk]),

y = Cgz, (4.79)
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4. IDENTIFICACION MEDIANTE REDES RECURRENTES EN ESPACIO DE ESTADOS

con (A, C) un par observable en forma candnica de observador, con f(y, ) una funcién
suave.
El objetivo es nuevamente encontrar una red neurodifusa recurrente en tiempo

discreto descrita por

nlk+11 = Anlk] + @(y[k], u[k])0y,
ylk] = Cwn, (4.80)

donde mediante la informacién sobre las secuencias ulk] y salida y[k] y[k] se genere un
mapeo dindmico u — g, tal que se minimice sup; (k] —y[k]| mediante la identificacién
de 0.

La red neurodifusa se define por las reglas difusas

R; : Siylk] es F; y ulk]| es H; entonces

Ou11 Oy11

Ou12 Oy12 4.81
A= g+ | e | . 8D

Outn eyln

con p: R — RN, p = p(y) una funcién sigmoidal suave, con los conjuntos difusos
definidos como (4.39). En forma similar que en caso de tiempo continuo, el problema
se puede resolver mediante un observador en tiempo discreto inspirado en observadores
adaptables en tiempo discreto (Combastel et al., 2006), donde con base en las ecuaciones

en diferencias

Tk+1 = (A—KO)Y[E] + o[k, (4.82)
0k +1] = 0[k] + plk)Y[K)TCT (y[k] — CiiE), (4.83)
ilk+1] = (A—KO)ilk] + o[k|0[k] + Ky[k] + Y[k + 1)(AG[K]),  (4.84)

donde si el regresor ¢[k] cumple con la condicién de excitacién persistente con el filtrado

T[k] satisface la desigualdad

Z pli) Y CT O] > al, (4.85)

1

1 Lot
L
=k

el error de identificacion y estimacién permanece acotado. Cabe mencionar que tanto las

las ecuaciones de entrenamiento como la condicién de excitacion persistente en tiempo
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discreto son equivalentes a aquellas necesarias para la operacién en tiempo continuo,

asi como el procedimiento empleado para la demostracién.

4.6. Comentarios

En este capitulo se presenta una estructura para modelado e identificacién de sis-
temas mediante una red neurodifusa recurrente en tiempo continuo. La estructura y
el algoritmo de entrenamiento requieren tnicamente de las mediciones de las sefnales
entrada/salida del sistema a modelar, asi como de un cierto conocimiento previo de la
estructura del mismo (nimero de estados, condiciones de observabilidad). Se mostraron
diversas estructuras particulares capaces de llevar a cabo el modelado del mismo. El
algoritmo de entrenamiento mostrado se basa en la teoria de observadores adaptables
mediante un esquema desacoplado. Este permite identificar los parametros de la red
neuronal recurrente y minimizar el error de identificacién de la red. Con los ejemplos de
simulacién presentados se muestra cémo la red es capaz de identificar a varios sistemas
no lineales representativos, asi como el efecto que tiene la eleccién de los pardmetros
antecedentes. En el siguiente capitulo se muestran aplicaciones de la red a problemas

de ingenieria reales.
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Capitulo 5

Aplicaciones

En este capitulo se muestran diversos sistemas fisicos reales en los cuales es posible
obtener un modelo basado en las redes neurodifusas recurrentes presentadas en los
capitulos anteriores, con el fin de mostrar la capacidad de aproximacién de la red ante
sistemas donde solo se tienen datos entrada-salida y cierta informacién estructural de
los mismos.

Los ejemplos mostrados son seleccionados tanto por la importancia que presentan
en problemas de ingenieria, la dificultad que presenta su modelado y para ilustrar
la capacidad de identificacion. En primer lugar, se muestra la identificacién de dos
sistemas ampliamente estudiados en la literatura: un motor de corriente directa con
no linealidades asociadas (donde los datos son obtenidos de forma experimental) y un
robot con de un solo eslabén flexible. A continuacién se identifica un sistema de tréfico
vehicular, el cual es identificado a partir de datos obtenidos en forma experimental
de una autopista real. Se muestra la aplicacién de esta misma red en el problema
de identificacién de un robot de dos grados de libertad en un sistema de servo-visual
experimental y por ultimo un sistema bioldgico, en el cual se considera la dinamica
glucosa-insulina en pacientes diabéticos. En todos los casos se buscé que las senales

generadas por el regresor satisficieran la condicién de excitacién persistente.

5.1. Motor de corriente directa

Para este ejemplo se considera un motor de DC con no linealidades asociadas, tales

como friccién de Coulomb e inercia no lineal, el cual se muestra en la Fig. 5.1.El motor
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se controla por voltaje, y se toman 400 segundos de sefiales entrada/salida para este

experimento, con un tiempo de muestreo de 20ms.

Las senales empleadas para excitar al sistema se muestran en la Fig. 5.2. Para
la red, se elige el regresor (4.43), con n = 3. Los pardmetros antecedentes se obtienen
mediante el algoritmo Fuzzy C-Means sobre los datos de salida y, y los valores generados

son p1 = —0,3180, po = 0,3047 y 3 = —0,0129.

Las matrices A y C se eligen en forma canénica de observador. Por su parte, los
valores caracteristicos de A se eligen de modo tal que AM{A} = {-0,1, —0,2, —0,3}, y
el vector K se elige mediante un el algoritmo LQR, con las matrices Qror = I3x3 ¥
R = 1. El algoritmo de entrenamiento se simula para 7 épocas, con I' = 13,x3,. En la
Fig. 5.3 se muestra la evolucién de los parametros durante el entrenamiento, y en la
Fig. 5.4 se muestra la salida de ambos sistemas corriendo en paralelo ante una misma

entrada.

Figura 5.1: Motor CD: Sistema fisico
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5.2 Robot flexible de un eslabén

Input - u(t)

B
o
8]
o

Output - y(t)

40 50 60 70 80 90

Figura 5.2: Motor CD: Senales de excitacién

5.2. Robot flexible de un eslabon

FEn este ejemplo se lleva a cabo la identificacién de un robot de un tnico eslabén
como el mostrado en la Fig. 5.5, el cual presenta una unién flexible lineal. Este sistema
es empleado por Isidori (1995) y es analizado para las propiedades de observabilidad

por Marino & Tomei (1993). Este sistema puede ser modelado mediante las ecuaciones

Jigr + Figi + K(q1 — q2) + Mglsin(q1) = 0,
Imbe + Fnge — K(qn —q2) = wu, (5.1)

donde Jp es la inercia del eslabén, J,, la inercia del motor, K la constante eldstica
del robot, M la masa del eslabdn, g la aceleracion asociada a la gravedad, [ la distancia
al centro de masa, F1 y Fj, los coeficientes de friccion viscosa. Este sistema cumple
con las condiciones necesarias para su identificacién, como se demuestra en Marino &
Tomei (1993), por lo que puede ser identificado por la red propuesta 4.8. Para fines
de simulacién, se considera que todos los pardmetros son unitarios (a excepcién de la
constante de gravedad). Para excitar al sistema se consider6 una sefial u aleatoria de
media cero y varianza unitaria, que cambia cada 5 segundos. En este caso se emplea

el regresor (4.53), y para iniciar los conjuntos de membresfa se hace uso del algoritmo
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1 2 3
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0 0.6 0.15
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-10
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t[s] [s] {[s]

Figura 5.3: Motor CD: Evolucién de los pardmetros

Fuzzy C-Means con 4 reglas, obteniéndose los siguientes pardmetros

~0,308 —0,964
Hy,1  Hul
e e | | 185 0762
T s s | | 428 —0118
Py Hud 0,459 0,0670
yOi = woi =01, i=1,..,4. (5.2)

Las matrices A y C se eligieron en forma candnica de observador, con K tal que
(A~ KC) cumpla con AM(A — KC) = {-12,-12 4+ 3i, 18} y T' = 107 [, .

La evolucién de estos pardmetros durante el entrenamiento (una tnica época) se
muestra en la Fig. 5.6. Tras el entrenamiento, ambos sistemas se simulan en paralelo
(el robot y la planta), donde ahora la entrada es una senial aleatoria con media cero

y varianza de 5 unidades que cambia cada 20 segundos. La respuesta de la red y del
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0 5 10 15 20 25 30 35 40 45 50
i[s]

Figura 5.4: Motor CD: Desempenio de la red en paralelo con el sistema

Figura 5.5: Robot Flexible: Esquema

sistema se muestra en la Fig. 5.7. Se puede ver que la red logra identificar al sistema

no lineal a partir de datos entrada/salida.

5.3. Celda de trafico

5.3.1. Descripcién del problema

El problema de modelar el comportamiento dindmico de una autopista, o cualquier
estructura vial, es el primer paso hacia el diseno de esquemas que permitan emplearlos
optimamente: reducir el tiempo de viaje, evitar condiciones de congestionamiento, etc.
En general, la respuesta de este tipo de sistemas es no lineal, dado que a bajas con-
centraciones de automdéviles el flujo de los mismos se comporta en forma lineal (flujo

libre); mientras que a altas densidades de vehiculos se tiende a caer en condiciones
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o

n
T

Evolution of the parametersg

Figura 5.6: Robot flexible: Evolucion de los parametros

de congestionamiento, donde el flujo decae a medida que aumenta la densidad (flujo
congestionado). Cada seccién muestra la respuesta tipica flujo-densidad que se aprecia
en la Fig. 5.8.

Estos modelos son en ocasiones dificiles de caracterizar, ya sea por la presencia de
incertidumbre paramétrica y dindmicas no modeladas, entre otros.

En este sentido, varias estructuras han sido propuestas en la literatura. En primer
lugar, los modelos macroscdpicos (Nagel, 1996) no toman en cuenta las variables rela-
cionadas con cada vehiculo en el camino, sino que toman en cuenta variables como la
velocidad y flujo promedio de vehiculos en una secciéon de una longitud determinada
(generalmente algunos cientos de metros). Algunos ejemplos de estos modelos son da-
dos por Helbing (1996); Payne (1971). Generalmente es posible expresar estos modelos
por conjuntos finitos de ecuaciones diferenciales. Uno de los méas empleados es modelo
de transmision por celdas, propuesto por Daganzo (1994), el cual es empleado en esta
aplicacién.

Por su parte, los Modelos microscopicos consideran las relaciones y comportamiento
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Figura 5.7: Robot flexible: Senales de salida

individual de cada vehiculo en particular. Algunos ejemplos pueden encontrarse en el
trabajo de Arem & Hogema (1995); Minderhoud (1999); Pipes (1953). Finalmente, los
Modelos mesoscopicos modelan el comportamiento del grupos de vehiculos a partir de
ecuaciones inspiradas en la fisica de gases, empleando ecuaciones probabilisticas.
Como se menciond, el modelo de transmision por celdas' propuesto por Daganzo
(1994), propone dividir a la autopista en segmentos o celdas, como se muestra en la Fig.
5.9, tras lo cual analiza el comportamiento de la densidad de vehiculos en la misma (por
unidad de longitud) con base en los flujos vehiculares de entrada y salida, adyacentes
a ésta. Este modelo es sencillo en su estructura y cuenta con interpretacion y sentido
fisicos, pero falla en describir cierta dindmica que aparece en el sistema real, como
ciertos efectos de sincronizaciéon entre grupos de vehiculos. En este mismo sentido,

algunos modelos méas complejos incluyen la dindmica de la velocidad media de los

!Mejor conocido por su nombre en inglés :Cell transmission model
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Figura 5.8: Celda de Trafico: Relacién densidad-flujo vehicular en una autopista

vehiculos dentro de la celda (Papageorgiou, 1990). Sin embargo, la complejidad del

modelo es proporcional a la dificultad de anélisis.

Figura 5.9: Celda de Trafico: Divisiéon de una autopista por celdas. g; Representa el flujo

que abandona la celda i en [vehiculos por hora] y n; la densidad de vehiculos por milla.

Las redes neuronales y los sistemas difusos han sido empleados para atacar el pro-
blema de modelado de este tipo de sistemas, ya sea como predictores a corto plazo (Ho
& Toannou, 1996; Yasdi, 1999; Yu & Chen, 1993), o para conmutar dos modelos lineales
en paralelo (Rosas-Jaimes & Alvarez-Icaza, 2007). En esta aplicacién se mostrard el
desempeno de la red recurrente en tiempo continuo propuesta para atacar el problema

de modelado e identificaciéon de una celda de tréafico.

5.3.2. Desarrollo

La dindmica de una celda de trafico puede ser modelada mediante ecuaciones difer-
enciales donde la senal de entrada es la densidad en la celda anterior n;_1, con la senal
de salida el flujo ¢;. Para evaluar el desempeno de la red para modelar e identificar la

dindmica densidad-flujo en una celda de trafico, se emplean datos reales obtenidos de
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5-3 Celda de trafico

Gréfica tomada de Wikipedia Commons, en
http : //commons.wikimedia.org/wiki/File : California_Interstate_and_State_Route_210.svg

Figura 5.10: Celda de Trafico: Localizacién de la autopista i210-West.
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Figura 5.11: Celda de Trafico: Seccién de la autopista i210-West

la autopista i210-West en California el 25 de abril de 2001, con un tiempo de muestreo
de 5 segundos. La seccién de autopista se muestra en la Fig. 5.10, de la cual solo se
considera una seccién, cuyo esquema se muestra en la Fig. 5.11. El segmento cuenta
con varios puntos donde los vehiculos pueden entrar y salir de la misma. Para este
ejemplo, el modelado e identificacién se lleva a cabo en tres celdas diferentes: en la
seccién de entrada (UP), intermedia (MFE) y de salida (DO). En estos tres casos, la
senal de entrada se considera como la densidad de vehiculos n en la seccién (nyp, Mme
and ng, respectivamente), y la sefial de salida y(t) es el flujo ¢ (qup, gme and gq, respec-
tivamente).

Para este ejemplo, se considera el regresor (4.38) con funciones de membresia gau-
ssianas y desdifusién con promedio ponderado. Para generar la parte antecedente de
la red, los centros de las funciones de membresia son obtenidas a partir del algoritmo
Fuzzy C-Means. Para este fin, los datos fueron normalizados con respecto a los valores

méximos de densidad (densidad de congestionamiento) y flujo (méximo flujo posible
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en la autopista). Dichos valores se encuentran reportados en la Tabla 5.2, obtenidos a
partir del trabajo de Rosas-Jaimes & Alvarez-Icaza (2007). Las funciones de membresia
obtenidas se muestran en la Tabla 5.3.

Con el fin de cubrir las diferentes secciones de la curva densidad-flujo (5.8), se
consideran tres reglas en cada caso, con dos estados por cada modelo.

Las funciones de membresia finales se muestran en la Tabla 5.3, y la funcién sigmoide
p(+) es definida como p(y) = tanh(y). Se puede observar que todas las combinaciones
densidad-flujo son cubiertas por las tres secciones. Se define la dindmica lineal como se

muestran el la Tabla 5.1.

Sect. Matrices 0. 0y
[ —0,783 | | [ 0,443 ]
A 31 0,0275 2.24
UP — _9 0 ) 9 )
AMA 2.1 0,155 0,355
uP {A} { }
Cup = [ 10 ] 0,653 2,27
MAvp — KupCup} {=3, -2} 0,0420 0,0467
1—‘UP - 1ITLT><7LT' ' '
0504 | | | 206 |
~1,22 ] [ 1,85
A _ | et 0,00608 2,23
ME — _075 0 ) 9 )
A = -1,-0,5 0,412 0,854
ME {A} { }
CuE = [ 10 ] —0,118 2,50
MAve = KnpCup} (=3, -2} 0,156 0,542
F]WE = ]-OI'VLTXHT' 7 ’
0,709 | | 2,05 |
128 1| [ 1,25 ]
A _ | 3 0,0874 2,29
DO = 9 0 ) 9 )
A{A} = {-2,-1} 0,0614 0,0594
DO
Cpo [ 10 } 0,222 2,10
I've = 1y xng- ’ ’
| 0,132 | | | 246

Cuadro 5.1: Celda de Trafico: Matrices disenadas para cada seccion y parametros conse-

cuentes
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Sect. | médxn | maxq | mdxn | maxq
Data Theoretical
Up 241 5441 335 5441
ME 307 4530 374 4530
DO 314 5486 374 5486

Cuadro 5.2: Celda de Trafico: Valores méaximos de los datos

Los resultados de simulacién se muestran en la Figura 5.12 para las secciones de
subida, intermedia y bajada, asi como la evolucion de los parametros. Se puede observar
que ante la presencia del error de aproximacién de la red (y dindmicas no capturadas
por la red), existen atin pequenos errores de modelado, pero un general la dindmi-
ca es capturada por la red. Los pardmetros consecuentes obtenidos (para los valores
normalizados) se muestran en la Tabla 5.1.

La principal diferencia mostrada con otro tipo de estructuras es que en este caso una
sola red modela la dindmica de la red. En otras aproximaciones, como en Rosas-Jaimes
& Alvarez-Icaza (2007), la dindmica se maneja mediante un par de modelos lineales que
corren en paralelo y un sistema difuso combina ambos desempenos. En la aproximacién
mostrada, inicamente mediante la densidad como senal de entrada es posible reproducir
al flujo en una cierta celda, con un conocimiento minimo de la dindmica real del sistema,
asi como de la informacién paramétrica del sistema. Comparativamente, la red mostrada

reproduce el diagrama fundamental (Fig. 5.8) unicamente a partir de datos.
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OJUSTUIRUDIUS [0 9)URIND SoIjomreIed SO Op UQION[OAY :0dRIT, Op ©P[)) :Z1°g eIndg

pepisuag
008 052 002 054 004 0§
0004
0002
0008
pay +
CpIPaW + 000y
0o00s
[sh
0005 000t 000E 000z 0001 o

1013 (>
[sh
000§ 000% 000E 0002 0001

ool

=

€

g
(esoy/yan) olniy

=1
g

soiawesed so| 2p ugdnoad (e

oa-(o

0001~

(e1oy/yan) ofngy

pepjsuag
068 O00E OS2 00E G5 0O [
0001
0002
0008
pay +
_ opIpaN + it
0005
[sh
0002 0004 [
000}
]
0001
Joug (»
0005 000 000E 0002 0004 0

sonalieied o] 2p UpRN0AT (B

AIN-(q

(esou/yan) oingg

0sg

002

BRISUD
0L REpt 05 a

05—
000E-

pad +
ORIP +

0002

2
g

2
g

000r

[sh
000E 0002 0001
.

1041 a2
tsh 3
oooe o002 D001

0002

0002
000

ugiIeples (q

[sh
5l I 50

0008

sosjawesed so| ap ugPNIoA (B

dn-(e

0002~

(esoysyan) ofnid

[

L]

(es0y/yan) of

101



5. APLICACIONES

5.4. Robot planar de 2GDL para servo-visual

5.4.1. Descripcién del problema

En esta aplicacién se muestra se emplea a la red para identificar el desempeno
dindmico de un robot de dos grados de libertad montado en un sistema de visién.

Como es indicado por Chaumette & Hunthinson (2006), un problema servo-visual
se refiere al problema de controlar el movimiento de un robot empleando un sistema de
visién por computadora, donde la camara empleada puede estar tanto en movimiento
como estatica con respecto a los ejes de referencia.

En aplicaciones cldsicas (Fu et al., 1987), el control del robot se lleva a cabo en
un ambiente estructurado mediante la medicién directa de las posiciones y velocidades
de cada eslabén mediante codificadores digitales. En este tipo de casos, un sistema de
visién puede ser empleado como una forma de medicién redundante (Kelly, 1996), o
como complemento para visualizar la trayectoria a seguir.

En anos recientes, el problema de servo-visién ha sido estudiado como una estrategia
para evitar la medicién directa de dichas variables, donde la tnica informacién sobre
las mismas sea obtenida a través de una cadmara. Esta aproximacién ha sido empleada
en mecanismos microrrobéticos o en esquemas donde es deseable mantener mediciones
de respaldo (Wilson et al., 1996), como ambientes no estructurados donde se desea
mantener un correcto disefio de la trayectoria a seguir (Chen & Kak, 1989).

Considérese ahora el problema de un manipulador rotacional de dos grados de li-
bertad con un sistema de visién como el mostrado en la Fig. 5.13, donde no existen
mas mediciones de posicién ni velocidad mas que aquellas obtenidas en el plano de
imagen de la camara. El robot es excitado por dos pares de fuerza, 71 y 7o, logrados a
partir de excitar a los actuadores (motores de corriente directa) con senales de voltaje
u1 y ug respectivamente, lo que provoca que las posiciones angulares reales q1 y g2 de
cada eslabén se modifiquen. En el plano de imagen, como se muestra en la Fig. 5.13,
es posible medir estos angulos como ¢1 and ¢s.

Sin embargo, la cdmara actia como una transformacién y altera la imagen recibi-
da, cuando se compara con la posicién de las articulaciones del robot, ya sea por su
posicién como por la propia 6ptica de la camara. De este modo, muchos esquemas de
control requieren que la cdmara sea previamente calibrada para reducir este efecto.

Mostraremos en este caso como la red recurrente propuesta es capaz de identificar la
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5.4 Robot planar de 2GDL para servo-visual

dindmica voltaje-dngulo (en el plano de la cdmara), como un sistema dos-salidas-una-

entrada.

7
,I lano de 4 Identificacion
1magen
- |Modelo

/#EA Senal de PlLano de imagen
Actua- excitacion
dor — +

/¢,

w®! 0 40 P D
I |Actuador ] 7 \ ’ P '
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Figura 5.13: Sistema de servo-visual: Sistema de servo-visual y robot en el plano de

imagen

5.4.2. Desarrollo

Dado el sistema de la Fig. 5.13, el problema se puede considerar como el identificar y
modelar un sistema de miltiples entradas y una salida'. En este caso, consideraremos en
forma independiente a las salidas de dngulo en el plano de imagen (esto es, y(t) = ¢1(t)

0 y(t) = ¢2(t)). Sabemos que este sistema puede ser expresado mediante el sistema

y(t) = h(x), (5:3)

donde u(t) = [u1(H)uz(®)]’ € N2 y y(t) € N, y x € R* es el estado del sistema,

f R xR - R b RY — R, son funciones desconocidas (funcién tanto de la

IMISO por sus siglas en inglés: Multiple-Input-Single- Output.
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5. APLICACIONES

dindmica del sistema como de la transformacién asociada a la cdmara). Se sabe ademds
que (5.3) es observable en la regién de interés (Spong, 1989) y que cumple con las
condiciones necesarias para ser transformado en (4.2).

El proceso de modelado e identificacion con base en la red neurodifusa recurrente
(4.8) se lleva a cabo tomando al par de voltajes u; y ug como seniales de entrada y a
¢1 0 ¢2 como la salida del mismo. En primer lugar, se obtienen datos entrada-salida
del sistema (5.3) simulado, asumiendo que solo existe friccién viscosa (a diferencia del
modelo real, donde existe ademds friccién seca y viscosa no uniforme), con el fin de
probar si el modelo tedrico inicial puede ser correctamente identificado por la red.
Una vez que se evalie su desempeino ante condiciones ideales, se probard con datos
experimentales, empleando una camara de 16 cuadros por segundo. En ambos casos se

consideré en regresor dado por (4.38).

5.4.2.1. Resultados de simulacion

Para este caso, los datos se obtienen mediante la simulacién del sistema dado por
Spong (1989), y el modelo de cdmara reportado por Kelly (1996), con los pardmetros
obtenidos directamente del sistema disponible en el laboratorio (Rodriguez & Tang,
2009). Para tal efecto, €l robot es excitado por las senales de voltaje indicadas en la
Fig. 5.14, y las trayectorias obtenidas se muestran en la Fig. 5.15. Para esta red, se
consideran dos reglas (r = 2); y en virtud de que el sistema cuenta con dos grados
de libertad, se considera n = 4. Las senales de entrada y salida son normalizadas con
respecto a los valores maximos obtenidos a partir de los datos, y se entrena una red
diferente para cada salida considerada (¢1 o ¢2).

Por otra parte, las funciones de membresia son obtenidas a partir del algoritmo
Fuzzy C-Means, mostradas en la Fig. 5.16 en cada caso. Notese que las funciones de
membresia cubren a todo el espacio de trabajo y por lo tanto no se dejan zonas sin
cubrir. En ambos las matrices A y C se disenan en forma candnica de observador y
A(A) = {0,-2,—-3,—4}. Por su parte, para el algoritmo de entrenamiento se toma
MA-KC)={-2,-3,—-4,-6},yI' =1,

en forma lineal durante el entrenamiento hasta 100.

rxng - @, donde & comienza en 104, y decrece

El entrenamiento se aplica por varias épocas, hasta lograr un error minimo RMS o

alcanzar un nimero maximo de las mismas. Estos resultados se muestran en la Figuras
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5.5 Sistema glucosa-insulina en pacientes diabéticos

5.17. Se puede notar que los parametros son convergentes y que el error RMS decrece
con cada época.

Tras el entrenamiento, la red es probada en paralelo con el modelo real de los angulos
obtenidos desde la cAmara. Estos resultados se muestran en la Figura 5.18. Nétese que
el error de modelado es acotado en ambos casos, a pesar de que en cada caso la senal
de salida de un sistema no es considerada en la del otro (esto es, cuando y = ¢1, ¢2 no

es realimentado a la red, y viceversa cuando y = ¢1).

5.4.2.2. Resultados experimentales

Tras probar el modelo en condiciones ideales, la red es ahora entrenada con datos
obtenidos directamente de un sistema fisico de servo-visual (Rodriguez & Tang, 2009).
La red es nuevamente entrenada con el mismo algoritmo con 4 reglas, en vista de que
es necesario aumentar la capacidad de aproximacion de la red ante la presencia de una
friccién viscosa no uniforme y friccion seca. Se emplean las mismas matrices A, C, y

K consideradas en el paso anterior. Los resultados se comparan con un sistema lineal

_ B15*+8253+835°+Bas+0s
st o s3+ags?+azstay

sistema es identificado mediante la herramienta Ident de Matlab.

de 40 orden, con funcién de transferencia H(s) . Este ultimo

La comparacion del desempeno de ambos modelos identificados se muestra en la
Fig. 5.19. Se puede ver que la red recurrente tiene un desempeno mejor que el sistema
lineal (como se puede esperar, ya que la segunda es un sistema no lineal), pero que
existen zonas donde el modelo identificado no logra seguir correctamente al sistema
real, en gran medida debido a la irregularidad de la friccién, tanto seca como viscosa,

del esquema experimental empleado.

5.5. Sistema glucosa-insulina en pacientes diabéticos

La glucosa es el principal substrato energético en el cuerpo humano, al ser descom-
puesta la molécula y liberarse la energia almacenada en la misma. Sin embargo, solo el
20 % de las células pueden absorberla directamente, mientras que el restante requiere
que la hormona insulina para realizar el anabolismo de los hidratos de carbono. Esta
hormona, producida por las células beta () en los islotes de Langerhans del pancreas,

interviene también en el almacenamiento de glucosa en el higado, musculos y tejido
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‘w1

0 20 40 60 80 100 120

Figura 5.14: Sistema de servo visién: Senales de entrada

adiposo, para ser empleada durante periodos en los que no se disponga de la cantidad
suficiente de glucosa en el torrente sanguineo Guyton & Hall (2000).

La diabetes tipo 1 es una enfermedad autoinmune en la cual las células 5 son ata-
cadas por el propio organismo, lo que provoca que la produccién de insulina decaiga
drasticamente, provocando que los niveles de glucosa se incrementen por encima de su
nivel basal, lo que conlleva riesgos para el funcionamiento del organismo. La medicina
actual recomienda administrar regularmente inyecciones subcutdneas con concentra-
ciones especificas de insulina.

Un buen modelo de la dindmica de la insulina y la glucosa en un paciente con dia-
betes tipo 1 permite analizar el estado de salud del mismo y disenar para dosificar dicha
hormona. En algunos casos, estas dosis son suministradas mediante las mencionadas
inyecciones (Asociation, 2009) o, con técnicas de control automdtico, mediante bombas
de insulina empleando sensores de glucosa implantables. Con este tltimo esquema, ex-
isten varios trabajos de investigacién (Gallardo-Hernandez et al., 2008; Hovorka et al.,
2004; Kaveh & Shtessel, 2007; Parker et al., 2004).

En la literatura existen varias técnicas para modelar a este sistema (Bergman et al.,
1979; Bolie, 1961; Man et al., 2007; Sorensen, 1985; Wilinska et al., 2005), siendo
la entrada al mismo la concentraciéon de insulina provista mediante inyeccién y las
variables de salida la concentracién de insulina en sangre, y/o la glucosa (las cuales son

también variables de estado del sistema, entre otras). La complejidad del mismo varia
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Figura 5.15: Sistema de servo vision: Trayectorias del robot

desde modelos con 3 estados (Bergman et al., 1979) hasta muy detallados con 21 estados
(Sorensen, 1985). Sin embargo, existen varios problemas al obtener este modelo, entre
los cuales se encuentra la incertidumbre paramétrica, dindmica no modelada y variables
de diffcil medicién (ya sea por costo o por cuestiones técnicas). En particular, el modelo
metabdlico propuesto por Sorensen (1985) involucra un gran nimero de pardmetros,
lo que no lo hace apto para su obtencién para cada paciente, dada la complejidad de
mediciones requeridas y gastos asociados.

La existencia de un modelo que permita describir en forma sencilla a cada paciente
permite probar una estrategia de control para evitar las complicaciones tipicas de la
terapia con insulina, entre las que se encuentran la hiperinsulinemia (concentracién
excesiva de insulina en sangre, que a su vez provoca hipoglucemia y a largo plazo
resistencia a la insulina) y la hipoinsulinemia (baja cantidad de insulina en sangre,
que provoca una lipdlisis excesiva, oxidacion de tejidos grasos, acidosis metabdlica y

deshidratacién (Larsen et al., 2003)).
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Figura 5.17: Sistema de servo visién: a) Evolucién de pardmetros y b) Error RMS error

para a) y(t) = ¢1, b) y(t) = ¢a.

En esta aplicacién se considera la obtenciéon de un modelo basado en la red neuro-

difusa recurrente en tiempo continuo que permita analizar la dindmica de la insulina

en diversos pacientes bajo dos escenarios diferentes. En el primero de ellos el modelo

toma la concentracion de insulina inyectada al paciente como variable de entrada y la

concentracion de insulina en sangre como salida, ignorando la concentracion de glucosa

presente en sangre. En el segundo escenario, se supone la existencia de un medidor de

glucosa, y se considera a esta variable como una entrada extra al sistema. En ambos

casos, las senales de entrenamiento y validacién son tomadas del trabajo de Gallardo-

Hernandez et al. (2008) con base en el modelo minimo con pardmetros de Bergman

publicado por Kaveh & Shtessel (2007).
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Figura 5.18: Sistema de servo visién: Resultados de modelado para y(t) = ¢1. a) ¢1 vs.

&17 b) Error ¢1 — ¢317 c) ¢2 vs. <£27 d) Error ¢ — <£1-

5.5.1. Desarrollo

Para llevar a cabo la identificacién de la dindmica de la insulina presente en sangre
ante una inyeccién externa de esta hormona, se tomaron diversos casos de pacientes (a
partir de in modelo de simulacién), donde la entrada u(t) es la tasa de insulina pro-

vista en inyectada al paciente (calculada con base en el algoritmo cuasi-continuo

ml-min
descrito por Gallardo-Hernandez et al. (2008)). En un primer caso, se ignora a la con-
centracién de glucosa en sangre (G en ) y se analiza la capacidad de aproximacién
de la red; mientras en el segundo se toma en cuenta dicha variable como senial de en-
trada al modelo. En ambos la senal de salida es la concentracion de insulina en sangre
I en (%) Esto obedece a que, si bien en pacientes sanos existe una fuerte correlacién
entre la glucosa y la insulina presente en sangre, en pacientes diabéticos esta relacién
sufre de un desacoplamiento, ademads de existir varios sensores de glucosa rapidos y
relativamente baratos que permiten medirla en forma confiable.

La identificacién se lleva a cabo en dos partes. En primer lugar, para demostrar
la capacidad de aproximacion de la red, esta es entrenada asumiendo que la glucosa
e insulina pueden ser medidas en 5 ocasiones por segundo. Sin embargo, las técnicas
actuales de medicién de insulina no permiten realizar esto mas que cada 5 minutos
con un méximo de 80 mediciones en un cierto periodo de tiempo (ya que se requiere

de extraer sangre del paciente en ciertas cantidades, y esto no es posible hacerlo por

largos periodos de tiempo). En ambos casos, los conjuntos de membresia son fijos y se
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Figura 5.19: Sistema de servo vision: Resultados de modelado con datos experimentales

a) ¢1, b) ¢a.

obtienen mediante un algoritmo c-medias difuso y se comparan en paralelo la dinamica
real contra la provista por la red. En todas las figuras mostradas, la unidad de tiempo
es el minuto, y se emplean tres reglas (r = 3) y tres estados (n = 3), con las siguientes
matrices de diseio: M{A} = [ =08 —0,6 —04 ], C=[1 0 0], M{A—-KC} =
[ -15 -1 —-0,75 ], Epoch = 30, T'initiat = 1, T'fina = 0,1. En total, se entrenan 27
parametros. Asimismo, en todos los casos las senales son tomadas considerando que
existen 4 perturbaciones de glucosa (por ingestién de alimentos), para los cuales el
control reportado por Gallardo-Hernandez et al. (2008) es empleado para suministrar
las dosis de insulina, y los conjuntos difusos son obtenidos a partir del algoritmo Fuzzy

C-means.

5.5.2. Resultados de simulacion

En primer término, se muestran los resultados de identificacién considerando la
condicion ideal donde la insulina presente en sangre puede ser medida hasta en 5 oca-
siones por minuto durante un periodo de tiempo de 400 minutos. En este caso, solo se
toma como senal de entrada a la insulina provista por el control (Gallardo-Hernandez
et al., 2008), y como salida a la concentracién de insulina en sangre. En la Fig. 5.20 se
muestra la evolucién de los parametros y el resultado de la identificacion al operar la

red en paralelo con el paciente, bajo la misma entrada de insulina. Se puede apreciar
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que el entrenamiento es tal que los pardametros son convergentes, y la dindmica del
sistema es capturada por la red (atin sin la medicién de la glucosa).

Estos mismos experimentos fueron repetidos considerando ahora que la glucosa
puede ser medida y tomada como una entrada mas al sistema, con el mismo nimero
de muestras y periodo de tiempo. En este caso, los resultados se muestran en la Fig.
5.21 y se puede apreciar como el error de identificacién es en este caso menor en vista
de la mayor informacién que se tiene disponible para el entrenamiento del sistema.

Finalmente, en la Fig. 5.22 se muestra el caso en el cual la cantidad de muestras
y la frecuencia entre las mismas tiene el limite de 80, con un tiempo de muestreo de
5 minutos entre las mismas. Este caso es mas cercano al tipo de experimentos que se
pueden realizar en tiempo real dentro de un laboratorio médico. Es claro que exis-
tird una pérdida de informacion con respecto a la dindmica ante esta baja frecuencia de
muestreo, como se puede visualizar en la misma figura. Sin embargo, la red es atin capaz
de identificar el desempeno de los tres sistemas, con una convergencia paramétrica. Es
también de observar cémo el algoritmo de agrupamiento logra funciones de membresia

muy similares para los tres casos identificados, las cuales se muestran en la Fig. 5.23.
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Capitulo 6

Conclusiones

6.1. Conclusiones

FEn este trabajo se proponen tres estructuras para identificacion de sistemas no
lineales, tanto en tiempo discreto como en tiempo continuo, con representacién entrada
salida y en espacio de estados, basadas en redes neurodifusas recurrentes. En ambos
casos, el aprendizaje de la dindmica se lleva a cabo solo mediante mediciones de seniales
entrada/salida del sistema, y con algiin conocimiento del mismo.

En primer lugar, la red en tiempo discreto se disenia con una estructura entra-
da/salida y reglas difusas tipo Takagi-Sugeno, donde la parte antecedente solo depen-
diente de la salida en tiempo actual (no de los retrasos), con la parte consecuente en
la forma de sistemas no lineales. Se propone un aprendizaje tanto para los paramet-
ros lineales con respecto a la estructura (parte consecuente), como para los no lineales
(parte antecedente) basado en una linealizacién de los mismos con respecto a valores
ideales que minimizan el error de identificacién. Para evitar que los pardmetros an-
tecedentes evolucionen de forma tal que dejen zonas sin cubrir, se propone emplear
funciones de restriccién no lineales del tipo sigmoide, lo que evita el empleo de algorit-
mos de proyeccion. Esta misma red es empleada como modelo del sistema para disenar
un algoritmo de control basado en un control de equivalencia cierta, el cual es sabido
en la literatura requiere de componentes de compensacién para lograr un desempeno
estable. Sin embargo, se muestra, mediante su aplicacion a sistemas no lineales, como
una red neurodifusa recurrente puede ser empleada como el modelo de un sistema no

lineal al capturar la dindmica del sistema.
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Por su parte, la red neurodifusa en tiempo continuo considera una estructura en va-
riables de estado, donde el objetivo de identificacion se restringe a una clase de sistemas
no lineales mayor que aquella linealizable a partir de una realimentacién (dindmica o
estédtica) de la salida. Dicha restriccién, si bien omite varias clases de sistemas, resulta

de utilidad para varios sistemas no lineales como los descritos en el capitulo 5.

El algoritmo de entrenamiento de la red en tiempo continuo se basa en teoria de-
sarrollada para observadores adaptables, a su vez conveniente dado el problema de
identificacién, ya que solo es necesario disponer de las mediciones de entrada y salida
del sistema a identificar para lograr un algoritmo desacoplado que calcule los estados
y parametros de una red ideal que minimice el error de identificacién. De este modo,
se logra entrenar a la estructura, ain ante el desconocimiento practico de los estados
reales del sistema y se logra capturar la dindmica del mismo. El algoritmo permite
aplicarse por épocas, contando con la demostracién de su convergencia y estabilidad

con base en la teoria de Lyapunov.

Con el fin de probar la efectividad de la red se muestran diversos sistemas reales
donde, a partir de datos experimentales, se logra identificar su dinamica, a saber: un
motor de corriente directa con no linealidades asociadas, un robot de un unico eslabén
flexible, un sistema de trafico vehicular, un robot de dos grados de libertad en un prob-
lema de servo-visual y un sistema insulina-glucosa en sangre en pacientes diabéticos.
Se comprueba de este modo la utilidad de la red para la identificacién de sistemas de
distinta naturaleza, donde dicha red puede ser empleada como un modelo del mismo

habiéndose empleado solamente datos entrada/salida de éste.

Finalmente, se propone un método de identificacion y control basado en una estruc-
tura modificada de la red neurodifusa recurrente en tiempo continuo, donde es necesario
un conocimiento méas profundo del sistema a identificar. Al suponer que en la operacién
del sistema y del esquema de control solo se tiene disponible la medicién de la salida,
se propone un control basado en la teoria de linealizacién mediante realimentacion de
salida. Sin embargo, este diseno, al requerir de un mayor conocimiento del sistema hace

mucho mas restringida a la clase de sistemas a identificar y controlar.
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6.2. Lineas de investigacion abiertas y trabajo futuro

Existen varios puntos que deben de ser analizados con respecto a cada una de las es-
tructuras propuestas. En primer lugar, si bien en el caso discreto se propone un método
de sintonizacién de pardametros, en ninguno de los dos casos este aprendizaje es llevado
a cabo durante el propio algoritmo de entrenamiento. En el caso particular de redes
estaticas, se han propuesto diversas estructuras que, en conjuncién con el entrenamien-
to de parametros, llevan a cabo modificaciones en la estructura, buscando equilibrar
el desempefio y el niimero de pardmetros empleado (por ejemplo, ANFIS, propuesto
por Jang (1993)); lo cual ha sido investigado también en redes dindmicas, empleando
algoritmos genéticos (Juang & Lin, 1999). Por otra parte, el algoritmo presentado no
considera explicitamente alguna funcién de optimizacién, y opera en forma similar a
los algoritmos basados en el gradiente.

Por lo anterior, se considera como trabajo futuro el proponer algoritmos de apren-
dizaje tanto de pardametros como de estructura, y explorar otras técnicas de entre-
namiento, analizando igualmente las restricciones no lineales como forma de evitar la
implementacién de algoritmos de proyeccion.

En el caso particular de la red en tiempo discreto, se propone un algoritmo de
adaptacién de los pardmetros antecedentes, de naturaleza no lineal, mientras que en el
caso continuo unicamente se lleva a cabo el aprendizaje de los parametros consecuentes
(lineales). En el segundo caso, la adaptacién de los pardmetros antecedentes podria
mejorar en mayor medida las capacidades de aproximacién de la red. De igual forma,
cabe investigar sobre diversos tipos de estrategias de aprendizaje que permitan una
convergencia mas rapida, preservando las propiedades de convergencia y estabilidad.

Si bien las estructuras mostradas resultaron ser efectivas para identificar una clase
de sistemas no lineales, es atin poco el trabajo presentado con respecto a su utilizacién
como un modelo matematico que permita emplearlas como base para diseno de contro-
ladores (los disenos mostrados son, ya sea restrictivos en el caso continuo, o en cierta
forma sencillos en el caso del control de equivalencia cierta). Cabe ain realizar inves-
tigacion sobre técnicas de control que exploten la propia estructura, diferentes a las
del control de equivalencia cierta, que garanticen una mejor convergencia y estabilidad,

incluso para problemas de seguimiento.
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Finalmente, si bien en los ejemplos fisicos mostrados permitieron evaluar la capaci-
dad de la red para identificar la dinamica de sistemas reales, falta explotar al sistema
identificado para emplearle en estrategias de diseno, tanto de control como de deteccién
de fallas. En el caso particular del sistema de insulina-glucosa en pacientes diabéticos,
es necesario probar su desempeno empleando datos obtenidos directamente de estu-
dios realizados en pacientes y analizar su desempeno para el cdlculo en linea de la

concentracién de insulina en sangre una vez entrenada.

6.3. Publicaciones generadas

A continuacién se enumeran los productos de esta investigacién, divididos en articu-
los en revistas indexadas, colaboraciones en libros, y presentaciones en congresos na-
cionales e internacionales.

Articulos en revistas indexadas:

= Berrospe, Edgar; Gonzélez-Olvera, Marcos A. y Tang, Yu. Identification and Speed
Control of a DC Motor Using an Input-Output Recurrent Neurofuzzy Network.
Special Issue: Advances in Computational Intelligence - Selected papers from the
Second International Workshop on Advanced Computational Intelligence. Envi-

ado. En espera de decision*.

= Gonzalez-Olvera, Marcos A; Gallardo, Ana, Tang, Yu; Revilla-Monsalve, Maria
C e Islas-Andrade, Sergio. Black-Box Modeling of Insulin Dynamics Using a
Discrete-time Recurrent Neurofuzzy Network with an Ezxperimental Framework.
Special Issue: Advances in Computational Intelligence - Selected papers from the
Second International Workshop on Advanced Computational Intelligence. Envi-

ado. En espera de decision™.

= Gonzalez-Olvera, Marcos Angel; Tang, Yu. Identification of a Class of Nonlinear
Systems by a Recurrent Neurofuzzy Network. IEEE Trans. on Neural Networks.

2009. 2a revisién enviada, en espera de decisién.*

= Gonzalez-Olvera, Marcos Angel; Tang, Yu y Alvarez-Icaza, Luis. Modeling of a
Traffic Cell Based on a Recurrent-Neural Network. International Journal of Mod-

elling, Identification and Control (IJMIC). 2009. A publicarse.

120



6 . 3 Publicaciones generadas

» Gonzalez-Olvera, Marcos Angel; Tang, Yu. A New Recurrent Neurofuzzy Network
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pp 1023-1035. Elsevier 2007.

Capitulo en libro:

= Gonzdlez-Olvera, Marcos y Tang, Yu. Chapter 10: Identification and Control of
Nonlinear Dynamic Systems via a Constrained Input-Output Neurofuzzy Network,
en “Advances in Control Systems Theory and Applications”. Jing Sun, Gang Tao,
Ed. ISBN 978-7-312-02238-8. 382pag. University of Science and Technology of
China.

Articulos en congresos nacionales e internacionales:

= Gonzalez-Olvera, Marcos A; Tang, Yu. Discrete-Time Recurrent Neurofuzzy Net-
work for Identification of Nonlinear Systems. Congreso Nacional de la Asociacién
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rent Neurofuzzy Networks. International Workshop on Advanced Computational
Intelligence, 2009.
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International Workshop on Advanced Computational Intelligence, 2009.

= Gonzalez-Olvera, Marcos A; Rodriguez-Morales, Angel L. y Tang, Yu. Black-Box
Modeling of a 2-DOF Manipulator in the Image Plane Using Recurrent Neuro-

fuzzy Networks. Control and Decision Conference 2009.

s Gonzalez-Olvera, Marcos Angel; Tang, Yu. Modeling, Identification and Control
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Symposium on System Identification, SYSID 2009. San-Malo, Francia.
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por una red neurodifusa recurrente E/S mediante minimos cuadrados. Congre-
so Nacional de la Asociacién de México de Control Automético (AMCA) 2007.

Monterrey, Nuevo Ledn.

122



Apéndice A
Teoremas empleados

La teoria siguiente es tomada del trabajo de Marino & Tomei (1996).

A.1. Transformacién a realimentacion de salida no lineal
Considérese el sistema de multiples entradas y una salida

x = f(x)+g(x,u), xR uwe R,
con f y h campos vectoriales suaves en R", g(x,0) = 0 € R h: R” — R con
h(0) = 0.

Teorema A.l. Eziste un difeomorfismo local en una vecindad del origen z = T(x),
T(0) =0, z € R", que transforma al sistema (A.4) en

7(y, u)
e e e B RSt
00 .. 10 vn(z;,u)
y = (00 . 01]z20m (A-2)

sty solo si, las siguientes condiciones se cumplen en una vecindad Uy del origen:
1. p{dh, d(Lysh), d(L}™")} =n,

2. ladir, adjr] =0,0<i, j<n-1,
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3. g, adi;r] =0,j€(0,n—2],VueRm,
con r un campo vectorial solucion del sistema

< dh,r > 0
: =11 (A.3)
<d(L} 'h,r) > 1

El difeomorfismo es global si ademds las condiciones (1)-(3) se cumplen en R™ y los

campos vectoriales ad;r, i € [0,n — 1] son completos.

A.2. Control por realimentacion de salida dinamica
Considérese el sistema de una entrada y una salida
x = f(x)+g9(x)u, xeR", ueR,
y = h(x), yeR (A.4)

donde x es el vector de estados, u el control, A : R"™ — R es una funcién suave, h(0) = 0,
f v g son funciones suaves en R"™, con f(0) = 0, g(0) # 0, con (A.2) observable con

u=0.

Teorema A.2. El sistema (A.2) puede ser localmente linealizado por una realimentacion

de salida estdtica si y solo si en un vecindario del origen Uy se cumple
1. p{d(L;h) :j€[0,n—1]} =n,
2. [adir, adjr] =0,0<i, j<n-1,
3. [g,ad’}r] =0,ke0,n—-2],

4. 3 una funcidn suave o : R — R y n constantes reales b;, i € [1,n] tal que
i—1
g=(00oh)3 % 1 bojprad ;r,

5. 3 una funcidn suave o : R — R y n constantes reales a;, i € [1,n] tal que
ad ;f = =0, an_i+1adi:f1r + (/o) bn_madﬁ;lr,

con r un campo vectorial solucion del sistema

< dh,r > 0

<d(L} 'h,r) > 1
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Si ademds estas condiciones se satisfacen en R™ y los campos vectoriales adlj}r, 1€
[0,n — 1] son completos, entonces el sistema (A.2) es globalmente linealizable por una

realimentacion de salida estdtica.

Este resultado implica que el sistema (A.2) puede ser transformado mediante un

difeomorfismo z = T'(x) en

z = Apz+By)u+o(y)

y = Coz (A.6)
donde
bn,
Bly)=o) | = |, (A7)
bo
b1
de donde es posible calcular
- 0
g=o0(y) Z bnfi+1£- (A.8)
i=1 '

Con base en el teorema anterior, es posible generalizar el concepto a un difeomor-
fismo dindamico, donde el control sea a su vez dindmico. En este sentido, se define a
un sistema linealizable por realimentacién de salida dindmica como aquel para el cual

existe una transformacion filtrada por realimentacién de salida

£ = AE+6(y), £0) =&, (A.9)
u = k(y,&)+ By, (A.10)
z = T(x,£(1), x,ze R, R, (A.11)

donde B(y) #0, Vy € R, de forma que la dindmica en las coordenadas z sea

z = Aciz+ay—+by
y = Cez (A.12)

con a y b vectores constantes de n x 1.
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