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Resumen

Se tiene previsto que la enfermedad de Parkinson se convierta en un problema de salud

pública por su caracteŕıstica de prevalencia. Por ello existen amplias investigaciones al res-

pecto de su tratamiento, ya sea para mejorar la eficacia o encontrar nuevas alternativas.

En el presente documento se estudia un modelo neuronal en relación a la estimulación cere-

bral profunda, tratamiento quirúrgico que trata los principales śıntomas del padecimiento.

Dicho procedimiento consiste en insertar dos electrodos en el cerebro medio conectados

a un dispositivo que emite impulsos eléctricos. Aunque aún no se conoce el mecanismo

real de la estimulación, es una alternativa efectiva para los pacientes que no responden

al tratamiento farmacológico. Los beneficios de tener un modelo que brinde información

particular del paciente para la aplicación de la estimulación, incluyen la elección de los

parámetros del impulso como son voltaje, duración y frecuencia. Se propone un método

de identificación capaz de estimar parámetros lineales y no lineales en un modelo simple

de masa neuronal.

Palabras clave: Identificación de parámetros no lineales, Enfermedad de Parkinson, Es-

timulación cerebral profunda.



Abstract

It is expected that Parkinson’s disease will become a public health problem because of

its prevalence. For this reason, there is abundant research about its treatment, either to

improve its efficiency or to find alternatives. In this paper, we study a neural model related

to deep brain stimulation, a surgical treatment for the main symptoms of the disease. This

procedure requires two electrodes inserted in the midbrain connected to a device which

emits electrical pulses. Although the actual mechanism of stimulation is still unknown, it

is an effective alternative for patients not responding to drug treatment. The benefits of

having a model that provides information about the patient include the selection of pulse

parameters such as voltage, frequency and duration. We propose an identification method

that is capable of estimate linear and nonlinear parameters in a simple model of neural

mass.

Keywords: Non linear parameter identification, Parkinson’s disease, Deep brain stimu-

lation.
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4.1. Cálculo de Señal Interna . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 28

4.2. Parametrización del modelo . . . . . . . . . . . . . . . . . . . . . . . . . . . 29

4.3. Ley de Estimación PI . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 30

4.4. Análisis de Estabilidad y Convergencia . . . . . . . . . . . . . . . . . . . . . 33

4.5. Resultados de Simulación . . . . . . . . . . . . . . . . . . . . . . . . . . . . 35

5. Conclusiones y Trabajo a Futuro 37

Bibliograf́ıa 40

ii
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Caṕıtulo 1

Introducción

Mientras el cerebro sea un misterio,

el universo continuará siendo un misterio.

SANTIAGO RAMÓN Y CAJAL

La Enfermedad de Parkinson (EP), conocida por su caracteŕıstico śıntoma de temblor,

es un padecimiento progresivo que afecta la capacidad motriz a través de la irreversible

degeneración de las neuronas en los ganglios basales del cerebro. No tiene cura, sin em-

bargo se ha estudiado la respuesta de los śıntomas ante diversos fármacos y tratamientos

quirúrgicos. Es una enfermedad cuyas causas no se conocen exactamente, pero śı se sabe

que es una de las enfermedades neurodegenerativas más habituales en personas mayores,

aunque también se puede desarrollar en adultos menores de 65 años.

1.1. Antecedentes

En estad́ısticas, según datos del INEGI, se encuentra entre las causas de mortalidad de

adultos mayores de 65 años en México [1]. Se estima una prevalencia entre 40 a 50 casos

1



CAPÍTULO 1. INTRODUCCIÓN

por cada 100,000 habitantes/año [2]. Ya que sus śıntomas aparecen, usualmente, en edades

entre los 50 y 60 años, se trata de un padecimiento crónico con un curso prolongado, por

lo que la prevalencia es mucho mayor que incidencia.

En un estimado, siete a diez millones de personas viven con EP con un costo aproxi-

mado anual de tratamiento por persona de $2,500 USD en fármacos y en caso de ciruǵıa

$100,000 USD [3]. Se tiene considerado que en dos décadas se duplique el número de

incidencias, lo que conlleva a un problema de salud pública a futuro.

La primera descripción de la EP se publicó en 1817 por James Parkinson, quien la

explicó como parálisis agitante. Fue hasta finales del siglo XIX que Jean-Martin Charcot

la denominó Enfermedad de Parkinson. Más tarde, en 1919, Konstantin Tretiakoff publi-

có la relación de la enfermedad con la sustancia negra. Y en 1950, Arvid Carlsson y O.

Hornikyewicz descubrieron la disminución de dopamina como śıntoma de la enfermedad.

Los efectos están asociados a la muerte de las células productoras de dopamina en la

sustancia negra de los ganglios basales del cerebro medio, Fig. 1.1. A causa de ello, se pier-

den los lazos de comunicación por los que corren los neurotransmisores de la dopamina.

Al verse afectada, al menos el 60 % de las células productoras de dopamina, comienza una

falta de la sustancia para las necesidades del organismo. Usualmente existe un equilibrio

entre niveles de los neurotransmisores dopamina (que inhibe la actividad motora) y acetil-

colina (que la estimula). Al existir la falta de dopamina, comienza una sobre excitación

del movimiento.

Por otro lado, por el daño de los ganglios basales hay una falla en la función del man-

tenimiento de la postura del cuerpo y de las extremidades, como resultado se desarrollan

los śıntomas motores. Sus principales śıntomas son los conocidos temblores, dificultad al

2



CAPÍTULO 1. INTRODUCCIÓN

Figura 1.1: Cerebro medio: 1. Ganglios Basales. 2. Sustancia Negra.

realizar un movimiento, pérdida de capacidad de mantener la postura, entre muchos otros.

Es una enfermedad idiopática (no parece tener causas definidas) o hereditaria y se con-

sidera degenerativa, por lo que no tiene cura. Sin embargo existen distintos tratamientos

que han resultado efectivos pero no definitivos.

1.2. Tratamientos de la Enfermedad de Parkinson

El uso de fármacos en las primeras etapas de la enfermedad es común para contra-

rrestar los efectos motrices del padecimiento. Una de las drogas más utilizadas es Levodopa,

sustancia activa de medicamentos como Madopar, Simenet, Atamet, entre otros. Dichos

medicamentos movilizan los neurotransmisores de la dopamina y aśı se disminuyen los

efectos motores de la enfermedad. Sin embargo es causante de diversos efectos alternos co-

mo náuseas, vómito, anorexia, ansiedad, demencia, alucinaciones, depresión, movimientos

involuntarios (discinesia) y rigidez en las articulaciones. Efectos que incluso pueden ser

mayores a los śıntomas de la enfermedad, además de que la efectividad del medicamento

disminuye con el tiempo; por ello la dosis debe mantenerse en un nivel optimo a pesar

de que se aumenta conforme avanza la enfermedad. A pesar de esto el tratamiento con

3



CAPÍTULO 1. INTRODUCCIÓN

Levodopa es ampliamente utilizado con buenos resultados.

Para casos avanzados y cuando los tratamientos farmacológicos no son funcionales se

acude a métodos quirúrgicos. La estimulación cerebral profunda consiste en implantar un

marcapasos en el cerebro medio con el fin de mandar impulsos eléctricos, como se muestra

en Fig. 1.2. Se desconoce el mecanismo de acción exacto, sin embargo es efectivo contra los

principales śıntomas motrices del padecimiento aunque no hay que olvidar que representa

una ciruǵıa mayor para el paciente y de gran inversión.

Figura 1.2: Estimulación Cerebral Profunda [4]

Por otro lado, actualmente se realizan estudios de tratamientos de vanguardia, por

ejemplo la investigación con células madre, las cuales al introducirse en ciertos tejidos

tienen la capacidad de convertirse en diferentes tipos de células del cuerpo. Otro tratamien-

to experimental está relacionado con el estudio de la protéına Alfa-sinucléına, de la cual

no se conoce su función en el cerebro sano. Sin embargo, es un componente principal en

4



CAPÍTULO 1. INTRODUCCIÓN

un grupo de protéınas llamadas cuerpos de Lewy que son caracteŕısticas en la EP. A la

larga se pretende utilizar la protéına para hacer una vacuna para tratar el padecimiento.

Otro enfoque de investigación se encuentra dirigido haćıa la genética, a pesar de que sólo

el 2 % de los casos está vinculado a un historial familiar. Se ha vinculado un gen espećıfico

con la incidencia [5]. En [6] se estudia un sistema mecánico para contrarrestar el śıntoma

de temblor, sin embargo no es una manifestación aislada de la enfermedad por lo que no

es un tratamiento integral.

Aún con las investigaciones de futuros tratamientos, se busca la manera de mejorar la

eficacia de los existentes. En el caso farmacológico, se ha utilizado la teoŕıa de control ópti-

mo para minimizar la dosis en los pacientes con el fin de disminuir los efectos secundarios y

se realiza a través de ponderar un ı́ndice de las frecuencias del temblor. Además, se utiliza

el modelo matemático del efecto de la droga en el cuerpo que tiene como entrada la dosis

del medicamento y como salida la concentración del fármaco en la sangre. La intención

es encontrar una ley de control que minimice los atributos de la respuesta del paciente al

seguir una señal; como son: el tiempo de reacción, tiempo de movimiento y área de error

[7].

En el caso de la estimulación cerebral profunda, se ha utilizado la teoŕıa de control

para comprender el mecanismo de acción y mejorarlo mediante controladores adaptables.

Para llevarlo a cabo, se han utilizado modelos no lineales, en los cuales al encontrar los

parámetros necesarios, se puede observar el desvanecimiento de las frecuencias existentes

ante la presencia del temblor. Por otro lado, se simula el modelo de una masa neuronal,

con y sin temblor, con el fin de tener una referencia. Se aplica un algoritmo de mı́nimos

cuadrados para obtener los parámetros necesarios y desvanecer la banda de frecuencias

5



CAPÍTULO 1. INTRODUCCIÓN

caracteŕısticas del temblor, como se explica en [8] y [9]. Cabe mencionar que los mode-

los de masa neuronal buscan describir un comportamiento espećıfico dentro del cerebro

caracteŕıstico de la EP.

1.3. Generalidades del Sistema Nervioso

El sistema nervioso es una red altamente organizada de neuronas y células gliales. Se

compone principalmente del encéfalo, los nervios craneales y sus ramas, la médula espinal,

los nervios espinales y sus ramas, los ganglios nerviosos, los plexos entéricos y los receptores

sensitivos. Se organizan en dos subdivisiones principales: sistema nervioso central (SNC,

encéfalo y médula espinal) y sistema nervioso periférico (SNP, tejidos nerviosos fuera del

SNC).

Figura 1.3: SNC: 1. Cerebro. 2. Médula Espinal. SNP: 3. Nervio Periférico

El sistema nervioso lleva acabo un complejo conjunto de tareas que pueden agruparse
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CAPÍTULO 1. INTRODUCCIÓN

como: sensitiva, integradora y motora. La función sensitiva detecta los est́ımulos internos

y externos. Las neuronas aferentes transportan esta información a través de los nervios

craneales y espinales.

La función integradora analiza la información sensitiva para tomar decisiones acerca de

la respuesta adecuada. Esta actividad tiene lugar en el cerebro con la participación de las

interneuronas. Una vez que se integra la información se puede generar una respuesta, en

el caso de ser motora, se lleva a cabo por las neuronas eferentes que llevan la información

desde el encéfalo hasta el efector final.

1.3.1. Histoloǵıa del tejido nervioso

Dentro del sistema nervioso existen dos tipos de tejidos. El tejido nervioso (neuronas)

es responsable de la mayor parte de las funciones de este sistema. Por otro lado la neuroglia

proporciona lo necesario para que las neuronas se encuentren protegidas.

Las neuronas tienen excitabilidad eléctrica, es decir, al recibir un est́ımulo que rebase

su umbral, presentan un potencial de acción. El est́ımulo es cualquier cambio que sea capaz

de disparar una respuesta. Dicha respuesta se presenta a través del potencial de acción

(impulso nervioso) que es una señal eléctrica que se propaga a lo largo de la superficie

de una neurona. La señal se propaga rápidamente y con amplitud constante gracias al

intercambio de iones como los de sodio y potasio existentes en el ĺıquido intersticial y el

interior de la neurona. Los impulsos eléctricos recorren grandes distancias a velocidades

que van desde los 0.5 a 130 metros por segundo.

7



CAPÍTULO 1. INTRODUCCIÓN

1.3.2. Señales eléctricas en las neuronas

Las neuronas son eléctricamente excitables, se comunican entre śı mediante dos tipos

de señales: los potenciales graduados (comunicación a corta distancia) y potenciales de

acción (lugares cercanos y lejanos). Dichos potenciales se producen porque las membranas

de las neuronas contienen diferentes canales iónicos que responden ante un est́ımulo. Ya

que la bicapa ĺıpida de la membrana plasmática es aislante, el flujo transita a través de

dichos canales. Cuando los canales están abiertos permiten el flujo de los iones a través

de la membrana plasmática, los cuales siguen su gradiente electroqúımico, moviéndose de

las áreas de mayor a las de menor concentración.

Cuando existe una pequeña acumulación de iones negativos a lo largo de la superficie

interna de la membrana y positivos por el ĺıquido extracelular se crea un potencial de

membrana en reposo que se mide en mV. En las neuronas el potencial de membrana en

reposo oscila entre -40 y -90 mV. El signo menos indica que el interior de la célula es

negativo respecto al exterior y al tener una carga se dice se encuentra polarizada.

1.4. Contribuciones y organización de tesis

A pesar de toda la información acerca de la Enfermedad de Parkinson, hay muchas

cosas que aún no se conocen. Por lo que nuevas herramientas trabajan en conjunto con el

fin de mejorar los tratamientos. Es importante resaltar que el trabajo interdisciplinario es

una de las claves para avanzar en el entendimiento de las especialidades.

Una contribución del presente trabajo es la propuesta de un modelo de masa neu-

ronal más sencillo que el reportado en la literatura, sin comprometer la simulación o la

descripción del comportamiento celular. Ésto con el fin de facilitar la identificación de sus

8



CAPÍTULO 1. INTRODUCCIÓN

parámetros tanto lineales como no lineales. Además, se propone un esquema de identifi-

cación que aporta nuevas posibilidades a esta linea de trabajo. Por otro lado, se hace la

vinculación del modelo de masa neuronal con el tratamiento de Parkinson, abriendo diver-

sas alternativas de aplicación. El trabajo de tesis se desarrolla con la siguiente estructura:

En el Caṕıtulo 2 se describen diversas propuesta que la teoŕıa de control ha aportado a

diferentes sistemas biológicos, aśı como generalidades del modelado de sistemas no lineales

del mismo estilo y su identificación.

En el Caṕıtulo 3 se introducen modelos generales del cerebro hasta particulares, se

exponen a diferentes niveles de estructura, particularmente en modelos de masa neuronal

simple. También se introduce el modelo utilizado a lo largo del resto de la tesis.

El Caṕıtulo 4 se enfoca a la aplicación de la ley de estimación proporcional e integral

para la estimación de parámetros del modelo de masa neuronal, aśı como los resultados al

aplicarla al modelo particular que se propuso.

Por último, en el Caṕıtulo 5 se exponen las conclusiones y el trabajo a futuro.
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Caṕıtulo 2

Estado del Arte

Cuanto más examino el universo y estudio

los detalles de su arquitectura, más pruebas

hallo de que el universo debe de haber

sabido de algún modo que veńıamos.

FREEMAN DYSON

Al mirar sistemas biológicos, nuevas problemáticas para la teoŕıa de control destacan

naturalmente. Por ejemplo, en [12] se analiza el movimiento sincronizado inspirado de

sistemas biológicos, al utilizar nuevas herramientas de estabilidad no lineal con el fin de

acoplar osciladores a un patrón espećıfico. De manera similar, [13] se inspira en estruc-

turas celulares del cerebro humano para lograr el control de sincronización de un veh́ıculo

acuático. Ambos trabajos son ejemplos de la manera en que al tratar problemas biológicos

con la teoŕıa de control, en primera instancia pueden parecer problemáticas estándar, sin

embargo, pueden presentar nuevos retos. En [14] se describen algunas áreas de crecimiento

para la teoŕıa de control al estudiar sistemas biológicos, como son:

10



CAPÍTULO 2. ESTADO DEL ARTE

Diseño de instrumentos de alta precisión para la manipulación y medición de sistemas

biológicos utilizando los conocimientos que brinda el control y el procesamiento de

señales.

El uso de técnicas de identificación, control óptimo, análisis de sensibilidad y áreas ya

desarrolladas en la teoŕıa de control para solucionar y analizar problemas de sistemas

biológicos.

Enriquecer los resultados de control a partir del estudio de sistemas biológicos, los

cuáles son sistemas tolerantes a fallas, no lineales, etc.

Nuevas teoŕıas de control y problemáticas a resolver a partir de la investigación de

sistemas biológicos.

La mutua participación en otras disciplinas comienza a ser necesaria para obtener

avances. En [15] se presenta un modelo matemático para el estudio de la interacción entre

las células de tumores y virus oncoĺıticos. Utilizando la teoŕıa de estabilidad se analizan

los puntos estables y su significado biológico. Aśı, al emplear los conocimientos de la teoŕıa

de control en conceptos biológicos se obtiene más información del sistema.

Otro ejemplo se presenta en [16] donde los efectos del campo eléctrico en cables pa-

sivos se utilizan para entender la influencia extracelular de las neuronas. Las neuronas se

encuentran en un medio conductor eléctrico (fluido extracelular) el cuál permite que la ac-

tividad de la neurona se perciba por las otras que la rodean. Se modela el efecto del campo

celular comparándolo con el campo eléctrico de un cable, aśı, al manipularlo se observa el

efecto de cada neurona ante variaciones de su entorno. En [17] se hace un extenso anaĺısis

sobre el control del VIH; al entender la dinámica de la infección se encuentran distintos
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puntos de equilibrio y al analizarlos detenidamente, se pueden encontrar alternativas para

enfrentar la enfermedad.

Por otro lado, utilizar los temas biológicos puede resultar en nueva información para

el control y los sistemas biológicos, tal como se muestra en [18] donde se estudia la sin-

cronización de las neuronas para comunicarse a lo largo del cuerpo. A nivel matemático

explica como es que la sincronización puede ayudar a proteger sistemas dinámicos no

lineales de una perturbación y ruido. Expone que un sistema se encuentra libre de rui-

do siempre que tenga una forma determinada, una no linealidad acotada, sea resistente a

pequeñas perturbaciones y su dinámica esté sincronizada. Arroja información para utilizar

la sincronización en contra del ruido en ciertos sistemas y expone una teoŕıa sobre lo que

ocurre dentro del sistema nervioso para su comunicación por los resultados del análisis.

De esta manera, ambas disciplinas obtienen beneficios al compartir su conocimiento.

Existen muchos ejemplos acerca de sistemas biológicos que aportan nuevos problemas,

lo que ha resultado en distintas formas de aplicar los conocimientos con los que ya se

cuentan. Sin embargo, aśı como en los sistemas reales f́ısicos, los sistemas biológicos tienden

a modelarse por sistemas no lineales, por lo que el área de modelado e identificación de

parámetros no lineales es una área de gran interés. Uno de los objetivos del modelado es

mejorar la comprensión acerca de lo que está sucediendo en el sistema. Según [29] no existe

más una contradicción entre plausibilidad biológica y eficiencia computacional al modelar

redes neuronales. Aśı el prototipo para una neurona simple debe ser:

Computacionalmente fácil

Capaz de producir patrones de disparo presentes en las neuronas reales.

Si el modelo no refleja el conocimiento que se tiene sobre el sistema, probablemente el
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modelo será inútil. Y ya que no se sabe con precisión como se comporta la información

que fluye por el cerebro, seŕıa sumamente útil conocer qué ocurre con fines de terapia

y farmacoloǵıa. La enfermedad de Parkinson afecta el ganglio basal, la sustancia negra,

las células productoras de dopamina, entre otras estructuras. Al ser capaces de simular

modelos adecuados, se pueden simular los efectos de los tratamientos y buscar explicar

claramente lo que ocurre. Entender la estimulación cerebral profunda es fundamental para

mejorar su eficacia, alargar la duración de sus beneficios y maximizar la duración de la

bateŕıa. A través del modelado de las estructuras cerebrales se puede mejorar lo que se

sabe sobre la enfermedad y el tratamiento.

2.1. Modelado

Los objetivos principales para modelar sistemas biológicos, similar a otras áreas, son

[33]:

Descripción de las caracteŕısticas del sistema con el objetivo de ser lo más preciso

posible.

Conocer la dinámica de los componentes del sistema y como interactúan.

Modelar el sistema con sus respectivas respuestas de entrada y salida que permitan

el diseño de controladores para el sistema.

Se puede hacer una clasificación de los modelos según su descripción matemática como

son los modelos paramétricos y los no paramétricos. Los modelos paramétricos se obtienen

a partir de las relaciones de las variables internas del sistema. Con esto se encuentra

una relación que relaciona las entradas y salidas. Se puede manejar sistemas continuos
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o sistemas discretos. Los modelos no paramétricos se obtienen a través de gráficos que

muestran la respuesta ante una respuesta.

Por otro lado se puede hacer una diferencia entre los modelos según la relación entre

las entradas y salidas teniendo modelos lineales y modelos no lineales. Un modelo es lineal

cuando cumple el principio de proporcionalidad y el de superposición, al contrario de los

modelos no lineales que no cumplen con alguno.

Los sistemas biológicos presentan comportamientos no lineales, se han utilizado dis-

tintas herramientas que integran estas caracteŕısticas para modelar los sistemas, algunas

son: funciones de respuesta al impulso, modelos cuasi-lineales, series de Volterra, series

de Wiener, entre otros. Al utilizarlas se obtienen distintos estructuras de modelos, por

ejemplo:

Modelo orientado a bloques: conexión de dinámicas lineales invariantes en el tiempo

(LTI, por sus siglas en inglés) con subsistemas no lineales de donde se destacan tres

estructuras simples principales:

• Sistemas Wiener: Consiste en un sistema lineal SISO seguido de un subsistema

no lineal estático como se ilustra en la Fig. 2.1

Figura 2.1: Modelo Wiener.

• Sistemas Hammerstein: De manera similar a los sistemas Wiener, sin embar-

go, primero se encuentra la no linealidad estática seguida de la función lineal

(Fig. 2.2)
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Figura 2.2: Modelo Hammerstein.

• Sistemas LNL: Dos sistemas lineales separados por una no linealidad estática

como en la Fig. Fig. 2.3.

Figura 2.3: Modelo LNL.

Cascadas en paralelo: Los sistemas que se pueden describir como una serie de Volterra

finita pueden modelarse exactamente como un número finito de v́ıas Wiener en

paralelo.

Estructura Wiener-Bose: La señal primero pasa por diversos filtros lineales para

después entrar a una no linealidad de entrada múltiple.

Dentro de las formas de modelado, es importante resaltar el sistema que se está estu-

diando. Para entender los efectos de la Enfermedad de Parkinson se han hecho diferentes

aproximaciones para la comprensión tanto del padecimiento como del tratamiento. Una

forma de entender como procesa la información el cerebro es estudiar la respuesta de las

neuronas a un est́ımulo. Las neuronas son las responsables de codificar, transmitir e in-

tegrar señales que env́ıan los nervios. El proceso de intercambio de información involucra

señales eléctricas con diferentes caracteŕısticas, como la frecuencia del disparo aśı como el

tiempo que permanece accionado.
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Para estudiar el comportamiento de dichas señales, se han desarrollado estudios indi-

rectos para observar la actividad neuronal, por ejemplo la imagen por resonancia magnética

funcional (IRMf). En [19] se presenta una revisión general de algunas formas en las que se

han simulado la dinámica neuronal, la idea principal es reducir los grados de libertad al

ir agrupando los sistemas. Sin embargo, la sencillez del modelo está comprometida con la

descripción del sistema real, un método que puede aportar información es la identificación

del sistema.

2.2. Identificación de Sistemas No Lineales

Es posible completar los modelos matemáticos a partir de la identificación del sistema, a

través de estimación de los parámetros. En los sistemas biológicos, los modelos derivados

de la identificación se pueden utilizar para tener mayor información, sin embargo, los

sistemas suelen tener comportamiento no lineal, lo que complica su identificación. Existen

muchos algoritmos formulados para encontrar los parámetros no lineales de los sistemas

en general. A continuación se presentan algunos ejemplos generales y su aplicación para

la identificación de modelos Hammerstein.

El modelo de sobreparametrización consiste en darle al sistema tantos parámetros

como sea necesario para que se obtenga una parametrización no lineal, entonces se aplica

un algoritmo diseñado para una parametrización lineal. El problema es que los parámetros

desconocidos resultantes suelen ser muchos por lo que se tienen problemas de convergencia

y robustez. En este método se expresa la no linealidad como una suma de las funciones

básicas para sobreparamétrizar el sistema, tal que el vector de parámetros o función de

costo incluyen un producto cruzado entre los parámetros de la no linealidad y la dinámica
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lineal. Aśı, los parámetros desconocidos y sus productos aparentan una forma lineal y

se puede aplicar un algoritmo de estimación lineal. El problema es que la dimensión del

vector paramétrico usualmente es muy grande.

El método estocástico funciona sin conocer la forma de la no linealidad, sin embargo

tiene problemas para lidiar con el ruido en su entrada. La parte lineal se identifica a ciegas

y no requiere conocer la estructura de la no linealidad. La idea principal es tomar muestras

rápidas de la salida, [20] describe este método aplicado a modelos Hammerstein.

El enfoque por subespacio se considera como una extensión del caso lineal al no lineal,

se asume que la no linealidad tiene una estructura polinomial o como la suma de funciones

no lineales con base conocida, [21] se muestra un algoritmo para los sistemas Hammerstein

donde primero se aplica un método lineal de subespacio estándar y para encontrar la no

linealidad se maneja como un problema de minimización. También se puede trabajar en

el dominio de la frecuencia donde se asume que la no linealidad es polinomial con orden

conocido y la parte lineal es una función de transferencia racional con orden conocido. Con

la información de la frecuencia y magnitud de la entrada a la no linealidad, los parámetros

desconocidos se encuentran al aplicar distintas magnitudes y frecuencias a la entrada. Sin

embargo, al no conocer exactamente la no linealidad, se pierde la caracteŕıstica de unicidad

a la solución.

Una forma de identificación por iteraciones consiste en utilizar la dinámica inversa de la

parte lineal para actualizar un estimado de la señal intermedia, como es el algoritmo Hunter

and Korenger que se menciona en [22] y se ha utilizado para aplicaciones biomédicas.

En otro enfoque se dividen los parámetros en dos tipos: los lineales y los no lineales.

Mientras se fija uno, se calcula un valor óptimo para el otro y después se intercambian.
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Si los parámetros convergen lo hacen de forma rápida y eficiente, de otra forma es un

problema y en general no convergen. De hecho, en general divergen y no son acotados, por

lo que se han buscado diversas condiciones para este método. En [27] se estudia el método

iterativo para modelos Hammerstein con respuesta finita (FIR) y respuesta infinita (IIR)

al impulso, donde el algoritmo converge si comienza dentro de una serie de condiciones y

en casos especiales en pocas iteraciones.

Con los mı́nimos cuadrados separables se trabaja de manera similar al método iterativo,

sin embargo se buscan los parámetros lineales y no lineales al mismo tiempo. Se escribe

un conjunto de variables en función de un primer conjunto para ir reduciendo el espacio

de optimización. Aśı el problema de identificación se reduce a resolver dos problemas de

optimización. Es útil para las no linealidades que no son suaves. No asegura que la solución

sea global ya que depende de sus condiciones iniciales.

En [22] se presenta un algoritmo dirigido a los modelos Hammerstein, para la simu-

lación se utiliza la dinámica de una electromiograf́ıa del reflejo al estiramiento (señales

eléctricas en los músculos) y se compara con el método iterativo Hunter and Korenger. En

[23] se presenta un análisis de sistemas Hammerstein, en el que al tener una función de

costo globalmente monótona y un espacio espećıfico, donde se vuelve linea el problema de

identificación, se puede asegurar la identificación local. Se aprovechan las caracteŕısticas

naturales del sistema para su identificación. Por otro lado [24], [25] y [26] analizan sistemas

Hammerstein con altas formas de no linealidad, donde se estudian formas como histéresis,

saturación o zona muerta.

En lo anterior se describieron distintas formas de modelo y distintos métodos de identi-

ficación que enriquecen los mismos. En el siguiente caṕıtulo se plasman distintos ejemplos
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de modelado del cerebro en forma particular para finalizar describiendo el modelo a utilizar

para la identificación de parámetros de una modelo de masa neuronal para el tratamiento

de la enfermedad de Parkinson.
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Caṕıtulo 3

Modelos de Sistemas Neuronales

El enfoque habitual de la ciencia de construir un

modelo matemático no puede responder a la pregunta

de por qué hay un universo que describir para el modelo.

¿Por qué el universo se toma la molestia de existir?

STEPHEN HAWKING

Dada la naturaleza del cerebro humano, se han combinado distintos estudios experi-

mentales hechos tanto en animales como en humanos para entender su funcionamiento.

Por ejemplo en [28] se presenta el análisis de la actividad neuronal en macacos para en-

tender la relación entre el potencial local y los impulsos en las neuronas. Sin embargo, un

problema que enfrentan los modelos neuronales es su simulación, por ejemplo, el modelo

tipo Hodkin-Huxley da una buena descripción del comportamiento celular pero limita el

número de neuronas que se pueden simular. Al contrario, los modelos de disparo e inte-

grador fugas (LIF) son fáciles de simular pero arrojan caracteŕısticas irreales. Por ello,

existe un amplia área de investigaciones alrededor de la simulación del cerebro ya sea para
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una única neurona o conjunto de ellas. En la siguiente sección se presentan ideas generales

de modelos de dinámica cerebral.

3.1. Modelos de Dinámica Cerebral

La especialización del cerebro viene de la dinámica de las redes colectivas que se encuen-

tran en los circuitos corticales (distintas áreas del cerebro). La forma en que se manejan

dichos circuitos es a través de impulsos pues, a nivel microscópico, es la forma en que el

cerebro maneja la información. Los modelos que describen a este nivel son los modelos de

impulso neuronal como el modelo de disparo e integrador de fugas (Leaky Integrate-and-

Fire, LIF, por sus siglas en ingles). Sin embargo al generar los disparos, se obtiene una

dinámica no lineal, lo que hace dif́ıcil el análisis y la simulación.

Los modelos más frecuentes de población neuronal se basan en una aproximación

de campo medio. Los modelos de campo medio reflejan el comportamiento de pobla-

ciones neuronales como la información que arrojan el electroencefalograma, el magneto-

encefalograma y la IRMf. En los modelos de este estilo se utiliza la aproximación de

campo medio como base y se aprovecha la gran cantidad de neuronas para describir su

comportamiento.

Los modelos de conjuntos densos pretenden representar una extensa población de neu-

ronas. Se agrupan caracteŕısticas de cada neurona como por ejemplo: voltaje en la mem-

brana de despolarización, corriente, tiempo de potencial de acción, entre otros, depen-

diendo de la complejidad del modelo. Cada atributo da una dimensión a un espacio para

describir la neurona. Al juntar una gran cantidad de neuronas, se obtiene cierta densidad,

el espacio de cada neurona dará información hasta que se llega a un punto de equilibrio.
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Este tipo de modelo es atractivo por que se puede describir por ecuaciones simples que

trabajan con las caracteŕısticas de la neurona y la dispersión entre ellas.

La forma en que se describen los modelos de densidad se traduce en una ecuación,

sin embargo, no hay manera de parametrizar el sistema. Para ello se pueden reducir las

caracteŕısticas, dando menos dimensiones al espacio lo que resulta en menos información.

En consecuencia se puede trabajar en un punto particular una reducción de un modelo de

conjuntos densos. Lo que se pierde con la reducción es información de los demás puntos,

la manera en que se conectan o la forma en que se afectan al tener variaciones. Para

compensar esta falta, se pueden incluir ciertos elementos, el más usual es una función

sigmoide que relaciona la probable despolarización con la posible taza de disparo. Un

modelo de masa neuronal se refiere a la interconexión de un número, lo suficientemente

grande, de neuronas con el fin de hacer una aproximación de sus funciones.

Una forma común de ecuación de masa neuronal es una ecuación diferencial de segundo

grado para describir el voltaje esperado, o lo que equivale a dos ecuaciones de primer

grado acopladas, donde la entrada al sistema usualmente es la tasa de disparo. Este tipo

de modelo se ha utilizado para describir información electrofisiológica.

El nivel más amplio de modelado es el de campo neuronal, donde se describe el compor-

tamiento a lo largo de la corteza. Incluye caracteŕısticas como respuesta no lineal, tiempo

de liberación de electrotransmisores y velocidad de propagación de las señales. En general

da mucho más información acerca de la interacción de las áreas corticales, es decir, de

una red de masas neuronales. En [19] se da información detallada acerca de los modelos

generalizados de la dinámica cerebral, aśı como simulaciones numéricas en escala desde

una neurona hasta cubrir por completo el cerebro.
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Aśı las formas generales de modelado de la dinámica cerebral al combinarse con las

diferentes formas de expresar los modelos, dan una diversidad en cuanto a formas de

expresar lo que ocurre en el cerebro. Sin embargo, dadas las caracteŕısticas del sistema

real es poco lo que se conoce. Cualquier información tomada directamente es valiosa y es

de gran utilidad para obtener mayores beneficios del objetivo del modelado. Para ello se

pueden utilizar algoritmos de identificación, a continuación se presentan algunos métodos,

sin embargo por la naturaleza no lineal de los modelos, se centra en dicho campo.

3.2. Modelo de masa neuronal simple

Un modelo simple de impulso neuronal se describe en [29], donde a través de un

sencillo algoritmo se simulan neuronas a gran escala con gran precisión respecto a su com-

portamiento. Con dicho modelo se pueden describir dinámicas de neuronas pertenecientes

al encéfalo, hipocampo, ganglio basal y bulbo olfativo.

Ya que la Enfermedad de Parkinson se desarrolla alrededor del ganglio basal, se han

estudiado diferentes perspectivas para modelarlo. En [30] y [31] se modelan los mecanis-

mos de intercambio de iones en las células subtalámicas. El modelo presenta histéresis,

comportamiento que se observa en el ganglio basal y describe su dinámica según la can-

tidad y forma en que se inyecta la corriente al sistema. El modelado se hace a partir del

comportamiento eléctrico, el cual tiene un patrón de voltaje de membrana en reposo como

consecuencia de inyectar cierta corriente. Otros parámetros que contempla son el potencial

de acción y su distribución temporal. El modelo tiene como fin comprender lo que ocurre

cuando se aplica la estimulación cerebral profunda en términos del intercambio de iones

de las neuronas del ganglio basal, a nivel neuronal, red neuronal y conjunto de redes.
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Otro ejemplo se presenta en [32] donde se modelan los patrones de disparo de un

cerebro sano y uno con el padecimiento, enlazando diferentes partes del ganglio basal

y estimulandolo de diferentes maneras, lo que arroja información distinta a los modelos

estándar.

Por otro lado en [8] se presenta un modelo autoregresivo para simular el sistema neu-

ronal y se aprovechan las caracteŕısticas del sistema para hacer la identificación. Al simular

el modelo con y sin temblor, se tiene una referencia. Se aplica un algoritmo de mı́nimos

cuadrados para obtener los parámetros necesarios para desvanecer la banda de frecuencias

caracteŕısticas del temblor. Este es un sistema completo, ya que modela el sistema con

y sin temblor, los compara, calcula parámetros e implementa una señal de control para

eliminar la oscilación no deseada .

De forma parecida en [9], se calcula una señal de control a través de funciones descrip-

tivas para eliminar la oscilación presente en el modelo y se utiliza el modelo que se presenta

en la Fig. 3.1. En [10], se usa el mismo tipo de modelo para mostrar un comportamiento

más amplio de la estimulación.

Figura 3.1: Modelo de masa neuronal simple usado en [9].
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3.3. Modelo de masa neuronal simple propuesto

El modelo de masa neuronal que se propone es una variación del que se presenta en

[9] y se estudia en [19]. El modelo propuesto se muestra en la Fig. 3.2 donde la salida y

representa el campo potencial local, es decir, el voltaje extracelular alrededor de un grupo

de células. La variable v es la desviación de cero de la entrada sináptica a la masa neuronal.

De los cambios realizados del modelo propuesto en la Fig. 3.1 a la Fig. 3.2, se realizó un

cambio en un polo de la función G(s) en s = −a, cuyo valor se pretende sea estimado a

priori basado en estad́ısticas de pacientes promedio. El polo s = −b, la ganancia k y el

valor h se dejaron para estimar en linea para un paciente en particular.

Figura 3.2: Modelo de masa neuronal simple propuesto.

El modelo describe una forma común de ecuaciones de masa neuronal, con dos ecua-

ciones de primer orden acopladas como se muestra en [19]. La función sigmoide describe

la despolarización de la membrana, lo que genera un disparo de acción de la célula. Se

considera simétrica respecto al origen con una saturación fija en ±1.

La inclinación de la función arctan se describe por h que está relacionada con la

concentración de la dopamina: a menor nivel, mayor inclinación. Se pretende conocerlo a

partir de la estimación, de esta manera, el modelo propuesto de la Fig. 3.2 puede modelar

un mayor rango de pacientes midiendo el campo potencial local.

Para probar el modelo propuesto se llevó a cabo una simulación utilizando las ecua-
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ciones de estado del sistema:

ẋ1 = x2

ẋ2 = −abx1 − (a+ b)x2 + v

v = tan−1
(
u
h

)
y = kx2

(3.1)

Para efectos de la estimación de parámetros, la señal u = y. Los valores numéricos de

los parámetros utilizados son a = 35, b = 9π, k =19.5 y h =0.3 para permanecer en la

frecuencia oscilatoria t́ıpica del temblor [9]. La Fig. 3.3 muestra la salida y y el espectro

de frecuencia de la señal para condiciones iniciales en x(0) =[0, 0.01]. Cabe notar que el

comportamiento de la salida concuerda con el del modelo que se muestra en [9].

Figura 3.3: Respuesta del modelo propuesto (arriba) y espectro de amplitud de y (abajo).
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Estimación de Parámetros

La ciencia de hoy es la tecnoloǵıa del mañana.

EDWARD TELLER

Con el fin de aportar información para la estimulación cerebral profunda como tratamien-

to para la enfermedad de Parkinson, se propone un esquema de identificación para el

sistema de la Fig. 3.2. El modelo presenta un sistema Hammerstein, con parámetros des-

conocidos lineales y no lineales.

Aśı, al obtener las caracteŕısticas del sistema se pueden escoger con mayor precisión

puntos claves del tratamiento como son frecuencia, amplitud y duración del est́ımulo para

cada paciente. Por otro lado, al tener un modelo adecuado para simular la aplicación del

tratamiento se pueden aplicar distintos tipos de señales, aśı como formas de control con

el fin de entender la manera en que actúa y mejorar su eficacia.

A continuación se presenta el esquema de identificación, el análisis de estabilidad y

convergencia, y los resultados de simulación del algoritmo de identificación aplicado a

Fig. 3.2.
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El esquema de identificación tiene como referencia el que se presenta en [37]. De manera

general, se considera un sistema no lineal de la forma ẏ = −ay + bf (cu). Donde u, y son

la entrada y salida, a, b y c son los parámetros desconocidos del sistema. La función f es

continua, Lipschitz y creciente. El objetivo es diseñar un esquema de identificación tal que

los parámetros desconocidos converjan asintóticamente a su valor.

4.1. Cálculo de Señal Interna

Del modelo neuronal en la Fig. 3.2, es posible medir el campo potencial local represen-

tado por y y u. Sin embargo no se tiene acceso directo a v ni w (entrada sináptica). Para

obtener la señal w se utilizó la siguiente ecuación:

w = y + aσ (4.1)

σ̇ = y (4.2)

con el fin de calcular directamente la señal, la cuál será empleada para estimar los pará-

metros en el modelo simple de masa neuronal. El valor de a se pretende sea estimado a

priori basado en estad́ısticas de pacientes promedio. La ventaja de conocer la señal w a

través de y es por la posibilidad de medir el campo potencial local representado por esta

última. La Fig. 4.1 muestra la señal calculada del w.
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Figura 4.1: Señal calculada w

4.2. Parametrización del modelo

La dinámica del sistema ésta dada por

ẇ = −bw + ktan−1
(u
h

)
(4.3)

para simplificar el análisis se puede reescribir de la siguiente forma

ẇ = −λw + (λ− b)︸ ︷︷ ︸
θ11

w + k︸︷︷︸
θ12

tan−1

 1

h︸︷︷︸
θ2

u

 (4.4)

donde λ > 0 es un parámetro de diseño que altera la velocidad de convergencia del

error de estimación. Se desconocen los parámetros lineales b, k y el no lineal h. Se tiene

acceso a la señal u y a w por los cálculos realizados. La función sigmoide es continua,

Lipschitz y creciente.

29
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4.3. Ley de Estimación PI

El algoritmo de identificación y sus condiciones de estabilidad y convergencia se indican

en el Teorema 1 de [37], donde al satisfacer la suposición que establece que la clase de

sistema a identificar puede ser escrito de forma que una parte conocida sea separada

aditivamente de las funciones que contienen los parámetros desconocidos, aśı como que

las no linealidades que contienen parámetros a identificar puedan ser descompuestas como

una combinación lineal de funciones no lineales de los parámetros. Entonces, el algoritmo

desacoplado de estimación de parámetros garantiza que todas las señales permanecen

acotadas.

Para estimar los parámetros se propone una estructura serie-paralelo del estado des-

compuesto del sistema, es decir, se construye un observador del estado, que incluye los

parámetros estimados, los cuales se indican como (̂·)

˙̂w = −λŵ + θ̂11w + θ̂12tan
−1
(
θ̂2u
)

(4.5)

Aśı, con un error de estimación definido como e = ŵ − w, se obtiene la dinámica del

error

ė = −λe+ θ̃11w + θ̃12f(θ̂2u) + θ12[f(θ̂2u)− f(θ2u)] (4.6)

donde f(·) = tan−1(·).
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De forma compacta, se puede escribir

ė = −λe+

[
w f

(
θ̂2u
) ]

︸ ︷︷ ︸
φT1

 θ̃11

θ̃12


︸ ︷︷ ︸

θ̃1

+θ12[f(φ2θ̂2)− f(φ2θ2)︸ ︷︷ ︸
f̃

]

= −λe+ φT1 θ̃1 + θ12f̃

(4.7)

del que θ1 = [θ11 θ12]
T = [λ,−b, k]T , θ2 = 1/h, φ1 = [w f(θ̂2u)]T y φ2 = u, (̂·) se refiere a

estimación y f̃ = f(φ2θ̂2)− f(φ2θ2).

Cabe notar que en la dinámica del error, θ1 es un parámetro lineal vectorial, mientras

que θ2 es un parámetro no lineal. Por ello, tal como se menciona en [34], [35] y [36], las leyes

de estimación basadas en gradiente no son adecuadas para estimar parámetros no lineales.

Es por ello que se optó por un estimador proporcional e integral como el que se presenta en

[37] para estimar los parámetros de modelo neuronal simple. Aśı, los parámetros a estimar

son

θ̂ =

 θ̂1

θ̂2

 (4.8)

Conformada por θ̂P y θ̂I que denotan, respectivamente, la parte proporcional e integral

de la estimación de parámetros

θ̂ = θ̂I + θ̂P (4.9)
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Donde la derivada con respecto al tiempo es

˙̂
θ =

˙̂
θI +

˙̂
θP

=
˙̂
θI + ∂θ̂P

∂e ė

=
˙̂
θI + ∂θ̂P

∂e [−λe+ φT1 θ̃1 + θ12f̃ ]

(4.10)

En este caso, elegimos

˙̂
θI = −λe∂θ̂P

∂e
(4.11)

Lo que permite que el algoritmo de estimación de parámetros se elija en términos de

θ̂P y da libertad en el diseño. Aśı, los parámetros se actualizan de acuerdo al algoritmo

desacoplado de estimación de parámetros

θ̂P = −γφe (4.12)

˙̂
θI = −λγφe, θ̂I(0) = θ̂0 (4.13)

Donde

φ =

 φ1

φ2

 (4.14)

θ̂0 es un estimado a priori de θ y γ es la ganancia de actualización.
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4.4. Análisis de Estabilidad y Convergencia

Como se presenta en [37], la dinámica del error paramétrico es

˙̃
θ = −γ

 φ1φ
T
1 θ̃1 + θ12φ1f̃

φ2φ
T
1 θ̃1 + θ12φ2f̃

 (4.15)

Se considera la siguiente ecuación como candidata de función de Lyapunov

V =
1

2γ
e2 +

1

2γ
θ̃T1 θ̃1 +

1

2γ
θ̃22 (4.16)

Tomando su derivada con respecto al tiempo

V̇ =
1

γ
eė+

1

γ
θ̃T1

˙̃
θ1 +

1

γ
θ̃2

˙̃
θ2 (4.17)

y evaluando la dinámica del error (4.7) y (4.15)

V̇ = −λ
γ e

2 + 1
λ

(
eφT1 θ̃1 + θ12ef̃

)
− (φT1 θ̃1)

2 − θ12φT1 θ̃1f̃ − φ2θ̃2φT1 θ̃1 − θ12φ2θ̃2f̃

(4.18)

Dado que la siguiente condición se satisface f(x) = tan−1(x)

|ef̃ | = |e||f̃ | ≤ lf |eφ2θ̃2| (4.19)

con lf como la constante de Lipschitz de la función f y δ > 0 es tal para |φ2θ̃2| < εδ,

siendo εδ una constante positiva.

φ2θ̃2f̃ ≥ δ(φ2θ̃2)2 (4.20)
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Al aprovechar dichas propiedades y completar cuadrados, la derivada resulta en

V̇ ≤ −
(
λ

γ
− ε1 − ε2

)
e2 − ε1

(
e− 1

2ε1γ
φT1 θ̃1

)2

−
(

1− 1

4ε1γ2

)(
φ1θ̃1

)2
−ε2

(
e−

θ12lf
2ε2γ

φ2θ̃2

)2

−
(
θ12δ −

(θ12lf )2

4ε2γ2

)(
φ2θ̃2

)2
− φT1 θ̃1φ2θ̃2

≤ −
(
λ

γ
− ε1 − ε2

)
e2 −

(
1− ε3 −

1

4ε1γ2

)
(φT1 θ̃1)

2 − (kδ −
(klf )2

4ε2γ2
− 1

4ε3
)(φ2θ̃2)

2

donde ε1, ε2, ε3 son números positivos y si las siguientes condiciones se satisfacen

λ

γ
> ε1 + ε2 (4.21)

1− 1

4ε1γ2
> ε3 (4.22)

kδ >
(klf )2

4ε2γ2
+

1

4ε3
(4.23)

entonces V̇ ≤ 0 para |φ2θ̃2| < εδ.

Por lo tanto, se puede decir por el teorema de estabilidad de Lyapunov que el error de

estimación e y el error paramétrico θ̃ son acotados. Por otro lado, al integrar ambos lados

de (4.21), se puede concluir que e es integrable cuadrada,y ya que e y ė son acotadas,

e(t)→ 0 asintóticamente al aplicar el Lema de Barbalat [38].

Bajo la condición de excitación persistente en φ, i.e. para algún ε > 0

∫ t+τ

t
φφTdt > εI (4.24)
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la derivada respecto al tiempo de (4.21) es negativa definida para |φ2θ̃2| > εδ, de donde

el error de estimación y paramétrico θ̃1 tienden a cero exponencialmente mientras que el

error paramétrico θ̃2 permanece en una bola cerca del origen [34].

Cabe destacar que las condiciones dadas en (4.21)-(4.23) deben satisfacerse apropiada-

mente al elegir los parámetros de diseño aśı como la condición de excitación persistente

(4.24) la cual se cumple en situaciones normales de la estimulación cerebral profunda. Por

lo que, podemos decir que el modelo de la Fig. 3.2 se puede estimar en ĺınea durante el

tratamiento de un paciente en particular.

4.5. Resultados de Simulación

La simulación del modelo de masa neuronal simple en la Fig. 3.2 se llevo a cabo con

los parámetros que se presentaron en el modelo caṕıtulo anterior. Los parámetros y las

condiciones iniciales para el identificador son θ̂I = 0 y λ = 5, γ = 165, θ̂P toma valores

de φ, γ y el error de estimación. La Fig. 4.2 el error de estimación e. En la Fig. 4.3 se

muestra la estimación de parámetros b̂, k̂ y 1
ĥ

.

35
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Figura 4.2: Error de estimación (e)

Figura 4.3: Estimación de parámetros: las lineas punteadas muestrasn el valor real
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Caṕıtulo 5

Conclusiones y Trabajo a Futuro

A lo largo del documento se han expuesto ideas en relación a la enfermedad de Parkin-

son y sus tratamientos, una breve descripción del sistema nervioso, sus tejidos y las señales

con las que se comunica. Se exponen generalidades del modelado de sistemas no lineales,

representaciones a diferentes niveles de la dinámica cerebral, aśı como algunas formas de

identificación de parámetros no lineales enfocado a sistemas Hammerstein.

También se presenta un esquema de identificación que lidia con parámetros lineales y no

lineales. A través de un análisis basado en Lyapunov, se establece que el error paramétrico

para los vectores lineales tiende a cero bajo condiciones de excitación persistentes, mientras

que los parámetros no lineales permanecen acotados bajo una constante pequeña que

depende de la función no lineal que contiene el parámetro.

Se espera que a través de una correcta identificación de parámetros, se implemente

una señal a través de la estimulación cerebral profunda en términos de lo que requiera el

paciente al medir sólo el potencial local.

Como trabajo futuro, se puede extender a un control adaptable una vez que se tienen
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los parámetros, de manera similar a como se presenta en [8]. Por otro lado, se puede

ampliar el esquema de identificación a sistemas Hammerstein de mayor orden y con no

linealidades de mayor generalidad.

Existe la propuesta de que una forma de comunicación en el cerebro es a través de

la sincronización, al estar presente la enfermedad de Parkinson las neuronas pierden la

capacidad de comunicarse por lo que no encuentran la manera de estar en sintońıa. Bus-

car la sincronización entre las neuronas puede ser una v́ıa para entender lo que ocurre

en el cerebro y a la larga aplicar métodos como en [18] para eliminar el ruido entre la

comunicación neuronal.

En cuanto al modelo, el sistema muestra información limitada a comparación a la del

sistema real, como muchos de los modelos a este nivel. A pesar de que es funcional trabajar

por secciones, tener un modelo que simule totalmente la información con la que trata el

cerebro se traduciŕıa en un total entendimiento del sistema, una mejoŕıa en el tratamiento

y una mayor gama de posibilidades para simular.

La atribución de la teoŕıa de control a diversas disciplinas destaca el carácter inter-

disciplinario de la misma. El estudio del mal de Parkinson, desde diversas perspectivas,

ha permitido el avance de su tratamiento, como se ha mostrado a lo largo del traba-

jo. Sin embargo, es necesario mencionar que hace falta mucha información para conocer

por completo la enfermedad. Es interesante observar de qué manera la teoŕıa del control

ha incursionado en otras disciplinas distintas a la ingenieŕıa. En el ámbito médico, las

herramientas desarrolladas tienen una repercusión positiva en el marco de la sociedad.

Los modelos presentados a lo largo del escrito son realizados con base a la experi-

mentación, hasta la fecha no se sabe con certeza el completo funcionamiento del cerebro
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ni el cuerpo humano en su totalidad. Sin embargo tener información aproximada ayuda

a obtener resultados y avanzar en el entendimiento. Es importante tener en cuenta que,

al tener un acercamiento a sistemas biológicos, cada planta es distinta por lo que existen

parámetros que quedarán libres como, por ejemplo, el caso de los śıntomas que presenta

cada paciente que de alguna manera seguirán siendo subjetivos y es dif́ıcil incluirlos en el

modelo.

Otro camino explorable es la exactitud del modelo. Ya que nuestro entendimiento del

funcionamiento del cerebro sigue creciendo, se han encontrado distintas maneras de censar

e interpretar las señales que emite el cerebro. Esto permite la apertura de nuevos caminos

para el modelado y a su vez la implementación del control.

Herramientas como la simulación permite tener una aproximación de la respuesta gene-

ral del sistema, pero no hay que perder de vista el sentido f́ısico. Los modelos presentados

para las masas neuronales muestran la posibilidad de controlar los efectos del mal de

Parkinson, al menos en una parte espećıfica del cerebro, hecho que se conoce experimen-

talmente; pero que a través de los trabajos se le da una justificación teórica. Teniendo esta

información, el siguiente paso es mejorar los procedimientos actuales.

En conclusión, la caracteŕıstica interdisciplinaria de la teoŕıa de control invita a seguir

con su investigación en diversas áreas. Es importante no perder el v́ınculo del trabajo

teórico con el experimental ya que son un complemento y permiten tener una mejor imagen

del problema. Y a la larga, incrementa la información que podemos obtener de un modelo

funcional.
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http://www.cenetec.salud.gob.mx/descargas/gpc/CatalogoMaestro/305 SSA 10 PARKIN

SON 3ER NVLEyR Parkinson.pdf

[3] Parkinson’s Disease Foundation, Statistics on Parkinson’s [online], 2012. Disponible

en: http://www.pdf.org/en/parkinson % %statistics

[4] Neuro Texas Institute, Deep Brain Stimulation [online], 2012. Disponible en:

http://www.neurotexasinstitute.com/our-procedures/deep-brain-stimulation.aspx

[5] Michael J. Fox Foundation, Promising New Science [online], 2012. Disponible en:

https://www.michaeljfox.org/understanding-parkinsons/living-with-pd.html

[6] Zhang, D.; Poignet, P.; Widjaja, F.; Ang, W. T., Neural oscillator based control for

pathological tremor supression via functional electrical stimulation, Control Engineer-

ing Practice, vol. 19, pp. 74-88, 2011.

40



BIBLIOGRAFÍA
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