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Introduccion

INTRODUCCION

En la Facultad de Ingenieria de la UNAM se tiene la situacion de que existe un gran
namero de alumnos que desertan o abandonan sus estudios. Para atender esta situacion
se han realizado diversos estudios estadisticos y se han puesto en marcha diversas

medidas y acciones, algunas exitosas.

Lo que se propone en este trabajo escrito es aportar un nuevo enfoque a dichos estudios
estadisticos utilizando la mineria de datos con el fin de encontrar patrones de
comportamiento de los alumnos que desertan y de aquellos que terminan todas sus

materias.

En principio se buscan las materias con mas alto indice de reprobacion de cada de una
de las carreras que se imparten en la Facultad, teniendo estos resultados, se aplican el o
los algoritmos de mineria de datos para que arroje las posibles causas de dicho

problema

Para llevar a cabo el estudio, se contd con copias de las tablas de los historiales

académicos de la base de datos de la Facultad de Ingenieria.

Se sabe que existen muchos factores externos tales como los econémicos, sociales, y
geogréficos, que intervienen en el desempefio académico de los estudiantes los cuales
no se abordan en este trabajo el cual se centra principalmente en poner de relieve el gran

potencial que tiene la mineria de datos.

La mineria de datos es un proceso de extraccion o descubrimiento de conocimiento util
y novedoso de una Base de Datos (0 varias) que normalmente es enorme. Es como
sumergirse en una montafia gigantesca de informacién en la cual existe un conocimiento
que no se ha descubierto (oculto a simple vista). Conocimiento que contiene

informacién valiosa para la toma de decisiones.

El estudio se centrara en los siguientes puntos:
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» Obtencion de los patrones de comportamiento de reprobacion con base en los
historiales académicos.

» Obtencion de un algoritmo que permita predecir si un alumno tiene tendencias a
desertar con base en los historiales academicos.

> Influencia del plan de estudios (seriacion excesiva o falta de conocimientos

previos) en el rendimiento académico.

En el primer capitulo, mineria de datos, se presenta los conceptos basicos de la mineria

de datos asi como las aplicaciones que puede tener la misma.

En el capitulo dos, fases del KDD (descubrimiento de conocimiento en bases de datos),
se describe el proceso que conduce al descubrimiento de nuevo conocimiento desde las
bases de datos: desde la recoleccion y preparacion de los datos, hasta la obtencion y la

difusién del nuevo conocimiento.

En el capitulo tres, algoritmos utilizados en la mineria de datos, se presentan algunos de
los tantos algoritmos que existen en la mineria de datos que se usaron en el presente
trabajo. Estos algoritmos utilizados, fueron los que mejores resultados dieron en nuestro

estudio.

En el capitulo cuatro, descripcion del desarrollo practico de las fases con una 0 mas
herramientas de mineria de datos, se presenta la parte practica mostrando paso a paso el
procedimiento para obtener los patrones de comportamiento mas relevantes que ayudan
a describir las caracteristicas de los alumnos que desertan y de los que terminan todas
sus materias. Asimismo se muestra, a manera de propuesta, cbmo generar un modelo de
prediccién de los cuéles alumnos desertaran y cuales terminaran sus estudios utilizando

un algoritmo de clasificacion (1BK).

Finalmente, en el capitulo de conclusiones, se presentan sugerencias para agregar mas
variables en la base de datos de la Facultad de Ingenieria de tal manera de que el
presente estudio de mineria de datos pueda incluir més factores que seguramente

intervienen en el desempefio académico.
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ALCANCE DE LA TESIS

Basicamente se cuenta con los datos de los historiales académicos. Por lo que no

involucramos informacion del tipo socio-econdmico ni de otro tipo de estudio.

En esta tesis se pretende ayudar a observar las tendencias de desercion y de terminacion de
todas las materias intentando hacer predicciones de las mismas utilizando un algoritmo de
clasificacion. Asimismo se desea encontrar reglas o patrones de comportamiento Util y
novedoso de los alumnos que desertan y de los que si terminan todas sus materias para
intentar conocer sus caracteristicas que hacen de cada alumno desertar o concluir sus

estudios.

Los resultados pueden ayudar a visualizar mejor cémo se va dando la desercion o
terminacion de materias, generar nuevas necesidades del uso de Mineria de Datos para la
deteccion o de descubrimiento de conocimiento especifico que se desea encontrar que sea

también de utilidad para la Facultad de Ingenieria.
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CAPITULO I
“MINERIA DE DATOS”

1.1 Definicién de Mineria de Datos

En la actualidad las bases de datos han acumulado una gran cantidad de datos de diversa
indole, en la cual la informacion util no es facil de encontrar o de inferir a simple vista.
Para muchas empresas o entidades seria de mucha utilidad contar con esa informacion

y, por lo tanto, estarian interesadas en rescatar esa informacion. (1)

Es por ello que se busca una forma, para que con los datos existentes, se pudieran
encontrar soluciones de estadisticas o resumen del gran volumen de la informacion. Asi

se origina la Mineria de Datos (MD).

La mineria de datos se puede comparar en una forma similar con la mineria que se
realiza para encontrar minerales, ya que la segunda se dedica a escarbar en grandes
volumenes de tierra y piedra para asi encontrar minerales preciosos como pueden ser
diamantes y oro, por nombrar algunos; la primera realiza la misma accién, pero en lugar

de encontrar minerales preciosos, se encuentra informacion util y muy valiosa.
Es por ello que se puede definir a la mineria de datos como:

“Un mecanismo de explotacion, consistente en la busqueda de informacion valiosa en
grandes volumenes de datos. Estd muy ligada a las bodegas de datos que proporcionan
la informacion histérica con la cual los algoritmos de mineria de datos obtienen

informacién necesaria para la toma de decisiones.” (2)

La mineria de datos se fundamenta en la interseccion de diversas areas de estudio, entre
las cuales cabe destacar: andlisis estadistico, bases de datos, inteligencia artificial y

visualizacion gréfica.
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Los cuales se apoyan en el empleo de algoritmos y procedimientos que se utilizan para
sacar a la luz asociaciones, correlaciones, reglas, patrones e incluso excepciones

interesantes o potencialmente Utiles, desconocidos y escondidos en bases de datos.

La mineria de datos deriva patrones y tendencias que se encuentran ocultas en los datos,
los cuales se pueden recopilar y definir como un modelo de mineria datos.

Asimismo se puede dividir a la mineria de datos en:

« Mineria de datos predicativa (mdp): usa primordialmente técnicas estadisticas.
e Mineria de datos para descubrimiento de conocimiento o descriptiva (mddc): usa

principalmente técnicas de inteligencia artificial. (2)

Esto se debe a que, dependiendo del objetivo del descubrimiento de conocimiento
(problema) que se le dé a la Mineria de Datos se escoge el tipo de ésta (describir o
predecir) que mejor convenga.

Un modelo de mineria de datos forma parte de un proceso mayor que incluye desde la
definicion del problema bésico que resolvera el modelo hasta la implementacion del
modelo en un entorno de trabajo. (3)

La obtencion y realizacion del modelo es un factor relevante en la mineria de datos, ya
que es pieza fundamental para localizar toda aquella informacion valiosa que
proporciona la MD.

La realizacion del modelo de un proyecto de mineria de datos sigue siempre los mismos
pasos, independientemente de la técnica o tecnologia que se desee o se deba utilizar, ya

que en algunas ocasiones depende de la naturaleza de la informacién.

La creacion de un modelo de mineria de datos es un proceso dinamico e iterativo. Una
vez que ha explorado los datos, puede que descubra que resultan insuficientes para crear
los modelos de Mineria de Datos adecuados y que, por tanto, debe buscar mas datos.
Puede generar varios modelos y descubrir que no responden al problema planteado
cuando lo defini6 y que, por tanto, debe volver a definir el problema.



Mineria de datos

Es posible que deba actualizar los modelos una vez implementados debido a que hay
mas datos disponibles. Por esto es importante comprender que la creacion de un modelo
de mineria de datos es un proceso y que, cada paso del proceso, puede repetirse tantas

veces como sea necesario para crear un modelo valido. (3)
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1.2 TIPOS DE DATOS

Una pregunta obligada para toda persona que esté interesada en aplicar la Mineria de
Datos para un fin especifico o simplemente por conocimiento es: ¢a qué tipos de datos
puede aplicarse la mineria de datos? La respuesta en primera instancia es que ésta puede
aplicarse a cualquier tipo de informacion, siendo las técnicas de mineria diferentes para

cada una de ellas; ya que éstos pueden ser simplemente texto y/o imégenes.

Para establecer una clasificacion de tipos de datos se tiene que diferenciar entre datos
estructurados provenientes de bases de datos relacionales, otros tipos de datos
semiestructurados en bases de datos (espaciales, temporales, textuales y multimedia) y

datos no estructurados provenientes de Web o de otros tipos de documentos.
Bases de datos relacionales

Una base de datos relacional es una coleccion de relaciones (tablas). Cada tabla consta
de un conjunto de atributos (columnas y campos) y puede tener un gran ndmero de
tuplas (registros o filas). La figura 1.1 ilustra una base de datos con dos relaciones:

empleados y departamentos.

Empleados

Departamentos
idE | Enombre | Sueldo | Puesto | Edad | Sexo |idD
1 |israel 3500 |Supevisor|23 |H | Ma 1dD | Dnombre
2 |Juan 2.400 | Ténico 30 |H Ge - Ge | Gestién
3 |Lucia 2.900 |Secretaria (25 |M Ma Ve |Ventas
4 |Daniel [3.200 |Supervisor|29 |H Ma Ma | Marketing
5 |Ana 2.100 |Secretaria (34 |M |Ge

Figura 1.1 Base de datos relaciom

—_

“Un atributo es una propiedad de un objeto y puede describirse por un valor. Es

decir, alguna medicion que se aplica a un objeto.”(4)

Una de las principales caracteristicas de las bases de datos relacionales es que los datos

deben seguir una estructura y son, por lo tanto, estructurados.

Las bases de datos relacionales (recogidas o no en un almacén de datos, normalizadas o

estructuradas de una manera multidimensional) son la fuente de datos para la mayoria
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de las aplicaciones de Mineria de Datos. Muchas de las técnicas que se utilizan en la
Mineria de Datos no son capaces de trabajar con toda la base de datos, sélo son capaces
de tratar con una tabla a la vez; esto por medio de una consulta se puede combinar en
una sola vista Ilamada vista minable, que es aquella informacion que se encuentra en
varias tablas que son requeridas para cada tarea concreta de Mineria de Datos. Por lo
que, la representacion tabular, conocida también como atributo-valor, es la més utilizada

por las técnicas de Mineria de Datos. (5)

En las bases de datos existen muchos tipos de datos (enteros, reales, fechas, texto, etc.).
En las técnicas que se utilizan en la Mineria de Datos, generalmente se usan los tipos

numericos y categoricos o nominales.

o Los atributos numéricos contienen valores enteros o reales (por ejemplo, edad o
calificaciones).

0 Los atributos categéricos o nominales toman valores en un conjunto finito y
preestablecido, como el sexo (H, M), el nombre de la materia (Calculo, Algebra,
Estadistica, etc.). (5)

Otros tipos de bases de datos

0 Base de datos espaciales: Son las que contienen informacion relacionada con el
espacio fisico (una ciudad, zonas montafiosas...). En este tipo de bases de datos se
incluyen datos de redes de transporte, informacion del tréfico, datos geogréaficos,
etc., donde las relaciones espaciales son de alta relevancia. Por lo que la mineria de
datos se convierte en una herramienta magnifica para encontrar patrones entre los
datos, como la planificacion de nuevas lineas del metro en funcion a la distancia que

existe entre las ya existentes.

0 Base de datos temporales: Son las que contienen muchos atributos relacionados
con el tiempo, los cuales pueden referirse a distintos instantes o intervalos
temporales. Este tipo de bases de datos es muy popular en la estadistica y, con la
ayuda de la mineria de datos, se puede encontrar las caracteristicas de evolucion,

tendencias de cambio, etc.
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0 Base de datos documentales. Son las que contienen una coleccion de documentos y
que su contenido es basicamente texto, que pueden ir de simples palabras clave a los
resimenes. Estas bases de datos pueden contener documentos no estructurados
(como cualquier tipo de biblioteca digital), semi-estructurados (se tienen indices
donde se puede extraer la informacion por partes) o los estructurados (la
informacion se encuentra en fichas bibliograficas). En este tipo de datos la mineria
se realiza para obtener asociaciones entre los contenidos, agrupar o clasificar el
texto. Para ello, los métodos de mineria se integran con otras técnicas y/o métodos
como es el linguistico.

0 Base de datos multimedia: Son las que almacenan iméagenes, audio y video.
Soportan objetos de gran tamafio. Para la mineria de estas bases de datos es
necesario que se integren los métodos de mineria con técnicas de busqueda y

almacenamiento.
La World Wide Web

La World Wide Web en la actualidad es donde se almacena la mayor cantidad de
informacién de todo tipo. Por ello en la Web hay una gran cantidad de datos, en los
cuales se puede extraer conocimiento relevante y util. Realizar una Mineria de Datos en
la Web no es una tarea sencilla, debido a que muchos de los datos que se encuentran en
ella no son estructurados o semi-estructurados, y que las paginas Web contienen datos
multimedia. Otros aspectos que dificultan este proceso son cémo determinar a qué
paginas se debe acceder y como seleccionar la informacion util para extraer el

conocimiento. Por su diversidad, la Mineria Web se organiza en tres categorias:

0 Mineria del contenido, Se utiliza para encontrar patrones de los datos de las
paginas Web.

0 Mineria de la estructura, Se utiliza en Hipervinculos y URLs.

0 Mineria del uso, Se utiliza para saber qué actividades realiza un usuario en las

paginas Web.

10
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1.3 TIPOS DE MODELOQOS

La mineria de datos tiene como objetivo analizar los datos para extraer un conocimiento
atil y novedoso. Dicho conocimiento puede estar representado en forma de relaciones,
patrones o reglas que, a simple vista, se desconoce su existencia o bien en forma de
descripcion (resumen). A este tipo de relaciones o resumenes se les denomina modelo
de datos. Existen diferentes formas de representar los modelos y cada una de ellos

determina el tipo de técnica que se requiere.
Los modelos de datos pueden ser de dos tipos: predictivos y descriptivos.

Los modelos predictivos pretenden estimar valores futuros o desconocidos de variables
de gran interés que también son Ilamadas variables objetivo o dependientes, usando a su

vez a otro tipo de variables llamadas variables independientes o predictivas. (5)

La tarea de los modelos descriptivos es identificar patrones que explican o resumen a
los datos, es decir, sirven para explorar a las propiedades de los datos que son

examinados.

11
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1.4 MINERIA DE DATOS Y EL KDD

La MD en el mas amplio contexto es el Descubrimiento de Conocimiento de bases de
datos (Knowledge Discovery in Databases KDD). Este término se origino en el campo
de la Inteligencia Artificial. EI proceso de KDD implica varios aspectos: objetivos,
seleccién de los datos, procesamiento de los datos, transformacién de los mismos — si
fuera necesario, realizar la mineria de datos al modelo extraido, interpretacion y

evaluacion del descubrimiento. (6)

El KDD se puede definir como “el proceso de identificar patrones validos, novedosos,

potencialmente Utiles y comprensibles a partir de los datos”. Y los cuales se definen de

la siguiente manera:

o valido: los patrones deben ser precisos para datos nuevos, y no sélo para aquellos
que han sido utilizados en su obtencion.

e novedoso: tienen que aportar algo desconocido tanto para el sistema como para el
usuario.

e potencialmente util: la informacidn obtenida debe de tener algin beneficio para el

usuario. (5)

Como se puede notar, el KDD es un proceso complejo que incluye la obtencion de los

modelos o patrones, la evaluacién e interpretacion del mismo. Figura. 1.2.

KDD

Evaluacion/

Preparacion — Mineria — Patrones —» Interpretacion/
de los datos de datos Visualizacion

Figura. 1.2 Proceso de KDD

Sistema de

A 4

informacion

Asi, los sistemas KDD realizan la seleccion, limpieza, transformacion y la proyeccion
de los datos; también analizan los datos para extraer patrones y los modelos adecuados,
interpretan los patrones para convertirlos en conocimiento, consolidan el conocimiento

resolviendo los problemas que se presenten y hacen posible el conocimiento para su

12

Conocimiento
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uso. Con lo anteriormente mencionado se aprecia la relacion que existe entre el KDD y

la mineria de datos.

Por lo que se puede decir que el KDD es el proceso global de descubrir conocimiento
atil desde las bases de datos y la Mineria de Datos es la aplicacién de los métodos que
se utilizan para la obtencion de patrones y modelos al ser la fase de generacion de

modelos. (5)

13
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1.5 LA MINERIA DE DATOS ES UN CAMPO
MULTIDISCIPLINAR

La Mineria de Datos se ha desarrollado como la prolongacién de otras tecnologias. Es

por ello que la investigacion y los avances en la mineria de datos se benefician con lo

que producen las areas relacionadas.

En la siguiente Figura 1.3 se presentan las areas mas influyentes en la mineria de datos.

1)

2)

3)

4)

1)Bases de
Datos

2) Visualizacion
8) Otras

7) Sistemas de toma
de decisiones —>

4—{ 3) Estadistica |

6) Recuperacion 4) Computacion
informacion 5) Aprendizaje paralela
automatico

Figura. 1.3 Areas que contribuyen a la mineria de datos

Bases de datos: tienen una gran relacion con la mineria de datos; de ellas se extrae
el conocimiento novedoso y comprensible. Las técnicas de acceso eficiente a los
datos ha sido de gran relevancia para el disefio de algoritmos eficientes de Mineria
de Datos.

Visualizacion de datos: éstas permiten al usuario describir, intuir o entender
patrones que son dificiles de ver a partir de descripciones matematicas o textuales de
los resultados, su mas claro ejemplo de dichas técnicas de visualizacion son las
graficas.

Estadistica: esta disciplina ha proporcionado muchos de los conceptos, algoritmos y
técnicas que mas se utilizan en la Mineria de Datos, la regresion lineal y no lineal, la
teoria del muestreo, las técnicas bayesianas; s6lo por mencionar algunas.
Computacion paralela: actualmente, muchos sistemas de bases de datos incluyen
tecnologias de procesamiento paralelo. En este tipo de sistemas las tareas mas

complejas de Mineria de Datos se reparte entre diferentes procesadores en las

14
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5)

6)

7)

8)

computadoras. Una de las principales ventajas de este tipo de aplicaciones en la
Mineria de Datos es la escalabilidad de los algoritmos.

Aprendizaje automatico: ésta area pertenece a la inteligencia artificial y se ocupa
en desarrollar algoritmos y programas que sean capaces de aprender. Los principios
de esta disciplina y de la Mineria de Datos son los mismos: la maquina aprende de
un modelo a partir de ejemplos que usa para resolver el problema.

Recuperacion de informacion: consiste en obtener informacion desde datos
textuales, por lo que su principal aplicacion se ha basado en el uso efectivo de
bibliotecas y en la basqueda por Internet. Un ejemplo de ello es en la basqueda de
documentos a partir de una palabra clave, por medio de un proceso de clasificacion
de los documentos en funcién de dichas palabras clave. Para ello se usan medidas de
similitud entre los documentos y la consulta. Muchas de estas medidas se han
empleado en aplicaciones mas especificas de la Mineria de Datos.

Sistemas para toma de decision: éstos son herramientas y sistemas informatizados
que asisten en la resolucién de problemas y en la toma de decisiones. Su objetivo es
proporcionar informacidn necesaria para realizar decisiones efectivas.

Otras disciplinas: dependiendo del tipo de datos o de la aplicacion que se tenga que
realizar, la Mineria de Datos usa también técnicas de otras disciplinas como el

lenguaje natural, analisis de imagenes, procesamiento de sefiales, etc. (5)
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1.6 APLICACIONES

Actualmente las técnicas que se utilizan en los procesos de Mineria de Datos, tienen
diversas aplicaciones, ya que pueden ser empleadas para mejorar el rendimiento de los
negocios, en los procesos industriales o en los bancos; por mencionar algunos ejemplos,
ya que éstos manejan grandes volimenes de informacion almacenada en sus bases de

datos.

La Mineria de Datos se utiliza con gran éxito en aplicaciones de control de procesos
productivos; como herramienta de ayuda a la planificacion y a la decision en marketing,

finanzas, etc.

En el ramo de la mercadotecnia, la Mineria de Datos le proporciona a las empresas de
Telecomunicaciones, a los bancos y compariias de seguros: la deteccion de fraudes,
optimizacion de campafias de marketing, prediccion de fidelidad de clientes, asi como la

descripcion y segmentacion de los mismos.

En la industria del comercio la Mineria de Datos es utilizada para disefiar y evaluar
campafas de marketing, definir ofertas apropiadas a clientes y predecir riesgos en

asignacion de créditos a clientes. (7)

Como puede verse, la aplicacion de la mineria de datos en el uso de la mercadotecnia,
da grandes beneficios a las empresas 0 negocios; ya que a éstas les proporciona el
beneficio de no tener que arriesgar el capital de su empresa en decisiones inequivocas y

esto se refleja en las utilidades de la misma.

Asimismo, la Mineria de Datos es fundamental en la investigacion cientifica y técnica,
como herramienta de analisis y descubrimiento de conocimiento a partir de datos de

observacion o de resultados de experimentos. (5)

En la medicina la mineria de datos es utilizada para predecir la efectividad de
procedimientos quirurgicos, examenes médicos y en la utilizacion de los medicamentos.
Esto con el fin de reducir riegos para las personas y poder prevenir enfermedades

oportunamente.

Un ejemplo de este tipo de mineria es:
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Busqueda de patrones en pacientes bajo sospecha de Sindrome Metabolico

Aplicacion de un proceso de descubrimiento de conocimiento para la obtencion de
patrones en una base de datos de pacientes que estan bajo sospecha de padecer el
Sindrome Metabdlico. Este proceso parte desde la integracion de los datos generales del
paciente relacionados con indicadores que miden la resistencia a la insulina y el
Sindrome Metabdlico, con el objetivo de obtener patrones de asociacion entre los

factores considerados.” (8)

La utilizacion de la Mineria de Datos en esta rama tiene dos grandes logros, la principal
es que se puedan atender enfermedades que alin no se presentan en el organismo y

econdmicamente se reducen gastos de tratamiento.

Algunos otros ejemplos de aplicaciones que puede tener la mineria de datos son:

» Educacion:
e Deteccion de abandonos.
¢ Deteccion de estudiantes que tienen posibilidades de terminar sus estudios cuando
ya se les ha acabado el tiempo reglamentario.
e Deteccion de materias problematicas o cuellos de botella.
¢ Predicciones de alumnos que desertaran o que terminaran todas sus materias.
» Procesos Industriales:
e Extraccion de modelos sobre comportamientos de compuestos.
¢ Modelos de calidad.
e Prediccion de fallos y accidentes.
e Extraccion de modelos de calidad.
» Telecomunicaciones:
e Patrones de llamadas.
e Modelos de carga de redes.
e Deteccion de fraude.
» Seguros y polizas de vida:
¢ Determinacion de costo de poliza dependiendo del tipo de cliente.
e Prediccién de qué clientes contratan nuevas polizas.

e |dentificacion de patrones de comportamiento para clientes con riesgo.
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e Identificacion de comportamiento fraudulento.

Astronomia:

e Clasificacion de cuerpos celestes.

Aspectos climatoldgicos:

e Prediccion de tormentas.

Inversion en casas de bolsa y banca:

e Analisis de clientes.

e Aprobacion de préstamos.

e Determinacion de montos de crédito.

o Analisis de riesgo en créditos.

e Identificacion de reglas de mercado de valores a partir de histéricos.

e Prediccion de tendencias en los valores de las divisas, precios del oro y del
petréleo.

Andlisis de mercado y distribucién

¢ Anaélisis de compra (compras conjuntas, secuenciales, sefiuelos, etc.).

e Evaluacion de camparias publicitarias.

o Anélisis de fidelidad de los clientes. Riesgo de fuga.

e Estimacion de ventas, costos, etc.

Ciencias

o Analisis de secuencias de genes.

e Determinacion de si un compuesto quimico causa cancer.

¢ Prediccion de recorrido y distribucién de inundaciones.

e Modelos de calidad de aguas, indicadores ecoldgicos.

Otras areas

¢ Recursos Humanos: seleccion de empleados.

e Turismo: determinacion de las caracteristicas socioeconomicas de los turistas para
la determinacion de paquetes de viaje.

e Trafico: modelos de trafico.

e Hacienda: deteccion de evasion fiscal.

e Deportes: estudio de la influencia de jugadores y cambios, planificacion de
eventos.

e Politica: disefio de campanfias politicas, estudio de tendencias de grupos, etc.
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» Determinacion de niveles de audiencia de programas televisivos.
Estos ejemplos muestran que la Mineria de Datos se puede aplicar a diversas

actividades y que puede ayudar a entender mejor un entorno y, por ende, mejora la toma

de decisiones en dicho entorno.
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1.7 PROYECTOS EXITOSOS Y DATOS CURIOSOS DE MINERIA
DE DATOS

Dentro de la Mineria de Datos hay algunos ejemplos donde se realiz6 la MD con un
resultado exitoso dando datos curiosos que, a simple vista, no se hubieran podido
percibir y que fueron de gran ayuda para solucionar problemas o crear estrategias de

mercado.

* BMW Group. Es uno de los principales constructores de automdviles y motocicletas.
En la actualidad aproximadamente 2,100 usuarios monitorean el desarrollo de la
produccién y los costos de la produccion y los costos de material, con una herramienta
de reportes basada en web, que les permite reaccionar rapidamente cuando la accion es

requerida.

* Nombres Orientales. Clientes con nombres cortos en un banco tienden a ahorrar

grandes cantidades de dinero y luego retirarlas.

» Los que compran coches de color rojo en Francia tienden a no pagar su préstamo de

coche.
* Clientes que compran pafiales tienden a comprar cerveza.
Como se puede observar algunas reglas de asociacion mostradas podrian tener una

interpretacion dificil de encontrar e incluso alguna de ellas podria no tener ningin

significado.
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Conclusiones del capitulo uno.

En el capitulo uno se presenta los conceptos necesarios para entender qué es y para qué
sirve la mineria de datos, las aplicaciones en las que se puede utilizar, asi como los tipos
de datos con los que se puede trabajar. Toda esta informacion de los conceptos basicos
se obtuvo de los libros que se leyeron. Ademés nos aportaron las grandes aplicaciones
de la mineria (todo su potencial). Definitivamente se considera a la mineria de datos una
herramienta muy Gtil que proporciona la informacion (nuevo conocimiento util y

novedoso) que se necesita para apoyar a la toma de decisiones.
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CAPITULO II
“FASES DEL KDD (Descubrimiento de conocimiento en Bases
de Datos)”

Todo analisis requiere cierta metodologia o0 pasos a seguir y, como ya se menciono en el
capitulo anterior, la Mineria de Datos consta de fases que se realizan de una forma
secuencial, hasta no haber concluido una, no se pasa a la siguiente; lo cual da cierta
seguridad de que el resultado que se obtiene en este proceso sea auténtico y que la

informacidn obtenida en él sea verdaderamente (til para nosotros.

El proceso de KDD pasa por las siguientes fases:

Sistema de Informacion (requisitos).
Preparacién de los datos.

Mineria de Datos.

Patrones.

Evaluacion, Interpretacion y Visualizacion.
Difusién y uso del conocimiento.

oukrwdE

2.1 SISTEMA DE INFORMACION (REQUISITOS)

El sistema de informacion es indispensable para empezar con el analisis, ya que de éste
es donde se analizan los requisitos; define el &mbito del problema, define las métricas
por las que se evaluara el modelo y define el objetivo final del proyecto de mineria de
datos. Estas tareas se traducen en preguntas como las siguientes:

¢ (Queé se esta buscando?

e ¢Qué atributo del conjunto de datos se desea intentar predecir?

e ¢ Qué tipos de relaciones se intenta buscar?

» ¢Desea realizar predicciones a partir del modelo de Mineria de Datos o sélo buscar
asociaciones y patrones interesantes?

e ¢CoOmo se distribuyen los datos?

e (Se cuenta con un diagrama Entidad-Relacion (DER) para saber como se relacionan
las tablas? (3)

La naturaleza de las respuestas sera quien determine el tipo de Mineria de Datos que se
deba aplicar, asi como la tecnologia adecuada.

Por otra parte, para responder a estas preguntas, es probable que se deba dirigir un
estudio de disponibilidad de datos para investigar las necesidades de los usuarios de la
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empresa con respecto a los datos disponibles. Si los datos no son compatibles con las
necesidades de los usuarios, puede que se deba volver a definir el proyecto. (3)

Recopilacién de Datos

Para poder analizar y extraer algo util de los datos es necesario disponer de ellos. Esto
en algunos casos puede parecer simple. Se parte de un archivo de datos a analizar. En
otros, la diversidad y tamafio de las fuentes hace que el proceso de recopilacion de datos
sea una tarea compleja. En general, el problema de reunir un conjunto de datos que
posibilite la extraccion del conocimiento requiere decidir de qué fuentes, internas y
externas, se van a obtener los datos; como se van a organizar y, finalmente, de qué
forma se van a extraer. (5)

Existe una tecnologia relativamente reciente denominada “Almacenes de Datos” (Data
Warehouses) la cual pretende proporcionar metodologias y tecnologia para recopilar e
integrar los datos historicos de una organizacion cuyo fin es el analisis, obtencion de
resimenes y extraccion de conocimiento. Esta tecnologia esta disefiada especialmente
para almacenar grandes volimenes de datos de procedencia, generalmente de bases de
datos relacionales, aunque es Util para la organizacion de pequefios conjuntos de datos
en aplicaciones mé&s modestas de Mineria de Datos. Pero no es imprescindible. Se
puede realizar la recopilacion de uno o mas sistemas transaccionales o incluso archivos
de texto .txt.
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2.2 PREPARACION DE LOS DATOS

Este paso, del proceso de Mineria de Datos consiste en recopilar, limpiar, transformar,
explorar y seleccionar los datos que se pudieron identificar al definir el problema.

Desafortunadamente, el conjunto de datos esta usualmente sucio, compuesto de muchas
tablas y tiene propiedades desconocidas. Antes de que cualquier resultado se produzca,
los datos deben ser limpiados y explorados — lo cual es una tarea frecuentemente

laboriosa.

Hoy en dia existen potentes técnicas y herramientas de analisis para la extraccién del
conocimiento oculto en los datos, pero para poder utilizar dichas técnicas y
herramientas, hay que desarrollar una de las partes fundamentales del proyecto y de las
que mas tiempo lleva, que es la fase de preparacion previa a la aplicacion de los
algoritmos de analisis.

En la figura 2.1 Se Muestra el esfuerzo requerido en cada una de las fases del KDD

sfuerzo %

h
v

I
b
=]

j:—t:i Q‘WF:IF:L

T
o

Sistama ds Praparacidon Mlineria da Patromes Conocimisnto
Informacidn de los datos Dratos
(Requisitos) FASES DEL KDD Y difusion.

Figura. 2.1. Muestra el esfuerzo requerido en cada etapa del KDD

Los verdaderos desafios en la tarea de Mineria de Datos son:

o Crear un conjunto de datos que contenga la informacion relevante y exacta y
o Determinar las técnicas de analisis apropiadas.
o Manipulacién de grandes volumenes de informacion.

Los datos pueden estar dispersos en diferentes bases de datos y almacenados en
distintos formatos; también pueden contener incoherencias como entradas que faltan o
contienen errores. Antes de empezar a generar modelos, se deben solucionar estos
problemas. Normalmente se trabaja con un conjunto de datos muy grande y no se puede
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comprobar cada transaccion. Por lo tanto, se debe utilizar algin meétodo de
automatizacion, para explorar los datos y encontrar incoherencias. (3)

Los datos contenidos en la fuente de datos nunca es el idéneo, por lo que la mayoria de
las veces no es posible utilizar ningun algoritmo de Mineria de Datos. Por tal motivo, en
el procesamiento se efectla una filtracién de datos para eliminar todos los valores
incorrectos, desconocidos, etc.

Desafortunadamente, la fase de seleccion, exploracion y transformacion de variables ha
sido a la que menos importancia se le ha dado en la bibliografia, por ser una fase de
enorme dificultad en la que los datos se analizan y exploran pero no se obtienen
resultados definitivos. La fase de preparacién representa la clave del éxito de un
proyecto de Mineria de Datos. Puede ser la diferencia entre el éxito y el fracaso, la
diferencia entre resultados provechosos, la diferencia entre predicciones interesantes y
averiguaciones absurdas. (5)

Limpieza

La recopilacién de datos debe ir acompafiada de una limpieza e integracién de los
mismos para que éstos se encuentren en condiciones Optimas para su andlisis. Los
beneficios del analisis y la extraccién de conocimiento a partir de los datos dependen,
en su mayoria, de la calidad de los datos recopilados. Por otra parte, debido a las
caracteristicas de las técnicas de Mineria de Datos, en ocasiones es necesario realizar
una transformacioén de los datos, para que éstos se adecuen al propdsito concreto y las
técnicas que se quieren emplear. Por lo que el éxito de un proceso de mineria de datos
depende no sélo de tener todos los datos necesarios (recopilacion), sino de que también
éstos estén integros, completos y consistentes (limpieza e integracion).(9)

La inconsistencia y los valores nulos existen en casi todas las bases de datos. Los datos
inconsistentes se ocasionan por distintas razones, como puede ser que los atributos de
interés no estan siempre disponibles o la informacidn que se tiene es erronea.

Otros datos no se tienen almacenados porque al momento de introducir los datos se
pensaba que no eran de interés. (9)

Es por ello que la rutina de la limpieza de los datos se vuelve una pieza fundamental en
dicho proceso, ya que ésta ayuda a rellenar valores nulos y va resolviendo las
inconsistencias. Los datos sin limpiar pueden ocasionar confusiones para los
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procedimientos de analisis pudiendo entonces generar un modelo erréneo. En la figura
2.2 se simula como se encuentran las bases de datos, llenas de basura y como deben de
quedar tras la limpieza.

LIMPIEZA

>

Figura. 2.2 Limpieza de las bases de datos

INTEGRACION

Es importante mencionar que los datos se pueden obtener de distintas fuentes e
inclusive se tenga que generar algunas tablas adicionales que no contengan las bases de
datos con las que se cuenta, véase la figura 2.3. Por lo que antes de proceder con el
andlisis es importante realizar la integracion de dichas bases de datos para que en el
futuro no se reencuentren redundancias e inconsistencias debidas a la integracion.

El primer problema en realizar la integracion de las distintas fuentes de datos es
identificar los objetivos, es decir, conseguir que datos sobre el mismo objeto se
unifiquen y datos de diferentes objetos permanezcan separados. Existen dos tipos de
errores que ocurren en esta integracion:

» Dos o méas objetos diferentes se unifican. Los datos resultantes mezclaran
patrones de diferentes individuos y serdn un  problema para extraer
conocimiento.

» Dos o mas fuentes de objetos iguales se dejan separadas. Los patrones del
mismo individuo apareceran repartidos entre varios individuos parciales. (5)
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INTEGRACION

Figura. 2.3 Integracion de los datos
TRANSFORMACION

La transformacion representa una fase crucial pues el éxito y la exactitud de los modelos
que se obtendran en la fase de Mineria de Datos depende de como el analista de datos
decide estructurar y presentar la entrada de la siguiente fase. Por otra parte, es en esta
fase cuando se tienen que codificar los datos para que sean una entrada adecuada para
los algoritmos de Mineria de Datos que se vayan a utilizar. (9)

Aqui es donde si el algoritmo necesita cambiar la entrada de un atributo por numeérica,
por categdrica o viceversa; por lo que en esta fase, es donde se transforman los datos
para adquirir un formato adecuado. Por otra parte, se puede presentar el caso de que no
se cuente con todas los atributos necesarios para el algoritmo a utilizar, por ello es que
también en esta fase de transformacion se generan nuevos atributos.

La creacion de nuevos atributos, a partir de los existentes, sirve para crear 0 agregar
caracteristicas que conllevan a mejorar la calidad, visualizacion o comprensibilidad del
conocimiento extraido. La mayoria o todos los atributos se preservan, por lo que se
afiaden, no se sustituyen.

Otra transformacion frecuente que se realiza es la reduccion de atributos, donde en lugar
de eliminar atributos redundantes o no necesarios como en casos anteriores, es una
consolidacién de varios atributos en una mayor semantica (9).
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2.3. MINERIA DE DATOS

La fase de Mineria de Datos es la més caracteristica del KDD; y, por esta razon, muchas
veces se utiliza esta fase para nombrar todo el proceso. El objetivo de esta fase es
producir nuevo conocimiento que se pueda utilizar. Esto se realiza construyendo un
modelo basado en los datos recopilados para este efecto. EI modelo es una
representacion de los patrones, reglas o relaciones entre los datos que, a simple vista, se
desconoce su existencia y que pueden usarse para hacer predicciones, para entender
mejor los datos o para explicar situaciones pasadas. (5)

Para poder continuar con el proceso del KDD es necesario tomar las siguientes
decisiones:

» Determinar que tipo de tarea de mineria es el mas apropiado (clasificacion,
prediccion, estimacion, etc.).

» Elegir el tipo de modelo (arbol de dedicion, redes neuronales, etc.).

» Elegir el algoritmo de mineria que resuelva la tarea y obtenga el tipo de modelo
que se esta buscando.

En el capitulo 3 se detallard en qué consiste una tarea de Mineria de Datos, los modelos
y se explicaran los algoritmos utilizados.

Continuando con la explicacion de la fase de Mineria de Datos a nivel general, se dice
comunmente que este proceso de Mineria de Datos convierte datos en conocimiento, tal
cual alquimista pudiera convertir espigas de trigo en lingotes de oro, 0 como un minero
puede obtener metales preciosos de un monton de rocas. También para algunos autores
o estudiosos de dicha materia llegan a decir que el objetivo es extraer “verdad a partir de

basura”.

Si se pudiera referir al contexto de trabajo de las fases anteriores del KDD, en donde se
prepararon los datos para al fin aplicar una técnica de mineria de datos, se podrian
representar en la siguiente figura 2.4.
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Vista
Minable |:>

Patrones,

reglas o
:> relaciones
entre los datos.

Técnica
de mineria
de datos

Tarea,
Conocimiento previo, |:>

Criterio de calidad

Figura. 2.4 Proceso ideal de mineria de datos

En la figura 2.4 las técnicas de Mineria de Datos aparecen como una especie de colador
que, al introducirle los datos junto con criterios asociados, descubre patrones de

comportamiento o reglas.

Pero ciertamente las cosas no son tan faciles como meter los datos en dicho colador y
que por arte de magia se conviertan en patrones, detras de todo esto hay muchas horas

de trabajo y de aprendizaje.
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2.4. OBTENCION DE PATRONES

La extraccion de conocimiento a partir de datos tiene como objetivo descubrir patrones
que, entre otras cosas, deben ser validos, novedosos, interesantes y, en ultima instancia,
comprensibles. La gente tiene la capacidad innata de observar patrones a su alrededor;
sin embargo, hablando de observar a simple vista patrones de comportamiento en
grandes volumenes de datos con el fin de obtener conocimiento atil y novedoso, se
requiere el uso de la Mineria de Datos, la cual a su vez hace uso evidentemente de las
Tecnologias de la Informacion.

En cierta forma los patrones presentan una caracteristica en cualquier tipo de
aprendizaje, y en cualquier tipo de técnica de Mineria de Datos, estos tienen un carécter
hipotético; es decir, lo aprendido puede, en cualquier momento, ser refutado por
evidencia futura. En muchos casos, los modelos no aspiran a ser modelos perfectos, sino
modelos aproximados. En cualquier caso, al estar trabajando con hipétesis, es necesario
realizar una evaluacion de los patrones obtenidos, con el objetivo de estimar su validez
y poder compararlos con otros.

Una caracteristica de los modelos de aprendizaje es la manera en la que se expresan los
patrones aprendidos. Esta es la razon fundamental del por qué unos métodos van mejor
para unos problemas que para otros. En realidad cada método permite expresar mejor
ciertos tipos de patrones. De ahi el hecho de que existan tantos métodos; la variedad de
métodos permite capturar distintos tipos de patrones. Si falla uno se puede probar con
otros. (5)
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2.5. EVALUACION, INTERPRETACION, VISUALIZACION

Cuando se llega a estas fases del KDD, surge la duda de como poder saber si dicho
modelo es lo suficientemente valido para nuestros propdsitos. Es por ello que la fase
siguiente es la de evaluar qué tan fiable es el modelo obtenido, interpretar los resultados
y visualizarlos.

Evaluacién

Los métodos de aprendizaje permiten construir modelos o hipétesis a partir de un
conjunto de datos, o evidencia. En la mayoria de los casos, es necesario evaluar la
calidad de las hipotesis de la manera mas exacta posible.

Por ejemplo, si en el &mbito de aplicacién de un modelo surge un error en la prediccion
conlleva a importantes consecuencias (por ejemplo, la deteccion de células
cancerigenas), es importante conocer la exactitud del nivel de precision de los modelos
aprendidos. (5)

Por lo tanto, la fase de evaluacion es crucial en la aplicacion real de la Mineria de
Datos. Sin embargo, esta tarea no es facil ya que ésta depende del tipo del modelo a
evaluar.

A continuacion se mencionaran las técnicas de evaluacion que se utilizaran para evaluar

los modelos y reglas o patrones de comportamiento que se obtendran en esta tesis.
Evaluacion mediante validacion cruzada.

La validacion cruzada es una técnica para evaluar cdmo los resultados de un analisis
estadistico se generalizardn a un conjunto de datos independiente. Se utiliza
principalmente en conjuntos en donde el objetivo es la prediccion y se quiere estimar

gué tan exacto se va a desempefiar el modelo predictivo.

Una ronda de validacion cruzada involucra el particionamiento de una muestra de datos
en subconjuntos complementarios llevandose a cabo el anélisis en n solo subconjunto
(Ildmese el conjunto de entrenamiento) y validando el analisis en otro subconjunto (el

conjunto prueba). Para reducir variaciones en los resultados, se llevan a cabo multiples
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rondas de validacion cruzada usando distintas particiones y los resultados de cada

validacion se promedian. Véase la figura 2.5. (10)

Andlisis ROC

Esta técnica de evaluacion ROC (Reciver Operating Characteristc) provee herramientas
que permiten seleccionar el subconjunto de clasificadores que tienen un

comportamiento 6ptimo general.

Al analisis ROC se utiliza normalmente para problemas de dos tipos de clases (positiva
y negativa), y para este tipo de problemas utiliza la siguiente notacion para la matriz de

confusion:

Real
Estimado |positivos Verdaderos Falsos Positivos

Falsos Negativos Negativos Verdaderos

Por ejemplo, para las predicciones de desercién de un conjunto de alumnos se tiene
(figura 2.5):

true &l true NO tlass precisic
pred. 5l 7934 278 96 61%
pred. MO 1030 13218 92.77%
tlags recall 88.51% 47.94%

Figura 2.5 Tabla de matriz de confusion.
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Figura. 2.6 Evaluacion mediante validacion cruzada.

De la tabla anterior, se lee que para las predicciones de desercion, 7934 casos se
predijeron correctamente contra 278 que no se predijeron bien dando una precision del
96.61%. Asimismo para los casos de la no desercion se observa que 13218 casos contra

1030 resultaron correctos con una precision del 92.77%.
A partir de la matriz de confusion, se calcula directamente los valores TRP y FPR,

dando estas coordenadas para la construccién del clasificador en el espacio ROC,

ejemplificadas en la Figura 2.7.
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Figura. 2.7 Clasificador en el espacio ROC

De la gréfica anterior se puede observar que la linea roja (la primera que sale en la parte
inferior izquierda) tiende hacia la parte superior izquierda. Cuando sucede esto,
significa que la precision del modelo es alta o aceptable, tal y como se observo en el
valor de los porcentajes. Si la linea roja formara un angulo de 45 grados proyectandose
hacia la parte superior derecha, significa que el modelo es inexacto y no es bueno para
utilizarse. Si sucede lo contrario, que la linea se doble en la parte inferior derecha,

definitivamente el modelo es muy malo.
La linea azul (la que empieza en la parte superior izquierda) es el umbral de la linea
roja. Para fines practicos solo concierne ésta Ultima para indicarnos si el modelo ha

tenido un desempefio bueno o malo al momento de clasificar correctamente cada caso.

No hay mucho de qué preocuparse al realizar esta fase, ya que muchas de las

herramientas proporcionan elementos que automaticamente generan la evaluacion.

Criterios Subjetivos de Evaluacién

Las dos técnicas anteriores apuntan a otros criterios que evaltan los modelos tales

como:

e Interés: es medir la capacidad de ese modelo para suscitar la atencion del

usuario al modelo.
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e Novedad: criterio relacionado con la capacidad de un modelo de sorprender al
usuario con respecto al conocimiento previo que tenia sobre determinado
problema.

e Comprensibilidad: la comprensibilidad de un modelo es una factor muy
importante y es una cuestion subjetiva desde que un modelo puede ser poco
comprensible para un usuario y muy comprensible para otro

e Simplicidad: este criterio se basa en establecer el tamafio o complejidad del
modelo. Este criterio esta muy relacionado con el criterio de comprensibilidad.

e Aplicabilidad: en este caso, la calidad de un modelo se basa en su capacidad de

ser utilizado con éxito en el contexto real donde va a ser aplicado.

Interpretacion

En esta fase interviene el sentido humano. Si ain no son muy claros los patrones
generados anteriormente, se puede llegar a pensar que no se ha obtenido un resultado
bueno ya que depende de la vision que tenga el analista para analizarlos y con ayuda de
otras herramientas; por ejemplo, las estadisticas o incluso de las bases de datos se podra

tener una mejor visualizacion de los patrones o reglas generadas.

Visualizacién

La visualizacion de modelos permite que los usuarios puedan identificar facilmente vy,
de manera directa, los patrones mas significativos que ha descubierto el modelo.
También los métodos de visualizacion permiten que los propios usuarios modifiquen
los modelos para refinarlos o adaptarlos segin su conocimiento o circunstancias del

ambito de aplicacion.

El uso de técnicas de visualizacion en su sentido mas amplio, permite al usuario
descubrir, intuir o entender patrones que serian mas dificiles de “ver” a partir de
descripciones matematicas o textuales de los resultados. Existen técnicas de
visualizacion como, por ejemplo, diagramas de barras, graficas de dispersion,

histogramas, etc.; las iconicas (basadas en figuras, colores, etc.), las basadas en pixeles
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(cada dato se representa como un Unico pixel) y las jerarquicas (dividiendo el area de

representacion en regiones dependiendo de los datos) entre otras.
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2.6. DIFUSION Y USO DEL CONOCIMIENTO

Una vez construido y validado el modelo puede usarse principalmente con dos
finalidades: para que el analista recomiende acciones basandose en el modelo y en sus
resultados, o bien para aplicar el modelo a diferentes conjuntos de datos. También
puede incorporarse a otras aplicaciones; por ejemplo, un sistema de analisis de créditos
bancarios, que asista al empleado bancario a la hora de evaluar a los solicitantes de los
créditos, o incluso automaticamente, como los filtros de spam o la deteccion de compras

con tarjetas de crédito fraudulentas.

En el sector educativo se pueden obtener modelos para explicar las tendencias en las
deserciones y los casos en los que los alumnos terminan las materias, deteccién de las

materias mas reprobadas y su impacto en el resto de las materias.

La finalidad del proceso del KDD es obtener conocimiento para ayudar a entender
mejor el entorno donde se desenvuelve la organizacion y, en definitiva, mejorar la toma

de decisiones en dicho entorno.

Conclusiones del capitulo dos.

En el capitulo dos se presenta el proceso del KDD el cual lleva al descubrimiento de
conocimiento Gtil y novedoso. Se explica desde la recopilacion de la informacion, como
esta se trata y cdmo se obtienen los modelos o patrones de comportamiento que llevan
finalmente al descubrimiento de dicho conocimiento que funge como un apoyo

adicional en la toma de decisiones.
Esta informacioén se obtuvo de los libros citados en las referencias asi como de asesorias

por parte de especialistas en el ramo. Aporta el procedimiento que se debe seguir para

lograr el objetivo principal que es la de encontrar nuevo conocimiento.
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CAPITULO I
“ALGORITMOS UTILIZADOS
EN LA MINERIA DE DATOS”

El algoritmo de mineria de datos es el mecanismo que crea modelos de mineria de
datos. Para crear un modelo, un algoritmo analiza primero un conjunto de datos,
buscando patrones y tendencias especificos. Después, el algoritmo utiliza los resultados
de este andlisis para definir los pardmetros del modelo de mineria de datos.

Los algoritmos de mineria de datos se clasifican en dos grandes categorias:
e supervisados o predictivos.

e No supervisados o descriptivos. (11)

En los modelos de datos supervisados o predictivos, se utilizan los datos disponibles
para construir un modelo que describa una variable particular de interés en términos del
resto de los datos disponibles, por lo que los algoritmos predictivos predicen el valor de
un atributo (etiqueta) de un conjunto de datos, conocidos otros atributos (atributos
descriptivos) a partir de datos cuya etiqueta se conoce como se induce una relacién entre
dicha etiqueta y otra serie de atributos. Esas relaciones sirven para realizar la prediccion

en datos cuya etiqueta se desconoce. Se desarrolla en dos fases:

1) Entrenamiento.- Es la construccion de un modelo usando un subconjunto de datos
con etiquetas conocidas.

2) Prueba.- Prueba del modelo sobre el resto de los datos.

Cuando una aplicacién no es lo suficientemente madura, no tiene el potencial necesario
para una solucién predictiva, en ese caso hay que recurrir a los métodos no supervisados
o0 descriptivos (descubrimiento del conocimiento) que descubren patrones y tendencias
en los datos. El descubrimiento de esa informacion sirve para llevar a cabo acciones y

obtener un beneficio de ellas. (11)
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3.1 TAREAS DE MINERIA DE DATOS

Dentro de la mineria de datos existen diferentes tipos de tareas, y cada una de ellas
puede considerarse como un tipo de problema que se puede resolver con un algoritmo
de mineria de datos, ya que cada tarea tiene sus propios requisitos, el resultado obtenido

(informacién) de cada una de ellas puede diferir del resultado con otra tarea.

Como ya se mencion6 anteriormente, existen dos tipos de modelos: los predictivos y los
descriptivos, por lo que las distintas tareas de Mineria de Datos se tienen que enfocar a

alguno de estos dos tipos de modelos.

La mineria de datos sirve para trabajar con tareas y las principales son las siguientes:
e Clasificacion
e Regresion
e Prediccion
e Agrupamiento
e Agrupacion por afinidad o reglas de asociacion

e Correlaciones

Las tres primeras tareas (clasificacion, regresion y prediccion) son ejemplos de mineria
de datos predictiva. Las tres restantes son ejemplos de mineria de datos descriptiva

(clustering, reglas de asociacién y correlacion).

Clasificacion

La clasificacion consiste en examinar las caracteristicas de un objeto asignandolo a una
clase predefinida. Consiste en actualizar cada registro llenando un campo con una

“marca” que lo identifica como integrante de una cierta clase.

La tarea de la clasificacion se caracteriza por una buena construccion, definicion de las
clases y un conjunto consistente de ejemplos preclasificados para entrenamiento. El
objetivo es construir un modelo que pueda ser aplicado a datos sin clasificar para

clasificarlos. (9)
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Ejemplos de las tareas de la clasificacion incluyen:
¢ Clasificacion de clientes de bajo, medio y alto riesgo en aplicaciones de crédito.

e Clasificacion de clientes a segmentos predefinidos.

En estos ejemplos, hay un numero limitado de clases conocidas y se espera poder

asignar cualquier registro dentro de cualquiera de esas clases.

Existen variantes de la tarea de la clasificacion, como son el aprendizaje de “rankings”
(es decir, orden de resultados o listas de clasificaciones; por ejemplo, en competencias
deportivas: México ocupa el tercer lugar), el aprendizaje de preferencias (por ejemplo,
en la generacién de predicciones acerca de quién ganara las elecciones o que un modelo
aprenda a ordenar cosas), el aprendizaje de estimadores de probabilidad (aprendizaje
con ayuda de la estimacion de probabilidades de los atributos etiqueta sobre un cierto

nimero de datos de entrada), etc.

Regresion

Esta tarea consiste en aprender una funcion real que asigna a cada valor del registro de
la base de datos un valor real. Esta es la principal diferencia respecto a la clasificacion;
el valor a predecir es numérico. El objetivo principal de esta tarea es minimizar el error

entre el predicho y el real. (9)

Con ciertos datos de entrada se puede usar la estimacion para alcanzar con una variable
desconocida algo como créditos ¢ balances de tarjetas de crédito. En la préactica, la

estimacion es utilizada para mejorar los resultados arrojados por la clasificacion.

Frecuentemente la clasificacion y la estimacion se utilizan juntas, como cuando la
Mineria de Datos es usada para predecir quiénes realizaran una transferencia y entonces
se estima el volumen de la transferencia de acuerdo a lo aprendido previamente por el
clasificador. Los datos con los que el clasificador ha aprendido, bien pueden ser datos
historicos de ingresos, gastos u otros que se consideren relevantes para el buen
aprendizaje; siempre y cuando se cuente con ellos (que se tengan disponibles en alguna

base de datos o almacén de datos).
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Prediccion

Cualquier prediccion puede ser directamente una clasificaciéon o estimacion. La
diferencia es el énfasis. Cuando la Mineria de Datos es usada para clasificar el uso
primario de una linea telefénica casera (llamadas normales, Internet) o detectar
transacciones fraudulentas en una tarjeta de crédito, no se espera regresar para verificar

si la clasificacion fue correcta. (9)

En la tarea de prediccion los registros son clasificados segin algin comportamiento
futuro predicho o un valor estimado. Con la prediccion, la unica forma de verificar la
prediccion de la clasificacion es esperar y ver. Sin embargo, el desempefio de dicha
clasificacion se puede ir verificando con los datos histéricos; es decir, ir evaluando si el
clasificador clasifica correctamente la mayor parte de los datos pasados. Pero no todos
tendran que ser correctos desde que lo que sucede en el universo en general es
dindmico, las cosas siempre estan cambiando constantemente por lo que las tendencias

son diferentes en los distintos intervalos del tiempo.

Algunos ejemplos de las tareas de prediccion son:

e Predecir el valor del ddlar en los proximos dias (por ejemplo, segun los precios del
petréleo y del oro y otros indices de algunas bolsas de valores).

e Prediccion del estado del clima en los proximos dias.

e Prediccién de cuales clientes de un banco devolveran el préstamo y cuéles no.

Cualquiera de las técnicas usadas como clasificacion o estimacion puede ser adaptada
para usar ejemplos de entrenamiento donde el valor de la variable a predecir es

conocido, junto con datos histéricos del ejemplo.
Los datos histéricos son usados para construir un modelo que explique el

comportamiento observado. Cuando éste modelo es aplicado a las entradas actuales, los

resultados son la prediccion de un comportamiento futuro.
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Agrupamiento

La tarea descriptiva mas representativa es la de agrupamiento (clustering) y consiste en
obtener grupos “naturales” a partir de los datos. La gran diferencia entre la agrupacion y
la clasificacion es: que en lugar de analizar datos etiquetados con una clase, los analiza

para generar una etiqueta. (9)

En el agrupamiento, los datos se agrupan basandose en el principio de maximizar la
similitud entre los elementos de un grupo y minimizando la similitud entre los distintos
grupos. Es decir, se forman grupos que los objetos de un mismo grupo son muy

similares entre si y son muy diferentes a los objetos de cualquier otro grupo.

Otro nombre que también se le da al agrupamiento es el de segmentacion, ya que el
principio de éste es: partir 0 segmentar en grupos a los datos. Un claro ejemplo donde se
puede aplicar la agrupacion es en una tienda de discos que desea identificar grupos de
clientes: clientes que compran videos y discos de musica, indican a qué tipo de grupo

cultural pertenecen.

Agrupacion por Afinidad o Reglas de Asociacion

La agrupacion por afinidad o mejor conocida como reglas de asociacion es una tarea
que tiene como objetivo identificar relaciones no explicitas entre atributos categoricos.
Las reglas de asociacion no implican una situacion causa-efecto, por lo que no

precisamente debe existir una causa para que los datos estén asociados. (9)

El objetivo principal de las reglas de asociacién es poder determinar cuéles cosas van
juntas. El ejemplo prototipo es determinar qué cosas van juntas en un carro de compras
de un cliente en un supermercado. Las ventas en “cadena” pueden usar reglas de
asociacion para planear un arreglo de elementos en venta o ser puestas en un catalogo
juntas para ser vistas por el cliente para su adquisicion. Las reglas de asociacion pueden
entonces ser usadas para identificar las oportunidades de ventas cruzadas y poder

disefiar paquetes atractivos o grupos de productos y servicios.
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Hay que mencionar que existe un caso especial de las reglas de asociacion el cual es
nombrado como reglas de asociacién secuenciales. En instancia se utilizan para
determinar patrones secuenciales en los datos, los cuales se basan en secuencias
temporales de acciones, por lo que la gran diferencia entre las reglas de asociacion es

que la relacion de los datos es basada en el tiempo. (9)

Correlaciones

Esta tarea se utiliza basicamente para examinar el grado de similitud de los valores de

dos variables numéricas.

Un ejemplo de este tipo de tareas es: Si un inspector de incendios desea obtener
informacion datil para la prevencion de incendios probablemente esté interesado en
conocer las correlaciones negativas que existen entre el empleo de distintos grosores de

proteccidn del material eléctrico y la ocurrencia de frecuencia de los incendios.
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3.2 TECNICAS DE MINERIA DE DATOS

Dado que la Mineria de Datos es un campo muy interdisciplinario, existen diferentes
paradigmas detras de las técnicas utilizadas para ésta fase: arboles de decision, redes
neuronales, aprendizaje bayesiano, técnicas estadisticas, entre otras. Cada uno de estos
paradigmas tiene diferentes algoritmos y variaciones de los mismos, asi como
restricciones que hacen que la efectividad del algoritmo dependa del dominio de
aplicacién, no adoptando asi el método universal aplicable a cualquier tipo de

aplicacion.

3.2.1 ARBOL DE DECISION

Inicialmente desarrollados por Morgan y Sonquist en 1963, los arboles de decision son
una técnica para el aprendizaje de modelos comprensibles de decisién elaborados a
partir de una muestra de datos disponible. EI término “modelo” indica que este tipo de
técnicas constituyen una “hipdtesis” o “representacion” del comportamiento de los

datos. Y es “comprensible”. (9)

Los sistemas de aprendizaje basados en arboles de decision son quizas el método mas
facil de utilizar y entender. Un arbol de decision es un conjunto de condiciones
organizadas en una estructura jerarquica, de tal manera que la decision final a tomar se
puede determinar siguiendo las condiciones que se cumplen desde la raiz del arbol hasta
alguna de sus hojas. Los arboles de decisién se utilizan desde hace siglos y son
apropiados para expresar procedimientos médicos, legales, comerciales, estratégicos,

matematicos, logicos, etc. (9)

El principio basico de los arboles de decision es que cada nodo del arbol representa un
atributo de los registros del problema debiendo partir de un nodo raiz el cual hace la
mejor discriminacion sobre el punto de partida de clasificacion o prediccion que se
desea obtener. Se realiza una prueba al registro en analisis con respecto a este nodo raiz,
después se continta con un nodo hijo el cual a su vez también realiza una prueba al
registro y asi sucesivamente hasta llegar a un nodo final Ilamado nodo hoja. Esta

arquitectura arborescente invertida es la que da el nombre a los arboles de decision.
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Una de las grandes ventajas de los arboles de decision es que, en su forma méas general,
las opciones posibles a partir de una determinada condicién son excluyentes. Lo que
permite analizar una situacion y, siguiendo el camino apropiadamente de dicho arbol, se

puede llegar a una sola solucion a tomar.

Existen dos tipos principales de arboles de decision:

e Arboles de decision para clasificacion. Proveen un nivel de confianza de
clasificacion y asignan a los registros en una clase segun sus caracteristicas.

e Arboles de decision para regresion. Estiman el valor de la variable objetivo
(valores numéricos). (9)

Arboles de decision para clasificacion

Los arboles de decision se adecuan mejor a la clasificacion desde el hecho de que
clasificar es identificar a qué clase pertenece algun objeto, por lo que la estructura de

condicion y ramificacion es ideal para dicho problema.

La caracteristica principal de la clasificacion es que se asume que las clases son
disjuntas; es decir, alguna instancia de una clase es diferente a la instancia de otra clase

puesto que no puede pertenecer a la misma clase. (12)

Como la clasificacién trata con clases o etiquetas disjuntas, un arbol de decision siempre
conducird un ejemplo hasta una y s6lo una hoja. Para ello, las particiones existentes en
el arbol deben ser también disjuntas; cada instancia cumple o no cumple una condicion.

Ademas, siempre se debe cumplir alguna de las dos condiciones.
EJEMPLO: Se trata de un conjunto de datos que muestra condiciones climatol6gicas

(pronostico, humedad y viento) adecuadas para jugar un cierto deporte. Se trata de decir

si se debe jugar o no, se muestra en la Figura 3.1
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Prondstico

Soleado Lluvioso

Cubierto

Viento

Alta Normal Fuerte Débil

Figura. 3.1 Arbol de decisién para determinar si se juega o no cierto deporte.

Random Forest — Bosque Aleatorio.

Un bosque aleatorio es un clasificador que consiste de muchos arboles de decisién y
despliega como resultado la clase que es la moda de las clases de salida de arboles

individuales.

Cada arbol se construye usando el siguiente algoritmo:

* Sea N el nimero de casos y M el numero de variables en el clasificador.

» Se sabe el nUmero m de variables de entrada que se usa para determinar la decisién en
el nodo del arbol; m debe ser mucho menor que M.

» Elegir un conjunto de entrenamiento para este arbol escogiendo N veces con
remplazamiento de todas los casos N de entrenamiento disponibles. Utilizar el resto de
los casos para estimar el error del arbol prediciendo sus clases.

» Para cada nodo del arbol, escoger aleatoriamente m variables en las cuales se base la
decision en ese nodo. Calcular la mejor particion basada en estas m variables en el
conjunto de entrenamiento.

* Cada arbol crece plenamente y no esta podado (tal y como se construyen los arboles

clasificadores normales).
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Ventajas.

* Para muchos conjuntos de datos, produce un clasificador altamente exacto.

* Puede manejar un nimero muy grande de variables de entrada.

« Estima la importancia de las variables para determinar la clasificacion.

» Genera una estimacion interna imparcial del error de generalizacion conforme la
construccion del bosque progresa.

* Incluye un buen método para estimar los datos faltantes y mantiene la exactitud
cuando una enorme porcion de los datos faltan.

* Provee una manera experimental para detectar interacciones variables.

* Puede balancear el error en conjuntos de datos de poblacién no balanceada.

» Calcula proximidades entre casos, lo cual es util para el agrupamiento, deteccion de
casos extrafios y visualizacion de los datos.

* El aprendizaje es rapido.

Desventajas.
* Los bosques aleatorios son propensos al sobre juste. Esto se da en tareas de regresion o

clasificacion con mucho ruido.

El indice Gini — Gini index

Al utilizar el algoritmo del bosque aleatorio o random forest, se tienen varios tipos de
indices a escoger, de los indices que mejores resultados ofrecieron para nuestro estudio,

es el indice Gini.

Para el problema de clasificacion de la clase k, el indice Gini se define como G = X
pk(1 — pk), donde pxes la proporcidn de observaciones en el nodo en la k-ésima clase. El
indice es minimizado cuando uno de los px toma el valor de 1y todos los demas tienen
el valor 0. En este caso, se dice que el nodo es puro y no mas particiones adicionales de
las observaciones en ese nodo tomaradn lugar. El indice Gini toma su valor méaximo
cuando todos los px adoptan el valle 1/K; de esta manera, las observaciones en el nodo
son expandidas por igual entre las clases K. El indice Gini, para todo un arbol de
clasificacion, es una suma ponderada de los valores del indice Gini en los nodos
terminales, con los pesos que son los nimeros de observaciones en los nodos. Asi, en la
seleccidon del siguiente nodo a separar, los nodos que tienen grandes numeros de

observaciones pero para los cuales s6lo pequefias mejoras en los pxs pueden realizarse,
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pueden compensarse contra los nodos que tienen pequefios nimeros de observaciones

para las cuales grandes mejoras en las pgs son posibles.

Arboles de decision para regresion

Los arboles de decision no sélo se utilizan para la clasificacion, sino que también se
pueden adaptar para otras tareas como son la regresion, el agrupamiento o la estimacion.
Un éarbol de regresidn se construye de manera muy similar al arbol de decision para

clasificacion, pero con las siguientes diferencias:

e La funcion aprendida tiene dominio real y no discreto.

e Los nodos de las hojas el arbol se etiquetan con valores reales.

Existe una variedad de algoritmos para construir rboles de decisién para regresion, con

los cuales se obtienen resultados ligeramente diferentes. Estos algoritmos son:

a) CART
b) CHAID
c) C45
d) 1D3

¢ Cuéando utilizar arboles de decision?

Los arboles de decision son utiles para problemas cuyo objetivo es hacer predicciones o
clasificaciones categoricas extensas. Asimismo son muy Utiles para encontrar valores
anomalos o extraordinarios que bien pueden guiar a la deteccién de fraudes o casos
poco comunes por lo que es posible hacer descubrimientos inesperados Utiles. Los
arboles de decisién son mas Utiles en dominios en los que los valores de las variables
pueden romperse en numeros relativamente pequefios (en algunos casos sélo dos

valores, dependiendo de la herramienta que se utilice).
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3.2.2 REDES NEURONALES ARTIFICIALES

Las redes neuronales artificiales (RNA) son todo un paradigma en la computacién. Sus
inicios datan del afio 1943 con los trabajos de McCulloch y Pitts. El acceso al
conocimiento neuronal ha permitido que hoy en dia sea una eficaz técnica predictiva

para modelar problemas complejos de la mineria de datos. (13)

Las RNA son el resultado de los intentos por reproducir mediante computadoras el
funcionamiento del cerebro humano. Los modelos de las RNA creados hasta ahora son
extremadamente simples y lo que se busca no es imitar las neuronas auténticas, sino
lograr una maquina (computadora) en paralelo formada por la interconexion de muchos

elementos simples de célculo. (9)

Las redes neuronales artificiales son un método de aprendizaje cuya idea basica es
imitar ciertos aspectos de la arquitectura del cerebro, para que ésta resuelva los

problemas modelados.

Las RNA son sistemas conexionistas dentro del campo de la Inteligencia Artificial las
cuales, dependiendo del tipo de arquitectura neuronal, pueden tener diferentes
aplicaciones. Pueden utilizarse para el reconocimiento de patrones, compresion de

informacion, agrupamiento, clasificacion, visualizacion, etc.

Una red neuronal puede verse como un grafo dirigido con muchos nodos (elementos del
proceso) y arcos entre ellos (sus interconexiones). Cada uno de estos elementos
funciona independientemente de los demaés, usando sus datos de entrada y de salida del
nodo para dirigir su procesamiento. En la figura 3.2 se ejemplifica como funciona una

red.
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Figura. 3.2 Red Neuronal para el problema de jugar un cierto deporte.

La organizacion mas simple de una RNA consta de una capa de entrada, en la que cada
nodo corresponde a una variable independiente, nodos internos organizados en una o
varias etapas ocultas y una capa de salida con los nodos de salida que son las posibles
respuestas a nuestro problema. Cada nodo de la capa de entrada esta conectado a cada
nodo de la capa oculta; estos nodos de la capa oculta pueden estar conectados a otras
capas ocultas o bien a nodos de la capa de salida. Cada arco esté etiquetado por un peso

de conexion w. (12)

Los pesos de conexion son paramétricos y desconocidos, los cuales deben estimarse por
un método de entrenamiento. EI método mas utilizado es el de retropropagacion

(backpropagation). La idea es reducir el valor del error de la salida de la red. (12)

Para usar una red neuronal ya entrenada se introducen los valores de los atributos de una
instancia en los nodos de entrada y los nodos de salida determinan la prediccion para
dicha instancia. Suena muy sencillo como si se tratara de una caja negra donde de un
lado se introducen datos y del otro lado sale la respuesta. Tal vez si sea asi, pero lo
complejo de las redes neuronales esta en el aprendizaje y en lograr el minimo error de

los valores de salida.
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Las RNA no necesitan volver a ser programadas al cambiar de entorno, pero no
precisamente quiere decir que sus comportamientos no cambien con la finalidad de
adaptarse a nuevos entornos. Estos cambios son debidos a variaciones en los pesos de la
red, lo que da lugar al aprendizaje. Dichos cambios son producidos para modelar los
cambios en el rendimiento de las sinapsis, dado que la forma de aprendizaje humana se
debe a los cambios en el rendimiento o eficiencia de las sinapsis, ya que a través de ellas

se transmite la informacion entre las neuronas.

La faceta mas interesante del aprendizaje no es s6lo la posibilidad de que los patrones
de entrada puedan ser aprendidos, clasificados, identificados; sino la capacidad de
generalizacion que posee, ya que en el aprendizaje se dan los patrones de
entrenamiento. Lo mas importante es que la red tenga la capacidad de generalizar sus

resultados en un conjunto de prueba los cuales no fueron vistos dentro del aprendizaje.

Uno de los problemas que se tiene en las redes neuronales es el “sobreaprendizaje”,
también Ilamado sobre ajuste que, como su nombre lo indica, hace que el resultado no

sea totalmente confiable.

Existen dos tipos principales de aprendizaje en RNA:

e Aprendizaje supervisado.

e Aprendizaje no supervisado.

Aprendizaje supervisado.

El aprendizaje ocurre en un modo supervisado cuando los sistemas se enfocan a un
conjunto de objetivos conocidos para que esos objetivos sean facilmente identificados
cuando se presenten como entradas al sistema. En cada prueba que se hace con el
aprendizaje supervisado, una entrada se presenta al sistema; la entrada activa ciertos
nodos y el sistema proporciona una respuesta de salida basado en el patron de
activacion. Si la salida no es igual a la respuesta deseada durante el aprendizaje, se le da

al sistema una retroalimentacion disefiada para modificar la respuesta incorrecta.
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Una variedad de algoritmos puede utilizarse para proporcionar retroalimentacion al
sistema durante las pruebas de aprendizaje de manera que la fuerza de las conexiones
entre los nodos se altere, de tal forma que produzcan respuestas correctas
consistentemente. Una vez que el sistema ha aprendido las respuestas correctas del
conjunto de entradas de preparacion, el modo aprendizaje estard terminado y la red
neuronal puede entonces utilizarse para detectar y clasificar aquellos patrones entre las

nuevas entradas.

De esta forma, habiendo preparado, el sistema puede utilizarse para automatizar la
deteccion de patrones y alertar al usuario cuando patrones entrantes sean iguales a una
respuesta de salida aprendida previamente. Este es el tipo de formulacién en el corazon
de las redes de propagacion hacia atras y otros métodos utilizados en sistemas de

aprendizaje supervisado. (14)

Cuando utilizar las redes neuronales supervisadas.

Los sistemas de aprendizaje supervisado son apropiados en aquellos casos en el que los
trazos 0 mapeos de la entrada-salida son conocidos de antemano, pero no pueden decirle
nada nuevo sobre sus datos.

Aprendizaje no supervisado.

Los modelos de red neuronal que pueden utilizarse para la Mineria de Datos aprenden
en un modo no supervisado. Los sistemas de aprendizaje no supervisado no requieren
que el conjunto de respuestas de salida permisibles y su mapeo a entradas sean definidas
a priori. En vez de eso, lo que ocurre en el aprendizaje no supervisado es que la red
forma su propio conjunto de salidas durante la preparacién basado en caracteristicas

extraidas por la red.

El método maés popular del aprendizaje no supervisado es el mapa de caracteristicas de
Kohonen. Hay dos capas en el mapa de caracteristicas, una capa de entrada y una capa
de salida. Los nodos en la capa de salida pueden tener conexiones excitatorias asi como
inhibitorias con nodos vecinos. Dada una entrada, los nodos dentro de la capa de salida

pasan por un proceso de activacion competitiva por el que los nodos activados intentan
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e inhiben a otros nodos para “ganar” la competencia. El ganador de la competencia es
usualmente el nodo (o el conjunto de nodos) cuya conexidn entrante se pondera mas
cercanamente a ser igual que la entrada. Habiendo ganado ya la competencia, el ganador

tiene sus ponderaciones ajustadas incluso mas alla en la direccion del patrén de entrada.

Un mapa de caracteristicas se crea ajustando no so6lo las ponderaciones del ganador
después de cada entrada, sino también las ponderaciones de sus nodos vecinos. De esta
manera, sobre las pruebas, la vecindad entera de nodos respondera a algin grado hacia
la misma entrada. La preparacion usualmente progresa reduciendo el tamafio de la
vecindad elegible para el ajuste hasta que la vecindad se convierte en un solo nodo de

salida.

Hasta este punto, puede haber un nodo que responda mas fuertemente a una entrada
dada, pero este nodo estard conectado cercanamente a una red de nodos que también
tiene una tasa alta de respuesta a esa misma entrada. Esto significa que entradas

similares tenderan a activar la misma vecindad de nodos.

Lo que es interesante sobre esto, desde una perspectiva de Mineria de Datos, es que se
pueden alimentar independientemente las entradas en una red de aprendizaje no
supervisado y utilizar el proceso competitivo para dejar que la red determine cuales
caracteristicas podrian utilizarse para separar clases de entradas en categorias 0 en

grupos (agrupamientos).

El mapa puede segmentarse para dividir los datos en subclases para un analisis posterior
por parte de otro mapa de caracteristicas o por algin otro método. Ya que la salida de
ésta computacion de red neuronal se representa por un conjunto de vectores, necesitara
usualmente combinar este enfoque con otras metodologias de visualizacion para

apreciar los resultados.

Cuando utilizar las redes neuronales no supervisadas.

La ventaja mas importante del aprendizaje no supervisado sobre otros métodos
analiticos es que no necesita empezar con hipétesis sobre las diferencias esperadas entre

grupos representados en el conjunto de datos. Esto puede ser usado como un analisis
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exploratorio. Generalmente hablando, el método de la red neuronal para la Mineria de
Datos es de lo mas Gtil cuando estan buscando maneras ingeniosas de segmentar el
conjunto de datos. Este método puede utilizarse para descubrir subgrupos de datos que
estan definidos en términos de alguna caracteristica comin que los separa de otras

porciones de la poblacion completa.

Las aplicaciones en las que se podria usar tal analisis incluyen la identificacion de los
tipos de clientes que mas probablemente compraran ciertos productos; designacién de
constelaciones de sintomas, que podrian utilizarse para clasificar varias enfermedades y
la caracterizacion de las caracteristicas que podrian segregar patrones de comercio

sospechosas de un grupo.

A continuacién se presenta una tabla (tabla 3.1) de diferencias que existe entre el
cerebro humano y la computadora donde se visualizan las propiedades mas interesantes

de cada uno de ellos.

CEREBRO COMPUTADORA
e 100.000 millones de unidades de e Una unidad de proceso
proceso. e Millones de operaciones por
e Cientos de operaciones por segundo. segundo.
e Precision aritmetica muy escasa. e Precision aritmética absoluta.
e Paralelismo masivo. e Operaciones en serie.
e Logica difusa. e Lodgica rigida.
e Memoria de tipo asociativo y e Lainformacion se guarda en
almacenada en forma dispersa. posiciones de memoria de acceso
e Tolerancia a los fallos (muerte de directo.
neuronas). e Los pequerios fallos son criticos.
e Maneja todo tipo de informacion e Sistemas altamente
incluso sujeta a incertidumbre, en especializados con capacidad
poco tiempo pero no necesariamente para procesar informacién muy
con exactitud. concreta, siguiendo instrucciones
Dadas.

Tabla 3.1. Diferencias entre el cerebro humano y la computadora.
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3.2.3 ALGORITMOS DE CLASIFICACION

Algoritmo del vecino k mas cercano.

En cuanto se refiere a reconocimiento de patrones, el algoritmo de los vecinos k méas
cercanos (k-NN) es un método de clasificacion de objetos que se basa en los ejemplos
de entrenamiento mas cercanos en el espacio caracteristico. k-NN es un tipo de
aprendizaje basado en instancias o aprendizaje perezoso donde la funcion es
aproximada solamente localmente y todo el computo se pospone para la clasificacion.

También puede utilizarse para la regresion.

El algoritmo de los vecinos k mas cercanos es, de entre los algoritmos de aprendizaje
maquina, el mas simple. Un objeto es clasificado por un voto de mayoria de sus vecinos
junto con el objeto mas comun asignado entre sus vecinos mas cercanos k. k es un
entero positivo tipicamente pequefio. Si k = 1, entonces el objeto simplemente es
asignado a la clase a la que pertenece su vecino méas cercano. En problemas de
clasificacion binarios (dos clases), es util escoger que k sea un numero entero impar de

tal manera que se eviten votos empatados.

Los vecinos se toman de un conjunto de objetos para los cuales la correcta clasificacion
(o en el caso de la regresion, el valor de la propiedad) es conocida. Esto se puede
considerar como el conjunto de entrenamiento para el algoritmo aunque ningin paso de
entrenamiento sea requerido. Para identificar a los vecinos, los objetos son

representados por vectores de posicion en un espacio caracteristico multidimensional.

Usualmente se usa la distancia Euclidiana d(X,Y)=J(x2 —x)?+ (Y, - V,)* aunque

n
otras medidas de distancia tales como la distancia Manhattan d =Z| X, — V| podria
i=1

utilizarse en principio.

El algoritmo del vecino mas cercano es sensible a la estructura local de los datos.
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Por ejemplo, si se quiere clasificar una nueva fruta (figura 3.3):

Figura 3.3. Clasificando a la nueva fruta. Resulta ser una manzana.

e Si k=5, estas cinco frutas son las méas similares al ejemplo no clasificado.
e Ya que la mayoria de las frutas son manzanas, se decide que la fruta
desconocida es una manzana.
Este tipo de clasificador requiere de tres cosas:
e El conjunto de los registros almacenados.
e Ladistancia métrica para calcular la distancia entre los registros.

e FEl valor de k, el nimero de vecinos a obtener.

Lo que hace este clasificador para clasificar un nuevo registro es:
e Calcula la distancia a otros registros de entrenamiento.
¢ Identifica los vecinos k mas cercanos.
e Utiliza las etiquetas de clase de los vecinos mas cercanos para determinar la

etiqueta de la clase del registro desconocido.
La clase no es mas que el atributo a predecir.
En la siguiente ilustracion se tiene al nuevo registro a clasificar. K = 3, por lo que el

nuevo registro, por mayoria de votos de estos tres valores, es un valor positivo o de los

valores de las cruces.
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Figura 3.4. Clasificacion del nuevo objeto cuando k=3.

Pero si el valor de k es distinto, la clasificacion del nuevo registro puede ser distinta
(figura 3.5):

— - _— L] - - - =
- -
+ Lo - {#" \\\ +
-_— _,.-..+ -_ + — +
i "'-‘l l-‘ — 'II ¥ — [
1
I\ X 1 \ x H H X "‘
~ e’ \ ," i\l h
~ F
+ _ ™ “ + . P
— + -._..4_ — "\_,___'_l.'.-"'
+ + + + + +
(a) El vecino mas (b) Los dos vecinos (c) Los tres vecinos
cercano. MAS cercanos. MAg cercanos.

Figura 3.5. Clasificacion del nuevo objeto dependiendo del valor de k. (15)

Para la figura anterior (figura 3.5), si k = 1, el nuevo registro se clasifica como un valor
negativo. Si k = 2 el nuevo registro puede ser clasificado ya sea como valor negativo o
positivo puesto que no existe ninguna mayoria de votos. Si k = 3, el nuevo valor se
clasifica como un valor positivo por mayoria de votos. Por lo anterior, es conveniente
elegir un valor de k impar. Pero también se observa que con k = 1 el resultado es distinto
a que si k = 3. Una manera de decidir qué valor de k (impar) es mas conveniente, es
observar las medidas de evaluacion como el alcance y la precision. La precision mide la
probabilidad de que si un sistema clasifica un documento en una cierta categoria, el
documento realmente pertenezca a la categoria. El alcance da una medida de cobertura o

completitud.
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Se utilizara este algoritmo en nuestro estudio debido a la gran capacidad que presento

para clasificar correctamente la mayoria de los casos.

La que resulte mejor, es la que entonces se acopla mejor a los resultados que se desean

obtener.

Al momento de escoger el valor de k se debe tomar en cuenta también que si el valor es
demasiado pequefio, la clasificacion sera sensible a valores de ruido. Y si es demasiado

grande, se pueden escoger otros valores que pertenecen a otras clases.

IBK

El algoritmo 1Bk pertenece al grupo de algoritmos utilizados en las RNA y es de
aprendizaje retardado porque no construye modelos explicitamente (es una caja negra),
el aprendizaje lo deja al final por lo que necesita menos tiempo para el entrenamiento
pero mas tiempo para las predicciones y tiene una alta exactitud en las predicciones o

clasificaciones.

El algoritmo funciona asi:

1) Calcula la distancia Euclidiana del objetivo a aquellos que fueron muestreados.
2) Ordena las muestras tomando en cuenta las distancias calculadas.

3) Escoge heuristicamente la k mas 6ptima con ayuda de la validacion cruzada.

4) Calcula un promedio ponderado de distancia inversa con los vecinos

multivariados k méas cercanos.

Por lo que se puede decir que las redes neuronales artificiales son técnicas analiticas que
permiten modelar el proceso de aprendizaje de una forma similar al funcionamiento del

cerebro humano, basicamente, la capacidad de aprender a partir de nuevas experiencias.
Estas técnicas han tenido un desarrollo impresionante en la Ultima década, con

aplicaciones tanto a la medida como generales (cominmente llamados shell) y tienen

como objetivo fundamental sustituir la funcion de un experto humano.
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Conclusiones del capitulo tres.

En el capitulo tres se muestran algoritmos que se utilizan en la mineria de datos. Para el
caso de reglas y patrones, se eligio el arbol de decision (el cual estd dentro del bosque
aleatorio) por ser facil de utilizacion y entendimiento. Para el caso de las predicciones,
se mostraron dos algoritmos distintos que se pueden usar en las predicciones. Uno es el
algoritmo de clasificacion IBk basado en la cercania de vecinos y, el otro, la red

neuronal, basada en la estructura cerebral humana.

Se determin0 considerar estos dos algoritmos dado que en rapidminer existen éstos vy,
por tanto, se investigdb en la literatura y fuentes bibliograficas sobre su uso, su
eficiciencia, como funcionan; después de esto, se consideraron muy factibles para que
se obtuvieran buenos modelos a partir de nuestros datos. Para determinar cual es el
mejor para nuestro estudio, se llevd a cabo con la ayuda de las validaciones (las que
determinan qué tan bien aprende el modelo generado por cada uno de estos dos

algoritmos).
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CAPITULO IV
“DESCRIPCION DEL DESARROLLO PRACTICO DE LAS
FASES CON UNO O MAS HERRAMIENTAS DE
MINERIA DE DATOS”

4.1 FASE 1 SISTEMAS DE INFORMACION

En este capitulo se desarrolla de forma practica el proceso del KDD. Se comenzara con
el desarrollo de la primera fase del KDD: Sistemas de informacion (requisitos), por lo

cual se plantearon las preguntas mas frecuentes como son:

e (Qué se estd buscando? Encontrar patrones de desempefio en el avance escolar de
los alumnos.

e ;Qué atributo del conjunto de datos se desea intentar predecir? El atributo
primordial es la desercion con base en los historiales académicos solamente, dado
que no se cuenta con otras fuentes, tales como las socioecondémicas ni demograficas.

e ¢ Qué tipos de relaciones se intenta buscar? Se buscan patrones o reglas y modelos
que muestre quién es factible que deserte solamente con base en los historiales
académicos. Esto ayudaria a identificar a los alumnos que muy probablemente
desertardn. Ir en contra de la prediccion. Cada alumno cuesta dinero y demas; dejar
que deserte es un desperdicio.

e ;Desea realizar predicciones a partir del modelo de Mineria de Datos o s6lo
buscar asociaciones y patrones interesantes? En este caso se aplicaran los dos
tipos de predicciones.

e ;Cbmo se distribuyen los datos? Se tienen en una sola base de datos.

¢ ;Cbmo se relacionan las columnas? O en caso de haber varias tablas, ;cémo se

relacionan las tablas? Con el niimero de cuenta del alumno.
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Vista del procedimiento para llevar a cabo la mineria de datos.

Definicion del problema
Base de datos de

Se proporciona copia de la base de datos en
Archivos .sql y en archivos en Excel.

Almacenamiento de los Se crea un script

datos a MySQL para la migracion MySQL.TesisV2
de los datos.

Exploracion de 3
los datos I?rep_aramon y
limpieza de los

datos

Mineria de Datos
usando
Rapidminer Patrones y modelos

Evaluacion e
Interpretacion

&%) RAPID|MINER
'i.-

Difusion del
Conocimiento

Figura 4.1. Procedimiento de nuestro estudio de mineria de datos.

62



Capitulo IV

Cabe resaltar que se delimitard a estudiar dichos criterios de desercion en los planes

1994 y 2006, ya que la copia de la base de datos que se proporcioné contenia registros

de otros planes de estudio.

Una vez establecido qué es lo que se esta buscando y las delimitaciones, se procede a

revisar la base de datos con la que se cuenta; para conocer las tablas que serviran y las

que haran falta para el proceso. En la Figura 4.2 se muestran las tablas que contienen

nuestra base de datos inicial.

| departamento ¥
" dave INT{10)
4 organo INT(10)
$rnumero INT(10)
% nombre VARCHAR(70)
{rreporta VARCHAR(S)

]

] organo v

* dlave INT(10)

$rnombre VARCHAR(65)

¢ abreviadn VARCHAR(10)
(]

| carreras v
* dlave INT(10)
< nombre VARCHAR (0)
$rorgano INT(10)
¢ reds_totales INT(10)
4 reds_obligatorios INT(10)
¢ creds_optativos INT(10)
¢ semestres INT(10)
4 pln VARCHAR(4)
& dave_nva VARCHAR(3)

3

" alumno v

* indice INT(10)

¢ cuenta VARCHAR(10)

& nombre VARCHAR(85)

¢ carrera VARCHAR(3)

 pln VARCHAR(4)

{ registro VARCHAR(S)

¢ pln_dgae VARCHAR(S)
]

"] asignatura v

" dave INT(10)

¢ nombre VARCHAR(30)

4 creditos INT(10)

¢ [aboratorio VARCHAR(2)

& iicio VARCHAR(5)

4 vigenda VARCHAR(Z)

¢ departamento VARCHAR(S)

& nombre_completo VARCHAR(30)
(]

Figura 4.2 Tablas que conforman nuestra base de datos

| historias \
& CUENTA CHAR()
4 PLANTEL CHAR(3)
{ CARRERA VARCHAR(S)
& PLN_DGAE CHAR(4)
< CAUSA_INGRESO VARCHAR(S)
{ ASIGNATURA VARCHAR(6)
4 PERIODO CHAR(S)
{ CALIFICACION CHAR(2)
& GRUPO CHAR(4)
4 FOLIO VARCHAR(3)
$TIPO CHAR(Y)
¢ aprobo VARCHAR(Z)
* indice INT(10)

Se empezara la establecer los criterios para lograr determinar si un alumno desertd o no

Criterios:

e Un alumno deserto si el nimero de créditos en su registro es menor al nimero de

créditos requeridos para terminar sus estudios y que ya no tenga registros de

calificaciones en el semestre anterior.

e Si el alumno tiene menos créditos de los que se requieren para terminar sus

estudios pero tiene registros de calificaciones en el semestre anterior, significa

que el alumno no ha desertado puesto que sigue cursando su carrera.
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Cabe mencionar ademds otros detalles: existen registros de alumnos en los que, para
terminar totalmente sus estudios, les faltan 3 créditos o menos. Esto se debe
probablemente a que haya materias de 4 créditos o errores en el calculo de créditos para
terminar una carrera. Por lo que si a un alumno le faltan 3 créditos, ya se puede
considerar que el alumno si terminé sus estudios. Por lo que éste se clasificaria como un
alumno que si terminé sus materias. Cabe recalcar que, con los datos proporcionados,
no se puede saber si el alumno se titul6 o no. Al menos no desde el conjunto de Datos

que se tiene.

Resumiendo lo que se va hacer:

1) Si el alumno tiene mas de los créditos minimos, deserto = 'NO' (es decir, que

terminé todas sus materias).

2) Si el alumno tiene menos de los créditos minimos, pero tiene registro de
calificaciones del semestre pasado, deserté = 'NQO'. Esto quiere decir que el alumno esta

inscrito atn. Por lo que todavia no se puede considerar que ya deserto.

3) Si el alumno tiene menos de los créditos minimos y ademas ya no tiene registros de

calificaciones de este Gltimo semestre; entonces deserté = 'SI'.

Primero se procede a realizar una consulta o query en la que se desea dividir a los
alumnos en dos grupos: los que ya tienen mas de los créditos necesarios y a los que
todavia les falta. Ademas esto debera hacerse para cada carrera, ya que el nimero de

créditos de cada carrera requerido es diferente.

En la Pagina http://www.ingenieria.unam.mx se obtuvieron los créditos que requiere

cada carrera y se obtuvierdn los planes DGAE (pIn_dgae) de los dos planes — 1994 y
2006, que son las claves con las que se identifican las carreras y se realizd una nueva
tabla para nuestra base de datos agregando el atributo status_plan: 1 si es plan 1994 y 2
si es plan 2006. Esto con la finalidad de hacer mas simple la clasificacion de ;Qué plan
DGAE corresponde a qué plan de estudios? (Véase la tabla 4.1 en el Anexo al final de

este trabajo).
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Cabe aclarar que ciertas columnas se repiten en varias tablas, por lo cual se podria decir
que las tablas no estan normalizadas. Hay que recordar que el contenido estd en una
Base de Datos del tipo OLAP (Online Analytical Processing) cuyas caracteristicas
particulares es que en ellas se llevan a cabo mayoritariamente consultas para el analisis
de datos y busqueda de patrones con el fin de optimizar las consultas que se desean; por

lo que conviene frecuentemente tener casi las mismas columnas en distintas tablas.

Hasta este punto puede parecer que fue una tarea demasiado sencilla, pero no fue asi; ya
que las tablas que proporcionaron fueron en archivos de Excel que tuvieron que
cargarse a las tablas con ayuda de la herramienta para cargar los 1.2 millones de datos

que proporcionaron.

PhpMyAdmin provee un ambiente sencillo y practico para empezar a cargar los datos y
generar consultas. Sin embargo, el equipo de codmputo con el que se cuenta para hacer
dicho estudio no posee mucha memoria ni tanta rapidez en procesador: cargar cada tabla
por medio de PHPMyAdmin implicé varias horas, incluso dias. Para el caso de la tabla
de los historiales (académicos), se realizaron varias particiones de datos para poder
cargar cada una a la base de datos ya que fue imposible cargar todos los datos en una
sola vez. Después se realizd la seleccion de los planes dgae que pertenecieran a los
planes de estudio 1994 y 2006, por lo que se redujo la cantidad de registros a

aproximadamente 600 000 mil registros.

Para mayor detalle sobre el software (o programas) utilizado, consultar el apéndice 1.
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4.2 FASE 2. PREPARACION DE LOS DATOS.

El primer paso que se realiz6 de la preparacion de los datos fue quitar aquellos registros

de los planes de estudio anteriores a 1994.

Aunque la teoria marca que, en primera instancia, la vista minable debe quedar
absolutamente limpia, es cierto que en la practica no es del todo asi ya que se van
encontrando inconsistencias. También es cierto que el proceso de preparacion conlleva a
un proceso ciclico de limpieza, integracion y transformacion.

Con las tablas de nuestra base de datos no se podia sacar alguna informacion relevante
porque no contenian todos los atributos necesarios para que fueran relacionados e iniciar

a construir de la vista minable.

Se procedié a crear la vista minable alumnodesercion que contuviera los siguientes

atributos:

1) cuenta varchar(10). Contiene el niimero de cuenta.

2) causa_ingreso varchar(3). Contiene la clave del tipo de ingreso del alumno a la facultad.

3) plan_dgae varchar(4). Contiene la clave del plan de estudios del alumno.

4) creditos integer. Contiene el nimero de créditos que tiene el alumno.

5) periodos integer. Contiene el niimero de periodos o semestres que ha cursado el alumno.

6) primerperiodo varchar(5). Contiene el primer semestre que cursé el alumno.

7) ultimoperiodo varchar(5). Contiene el ultimo semestre que ha cursado hasta ahora. Este periodo
se utiliza para saber si por lo menos el alumno sigue estando inscrito (para saber si ya deserto o
no).

8) generacion varchar(4). Contiene el ailo en que el alumno inici6 la carrera.

9) deserto varchar(2). Se marca si el alumno desert6 o no.

10) terminomaterias varchar(2). Se marca si el alumno termin6 todas sus materias de la carrera o no.

11) promedio float(4,2). Contiene el promedio del alumno.

12) hareprobado integer. Indica el nimero de veces que ha reprobado el alumno a lo largo de la
carrera.

13) haaprobado integer. Indica el nimero de materias que ha aprobado el alumno a lo largo de la
carrera.

14) duplicidad integer. Se usa para saber qué nimeros de cuenta tienen duplicados, ya que existe el
caso de que algunos nimeros de cuenta tienen dos o tres planes de estudio, lo cual significa que
se cambiaron de plan. Cabe aclarar que, los alumnos que cambiaron de plan, se les hizo una

revalidacion de estudios en las materias que s6lo eran compatibles (que tuvieran como minimo el
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80% del contenido del programa de las materias del nuevo plan). Ahora para los nuevos nimeros
de cuenta, su plan de estudios DGAE cambia segun la especialidad que tomen. Por ejemplo, un
alumno de la carrera de Ingenieria en Computacion del nuevo plan 2006 cuya clave es 1190,
tendra registrado ese plan. Al momento de seleccionar el médulo de Bases de Datos, su plan de
estudios DGAE cambiara por 1193. En su historial académico tendra ambas claves. Es por eso
que las cuentas se duplican o triplican. Es por eso que al final se analizaran todos los datos
incluyendo los numeros de cuenta duplicados. Esto ha servido para entender el porqué se
duplican. Sabiendo esto, se toma la decision de dejarlos asi. Existen casos en los que cuando un
alumno ha seleccionado un modulo de salida, el plan DGAE en su historial se actualiza en todo
su historial por lo que deja sin la posibilidad de saber con qué plan de estudios DGAE comenz6
el estudiante. En este campo, si la cuenta resulta duplicada se asigna el valor de 1; en caso
contrario, un 0.

15) indice integer. Es la llave primaria de la tabla.

Dado que PHPMyAdmin es s6lo una aplicacion Web para consultar y administrar la
base de datos, en la construccion de la tabla alumnodesercion ya no es tan practico
seguir utilizando Unicamente esta herramienta, por lo que se empezara a trabajar con

MySQL Query Browser el cual realiza y procesa las consultas mucho mas rapido.

El script que crea la vista minable alumnodesercion se muestra a continuacion (usando

MySQL):

CREATE TABLE ~alumnodesercion™ (
“indice® int(10) unsigned NOT NULL auto_increment,
“cuenta® varchar(10) NOT NULL,
“causa_ingreso™ varchar(3) default NULL,
“pln_dgae™ varchar(4) default NULL,
“plan™ int(4) default NULL,
“creditos® int(10) unsigned default NULL,
“periodos™ varchar(5) NOT NULL,
“primerperiodo™ varchar(5) default NULL,
“ultimoperiodo™ varchar(5) default NULL,
“generacion® varchar(4) default NULL,
“deserto” varchar(2) NOT NULL,
“terminomaterias® varchar(2) default NULL,
“promedio” float(4,2) default NULL,
“hareprobado™ int(3) default NULL,
“haaprobado™ int(3) default NULL,
“duplicidad® int(10) unsigned default '@',
PRIMARY KEY USING BTREE (~indice”)

) ENGINE=MyISAM DEFAULT CHARSET=utf8 ROW_FORMAT=DYNAMIC COMMENT='tabla que contiene datos sobre

desercion o no de alumnos';
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Luego se requiere llenar los datos a esta nueva tabla. Para ello, se program6 12

procedimientos. A continuacion, se muestra una breve explicacion de cada uno de ellos:

» alumnodesercion.sql. Este procedimiento obtiene los datos para llenar los
atributos cuenta, causa ingreso, pln dgae, plan, creditos, periodos,
primerperiodo, ultimoperiodo, deserto.

+ desercion_null.sql. Debido a que existen alumnos que no tienen créditos, es
decir, no han aprobado ninguna materia aun, hace que para estas cuentas, los
atributos de primerperiodo, ultimoperiodo y creditos queden nulos.

+ ultimoperiodo_check.sql. Debido a la existencia de casos nulos, el ultimo
periodo que se registra para algunas cuentas sale defasado un semestre antes.
Entonces hay que corregir esos datos. Después, verificar manualmente si por
esta causa, se indica si un alumno desertdé o no erroneamente.

» duplicidad.sqgl. Sirve para detectar nimeros de cuenta duplicados. Esto se debe a
que los alumnos cambian de carrera o debido a que coexisten dos planes de
estudio, los del plan viejo deben tomar materias del plan nuevo porque en su
plan estas materias ya no se dan, lo que provoca que en nuestro analisis se
dupliquen las cuentas.

+ eliminar_duplicados.sqgl. Elimina las cuentas duplicadas en donde el plan de
estudios so6lo representa haber tomado una materia o si fue producto de las
materias tomadas en el anexo o antes de tomar un médulo de salida.

» generaciones.sgl. Determina la generacion a la que pertenece cada cuenta segun
el primer periodo en el que fue inscrito.

+ terminomaterias.sql. Determina si el alumno termin6 todas sus materias o no
segun el nimero minimo de créditos que exige cada carrera para terminar.

* cuantasreprobadas.sgl. Obtiene el nimero de veces que el alumno ha reprobado
a lo largo de su estancia.

» cuantasaprobadas.sgl. Calcula el numero de materias que el alumno ha
aprobado.

« promedio_des_cursan.sql. Calcula el promedio de los alumnos que estan
cursando y de aquellos que ya han desertado.

» promedio_zero_creds.sql. Obtiene el promedio de aquellos alumnos que no

tienen créditos. Determina si tienen promedio de cero o 5.
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« promedio_termino.sql. Determina el promedio de los alumnos que ya terminaron

todas sus materias.

De los procedimientos anteriores, el primero crea la tabla (create), los procedimientos 2,
3,4,6,7,8, 9,10, 11 y 12 son de actualizacion (update) y el 5 es de eliminacion
(delete).

En lo siguiente, se muestra como y en qué software se programaron los procedimientos.

Para programar el procedimiento 1) alumnodesercion, el algoritmo es el siguiente:

a) Obtener las carreras con su respectivo numero de créditos:

SELECT pln_dgae,creditos,status_plan FROM carreras_planes
ORDER BY pln_dgae;

b) Para una carrera dada, obtener los nimeros de cuenta que existen (de la tabla

historias) y, de paso, la causa de ingreso:

SELECT DISTINCT cuenta,causa_ingreso FROM historias
WHERE pln_dgae=plan_temp;

c) Para cada nimero de cuenta, contar el nimero de semestres que ha cursado:

SELECT COUNT(DISTINCT periodo) FROM historias

WHERE cuenta=cuenta_;

d) Ahora, para ese nimero de cuenta, obtener su nimero de créditos, el ultimo semestre

cursado (max(periodo)) y el primer semestre cursado (min(periodo)):

SELECT MIN(DISTINCT h.periodo) AS primerperiodo, MAX(DISTINCT h.periodo) AS
ultimoperiodo,SUM(a.creditos) AS creditos

FROM historias h, asignatura a

WHERE a.clave=h.asignatura

AND h.aprobo="'SI'

AND cuenta=cuenta_;
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e) Finalmente, determinar si el alumno desert6 o no utilizando la sentencia if dentro del

procedimiento y determinar si es del plan 1994 o de los nuevos planes.

Como se dijo se empezara a utilizar el programa MySQL Query Browser el cual sirve
para hacer consultas a la Base de Datos y programacion de procedimientos,

disparadores y funciones.

Teniendo esto, el procedimiento se crea (Usando MySQL query browser. Figura 4.3):

MySOL Query Browser 1.2.12 3

IAS 5
| mysal
Query Browser

) Connect to MySAL Server Instance

Stored Cornection ‘ vl D
Server Host: Part;
Default Schema

I Details »» ] [ oK I I Clear I I Cancel ]

Figura 4.3. Entrando al programa MySQL Query Browser.

Se abre el programa tecleando los parametros que se piden. Server host es el nombre
del servidor. Username y password son el usuario y la contrasefia respectivamente y

default schema es el nombre de la base de datos. Dar clic en OK. Véase la figura 4.3.

Estando dentro del programa, seleccionar del mena principal script, create stored

procedure (véase la figura 4.4):

; MyS0L Query Browser - Connection: root@localhost:3306 / tesisv2
File Edit view Query §Esgsidl Tools Window MySQL Enterprise Help

@ Resultset 1

Create Stored Procedure / Function
Edit All Stored Procedures { Functions

Figura 4.4. Abriendo una ventana para crear un nuevo procedimiento.
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Enter Stored Procedure / Function Name.

@ Please enter the name of the PROCEDURE / FUMCTION you want to create. A code template will be
created

Name: ‘a\umnadeselc\or{

[ cieate PROCEDURE | [ Cimate FUNCTION | [ Carcel |

Figura 4.5. Tecleando el nombre del nuevo procedimiento.

Y se pedira darle un nombre al procedimiento. En este caso teclear alumnodesercion y
dar clic en createprocedure. Véase la figura 4.5. El programa genera automaticamente

el codigo basico del procedimiento. Véase la figura 4.6.

 MySOL Query Browser - Connection: rootwlocalhost: 3306 / tesisv? €5 Expalid Méien) | T [ || (%]
Fie Edi Vem Query Sawt Took VWrcow MySQUEMepree Heb
o o ) T
@ & . Q0 w AN
unds lod  Save ek Coinn Swp | Dwose B
@ alumnoduzmcaon Schemala
{DELINITER 55 A
2

3|UROP PROCECURE IF EXISTS ~tesisvd . alusnodesercion” 5% * | inlnemation_schema A
4 CREATE PROCEDURE " tesisv?” . "alumnodesercien” () -

5/BEGIN b i -

H + [ patooria

TEND %% » nirpyadean

[l
S[DELTMITER : tesiny?

Figura 4.6. Se abre un nuevo procedimiento y se muestra automaticamente el codigo basico para comenzar a programar.

El procedimiento (alumnodesercion.sgl) queda como se muestra en el anexo. Al final de

este documento.

Terminado esto, se procede a guardar el procedimiento (figura 4.7). El nombre que se
elige en este caso es alumnodesercion.sql (Véase figura 4.8). Después verificar que el
procedimiento no tenga errores: dar clic en continue. Si todo esta bien, el procedimiento

aparecera como tal en la ventana de la derecha (Véase la figura 4.9).

;' MySOL Query Browser - Connection: root}
File Edit View Query Script Tools Window M

@) 2 H R

Unda losd  Saw_ - "
Save the saript
@ alumnodesercion

Figura 4.7. Guardando el procedimiento.
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it =, -
(] [ SR 5ove Script to Tl ...
= [T anch
Guardaren | ) vecearepmbadn ¥ m-
b it 2] insertar_histonies_moeves.sd

#DECLARE rreditos_ INTEGER 4 5] veccweprokode.ed

19 DECLARE wersodos_ VARCHAR I_ " )

1UDECLARE ultimopeFiods_ WA &)

12 DECUARE desmrio  UARCHAR( reciertes | |[5] terminematerias. ol

"

PP, A . D

15 DECLARE plan_temp VARCHAR —

16[DECLARE creditos_temp INT Eaceterks

I DECLARE creditos_slumno 1

18 DECLARE Trrminomaterias_

IS DECLARE wltamu_renglon IN

2hf/01 tener lax corfers

2 DLCLARE fetch_carrerss cuf Mo docmeios

22 SELECT pin_dgae.creditos

o4 WHERL status_plans: <

2£ ORODER BY pln_ dgare: !

e -

& MPC

5 DECLARE fetch_cuentas CUR

0 SELECT DISTIMET cumnta,ca

Pt —— - s

a1 WHERL pln_dgae=plan_tenp: [mnodoserhn B

ff, - = | M stica dered | Tipn: SQL Senot Fle UTF-8 gl s |_ Carerlar J

1 DECLARE fetch num perind

FHSELECT COUNTIDISTING] periode) FROW historias

Figura 4.8. tecleando el nombre del procedimento para guardarlo en la ruta especificada.

Para correr el procedimiento, solo dar doble clic en ¢l (donde esta en la ventana de la
derecha) y finalmente dar clic en Execute y esperar a que termine de ejecutarse el

procedimiento. Véase la figura 4.10.

Syntax
Dt D fruton Statrments
4 Data Manoulation Statements
£ MySOL Uity Statements
B MO Trsncnoed el Levkne .

Figura 4.9. Se da clic en continue y se observa que el procedimiento ya esta listo para ejecutarse.

£5 Expali Mén) | T [ || [

W @0
" Exmcse the entered gy |
Schamala
Pl

» || inlnmation_schema ~

¥ MySOL Query Browser - Connection: roat@localhost: 3306 [ tesisv?
Fie Edt View Query Soipt Took Window MySQLEnerprise Help

EaLL slusnedesercioni)

0 Rosullsnt 1

Figura 4.10. Ejecutando el procedimiento.

Los datos se van llenando en la tabla alumnodesercion. Como se puede observar, en el
procedimiento se da por hecho que todos los alumnos llegan a pasar sus materias, que
todos los alumnos tienen créditos en sus historiales. Pero resulta que salen algunos
registros con valores nulos (null) en las columnas del ultimo semestre cursado

(ultimoperiodo) y en la columna creditos. ;Por qué?
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La razon, analizando estos alumnos en particular, es que no han pasado ninguna materia
y es por eso que estas columnas tienen valores nulos. Entonces se decidio crear un
nuevo procedimiento que se ocupe de estos valores nulos en el que actualice el valor
nulo por el valor de cero en la columna de creditos (ya que no han aprobado ninguna

materia) y que obtenga el ultimo semestre cursado de estos alumnos.

Se hace el procedimiento 2) desercion_null.sgl de la misma manera que se hizo el
procedimiento alumnodesercion.sgl (par ver el codigo fuente, véase el anexo al final de

este documento).

El problema ahora es que el ultimo periodo para algunos casos no es el que es en
realidad. Esto se debe a que, cuando se hace una consulta si el alumno reprueba todas en
el ultimo periodo, se obtiene como el ultimo semestre cursado aquél en el que se
aprobaron materias. Claro, se pudo esto programar, pero se requeria de mas codigo
anidado y seria mas susceptible a errores. Sale menos laborioso realizar un
procedimiento que so6lo corrija estos detalles. Se credé el procedimiento 3)

ultimoperiodo_check.sgl (véase el anexo al final de este documento).

Este detalle también provocdé que se haya marcado a algunos alumnos sin haber
desertado atin y que el procedimiento los haya marcado como alumnos que desertaron

(de acuerdo a los criterios tomados), por lo que se ejecuta la siguiente actualizacion:

UPDATE alumnodesercion SET deserto='NO'
WHERE deserto='SI'

AND ultimoperiodo='20072' /*segun haya sido el ultimo semestre*/;

Ahora hay que llenar la columna de terminomaterias para determinar si el alumno (por
cada carrera) termino todas sus materias. Para hacerlo, se programa un procedimiento 4)

que determina si el alumno termind sus materias o no. Se vuelve a hacer lo mismo:

Primero se crea un procedimiento que se llame terminomaterias (véanse las figura

4.10b y 4.11).
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¥ MySOL Query Browser - Connection: root@localhost: 3306 / tes
Fie Edt Vew Query 5 Took Window MySQLEnterprise Help

on B

0 Hosullzel 1 |
cuerks odo
b 00337145
[LombEC R
(L Create Stored Procedure | Furktion

054350403 it Al Stored Procedures | Functions
naganam - e —

Figura 4.10b. Seleccionando del mend la creacion del procedimiento.

@ Pleaze enter the name of the PROCEDURE ¢ FUMCTIOM pou want to create. A code template will be

created.

Marne: | terminomateriasy

[ Create PROCEDURE | [ Create FUNCTION | [ Cancal

Figura 4.11. Nombrando el procedimiento.

Para ver el codigo fuente del procedimiento Terminomaterias.sql, véase el anexo al final
de este documento.
Se guarda el procedimiento con el nombre de terminomaterias.sql y luego se da clic en

continue para comprobar si tiene errores y al mismo tiempo para compilarlo e integrarlo

a la lista de procedimientos. Figura 4.12.

=[]}

ES Expatal (Mewe) @ C

¥ MySUL Query Browser - Connection: rootglocalhost: 3306 / test
Fie Edi Vem Quey Sont Took Widow MySQLEvieprse Hep

Q@2 HPA 00 @ N

Lins Lead Sanect Govtnca  Gap | Dmoss
D Seiipt 1 Schemata
30NOP PROCEDURE TF FATSTS “test . trrninomaterias’ 4% alllg
4 CREATE PROCEDURE “test’ . terminomaterias’ |
FloraIn = -
§|/%Declaramos las variables o utiliza |
7 DLCLARE cu:nta CVARLHAR( 13 ; ]
B DECLARE « o5 TNTFGER: —
T BLCLARL d:;ert: VARCHARLZ] ; +a
18DECUARE terminomatering VARCHAR(Z): v T
HDECLARE indice INTEGER: .l
I2[0FCLARE ultime renglon THT DEFAULT &
. v
14 DECLARE Fet ch data CURSOR FoR =
* hitoring_clauda_temp
16/SELECT DISTINET ac.cuenta,sc.creditos.sc,deserto.ac, terminonaterias.andice —_
16| F ROM uluunndes: c on ac. Iust:\ riss h " |
17 WHERF ac .cu -curnta 3|
10/AND hpln_ dqae 3 -: v
12 —
S0 OLLLARL CONTINUL WANDLLR TUR MOT FOUND SLT ul time, renglons= "
2 ¥ Fil dughcided
nnniu fetch_data: =
23 cicle_fetch_data:Loor | Hebdwiorkl
b FE'I(II feteh data ]NTD (u:llla reditos.deserto.termincmateraas.andice; TE| uitmcpdicadas_hstorisecl
F sehet_ciod 06 1102
T tmrwmalenss
= T veossepechada -
i < »
£
1 Synitax
- L
™ %8 Definson Statements
| Dk Marignia tior: Statemerits
5 F":L{Ftt minomateriass H B MySca Uity Starements
e . e MySOL Transactional and Ladeng .
£ 2 i Databese Admiistr ation Slatements
4@ I.FFDATE al ullud:seuuﬁl SET tersminomaterias=terminomaterias & Rephcaton Statements
41 WHERE indice = indi SOL Sy for Prepared Statements

42 END LOOP cicle Ieuh dala
ancLost fetch_data;
-1-1 FHD §§

46 DELTHITER : &

Figura 4.12. Editando, guardando y verificando la sintaxis del procedimiento en cuestion.

Hecho esto, se procede a ejecutarlo tecleando doble clic en el procedimiento (de la lista
de procedimientos de la ventanita del lado derecho. Cuando se hace esto, en el cuadro

de texto aparecera call terminomaterias() lo cual indica que se va a llamar al
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procedimiento para su ejecucion. Entonces se da clic en execute y el procedimiento se
ejecutara diciendo query is being executed (la consulta se esta ejecutando). Cuando
termina, en la ventana de resultados aparecera un mensaje indicando no resultset
returned lo cual no devuelve ningin resultado; solo ejecutd, en este caso, el

procedimiento (figura 4.13).

Finalmente se procede a llenar la columna que queda de la tabla: duplicidad, con la
cual se quiere saber si hay ntimeros de cuenta que estan duplicados, es decir, que si
estan registrados con otros planes de estudios. El procedimiento 5), duplicidad.sql, se

muestra a detalle en el anexo al final de este documento.

F MySOL Query Browsar - Cannacti atgplo 06 ¢ £5 Esparicl (Méace) @ =)
Fie Fdit View Query Sopt Tooh 5

CALL terminomaterias ~

[

Execute the entired auery |
O Reosultsot 3 Schemata

asignatua =
cameray

cameran_plares

compuen

htiin_clmackn_terig
wgarn

lanes_dgas
veepeprobads

vitta_giina

TH duphcicad

FH Heldword

TH| auitwdhpdcados_hiatorisicle
FE select_ced_05_1182

2 teminomalzisy -

Figura 4.13. Ejecucion del procedimiento. Call terminomaterias().

Al igual que en los procedimientos anteriores, éste codigo se copia en el editor de

procedimientos, se guarda y se da clic en continue para su revision y después se ejecuta.

Después de haber encontrado cuentas que se duplican, se procede a eliminarlas con el
procedimiento 6), eliminar_duplicados.sql, el cual esta a detalle en el anexo al final de

este documento.
Ahora se desea saber la generacion a la que pertenece cada alumno con el

procedimiento 7), generaciones.sgl, el cual se encuentra en el anexo al final de este

documento.
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Se necesita también llenar las columnas de cuantas veces ha reprobado y cuantas
materias ha pasado cada alumno con el procedimiento 8, cuantasreprobadas.sql, el cual

se encuentra en el anexo al final de este documento.

Continuando con el procedimiento 9) cuantasaprobadas.sql, el cual se encuentra en el

anexo al final de este documento.

Por ultimo se tienen los procedimientos 10, 11 y 12 para obtener los promedios de

calificaciones de los alumnos. Para hacerlo se siguen los siguientes pasos:

1) Seleccionar los nimeros de cuenta:

SELECT DISTINCT cuenta FROM alumnodesercion
WHERE deserto='SI'

2) seleccionar distintamente la materia

SELECT DISTINCT asignatura FROM historias
WHERE cuenta=cuenta_
AND calificacion NOT IN ('NP',"'AC','RE')

Para este caso, hay alumnos que no aprobaron ninguna por lo que el resultado que se
obtiene es 0 rows fetched o cero renglones. Hay que comprobar primero con un if, si
este es el caso. Al salir de este ciclo, hay que actualizar el promedio poniendo como

valor 0.

3) Para cada materia seleccionar aquel registro cuyo semestre sea el mas reciente.
Luego, de esas materias, obtener el promedio sin tomar en cuenta las calificaciones

nominales, s6lo las numéricas.

SELECT MAX(periodo) AS periodo, calificacion FROM historias
WHERE cuenta=cuenta_

AND asignatura=asignatura_

AND calificacion NOT IN ('NP',"'AC','RE')

GROUP BY calificacion
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4) Se obtiene el promedio (manualmente, usando un contador y un sumador de las

calificaciones).

5) Se actualizan los promedios obtenidos.

Entonces se programan tres procedimientos. El primero calcula el promedio de aquellos
que ya terminaron sus materias. El segundo obtiene los promedios de los alumnos que
estan cursando y el ultimo sélo determina si se pone promedio de 5 o de 0 a los alumnos
que no han acreditado ninguna materia. Esto ultimo depende si tienen calificaciones
numéricas como 5. Ya que las calificaciones en letra como NP no promedian. Estos tres
procedimientos se muestran a detalle en el anexo al final de este documento
(promedio_termino.sql,  promedio_des cursan.sql 'y  promedio_zero_creds.sql.

Procedimientos 10, 11 y 12 respectivamente).

Finalmente se puede revisar nuestra tabla alumnodesercion con los nuevos datos
obtenidos con una consulta. En este caso usando MySQL Query Browser (véase la
figura 4.14).
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Figura 4.14. Abriendo el contenido de la nueva tabla alumnodesercion.
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Revisiones:

Se va a revisar ahora que en los datos que se han generado no haya inconsistencias. Por
ejemplo, se va a verificar para los alumnos que tienen todos sus créditos, efectivamente

se les haya marcado con que si concluyeron y que no desertaron.

Por cada carrera se emplea el siguiente query o consulta; por ejemplo, empezando por la

carrera de ing. Geomatica cuya clave es 1181 y cuyo nimero de créditos son 353:

SELECT * FROM alumnodesercion
WHERE pln_dgae='1181"
AND creditos >=(353-3);

Después de revisar los datos para cada carrera, se ha constatado que los datos son
consistentes por lo que ahora se procede a obtener datos desde un punto de vista general

hasta un punto de vista particular.

a Para el punto de vista general, se obtienen todos los datos de la tabla deserciones y se

realiza su analisis estadistico mas adelante.

Se desea ahora ir viendo el progreso de las generaciones. Se han recibido los datos
desde el semestre 2007-1 y se tiene hasta el semestre 2009-1. De esta manera, se crean 3
tablas mas de deserciones: alumnodesercion0, alumnodesercionl1, alumnodesercion2 y

alumnodesercion 4.

La primera alumnodesercion0, contiene los resultados hasta el semestre 2007-1 y asi
sucesivamente hasta llegar a la tabla alumnodesercion4 que contiene los resultados
hasta el semestre 2009-1. Por lo que todo el procedimiento descrito en lo anterior para
crear la tabla, se repitid 3 veces cuidando solamente hasta qué semestre obtener los
datos de la tabla historias. Por ende el proceso de construccion de esta tabla generd
mucho esfuerzo y tiempo; y, tal como lo marca la teoria, se puede decir que si es
aproximadamente un 80% de esfuerzo el que se le tiene que aplicar en esta fase del

KDD.
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Cabe mencionar que no solo se construyd esta tabla, se construy6 otra llamada
vecesreprobada. Su realizacion se realizd6 de la misma forma por medio de
procedimientos la cual si es util para ser vista minable y si contribuy6 en la parte de

visualizacion e interpretacion.

SELECT * FROM alumnodesercion4;

De este query o consulta se obtienen 22460 registros los cuales son todos los alumnos
(los que desertaron, los que estan cursando y los que ya terminaron todas sus materias)
desde la generacion 1994. Solo con las estadisticas se tendrd un mejor panorama general
de la informacion que se tiene en esta tabla. Mas adelante se explica como se obtienen

estas estadisticas usando el programa estadistico SPSS (version) 15.

o Para casos mas particulares se puede, por ejemplo, analizar primero el grupo de

alumnos que no desertaron. Es decir, deserto="NO’:

SELECT pln_dgae,creditos,periodos,terminomaterias,deserto
FROM alumnodesercion4
WHERE deserto='NO";

Se obtienen 13496 registros (los cuales son aquellos alumnos que estan cursando y los

que ya terminaron todas sus materias). Véase la figura 4.15:

terminomaterias

2,500
I Nno
H s
2,000
1,500

Recuento

1,000

500—

T T T T T T T T T T T T
11901218/1202]1181| 0381|080 04111 ososl osoel o785| 1189| 1186' 0726' 0374 0784 o790| 121:4 111]] 1212
1182 1224 1210 0814 0813 1192 0386 0812 0798 1187 0403 0799 0410 0787 0801 1191 0797 0788

pln_dgae

Figura 4.15. Gréfica del nimero de estudiantes por plan de estudios apilados por si terminaron materias o si siguen

cursando.

79



Capitulo IV

o Ahora otro caso mas particular es obtener el grupo de alumnos que no desertaron y

que ya terminaron sus materias. Es decir, deserto="NO’ y terminomaterias="SI’:

SELECT pln_dgae,creditos,periodos,terminomaterias,deserto
FROM alumnodesercion4
WHERE deserto="NO"'

AND terminomaterias='SI';

Se obtienen 2746 registros (de aquellos alumnos que ya terminaron todas sus materias).
La consulta evidentemente seria igual si se omite WHERE deserto="NO’. Véase la

figura 4.16:

terminomaterias

I s

500—

400—

3007

Recuento

2007

100

1 1 1 1 1 1 1 1
0408|1215/ 1184] 0811] 0807] 11971 1223 0371| 1008|118 0726' 1199' 0787' O786| 1211'1191' 0412| o7sa| 1204
1218 1190 0813 1096 1188 0812 0806 0785 0791 0799 1181 1202 0411 0723 0403 1206 1213 1209

pln_dgae

Figura 4.16. Gréfica de los estudiantes que si terminaron todas sus materias por plan de estudios.

o Luego otro caso particular seria lo contrario: los alumnos que si desertaron. Es decir,

deserto="SI":

SELECT pln_dgae,creditos,periodos,terminomaterias,deserto
FROM alumnodesercion4
WHERE deserto='SI';

Se obtienen 8964 registros (los cuales desertaron para el nuevo plan 2006). Véase la

figura 4.17:
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>.000— deserto
' o s
1,500—
p=
j
=
o 1,000
[<5)
o
500—]
o

T T T T T T T T T T T T
036s| 0a12| 1190| 1218|0814l 1202 1224'1192' 1185' ososl 1156' osool 0799'0722'0790' 1207| o724| 1206
0413 1182 0371 1215 1210 0811 0809 0805 1187 1098 1194 1193 0789 0798 1198 1196 0723

pln_dgae

Figura 4.17: Figura de los alumnos que han desertado por plan de estudios.

o Y finalmente donde el alumno no ha desertado y no ha terminado sus materias (el

alumno esta cursando). Es decir, deserto="NO’ y terminomaterias="NO’.

SELECT pln_dgae,creditos,periodos,terminomaterias,deserto
FROM alumnodesercion4
WHERE deserto='NO'

AND terminomaterias="'NO';

Se obtienen 10750 registros (de los alumnos del nuevo plan 2006 que estan cursando).

Véase la figura 4.18:

deserto

I Nno

2,500 —

2,000

1,500—

Recuento

1,000—

500 —

ol
110 181]0sesl0411|0381/0414040d 037d 0373]118d 1719 041d 078 110 1106

754 1215 1216 1202 1210 1155 0415 0408 1165 1166 1164 1167 1195 0508 1163 0805 1214 1096
pln dagae

Figura 4.18: Gréfica de los alumnos que estan cursando por plan de estudios.
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Estos queries o peticiones del caso general y de los casos particulares que se acaban de
mencionar, son para obtener los registros que se desean de tal forma que se puedan

exportar y ser analizados con el paquete estadistico SPSS.
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4.3 FASE 3 MINERIA DE DATOS

Antes de empezar a realizar esta fase, es importante realizar un analisis estadistico

previo.

Primeramente, se tiene el objetivo de obtener las estadisticas para todos los casos
posibles empezando por el panorama general hasta los casos particulares; por ejemplo,
estadisticas para los casos en que deserto="SI’ y terminomaterias="NO’; esto mismo se
usara para la Mineria de Datos ya que resulta mucho mejor analizar por casos concretos
que por un caso general; cuando se tiene un caso muy general, pueden existir varios
casos extremos que probablemente provoquen una cierta inclinacion o ponderacion de
mas a los modelos haciendo que éstos varien mas alla de lo que seria en realidad, es

decir, analizando un caso especifico.

Caracterizar a los datos ayuda a desyerbar valores distintos o inconsistentes que se

pueden examinar mas adelante para detectar problemas en los datos. (16)

Los datos de las tablas pueden ser importados por SPSS directamente desde la base de
datos para poder obtener las estadisticas deseadas. Primero se recomienda obtener el
manejador de BD de MySQL para Windows u otro sistema operativo segtin en el cual se
esté trabajando. El programa se llama mysgl-connector-odbc-5.1.5-win32.msi y puede
encontrarse facilmente en Internet. Luego se ejecuta ese mismo programa y se instala
automaticamente. SPSS lo reconocera automaticamente al momento de querer importar
datos desde MySQL. Si no fuera el caso, el mismo asistente de importacion de datos de

distintos manejadores de bases de datos lo guiara facilmente.

SPSS 15.0 para
Windows

e, £ cOm

Figura 4.19. Arrancando SPSS 15.0.
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|

: e S in documentos
C/'Dlocurents and Setrgs \pattvessiMa decumeniva’a e ¥
< »

D10 webver s mosber el cunibs de Sdioges
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Figura 4.20. Seleccionando el modo de importacion de datos desde una Base de Datos.

Una vez llevado a cabo esto, abrase el SPSS (figura 4.19) y seleccionar crear una nueva
consulta mediante el Asistente de base de datos y dar clic en aceptar (figura 4.20). En
el siguiente cuadro, seleccionar el origen de datos, en este caso, de MySQL y dar clic en
siguiente (figura 4.21). En el siguiente paso, se muestran todas las tablas de la base de
datos del lado izquierdo (figura 4.22). De ahi, se pueden arrastrar las tablas que se
deseen. Las columnas que no se necesiten se arrastran de regreso a la izquierda. Una vez

que se han seleccionado las columnas deseadas, dar clic en siguiente.

La siguiente pantalla del asistente da la posibilidad de limitar los casos importados, es
decir, para importar ciertos datos de acuerdo a una condicion. En este caso, no es
necesario y dar clic en siguiente (figura 4.23). Después se pide si se desea cambiar las
variables que siendo numéricas, se manejan como nominales o categoricas. No se

modifica nada (figura 4.24).

Finalmente el asistente muestra, a manera de una consulta SQL, el resultado de los

datos que se van a importar. Dar clic en finalizar (figura 4.25).
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Asistente para bases de datos. \Z|
Bienvenido al Asistente para bases de datos
El asistente le ayuciard a cbtener datos desde un oigen que no sea de SPSS
Aqui puede elegirun ongen de datos, especticar los casos que recuperar, agregary ordenarlos datos antes de la
ién. y especficar as  los nombres de las variables. Algunas caracter slicas s6lo estén
disponibles cuando se conecta al servdor de SPSS
D qué origenes de datos desea recuperar los datos?
Origenes de datos ODEC
B dBASE Flles
-] D Excel Fies
= (]
EBMS Access Database
o O - )
o [} =
Afad origen de datos ODEC.
[ Souente > | | Froize | [ Canceler | [ Awda ]

Figura 4.21. Seleccionando cudl es el manejador de la base de datos.

Seleccionar datos

- w s gue jor. f un tlemanto. puse s
“Hapenile’y. con ol botén del mtdn pubsads, armatrelo a Lo ksta ‘Plncperns lea campea’
Sugemnca & .

Breuperr koa campas e e erclen
-~ | shmodeserciond: cusnta ~
shmnodesercind: ph_dase
 plan

. : erediten
B shrredennreiond perioden
B shurrrdsserciond. primemeods
B shurrodeseriond. ulimopedodo
§ sumnodssscsiond: ganamcan
-
-

Jshumnodeserciond: desentc

Mostrar [¥] Tabinn (mj CISnénmea [ Tatdas del sslems

ks || St | [ rsan | [Concor | [ muas |

Figura 4.22. Seleccionando la tabla y los atributos.

tente para bases de dato

Limitar la recuperacién de cases

Limte loa casos recuperados medante la eapeciicocin de cerios de seleccidn,
?w:-ulu hfﬂdﬂuﬂ'mﬁ i » .

[ cmm | Smumies | [ Freiewr | [ Concewr | [ Awia |

Figura 4.23. Aqui se puede delimitar la consulta.
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Asistonts para bases do datos

Definir las variables

Edtar nombims y propiecades e varisble de SPSS
Lt niembems 3n generarin de manem mesmitcn s loa dejn en blncs

Fars shie : 88 kos valoves,
seiecrne Racoddioar coma numénes

Recodificar | &
Wombre o variabie e resultsds | | twee | come
numérica
alumnodeserciond: cuests cunma Cadena (]
alumnoseserciond; pin_oges pin_dgee Cadena (]
gl wlan Humérica
credeos credios Humérica
Almnosessrcions prriees prrioses Humérie
Cadenn (]
Cadens O
AMNDSEACCIONA; GERETACIN generacion Cadena ] -
< >
Anchurs pers los campos afanuméncos de ancho vanable: | 255
[cards |[Speente> | [ osaw | [ Concolar | [ Ands |

Figura 4.24. Se pregunta si se cambian los datos de nominales a numéricos.

Asistente para bases de datos ]
Resultados

L seleccidn ha pmducida I siguienir: consult de SGL

SELECT cuerda.
emminomatenss

vin_dyae. plan. cedics. peiodos. primespenod
sromedo, hareprobado, hasprobado FRO

¢ be guslaria hacer con esta cormalla ¥

(&) Recuperarios datos sekecckonadss,

CiPegatoen el

Guardar In consulta n un archive.

Exnminar
& Mrds Finskzar (Cancelar Ayuds

Figura 4.25. Visualizando coémo ha quedado la consulta SQL.

Todos los datos se importan y aparecen en SPSS (figura 4.26). Se puede dar clic en la
pestafia Vista de variables para poder etiquetar el nombre de las columnas; esto es como
los metadatos de las columnas (figura 4.27). Y se procede primeramente a guardar el
archivo. En este caso el archivo tiene extension .sav. Seria alumnodesercion4.sav (que

son los datos mas actuales).

Ahora se van a obtener las estadisticas. Del ment principal seleccionar analizar,
estadisticos descriptivos, frecuencias (figura 4.28). Seleccionar las variables de las
cuales se desean obtener estadisticas. En este caso seleccionar todas las variables con la
excepcion de cuenta (figura 4.29). Dar clic en estadisticos y seleccionar qué estadisticas

se desean obtener y dar clic en continuar (figura 4.30). Regresando a la figura 11, ahora
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seleccionar gréaficos. En este caso seleccionar graficos de barras y frecuencias y dar clic

en continuar (figura 4.31).

Wove o fw Dame Tarsbear A Gios Uideds feare |
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osmzziT  00ks 9 ) 533 9 2
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osziessie [Goes e £ [F) 3 T
082177885 03 e 1 600 " 4
20032 180577 065 il L) L] 3 a
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T{oAuaT e e § % [ []
[ [CEE-TT TR T e 8 §00 [ []
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Figura 4.26. Datos ya importados en SPSS.

Archivo Edicidn Ver Datos Transformar Analizar Gréficos Utlidades Ventana ?

=l & oo b W EEFEEEE Y @6
MNombre Tipo Anchura | Decimales Etiqueta Valores Perdidos Columnas Alineacidn Medida
1|cuenta Cadena 10 0 nimero de cuenta del alumno MNinguno Ninguno 10 lzquierda MNorninal
2|pln_dgae |Cadena 4 0 plan de estudios Minguno Minguno 4 lzquierda MNominal
3|plan Mumérico 11 0 plan 1994 4 2006 Minguno Minguno 11 Derecha Escala
4|creditos Mumérico 11 0 numero de créditos Minguno Minguno 11 Derecha Escala
5|periodos  Mumérico 11 0 nuimero de semestres cursados Minguno Minguno 11 Derecha Escala
6|primerperio Cadena 5 0 cuando fue cursado el primer semestre |Minguno Minguno 5 lzquierda MNominal
7|ultimoperio Cadena 5 0 cuando fue el dltimo semestre cursado |Minguno Minguno 5 lzquierda MNominal
8|generacion Cadena 4 0 generacian a la que pertenece Minguno Minguno 4 lzquierda MNominal
9|deserto Cadena 2 0 si desertd o no el alumno Minguno Minguno 2 lzquierda MNominal
10{terminomat | Cadena 2 0 si termind o no todas sus materias Minguno Minguno 2 lzquierda MNominal
11|promedio  Numérico 8 2 el promedio del alumno Minguno Minguno 8 Derecha Escala
12|hareprobad Numérico " 0 cuantas veces ha reprobado el alumno |Minguno Minguno " Derecha Escala
13|haaprobado Numérico " 0 numero de materias acreditadas Minguno Ninguno " Derecha Escala
14

Figura 4.27. Etiquetando las columnas.

junto_de_datos1] - Editor de datos SP5S
Graficos Utlidades Ventana ?

Descriptivos. .
Explarar...
Tablas de contingencia. ..
Razén...

Gréficos P-P...

Comparar medias

Modelo lineal general

| Madelos ineales generalizados
—|  Madelos mixtos

| correladiones Gréficos Q-Q...
| regresin
| Loglineal

Clasificar NO

Reduccién de datos

Escalas

Pruebas no paramétricas
Series temporales

—{  Supervivenda

| Respuesta multiple

=
o

| Andiss de valores perdidos...  |NO
| Muestras complejas y [NO
| Control de calidad v [no
Curva COR... NO

NO

EFEN Zlhin Nie

Figura 4.28. Seleccionando del menu las frecuencias.
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M Frecuencias

Variables:

Fanimero de cuenta del

cuando fue cursad
- cugndo fue el (i

Mostrar tablas de frecuencias

[Estadisticos...][ Gréficos... ][ Formato... ]

Figura 4.29. Seleccionando las variables.

Valores percentiles Tendencia certral
[ Cuartiles Media
[ Puntos de corte para: l:l grupos iguzles Mediana

[ Percentiles:

Suma

[] Los valores son puntos medios de grupos

Dispersidn Distribucidn
Desv. tipica [¥] Asimetria
Vananza
Curtosis

[¥] Amplitud ET meda
Figura 4.30. Seleccionando las estadisticas a obtener.

Frecuencias: Graficos

Tipo de grdfico
O Ninguno
() Gréficos de bamas
() Gréficos de sectores
() Histogramas:

—_— ————

Valores del gréfico
() Frecuencias () Porcentajes

artal

Figura 4.31. Seleccionando graficos de barras.

Variables

[ N At PRy S
Frecuencias: Formato
Ordenar por Muttiples variables
O Valores ascendertes @ Comparar vanables
() Valores descendentes () Crganizar resultados segiin variables
(O Frecuencias ascend.

®F - 4 [ Suprimir tablas con més de n categorias
recuencias descend.

Numero méxmo de categorias l:l

[¢]
[Estadisticos...][ Gréficos... ][ Formato... ] Fl

Figura 4.32. Seleccionando frecuencias descendentes.
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Regresando de nuevo a la figura 4.31, ahora seleccionar formato. Ahi solo seleccionar
frecuencias descendentes y dar clic en continuar (figura 4.32). Se regresa de nuevo a la
figura 4.31 y entonces dar clic en aceptar. Inmediatamente las estadisticas se procesan

(figura 4.33).

También se pueden obtener otras graficas relacionando ciertas variables, por ejemplo
hay que probar de la misma pantalla de la figura 4.33, seleccionar del menu principal
graficos y generador de gréaficos. Y se mostrara una pantalla de explicacion (figura

4.34) y simplemente hay que dar en aceptar (figura 4.35).

Entonces se mostrard un menu de graficas con las variables a escoger. Simplemente
para elegir lo que se desea basta con dar clic pero sin soltar el boton y arrastrar las
opciones deseadas a la ventana principal y dar aceptar. Notese que en todo
procesamiento de estadisticas se muestran en otra ventana (marcada con una ventanita

de color morado) mientras que los datos estan en la ventanita marcada de color rojo).

CHARDE - Dbk @ & &

¥ L ra 8
G o |
atacin Estadisticos
= Frecusncios cudndofue | cudndo fue
E Tibole numerode | cursado el eldiime | generacidn a '
) Metss plande | plan 1984 | nimercde | semestres primer semesie I3 que sideseéc | n
L[ conwnte =& datos seswvo estudios | 62008 crddilos cursados | semeste | cursade pertenece | noelshmno |
-a H Valiges Z2a60 Z2460 T2460 T2460 22450 22460 22460 22460
] Taba ce wacuence Perdidos ] o o o o 0 o v
gl """“ - Wedia 200119 168 00 T4
g pane Ervor U, 0913 medS o3 1038 i
Ligj réemesn de cridins -+ Moda 2006 0 1
L) rimesu de semestes cursad Dousie, tip 5.600 155.210 5340
L cwdngn tus cursess & primer Vananza 34.576 | 24080.061 28.514
L cedndn fus ol Gama semestre AsImetta e 838 265
g penaracin a f que perlenecy Error lip. die asimutria 018 018 016
34 9esentd 0 o &l Bumng .
Cur 1 1 4
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Figura 4.33. Resultados de las estadisticas.
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Figura 4.34. Men0 para generar gréficos.
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Generador de graficos

Antes de utiizar este cuadro de didlogo, debe establecer correctamente el nivel de
medida de cada una de las variables del aréfico. Ademés, si el grafico contiene variables
categdricas, deberd definir las etiquetas de valor correspondientes a cada categoria.

b e

Pulse Aceptar para definir el grafico.

n

Pulse Definir propiedades de variables para establecer el nivel de medida o definir las
etiquetas de valor de las variables del grafico.

[ Mo valver a mostrar este cuadro de didlogo

Loy

[ Aceptar | [[ et propiedaces de variabes...

Figura 4.35. Pantalla de explicacion.

Entonces se mostrara un menu de graficas con las variables a escoger. Simplemente
para elegir lo que se desea basta con dar clic pero sin soltar el boton y arrastrar las
opciones deseadas a la ventana principal y dar aceptar. Notese que en todo
procesamiento de estadisticas se muestran en otra ventana (marcada con una ventanita

de color morado) mientras que los datos estan en la ventanita marcada de color rojo).

En este caso seleccionar una grafica de barras de tres variables (arrastrese con el mouse
en la ventana de arriba) en la que en el eje ¥ se tiene el recuento, en el eje X se arrastra la
variable de nimero de semestres cursados y como variable de pila, es decir, la que
colorea la grafica de barras, la variable que indica si un alumno deserté o no (véase la

figura 4.36).

Dar clic en aceptar y en la ventana de resultados se obtiene la grafica de barras que se
muestra en la figura 4.37. Se puede notar que el mayor numero de deserciones se da en
los primeros semestres especialmente después del segundo semestre cursado. Pero se
destaca que sigue habiendo deserciones en semestres posteriores pero se recalca
también que, relativamente, el nimero de deserciones no es tan alto como se pensaba al

menos para este plan nuevo 2006 pero en numeros no deja de ser alto.
Ahora se puede también obtener otra grafica del mismo tipo pero en vez de la variable
de desercion se escoge la variable de si el alumno termind sus materias o no. Figura

4.35.

Cabe anadir que, viendo la figura 4.36, se puede convertir una variable de un tipo a otro

dando clic con el boton derecho del mouse y elegir si se quiere nominal o numérico.
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Figura 4.36. Seleccionando el tipo de grafica y variables.
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Figura 4.37. Gréfica deserciones contra semestres cur:
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si termind o no todas sus materias

W No
s

4,000

3,000

2,000

Frecuencia

1,000

0=
20 30 40

namero de semestres cursados

Figura 4.38. Gréfica de terminacion de materias contra semestres cursados.

En esta grafica de la figura 4.38 se puede notar que los alumnos empiezan a terminar
sus materias desde el octavo semestre (para el caso de un solo alumno) cursado en
adelante. Esta grafica es para los planes 1994 en adelante. Se nota que de los que

terminan sus materias, la mayoria lo hace hasta después del décimo semestre cursado.

Para el caso del alumno que termino en 8 semestres, se le considera como outlier ya que
este registro no esta en linea con el resto de los datos o que no es comun (Dasu &
Johnson, 2003 [1] pag. 146), desde que los planes de estudio son de 9 semestres. Este

registro es destacado y también se puede detectar usando SQL:

SELECT * FROM alumnodesercion4
WHERE terminomaterias='SI'

ORDER BY periodos

Otra grafica que se puede obtener, es aquella para saber en qué carrera hay mas

deserciones. Se realiza el mismo procedimiento (véase la figura 4.39).
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Propivdades ted elemento

Las barras de error representan

La presentandn prelminar dél grafico utizs datos de ejempla
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numers de semestres cursados

Figura 4.39. Cambiando el tipo de dato de una variable.

El cambio de tipo de variable se hace con la intencion de que cada clave de la carrera se
maneje como un ente independiente y no sea parte de una agrupacion numérica. Al dar
clic en aceptar se mostrara la grafica, pero como hay demasiados datos la grafica, se ve
muy estrecha por lo que sobre la grafica hay que dar doble clic y en el boton X le
auméntese el ancho de la grafica como a 1000 unidades y dar clic en aplicar y
posteriormente ciérrese esta ventana (figura 4.40). Asi se obtiene la grafica mostrada en

la figura 4.41.
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Figura 4.40. Alargando el ancho de la gréfica.
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Figura 4.41. Gréfica de planes de estudio respecto a si desertaron o no.
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Figura 4.42. Gréfica de planes de estudio respecto a si se terminaron todas las materias.
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De la grafica de la figura 4.41 se observa que en los planes 0365 (ingenieria civil
[1994]), 0408 (ingenieria en computacion [1994]) y 0413 (ingenieria eléctrica
electronica [1994]) y en mas planes es donde se tienen mas deserciones, recalcando que

estas tres primeras son del plan de estudios 1994.

De la grafica de la figura 4.42 se observa que 0408 (ingenieria en computacion [1994]),
0365 (ingenieria civil [1994]) y 1218 (ingenieria mecanica [2006]) es donde se tiene la
mayor cantidad de alumnos que terminan sus materias (y que, por ende, tienen mas
probabilidades de titularse (queda fuera de nuestro alcance determinar si estos alumnos

se titulan).

Notese que en las carreras de civil y computacion se tiene un alto nimero de desercion
asi como un alto nimero de estudiantes que terminan todas sus materias. Esto se debe a

que son de las carreras de mayor matricula.

Para tener una mejor perspectiva de estas ultimas graficas, se hace un diagrama de

Pareto.

Primero se separaron en diferentes casos:

1.- El conjunto de alumnos que no desertan.

El query o consulta es:

SELECT * FROM alumnodesercion4
WHERE deserto='NO";

Se puede ejecutar una nueva consulta desde SPSS como en la consulta anterior. Sigase
los mismos pasos. Para agregar esta condicion, cuando el asistente muestre la parte de
limitar la recuperacion de casos, en la expresion 1 seleccionar, en este caso donde diga
alumnodesercion4: deserto. En la columna relacion elijase el signo igual = y en la
columna expresion teclear ‘NO’ que es la condicion (figura 4.43). Al final, el asistente
muestra el SQL de SPSS (figura 4.44). Se observa que la condicion se encierra entre

paréntesis. Al terminar SPSS cargara los nuevos datos en otra ventana.
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Aslstente para bases de dato

Limitar la recuperacion de casos
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Figura 4.43. Limitando los datos de la consulta segun la condicion deseada.

Abranse estos datos con el SPSS de la misma manera en que se obtuvieron las
estadisticas anteriores. Se desea hacer un diagrama de Pareto, ya que este dice que el

20% de cualquier cosa producira el 80% de los efectos, mientras que el 80% restante

solo cuenta para el 20% de los efectos.

Resultados

La smlaccides ha peoducida s siguients consuls de S

periodes. primemeriodo. ulsmopenodu. gereracin. deserlo
probado FROM sumnodessrcond WHERE fdesero = 'NO'

£0nf Ie gustarla hacer con eatn coreitn?

(%) Recuperar los datos seleccionadss.
) Pngerin o ol eceor do sintmes pam s medfcaciin ulasor

Guardar la consulla en un archive

=
« Arda Fiakasr Canceiar | | Ayuds

Figura 4.44. Al final se observa cémo queda la consulta en SQL de SPSS.

Para realizar un diagrama de Pareto en SPSS, hay que seleccionar del menu principal
analizar, control de calidad y gréaficos de pareto. Véase la figura 4.45. Luego escojase
en este caso la opcion simple (la opcion de apilado sirve cuando se tienen dos variables
a analizar) y dar clic en definir. De ahi, hay que seleccionar la variable o las variables,
en este caso elegir pln_dgae y finalmente dar clic en aceptar. Esto es para saber qué
planes de estudio conforman el 20% del total que produce el 80% de los efectos. Es

decir, para fines practicos de la Mineria de Datos, saber qué planes de estudio

seleccionar para realizar la busqueda de patrones.
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Figura 4.45. Seleccionando las gréficas de Pareto. Eligiendo la opcion simple y seleccionando la variable pln_dgae.

La grafica de Pareto que se obtiene es la siguiente (véase la figura 4.46):
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Figura 4.46. Gréfica de pareto para el caso de los estudiantes que no han desertado.

A esta grafica aproximadamente se le marca con unas lineas para saber donde se
concentra ese 20% de los planes de estudio que mas influyen. Se observa que abarca los
planes de estudio 1190 (Ing. en computacion), 1184 (ing. Eléctrica Electronica), 1182
(Ing. Civil), 1215 (Ing. Industrial), 1218 (Ing. Mecéanica), 1223 (Ing. Petrolera), 1224
(Ing. Mecatronico), 0408 (Ing. en computacion [1994]) y 1202 (Ing. Geofisica). Estos
resultados son normales puesto que corresponden a los planes de estudio que son
comunes, es decir, sin especialidad, ya que, cuando un alumno cursa los ultimos
semestres, tiene que elegir un modulo de especializacion, los cuales usualmente no son

tan numerosos como en los primeros semestres.

2.- El conjunto de alumnos que si desertan.
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El query o la consulta es:

SELECT * FROM alumnodesercion4
WHERE deserto='SI';

Se hace lo mismo que en el query anterior y se obtienen las graficas de Pareto. En la
figura 4.47 se tiene que el 20% concentra a las carreras, mayoritariamente del plan
1994, 0365 (Ing. Civil [1994]), 0408 (Ing. en Computacion [1994]), 0413 (Ing. Eléctrica
Electronica [1994]), 0381 (Ing. Petrolera [1994]), 0412 (Ing. Industrial [1994]), 0411
(Ing. Mecanica [1994]), 1182 (Ing. Civil), 0386 (Ing. Topografica y Geodesta [1994]),
1190 (Ing. en Computacion), 0376 (Ing. Geologica [1994]) y 0371 (Ing. de Minas y
Metalurgia [1994]). Que son los planes de estudio en donde se concentra el 80% de los

alumnos que desertan.
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Figura 4.47. Alumnos que desertaron segun el plan de estudios.

En la figura 4.48 se muestra que en los primeros 11 semestres es cuando el 80% de los
alumnos desertan. Especialmente en el Iro, 2do, 3ro y 4to semestre pero también
destacan los alumnos que desertan mas alla del décimo semestre y se podria pensar que
a esas alturas un estudiante ya paso6 el anexo, es decir, el tronco comiin donde se vieron

todas las materias de matematicas y fisica. Pero la realidad es que los alumnos que
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desertan rara vez completan el tronco comun. Pocos desertan faltandoles pocas materias

para terminar.
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Figura 4.48. En qué semestres desertan los alumnos.
3.- El conjunto de alumnos que si terminan sus materias (y que no desertaron).
El query es el siguiente:
SELECT * FROM alumnodesercion4
WHERE terminomaterias='SI';
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Figura 4.49. Gréfica de Pareto de los alumnos que si terminan sus materias por nimero de semestres cursados.
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En la grafica de la figura 4.49 se muestra que el 80% de los alumnos que si terminan sus
materias, terminan entre el décimo y el décimo sexto semestre. El rango del promedio
de calificaciones va desde 6.77 a 9.96. La moda es de 8.02 y la media del promedio de

calificaciones es de 8.1957.
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Figura 4.50. Gréfica de Pareto de los alumnos por planes de estudios DGAE que terminan todas sus materias.

En la figura 4.50, se muestra que el 80% de los alumnos que si terminan sus materias
son de las carreras 0408 (Ing. en Computacion [1994]), 0365 (Ing. Civil [1994]), 1218
(Ing. Mecéanico), 0814 (Ing. Eléctrica Electronica — Energia Eléctrica [1994]), 1215
(Ing. Industrial), 1190 (Ing. en Computacion), 0810 (Ing. Industrial — admon. y sistemas
[1994]), 1182 (Ing. Civil), 1184 (Ing. Eléctrica Electronica), 0381 (Ing. Petrolera
[1994]), 0813 (Ing. Eléctrica Electronica — Electronica para Comunicaciones [1994]),
1224 (Ing. Mecatronica), 0811 (Ing. Eléctrica Electronica — Electronica [1994]), 0809
(Ing. Industrial — Produccion [1994]), 1096 (Ing. Eléctrica Electronica — Biomédicas
[1994]), 1192 (Ing. en Computacion — Redes y Seguridad), 0807 (Ing. Mecanica — Ter y
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Mej Amb [1994]), 0413 (Ing. Eléctrica Electronica [1994]) y 0386 (Ing. Topografica y
Geodesta [1994]).

Un problema que se nota es que, normalmente en los planes de estudio 2006, cuando un
alumno escoge un modulo de salida para la carrera de ingenieria en computacion (clave
plan DGAE 1190) éste cambia segun el mddulo, es decir, puede ser desde el plan 1191
(Ing. de hardware) hasta el 1196 (biomédicas). Normalmente a los alumnos se les
registra su cambio a partir del semestre que cursaron por lo que en sus registros aparece
que las cuentas tienen dos o incluso mas planes de estudio. Se considera normal, ya que
se puede dar seguimiento a esos alumnos para saber si cambiaron de plan de estudios o
en qué semestre se cambiaron de plan de estudios. Pero existe el problema de que en
algunas cuentas se actualiz6 el cambio de plan o la eleccion del modulo de salida para
todo su historial, lo cual impide dar seguimiento al historial del alumno en cuanto a si
cambid de plan de estudios y cuando fue éste (esto se puede observar en la tabla
alumnodesercion en la columna duplicidad, si ésta es cero, es porque solo tiene
registrado un solo plan de estudios; si es uno, significa que tiene dos o mas planes de
estudios registrados). Para lidiar con el problema, s6lo se obtienen los niimeros de
cuenta distintos, sin que se repitan con el plan de estudios con el que terminan, desertan

o con el que estan cursando.

Por ejemplo, de una grafica se observo lo siguiente (figura 4.51):

ultimoperiodo

10,000
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T T
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Figura 4.51. Se observa un valor anémalo (2008-1).

Entonces se procede a investigar el porqué. Se hace una consulta en los datos para saber

qué numero(s) de cuenta(s) tiene(n) ese semestre:
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SELECT * FROM alumnodesercion4
WHERE terminomaterias="NO'

AND deserto='NO'

AND ultimoperiodo="'20081";

Se tiene un solo resultado:

cuenta Causa_ingreso | PIn_dgae | creditos periodos ultimoperiodo | deserto terminomaterias | duplicidad | Indice

HAAAK 72 1218 415 14 20081 NO NO 1 HoHAE

Se obtiene el numero de cuenta. Normalmente este resultado estaria clasificado como un
alumno que desert6. Volviendo a buscar éste nimero de cuenta en la tabla

alumnodesercion se obtienen dos resultados del mismo numero de cuenta:

SELECT * FROM alumnodesercion4

WHERE cuenta="' 's

cuenta Causa_ingreso | Pln_dgae | creditos | periodos | ultimoperiodo | deserto | terminomaterias | duplicidad | Indice
72 1218 415 14 20081 NO NO 1
68 1224 415 14 20081 SI NO 1

Asimismo investigando en su historial y revisando el nimero de sus créditos:

SELECT h.cuenta,h.carrera,h.pln_dgae,h.causa_ingreso,h.asignatura AS 'clave asignatura’,
a.nombre_completo,h.periodo,h.calificacion,h.aprobo,h.tipo

FROM historias h, asignatura a

WHERE h.asignatura=a.clave

AND cuenta="' '

ORDER BY h.periodo

Se observa que el alumno curs6 una materia del plan 1218 y fue reprobada (calificacion
de NP). Esa es la inica materia marcada con ese plan de estudios, por lo que ha sido un
dato erroneo o Sucio — en la jerga de la mineria de datos. Pero si se obtienen so6lo las

materias que fueron aprobadas:

SELECT h.cuenta,h.carrera,h.pln_dgae,h.causa_ingreso,h.asignatura AS 'clave asignatura’,
a.nombre_completo,a.creditos AS creditos_materia,h.periodo,h.calificacion,h.aprobo,h.tipo

FROM historias h, asignatura a

WHERE h.asignatura=a.clave

AND aprobo="'SI’

AND cuenta="' '

ORDER BY h.periodo
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En este ultimo query solo hay materias cursadas y aprobadas de la carrera 1224 que pide
421 créditos (la carrera 1218 pide 406 créditos). En este caso, el alumno cuenta con 415
créditos. Tomando en cuenta los criterios anteriores, el alumno si desertdé desde que se
ha determinado que el alumno en cuestion pertenece en realidad al plan de estudios
1224. Por lo que el dato en donde se marca que éste alumno si termind sus materias y
que no deserto para la carrera 1218, no se tomara en cuenta de tal forma que no pondere
los modelos que se obtengan de la mineria (el dato se borrard y se respaldara en un

archivo de texto).

Se observa que es de gran utilidad analizar los datos que tienen caracteristicas
extraordinarias, anormales o poco usuales ya que lleva a la deteccién de posibles

anomalias.

4.- El conjunto de alumnos que no terminan o que aun no han terminado sus materias y
no han desertado. Esto puede dar un panorama de los alumnos que estan estudiando (al
semestre inmediato anterior) y asi saber en qué semestres se encuentra el grueso de

estos estudiantes.

El query o consulta es el siguiente:

SELECT * FROM alumnodesercion4
WHERE terminomaterias='NO"'

AND deserto='NO"';

Se procede a obtener las graficas y las estadisticas:

De la figura 4.52 se observa que el 80% de los alumnos se encuentran cursando en los

semestres 1, 3,5, 7y 8.

De la figura 4.53 se observa los planes de estudio que tienen al 80% de los alumnos
cursando segun su plan de estudios los cuales son: 1190 (Ing. en Computacion), 1184
(Ing. Eléctrica Electronica), 1182 (Ing. Civil), 1215 (Ing. Industrial), 1223 (Ing.
Petrolera) y 1218 (Ing. Mecanica).
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Figura 4.52. Diagrama de pareto para los alumnos que esté cursando en los semestres ahi mostrados.
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Figura 4.53. Diagrama de pareto de los planes de estudio de los alumnos que estan cursando.

Se tiene también la grafica de qué generaciones han cursado hasta el semestre inmediato

anterior 2009-1 (figura 4.54):

En la grafica anterior se observan generaciones de 1995, del 2000 y 2001. En este caso
son alumnos que dejaron de venir y regresaron. De otra manera, ya no podrian seguir
cursando. Esto se puede saber haciendo una consulta a la base de datos con la que se

cuenta especificando que se muestre, por ejemplo, hasta la generacion 2002:
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generacion

25

20—

oy
[
1

Porcentaje

=
o
1

1R

1 1 1 1 1 1 1
2009 2008 2007 2006 2005 2004 2003 2002 2001 2000 1995
generacion

Figura 4.54. Generaciones cursando en el semestre inmediato anterior 2009-1.

SELECT * FROM alumnodesercion4
WHERE terminomaterias="NO"'

AND deserto="NO'

AND generacion <= 2002

ORDER BY generacion,periodos;

Y parte de los resultados que se obtienen se muestran a continuacion (figura 4.55):

Se observa que en el caso de la generacion 1995, lleva apenas ocho semestres cursados,
ha aprobado 30 materias y reprobado tres veces. Los tres casos de la generacion 2000,
llevan de 13 a 15 semestres cursados. De los que quedan de la generacion 2001, llevan

de 9 a 14 semestres cursados.

Ahora se obtiene informacién mas detallada para el caso de la generacion 1995

obteniendo su historial:

SELECT * FROM historias
WHERE cuenta='09125%***!*
ORDER BY periodo
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; MySQL Query Browser - Connection: root@localhost:3306 / tes ~ ES Espafiol (México) B 7
Fie Edit View Query Scipt Tools Window MySQL Enterprise Help

\ , [SELECT * FROM tesisvZ.alumnodeserciond
&/ &>/ |WHERE terminomaterias=

Go back ek |AND deserto=
AND generacion <= 2002
ORDER BY generacion,periodos

@ Resultset 3

cuerta pln_doae plan  creditos | periodos | primerperiodo ultimoperiodn | generacion | dessrto promedio k badi in

P 0915, 1223 2008 257 g 199%1 2007 1995 NO ND 7.80 2 30 29164
40000, 1202 2006 128 13 20002 20091 2000 NO NO 712 16 15 22858
09734... 1210 2008 3z 15 20003 2003 2000 NO ND 721 22 38 23480
05731 1150 2006 207 15 20001 20091 2000 NO NO 731 20 24 17122
09524.. 1223 2008 343 9 z200m 2003 2001 NO ND 844 7 41 29256
09825, 1223 2006 367 3 20011 2009 2001 NO NO 800 El 43 28257
03400, 0366 1854 278 13 20m2 20041 2001 NO NO 782 34 36 863
09333 1218 2008 386 13 200m 200m 2001 NO ND 792 7 46 26720
03821 1215 2006 330 14 2002 20091 2001 NO NO 8.41 8 43 24164
07707... 0381 1994 [t} 2 20022 2003 2002 NO ND 0.00 18 0 2874
40201 0365 1354 21 3 20022 20091 2002 NO NO 6.00 14 3 2062
40209... 0413 1994 40 5 20021 200: 2002 NO ND 733 14 8 78
09979... 0402 1994 92 E 20022 2007 2002 NO ND 687 17 12 5557
40208, 1181 2006 B 7 20022 20091 2002 NO NO 675 El 1 4384
09827... 1182 2008 164 g 20022 200M 2002 NO ND B.26 22 20 9917
03623, 1182 2006 52 8 20022 20091 2002 NO NO 687 1 1 3808
09830... 1182 2008 I3 9 20022 2003 2002 NO ND 5.94 23 9 9921
03328 1150 2006 78 10 20022 20091 2002 NO NO 632 12 El 17224
03304, 1150 2006 141 10 20022 20091 2002 NO NO 7.00 21 16 17168
09879... 1215 2008 100 10 20022 2007 2002 NO ND B.E1 19 12 24161
03324, 1180 2006 218 10 20021 20041 2002 NO NO 844 10 26 17213
40202.. 1181 2008 a7 10 20022 200m 2002 NO ND EE3 14 9 a3ve
03520, 1181 2006 178 10 20022 20091 2002 NO NO 743 7 20 4262
40204... 1202 2008 73 10 20022 2003 2002 NO ND 783 28 9 22863
03320 1190 2006 203 10 20022 2009 2002 NO NO 748 17 24 17205
03306, 1184 2006 218 10 20022 20091 2002 NO NO 830 8 26 13376
40209... 1182 2008 52 10 20022 2007 2002 NO ND 712 17 B 10658

272 rows fetched in 003765 (0.0758¢) # Eit LY

Figura 4.55. Generaciones cursando en el semestre inmediato anterior 2009-1.

Se observa de la figura 4.56, que entre los periodos 1999-2 y 2006-2, el alumno estuvo
ausente. Y lo mismo sucede en los demas casos. Es por eso que atn tienen posibilidad,
por reglamento, de seguir con sus estudios suponiendo que pidieron permiso de baja

temporal.

Como se plante6 anteriormente, se pueden obtener graficas con la historia acumulada
por semestre. Se obtuvieron tablas de alumnodesercion hasta los semestres 2007-1,
2007-2, 2008-1, 2008-2 y 2009-1. Notese que para llegar a cada grafica se tuvo que

ejecutar los 12 procedimientos. Computacionalmente fue intenso.

Se obtuvieron 5 graficas de deserciones por generacion y van por orden de semestre
ascendente (figuras 4.57, 4.58, 4.59, 4.60 y 4.61) y otras 5 de terminacién de materias
por generacion (figuras 4.62, 4.63, 4.64, 4.65 y 4.66) en el mismo orden.
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File

Edit View Query Scipt Tooks Window MySQLEnterprise Help

SELECT + FROM
\‘} \g) WHERE cuenta

isv2.historias

Go back Refech |[ORDER BY periodo
@ Resultset 4

CUENTA PLANTEL CARRERA PLM_DGAE  ASIGMATURA | PERIODOD CALIFIC..  GRUPO TIPO | aprobo in.
09125 o 17 1223 1100 19342 05 1108 o NO 5303
09125 o 17 1223 1100 19351 10 oo14 u} 51 5303
09125 o 17 1223 65 13352 06 0010 a sl 5303
09126, o1 17 1223 1306 19961 03 0oo1 [u] El 5303..

p 09125, o1 7 1223 762 1 03 0005 u] i 5303.
09126, o1 17 1223 1112 20071 08 ACEA [u] El 5303..
09125, nr 1223 1207 20071 08 ACEA ) Sl 5303..
09125, 0 17 1223 1211 20071 03 ACEA o sl 5303..
09125 o 17 1223 61 20071 08 ACEA o 51 5303
09125 o 17 1223 1420 20071 08 ACEA u} 51 5303
09125 o 17 1223 1423 20071 06 ACEA o 51 5304.
09125 o 17 1223 1426 20071 08 ACEA a sl 5304.
09125 o 17 1223 1344 20071 03 2002 a sl 5304,
09126, o1 17 1223 2183 20071 03 ALCEA [u] El 5304...
09126, ol 17 1223 1108 20071 03 ALCEA u] El 5303.
09126, o1 17 1223 o7 20071 03 ACEA [u] El 5303..
0912, 17 1223 B2 20071 08 ACEA ) sl 5303..
09125, 0 17 1223 B2 20071 08 ACEA o sl 5303..
09125 o 17 1223 [:t:1 20071 08 ACEA o 51 5303
09125 o 17 1223 [:t:] 20071 08 ACEA u} 51 5303
09125 o 17 1223 n 20071 08 ACEA o 51 5303
09125 o 17 1223 318 20071 03 2002 a sl 5303
09125 o 17 1223 461 20071 08 2002 a sl 5303,
09126, o1 17 1223 712 20071 03 ALCEA [u] El 5303..
09126, ol 17 1223 1102 20071 [ ALCEA u] El 5303.
09126, o1 17 1223 1746 20082 03 0oo1 [u] El 1183..
09125, o 17 1223 1425 20082 03 ooo1 ) sl 1183..
09125 o 17 1223 1212 20082 10 0001 u} 51 1153

33 rows fetched in .02825 (1.9260s) ” # Edt ‘

Figura 4.56. Historial del caso de la generacion 1995.

Graficas de deserciones:
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Figura 4.57 . Grafica de desercion hasta el semestre 2007-1.
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Figura 4.58. Gréfica de desercién hasta el semestre 2007-2.

2,500

2,000

1,500

Recuento

1,000

500

846)

35
Elelz]=lz

] [1 [1 ] ]
1983 1986 1990 1993 1994 1995 1996 1997 1998 1999 2000 2001 2002 2003 2004 2005 2006 2007 2008
generacion

Figura 4.59. Gréfica de desercion hasta el semestre 2008-1.
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Figura 4.60. Gréfica de desercion hasta el semestre 2008-2.
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Figura 4.61. Gréfica de desercion hasta el semestre 2009-1.
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Graficas de terminacion de materias:
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Figura 4.62. Gréfica de terminacion de materias hasta el semestre 2007-1.
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Figura 4.63. Gréfica de terminacién de materias hasta el semestre 2007-2.
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Figura 4.64. Gréfica de terminacion de materias hasta el semestre 2008-1.
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Figura 4.65. Gréfica de terminacion de materias hasta el semestre 2008-2.
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Figura 4.66. Grafica de terminacion de materias hasta el semestre 2009-1.

Con estas graficas se puede ir observando durante 5 semestres como va cambiando el
nimero de deserciones, el numero de alumnos que van terminando todas sus materias

por generacion. También estas graficas sirven para observar tendencias.

La mineria de datos, ademés de encontrar patrones de comportamiento y tendencias,
también sirve para la prediccion de las mismas ya que al observar las graficas bien se
aplica asimismo para el entrenamiento de modelos y asi poder predecir o anticiparse a lo

préximo que va a suceder.

Se recalca mucho esta idea de poder predecir lo proximo. Si bien es cierto que predecir
lo que sucedera a largo plazo es muy dificil de llevar a cabo, predecir algo a corto plazo
es mas factible. Sin embargo, si es posible poder predecir cosas a largo plazo. La
factibilidad dependera de con cuantos datos historicos se cuentan y qué tan bien se

entrene el modelo.
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El éxito del buen aprendizaje del modelo no sélo depende de los datos, sino también de
nuestro ingenio (en este caso, del ingeniero de datos o ingeniero de mineria de datos)
para limpiarlos y acomodarlos bien de tal forma que el modelo capte bien lo que

precisamente se quiere que aprenda.

Ademas de contar con solidos conocimientos en Bases de Datos, es bueno también
tenerlos (o al menos buenas nociones) en programacién de cualquier lenguaje ya que se
comprende mejor como trabaja (o incluso hasta como piensa) la computadora. Con base
en esto, se puede tomar una mejor decision de como ir entrenando el o los modelos para

su mejor aprendizaje.

Dado todo el analisis previo de estadistica, se decidid aplicar los algoritmos para la
clasificacion donde se realizaran las tareas de prediccion y las reglas de asociacion. La
primera se llevard a cabo por del algoritmo IBK y la segunda por medio de arboles de

decision.

Todo esto se ira explicando en el siguiente apartado en donde se habla y se explica el

uso del programa para Mineria de Datos que se ha estado utilizando: Rapidminer.

113



Capitulo IV

4.3.1. Encontrando reglas (arboles de decision) y haciendo predicciones

(algoritmo IBK).

Esta parte del estudio pretende, como su nombre lo indica, tratar de predecir por medio
de reglas encontradas, a los alumnos que tienden a desertar. Primero se generaran reglas
para la desercidén enfocandonos a las generaciones con ayuda del algoritmo de arboles

de decision Random Forest para después aplicar el algoritmo de clasificacion IBK.

Cabe resaltar que en la teoria se estipula que, después de la fase de Mineria de Datos, se
realizan las fases de Obtencion de Patrones; después la de Evaluacion, Interpretacion,

Visualizacion y, por ultimo, la de Difusion y uso del conocimiento.

Una vez que se han analizado todas las graficas, se decide qué consultas utilizar para el
analisis de los datos generando las vistas minables (tablas o conjuntos de datos sobre los
que se realizara el analisis — Mineria de Datos) llegando a la obtencion de los modelos.
Se empieza con el analisis de la tabla alumnodesercion4 (la cual contiene todos los
datos mas recientes) seleccionando todos los datos que contiene pero seleccionando s6lo
las columnas necesarias y por generacion. En este caso, se seleccionan las columnas
cuenta, pln_dgae, plan, creditos, periodos, generacion, terminomaterias, promedio,

hareprobado, haaprobado, deserto.

Se hicieron consultas por generacion. Se hizo una consulta para las generaciones 1994 y
1995, otra para las generaciones 1996, 1997 y 1998, 1998 y 1999 y otra para las
generaciones 2000 y 2001. Después se obtienen consultas por generacion desde la 2002
hasta la 2009. El porqué al principio se eligen de dos o tres generaciones, es porque
viendo la grafica en la figura 4.47, de las primeras generaciones, casi tienen el mismo
numero de deserciones ademas de que en las primeras generaciones se cuentan con
menos datos por generacion. A veces para un andlisis es mejor tener un buen niimero de
datos. Se hizo al principio estrictamente por generacion pero no se obtenian tantas

reglas interesantes por lo que se fue probando.

En el caso que se eligio tres generaciones y que la misma generacion 1998 se usé en dos

consultas distintas también demuestra la gran flexibilidad y versatilidad para utilizar el
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algoritmo Bosque Aleatorio o Random Forest para encontrar patrones de

comportamiento.

Se fueron ejecutando las consultas por generacion, por ejemplo:

SELECT cuenta, pln_dgae, plan, creditos, periodos, generacion, deserto, terminomaterias,
promedio, hareprobado, haaprobado
FROM alumnodesercion4

WHERE generacion IN (1994, 1995)

Se tienen los datos como los mostrados en la figura 4.67. Una vez hecho esto se procede

a exportar los datos obtenidos a un archivo en formato csv o separado por coma.

iery Browser - Connection: root@localhost=3306 / tes  ES Espafiol (México) I 7
File Edt View Query Script Tools Window MySQLEnterprise Help

' , [SELECT cuenta, pln_dase, plan, creditas, periodos, generacion, deserto, terminomaterias, promedio, hareprobado, haaprobac \ -
[ €] &) FROM alumnodeserciond { R
o back e |WHERE generacion IN (1534, ) o
@ Resultset 1 Schemata
cuerta pin_dgse  plan | creditos periodos | generscion | desarto | teminomaterias promedio | haieprobado hasprobado -
034301422 0355 1994 0 FIRE" El ND 500 10 0 A [V 5 computoacadenico =
04311560 0355 1994 4 4 1994 El ND 533 12 1 b 11 infomation,_schema
094324292 D3 1954 40z 6 1995 El NO 7.03 &1 1l b ool
095001060 0355 1994 ] 3 1994 El ND 643 2 4 b Iotto
035106362 0355 1954 ] 2 1335 Bl D 500 10 i b sl
09306698 D35S 1954 4 5 1995 El NO 667 16 1 v 1] phpmyadnin
097116652 0355 1994 105 14 1395 El ND 656 39 14 v 1 tesis2
097186860 D355 1954 0 5 1994 El NO 500 18 » ] acetto_a
037206752 03EB 1934 447 23 1994 NO El 705 53 57 » [ eomiol123 1
p 08706034 0365 1994 15 5 1994 El ND 540 17 2 » L] alumno
097213854 D35 1954 0 FIRE: El NO 500 14 0 * ] slumnodssercion
087216855 (955 1904 17 7 1935 sl NO 545 77 B * [l slumnodeserciond
087202224 0365 1934 pes] 12 1994 51 ND 761 a7 S > W] alurmnodeserciont
08725863 D3ES 1994 4 7 1934 sl ND 537 k3 1 :_:::z::j::ﬁ:i
093003221 0355 1994 320 15 1394 El ND 718 37 41 =
» asignatura
098003630 0355 1954 4 FARE:S El NO 550 7 1 - P
09z D3 1954 0 3 1985 El NO 500 13 0 [ carerms_planss
093224510 0355 1994 ] 11 13%5 El ND 7.00 37 4 o piniee Aot ~
098236775 D35S 1954 16 £ 1995 El NO 525 2 2
088282112 0365 1994 4 3 1994 H] NO 525 12 1 Syntax
093286341 0355 1994 155 14 1394 El ND 695 3 20 Dats Definition Statements
09835428 035 1954 2z 3 1994 El NO .02 4% 40 5B§QTﬂﬁ$a:;E$f£E“E
093331021 0355 1994 173 16 1395 El ND 654 2 2 MZSQLTramcﬁm andLocking ..
093351773 0355 1994 221 17 1394 El ND 665 54 E] Database Administration Statements
098351979 D35 1954 54 131994 El NO 751 3 k] Replication Statements
093360962 0355 1994 447 16 1394 ND El 751 7 57 SQL Syntax for Prepared Statements
095000694 D355 1954 447 18 1995 NO El 7.93 27 57
095086841 D355 1954 0 FARE: El NO 500 10 0 @
1779 rows fetched in 0.1483s (0.02655) # Eir M Fist | M st | P Sezch
3313

Figura 4.67. Visualizando todos los datos de la tabla alumnodesercion segun las columnas seleccionadas.

Para exportarlos al formato en .csv se selecciona del menu File, Export Resultset,
Export As Excel File como se muestra en la figura 4.68. Se elige una ruta y un nombre
de archivo para guardar los datos. Posteriormente se procede a construir el arbol de

procesos en Rapidminer para encontrar patrones de comportamiento en estas consultas.
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uery Browser - Connection: root@localhost:
Edit View Query Soipt Tools Window MySQL Entery

New Instance Connection ...

T cuenta, pln_dgae,
Switch Connection alumnodesercion4
E generacion IN (

New Resultset Tab
New Script Tab

Open Query ... S ——
Open Sript ... lan cieditos petio
934 1]
934 4
Save As ... 994 402
Export As HTML File...
Export As XML File
Change Default schems ... Exsnrt As Excel File...
Export As PLIST File...
994 447
934 18
Exit 954 i}
BT =T A | = 17
087232224 0365 1934 429
057258693 0365 1934 4
099003221 0365 1994 320
085003630 0365 1934 4
0g8zz410m 0365 1934 0
099224510 0365 1994 ]
088236775 0365 1934 16

Figura 4.68. Exportando los datos a un archivo de Excel.

Entonces se ejecuta Rapidminer:

€3 RAPID|MINER
....

Initializing Operators

Rapidhiner 42

This version is licensed under the AGFL version 3

RapidMiner comes with absolutely no waranty, for details, see the license
Copyright (C) 2001 - 2008 by Rapid-1 and Contributors

Maore information at hitp:ifrapid-i.com

Figura 4.69. Arrancando Rapidminer 4.3.

En este caso se usa la version 4.3. Rapidminer muestra el siguiente ment de bienvenida

(figura 4.70):
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+ RapidMiner@studio ES Espaiiol (México) B 7

Eile Edit View Process Iools Help

Ao@@ds o = =9 pE ¥ & @ w

[ Gwitch to beginner mode (only the most important parameters are shown) |

Welcome to RapidMiner

Hew Open Recent Open Process Wizard Online Tutorial
Recent Files
CAD and Tesisl: xml
ciAD and Tesisy. i _Validationt11_LeaveCneOutxml
ciAD and Tesisy. i _Validationl13_t Testxml
CiD and TesisV. i a i ¥V alidation_| Outputs.zml
ciD and Tesisy. . | 2l
2D and TesisV: ) 1_D i
CAD and Tesisl: il 1 B_ANCVAMatrix xml
CAD and TesisV: B 13_SimpleROCPIot:m!

N NEWS
Toggle between the Eclit Mads (ecit process setup)

Oct15. 2008 6:46:1 7 AM: [Warninal Not able to check for undates. Mavbe no internet connection

Figura 4.70. Pantalla de bienvenida de Rapidminer.

De la figura 4.70, en la parte de arriba, hay que dar clic en la parte de modo principiante
/ experto de tal forma que quede en modo experto. Esto es con el fin de que se puedan

mostrar todos los parametros. Dar clic en nuevo (o new).

-+ RapldMinerastudi ES Espafiol Méxicn) B ['- "'mﬁ]
Eile Edil Miew  Pro Tools Help

BudEdesSs vy = =9 PB ¥ & g

=2 Opnratar Troe T Paramotors WML | [ Comment | ® New Oparator
@@ Roat
Frocen |
Description: Cach process must contain exactly one operator of this class and it must ba the root
operatne of i e only marpose of this opersor i o p e = i 5 thil b al
relevance
Inpust: none
Cutpartz nne

©1 16, 2008 64697 AN [Warning] Mot able 1o chockfor spdatis. Mayhe na intemet cannscsan

Figura 4.71. Ventana principal de Rapidminer.

Un experimento basico en Rapidminer, de acuerdo a lo mencionado en la referencia

(28), consiste de los siguientes operadores:
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p—

La raiz del arbol de procesos o root.

El cargador de los datos (data loader)

El visualizador de datos (data visualizer)
El que valida los datos (data validator)
El creador del modelo (model creator)
El escritor del modelo (model writer)

El que aplica el modelo (model applier)

El evaluador del desempefio (performance evaluator)

A e AT

El experimento final (Final Experiment).

Se probaron distintos algoritmos de los que contiene integrados RapidMiner y se
lograron encontrar patrones interesantes usando el algoritmo del Bosque Aleatorio o
Random Forest. Se obtuvieron los diagramas de los arboles los cuales sirven para

visualizar de manera general las reglas encontradas.

El algoritmo Random Forest obtiene un nimero N (parametro que puede ser modificado
por el usuario) de arboles. Nos ha parecido un buen instrumento para obtener
muchisimos patrones de comportamiento ya que, por ejemplo, con un arbol de decision
uno elige la variable etiqueta (sobre la cual predecir o encontrar patrones, por ejemplo,
si desertd o no), este arbol solo obtiene un arbol y solo elige las primeras variables que
encuentra. Es decir, obtiene un arbol de desercion segin el promedio y el nimero de
créditos obtenidos. ;Y las demas variables donde quedaron? ;El resto de las variables
no intervienen? Estas dudas se generan porque el arbol, por mas cambio en los
parametros que se haga, seguira saliendo el mismo arbol. Ademas, el arbol de decision

tarda mas tiempo en ejecutarse conforme el nimero de datos vaya aumentando.

Random Forest obtiene mas arboles, por ejemplo, se escogen 10. De estos arboles, 6 son
los mismos, pero los cuatro restantes obtienen reglas de desercion segun las distintas
variables, por ejemplo, un arbol con variables de promedio y créditos, otro con variables
de plan de estudios, materias aprobadas y reprobadas, etc. Lo cual hace posible que se
pueda visualizar bien como las demas variables van influyendo en la columna etiqueta

(label column), en este caso, la desercion.
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Otra gran ventaja de usar este algoritmo es que su tiempo de ejecucion es
verdaderamente corto incluso si se elige un nimero de 50 arboles. Entre mas arboles se
tengan, mas reglas se pueden encontrar y es que en algunos casos se obtienen arboles
demasiado grandes o frondosos. Estos arboles sirven muy bien para la deteccion de
casos especificos extraordinarios o andmalos. Pero también se pueden obtener arboles
muy pequefios pero contundentes. Es decir, que aunque se encuentran pocas reglas y, a
primera vista, muy generales, esas reglas encontradas bastan para entender, a manera de

panorama, lo que sucede.

Primeramente se van a obtener patrones de comportamiento con Random Forest usando
un arbol de procesos en Rapidminer sencillo, sin validacion. El arbol de procesos tipico
que se usa en Rapidminer se usara en la parte de predicciones. En este caso solo se
necesitan patrones de comportamiento los cuales pueden comprobarse usando consultas

SQL.

Se procede a crear el arbol de procesos en Rapidminer. En la figura anterior, la figura
4.71, se tiene el arbol de procesos. Hacer clic con el boton derecho del mouse. Del menu

contextual seleccionar New Operator, 10, Examples, CSVExampleSource. Figura 4.72.
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Figura 4.72. Seleccionando un archivo de fuente del tipo separado por coma o .csv.

De la misma manera haciendo clic con el boton derecho del mouse sobre el operador
root, seleccionar New Operator, Visualization, ExampleVisualizer. Esto con el fin de
poder visualizar los datos con datos estadisticos y poder verificar que los datos que se

quieren cargar sean precisamente esos y que estén completos. Figura 4.73.
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Figura 4.73. Seleccionando el visualizador de los datos cargados.

Igualmente del ment contextual se procede a elegir el algoritmo Random Forest. Del
menu contextual seleccionar New Operator, Learner, Supervised, Trees, RandomForest.
Figura 4.74.

Configurar los pardmetros de cada uno de los operadores. Solo sefialar con el mouse
cada operador. Senalando el operador CSVExampleSource, en la ventana del lado

derecho se observan los parametros. Figura 4.75.
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Figura 4.74. Seleccionando el algoritmo Random Forest o Bosque Aleatorio.
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Se tiene que especificar la ruta del archivo .csv tecleando en el boton que tiene tres
puntos suspensivos. De ahi se abre una nueva ventana en la que so6lo se tiene que buscar
el archivo y seleccionarlo. Después de esto, en la ventana de parametros se mostrara el
nombre del archivo asi como su ruta. En el parametro label_name teclear deserto que es
la variable de la que se quiere saber y encontrar patrones. En label_column hay que
teclear el nimero de la columna (de izquierda a derecha empezando desde 1) en donde
se encuentra deserto. En este caso, teclear la columna 7. En el parametro ID_name
teclear la columna que sefiala al identificador, en este caso es el nimero de cuenta por lo
que teclear cuenta y su correspondiente niimero de columna en el archivo: 1 (es la

primera columna). El resto de los parametros se dejan como estan. Por defalut.

ES Expaficl Mewien) B

3 RagidMiner@studio (findingRules.xml)

File Eoit View Process Toois Help
BYs vy s pE ¥ & wZ?

== Operator Tree T Parameters L | Comminl @ N Opiair

L, @ Ruol Mename | CaDncuments and Set dat U CEED anir ||
W Proges
raf_atnibute_narmes =

|abel_name deserto

Examplevisualizar Iahal_calura

vt

RandomFores]

Id_name cuents

¥ RandomFoest id_ealurnn 1
welght_nams

wighl_colurin o

zample_ratio 10

zample_soe -1

datamanagement double_armay

colurnn_separstnrs Jams
use_tomment_characiers =]
comment_chars #

use_quotes =

trim_lings =] =

Figura 4.75. Modificando los parametros de CSVExampleVisualizer.

Ahora dar clic sobre RandomForest para visualizar los parametros y modificarlos de
acuerdo a nuestras necesidades. Seleccionar la primera opcion keep_example_set, en el
namero de arboles o number_of_trees teclear 50. En el siguiente parametro criterio o
criterion seleccionar gini_index. En este parametro se selecciona la manera en la que el
bosque aleatorio encuenta los patrones. Haciendo varias pruebas, este indice es el que
mejor encuentra patrones y favorece el crecimiento maximo de los arboles, pero
también ayuda a encontrar arboles pequenios pero contundentes. Se explica en la parte
tedrica el funcionamiento de este tipo de indice y de este bosque aleatorio. El resto de

los parametros se dejan como estan. Por default.
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2 RapidMiner@studio (findingRubes.xml) ES Expaficl (Méaicn)
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Figura 4.76. Modificando los parametros de RandomForest.

Se ha terminado este arbol de procesos. Presionamos el boton de la palomita verde que
se encuenta en el menua en la parte superior (marcado en la figura 4.76). Esto ultimo
sirve para comprobar que no existan errores en el arbol de procesos que se crea. En
Rapidminer algunos parametros requieren de operadores o nodos hijos o deben ser
operadores hijos. Si los operadores no estan bien ordenados, Rapidminer lo hara saber

indicandonos el error.

Después de teclear la palomita se observa que todo esta bien (figura 4.77).

WY 26, 2009 TUUE AU PR CHECKINY Process Setip... B
Mar 26, 2009 10:08:40 PM: Inner operators are ak.

Mar 26, 2009 10:05:40 PM: Checking ifo classes...

Mar 26, 2009 10:09:40 PM: ifo classes are ok. Process output: ExampleSet, Mode|

Mar 26, 2009 10:08:40 PM: Process ak.

o

Figura 4.77. Verificando que el &rbol de procesos esté bien.

Luego, de la figura 4.76, dar clic sobre la flechita azul de play para iniciar el proceso. A
veces cuando se ha modificado el archivo, al momento de correr el proceso, Rapidminer
pregunta si se desea guardar el proceso. Si es la primera vez, hay que especificar el
nombre y la ruta del archivo en donde lo se quiere guardar. Si no, lo sobrescribe y

simplemente continta con el proceso. Véase la figura 4.78

Save Process?

. Save process befare start?
[ Do not ask again Yes

otk

Figura 4.78. Se pregunta si se desea guardar el proceso o los cambios hechos en él.
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Se observa en la ventana de abajo como va corriendo el proceso y esperamos, en este
caso, algunos segundos hasta que termina de ejecutarse por completo (figura 4.79).
También en la parte inferior derecha se observa el uso de la memoria de la

computadora.

WArJo, JUDY TUTTU P Procass:

Routfi] (Process)

+ CEVExampleSource|l] (CEVExampleSourca)
+ Emamplevissializea] ErarmploVisadiur)

+ RandomForesid] (RandomFores)

D1 Roar 99 - 1] Randomferest. 6.3 Désplavs lnaning messanes according bo the o (paramater of | LALEEL)

Figura 4.79. Observamos el processo corriendo.

Cuando termina, automaticamente Rapidminer cambia a la ventana de los resultados y
se puede visualizar los arboles de decision generados (figura 4.80). Si se quiere regresar
a la ventana donde se muestra el arbol de procesos, basta con dar clic sobre ¢l boton que

dice Change to the Edit Mode el cual esta en la parte superior derecha.

De entrada, en la misma figura 4.80, se observa uno de los arboles que se obtuvieron. Se
tiene en total 50 arboles, ya que asi se fijo el parametro y se puede ir viendo cada uno de
ellos seleccionando las pestafias de cada arbol. Cada arbol de hecho puede también
visualizarse a manera de texto. Puede resultar dificil al principio entender como se va
desglosando el arbol en texto, pero esta modalidad resulta ser mas comoda cuando se

tienen arboles muy grandes.

También, arriba de las pestafias y del lado izquierdo que permiten visualizar un arbol
individualmente, se tienen dos pestafias mas: SimpleVote y DataTable. La primera
corresponde a los arboles y la segunda a la visualizacion de los datos con los que se esta
trabajando en cuestion. Se pueden ver cudles son los metadatos (informacién de los
datos o en este caso, de las columnas), datos, asi como poder realizar ciertos tipos de

graficas de los mismos.

Para cada archivo de generacion se hizo el mismo procedimiento descrito anteriormente,
se obtuvieron las reglas, se seleccionaron las mas interesantes y concisas, se verificaron
con consultas SQL e incluso de algunas reglas se investigd el porqué de esas reglas
usando asimismo mas consultas SQL. Estas reglas encontradas ayudan en buena medida

a la explicacion de las graficas de las figuras de la 4.57 a la 4.66. Las reglas mas
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relevantes obtenidas fueron las siguientes (han sido escogidas las mas interesantes y

concisas):
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Figura 4.80. Se muestran los resultados al terminar de ejecutarse el proceso.
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Figura 4.81. Visualizando los datos con los que se esté trabajando.

Generaciones 1994 y 1995:

* De los que han reprobado hasta en 6 ocasiones, de 95 casos 76 no desertaron y
75 terminaron sus materias, los demas desertaron, algunos (en este caso, 5

alumnos) incluso faltandoles 1 materia 6 2 (figura 4.82).
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* De los que han reprobado mas de 6 veces, de 1684 casos, 1279 si desertaron y el

resto si termino sus estudios.

hareprobado

€= =G

HO 51
— N |

Arbol 1.
Y las consultas para corroborar la informacion obtenida en los arboles son:

SELECT * FROM alumnodesercion4
WHERE generacion IN (1994,1995)
AND hareprobado<=6

ORDER BY deserto,terminomaterias
SELECT * FROM alumnodesercion4
WHERE generacion IN (1994,1995)
AND hareprobado>6

ORDER BY deserto,terminomaterias
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Figura 4.82. Corroborando y ampliando la explicacién de una regla encontrada por el arbol 1.
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En estas generaciones destaca que si un alumno reprueba 6 o menos veces, termina

todas sus materias.

Generaciones 1996, 1997 y 1998:

o De 1942 casos, 1934 desertaron habiendo cursado hasta 11 semestres. Y hasta

14 semestres cursados 180 casos de 183.

periodos
<= 11 > 11

hareprobado

<= 10500 > 10500
7 hareprobada
- =13 >19
perias perodos
12312 > 14 =14
ERINC hareprabads &l
| — . » -
hareprobado peridos
=2 <=2 =15 <= 15
hareprobado # periadas 7
] = - = 17800 = 17500 -
hareprobada periados perindos (e
<=2 A > 15<=15 > 18 <=18 -
| (e TR 5
aX>B - - - -
Noo sl
Arbol 2.

De estas generaciones, los que se cambiaron de plan (al 2006), todos desertaron.

(5 casos).

plan

¢=1904 > 1004

Sl sl

Class: 51
Size: 2898

Class Frequencies: {SI=2659, NO=239}

Arbol 3.

De 2196 casos, 2160 desertaron con un promedio menor a 7.5.
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promecdio
<=T7.500 =T7.500
Sl Si
[ —
Arbol 4.

Los que no desertaron tuvieron un promedio mayor a 7.175 (204 de 231 casos).

haaprobado

<= 54 =54
& promedic
€= 7.175 »7.178
promedio Lo
€=7.100 >7.100
NO Sl
Arbol 5.

De las carreras en las que hubo menor desercion se ubican en las de ing.
mecanica (mddulos mejor ambiental, biomédicas y mecatronica), ing. industrial

(produccion y administracion y sistemas) e ingenieria eléctrica-electronica.

pln_dgae

<= 805 =805

Sl pin_dgae
|| =

== 1098 = 1008

pln_dgae =

== 806 =808

sl HO

Arbol 6.
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Para estas generaciones, hubo mucha desercion. Se destaca que los que terminaron todas

sus materias lo hicieron con un promedio mayor a 7.175.

Generaciones 1998 y 1999:

* En las generaciones 98 y 99, de 1574 casos, 1573 desertaron con 397 créditos o

menos.

<= 441 500 = 441.500

creditos 19

= 397.500 <= 387.500

hareprobaco &

=13 =13
credios

<= 437 50> 437 500

HO Sl

Arbol 7.

* Los que han aprobado mas de 54 materias (el minimo para algunas carreras) y
con promedio mayor a 7.44 si terminaron todas sus materias — 179 de 186 casos.
Los que desertaron, tan solo les faltaban unos cuantos créditos para terminar
(minimo tienen 431 créditos) y su promedio era de entre 7.5 y 8.4. Todos, en

este caso, del plan 1994.
haaprobado

<= 54 =54

= promedio
|

<= 7.440 = 7.440
HO

promecdio

2= 7.400 =7.400

Arbol 8.
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SELECT * FROM alumnodesercion4
WHERE generacion IN (1998,1999)
AND haaprobado>54

AND promedio>7.440

ORDER BY deserto,terminomaterias
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Figura 4.83. Corroborando y ampliando la explicacién de una regla encontrada por el arbol 8.

* De 24 casos, 22 terminaron sus materias al cambiarse de plan (al 2006), los 2
que desertaron les faltaban pocos créditos para terminar pero ya tenian 19 y 20

semestres cursados con promedio de 7 y 8.
creditos

= 441,500 <= 441.500

HeY creditos

= 397.500 == 387 .500

pin_dgae =
|

== 1138 = 1130

sl no
L]
Arbol 9.

SELECT * FROM alumnodesercion4
WHERE generacion IN (1998,1999)
AND creditos BETWEEN 398 AND 441
AND pln_dgae>1139

ORDER BY deserto,terminomaterias
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Figura 4.84. Corroborando y ampliando la explicacién de una regla encontrada por el arbol 9.

En el siguiente arbol de decision se observa en la parte de abajo de los que tenian mas
de 397 créditos, los que cambiaron de plan, no desertaron logrando terminar sus
materias, 22 de 24 casos. Y los que permanecieron en el viejo plan, de 92 casos, 84

desertaron pero estando cerca de terminar sus materias, el resto si termino.

creditos
> 441,500 <= 441.500
HO "
creditos
I
= 307 .500 <= 307.500

Sl
lan
5 [

<= 2000 = 2000

5l HO

Arbol 10.

SELECT * FROM alumnodesercion4
WHERE generacion IN (1998,1999)
AND creditos BETWEEN 398 AND 441
AND plan<=2000

ORDER BY deserto,terminomaterias
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En estas generaciones se tiene que los que se cambiaron al plan de estudios 2006,

normalmente terminaron todas sus materias.

Generaciones 2000 y 2001:

* De los que cursaron menos de 10 semestres, de 998 casos, 985 desertaron, los 13
restantes no desertaron de los cuales 2 siguen cursando.

* De los que han cursado mas de 10 semestres y estando en el plan 1994, de 593
casos, 346 no desertaron, 345 ya terminaron sus materias.

* Los que se cambiaron al plan 2006, de 439 casos, 323 desertaron, 5 siguen

cursando y los restantes 111 si terminaron sus materias.

Estas ultimas tres reglas se observan en el arbol 11 y las respectivas consultas que se

hacen para corroborar y entender mejor las reglas se muestran a continuacion:
periodos

==10 =10

sl

. "
<= 2000 = 2000

HO Sl
Arbol 11.

SELECT * FROM alumnodesercion4
WHERE generacion IN (2000,2001)
AND periodos<=10

ORDER BY deserto,terminomaterias

SELECT * FROM alumnodesercion4
WHERE generacion IN (2000,2001)
AND periodos>10

AND plan>2000

ORDER BY deserto,terminomaterias
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SELECT * FROM alumnodesercion4
WHERE generacion IN (2000,2001)
AND periodos>10

AND plan<=2000

ORDER BY deserto,terminomaterias

En estas generaciones sucede lo contrario. Hubo mas alumnos que terminaros todas sus

materias en el plan 94 que en el plan 2006.

Generacion 2002:

* De los que no han acabado todas sus materias aun, de los que estan en el plan
2006, poco mas de la mitad no ha desertado (217 contra 209 casos que si
desertaron).

* De los que siguieron cursando el plan anterior (1994), de un total de 495 s6lo 46
no han desertado.

* De los 263 que siguen cursando, solo 45 rebasan los 390 créditos, y la mayoria
ya lleva cursados 13 6 14 semestres, sabiendo que 15 semestres es el tiempo

limite. Después deben presentar solamente extraordinarios.

terminomaterias

=5l =ND
O plan
[
2000 <= 2000
HO sl
[ [
Arbol 12.

SELECT * FROM alumnodesercion4
WHERE generacion=2002

AND plan>2000

AND terminomaterias="NO’

AND deserto="NO"

ORDER BY deserto,terminomaterias
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SELECT * FROM alumnodesercion4
WHERE generacion=2002

AND terminomaterias="NO’

AND deserto="NO"

ORDER BY deserto,terminomaterias,creditos

* De 417 casos, 419 desertaron habiendo cursado hasta 9 semestres, la mayoria con
menos de 15 créditos y a lo mucho un caso con 285 créditos. Pero los 8 que no han

desertado tienen pocos créditos, a lo mucho 164 créditos y bajo promedio.

* Por el otro lado, de los que llevan cursado mas de 9 semestres, de 1008 casos, 759
casos no han desertado, de los cuales, 504 ya terminaron sus materias. Y de los que no
han desertado, 50 alumnos tienen altas probabilidades de terminar dado que rebasan los

386 créditos y en algunas carreras solo piden 400 créditos para terminar.

periodos
<= 9500 > 9,500
Si HO
e [ ]
Arbol 13.

SELECT * FROM alumnodesercion4
WHERE generacion=2002
AND periodos>9.5

ORDER BY deserto,terminomaterias,creditos

SELECT * FROM alumnodesercion4
WHERE generacion=2002
AND periodos<=9.5

ORDER BY deserto,terminomaterias,creditos

Para esta generacion los que llevan cursados mas de 9 semestres, normalmente terminan

todas sus materias.
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Generacion 2003:

* De los 565 que terminaron sus materias, 6 terminaron en 9 semestres. Y el resto

termino en un rango de 10 a 14 semestres.

SELECT * FROM alumnodesercion4
WHERE generacion=2003
AND terminomaterias="'Sl"

ORDER BY deserto,terminomaterias,periodos

En esta generacion, en donde se tiene el mayor numero de alumnos que si terminan

todas sus materias, la mayoria termind habiendo cursado entre 10 y 14 semestres.

Generacion 2004:

* De 285 casos que estan en el plan 1994, 229 desertaron. De los 56 que no
desertaron, 16 terminaron sus materias. 13 rebasan los 300 créditos por lo que se
les ve posibilidades de terminar.

* Delos 1261 que cursan en el plan nuevo, 123 desertaron, de los cuales 13 tenian
mas de 400 créditos. De los 1138 que no desertaron, 269 han terminado sus

materias.

plan

== 2000 = 2000

| HO

Arbol 14.
SELECT * FROM alumnodesercion4
WHERE generacion=2004
AND plan<=2000
ORDER BY deserto,terminomaterias,creditos
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SELECT * FROM alumnodesercion4
WHERE generacion=2004

AND plan>2000

ORDER BY deserto,terminomaterias,creditos

SELECT * FROM alumnodesercion4
WHERE generacion=2004

AND plan>2000

AND terminomaterias="SI"

ORDER BY deserto,terminomaterias,creditos

* De los 352 alumnos que han desertado, 290 desertaron habiendo aprobado
menos de 9 materias; 267 desertaron habiendo cursado menos de 9 semestres;

287 desertaron teniendo menos de 74 créditos.

haaprobado
haaprobado
<= 9.500 > 9.500
0500 >9.500
| HO sl HO
— ] —

Class: Sl Class: WO

Size: 354 Size: 1192

Class Fregquencies: {NO=64 S1=290} Class Frequencies: {NCO=1130, 5l=62}

Arbol 15a. Arbol 15b.
creditos creditos
%=73.500 >73.500 <= 73500 » F3.500
—
— ||

Class: NO Class: 5l
Size: 1202 Size: 344
Class Frequencies: {NO=1137, 8l=65} Class Frequencies: {NO=5T, 5|=28T}

Arbol 16a. Arbol 16b.

En esta generacion han desertado mas alumnos en el plan anterior (1994) que los que

estan en el plan 2006.
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Generacion 2005:

e De los 335 casos de desercion hasta ahora, 41 desertaron habiendo cursado 7

semestres y 270 menos de 7 semestres. 281 aprobaron hasta 7 materias.

periodos
= 7.500 <= 7.500
& periodos
= G500 <=6.500
HO sl
| I
Arbol 17.

* Si bien han desertado mas en el plan nuevo (176 contra 159 del viejo plan), la

proporcion de desercion es menor en el nuevo plan.

pln_dgae

== 1,130 500 = 1,139.500

si HO

Arbol 18.

Generacion 2006:

* De 377 alumnos que desertaron, 372 lo hicieron habiendo cursado menos de 6
semestres. 322 aprobaron hasta 7 materias, 321 con menos de 61 créditos. 53

desertaron habiendo reprobado entre 15 y 21 materias.
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Arboles 19a, 19b, 19¢c y 19d.

Generacion 2007:

 De los 297 casos de desercion, 290 han desertado habiendo cursado hasta 4
semestres, 153 teniendo 9 o menos créditos, 76 teniendo entre 10 y 35 créditos,
90 aprobaron 7 o menos materias. 190 desertaron habiendo aprobado 2 o menos

materias.

periodos SR

» 35.500 == 35.500
£= 4500 =4.500

HO

- creditos
Sl HO
I - = 0500 <= 0600
HO Sl
I
Arbol 20a. Arbol 20b.
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haaprobado

<= 2500 > 2.500
haaprobado
=l haaprobado
I
== 2500 =2.500
<= 7.500 = 7.500
HNO
hareprobado E k| HO
— ]
<= 11500 = 11.500
s1 HO
E—— '

Arbol 20c. Arbol 20d.

Generacion 2008:

e Delos 169 casos de desercion, 161 desertdé con uno o dos semestres cursados.

* Se tienen 102 casos de alumnos que tienen 0 créditos de los cuales 75 ya
desertaron. 124 casos han aprobado s6lo una materia habiendo reprobado varias
materias ya, de los cuales 45 ya desertaron.

* 114 desertaron habiendo reprobado 8 materias o menos.

periodos creditos
> 19 =18
LI h had
<= 25600 = 2 600 - areprobado

=B3500 ==2.500

Sl NO NO |
1 - E— E—
Arbol 21. Arbol 22.
haaprobado

=1.500 ==1.500

& creditos
=0 =0
HO sl
Arbol 23.
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Y las consultas para corroborar son:

SELECT * FROM alumnodesercion4
WHERE generacion=2008

AND haaprobado<=1.5

AND creditos>0

ORDER BY deserto

SELECT * FROM alumnodesercion4
WHERE generacion=2008

AND haaprobado<=1.5

AND creditos=0

ORDER BY deserto

Para la generacion 2009 no se encontraron reglas relevantes y ademas son pocas. Esto

se debe a que apenas se empiezan a acumular datos para esta generacion.

Concluyendo a grandes razgos de los patrones encontrados, se observa que los alumnos
que cambiaron de plan de estudios les fue mejor que a aquellos que se quedaron en el
viejo plan. De los que desertaron varios reprobaron muchas materias (generalmente mas
de 6) y aprobaron pocas materias tales como las materias del anexo: cultura y
comunicacion, fisica experimental, algebra, geometria analitica, calculo I, computadoras
y programacion, quimica, computacion para ingenieros, analisis grafico y comunicacion

oral y escrita.

En otros casos, varios desertaron faltandoles 1 o pocas materias. Para algunos casos se
observa porque alcanzaron el limite (o ya casi) permitido de tiempo para acabar la

carrera.

Al observar los arboles generados, con frecuencia se necesita hacer consultas a la base
de datos traduciendo las reglas encontradas a SQL. Observando los registros de estas

consultas, complementan la explicacion.

Después de observar las graficas de las figuras de la 4.47 ala 4.51, se observa como van

cambiando las tendencias. Esto sugiere utilizar algin algoritmo de clasificacion con el
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fin de poder predecir las proximas tendencias, es decir, hacer predicciones de cuantos
alumnos van a desertar y cudntos terminaran sus materias por generacion. Se empieza a
hacer pruebas con redes neuronales, perceptron y el clasificador IBK. De los 2 que
usamos, este ultimo fue el que dio los mejores resultados ademas de ser el que menos

tiempo de ejecucion necesita.

Para llevar a cabo las predicciones, en Rapidminer hacemos un nuevo arbol de procesos.

Hacer clic con el boton derecho del mouse sobre el operador root y del ment

desplegado hay que ir deslizando el mismo por new operador, 10, examples y

finalmente dar clic en ExampleSource (figura 4.85).
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Figura 4.85. Seleccionando el tipo de archivo separado por coma (.csv) como archivo de datos (operador 2).

En seguida se mostrara este operador, el cual carga un archivo en formato separado por
coma y dar un clic sobre éste operador para poder visualizar los parametros del lado

derecho.
Como primer parametro, se tiene el filename el cual pide seleccionar el archivo que se

va a utilizar en el analisis. Hay que dar clic en el boton que tiene puntos suspensivos

(...) y buscar el archivo y seleccionarlo. Figura 4.86.
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File Edit View Process Tools Help

w 7
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VWt icpate ) alumnodesercion(l 234.cv 7ME  Archivodevalores .. Feb 15, 2008
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B alumnodesercion01234_TEST.cow 140 KB Archivo devalores ... Feh 26, 2009
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B alumnodesercion01234B_d.csv 747 KB Archivo devalores .. Mar 5, 2009
Bl alumnodesercion(1234B_tesy 931 KB Archivo devalores .. Mar 5, 2009
B alumnodesercion01234B_t TEST.csv 431 KB Archivo devalores .. Mar §, 2009
l%] alumnodesercion01234Bt_predicted.csv B83 KB Archivo devalores .. Mar B, 2009
\Ea\umnndESErE\DnmZEALprEdIEtEd oSy 323KE  Archivo devalores .. Feb 26,2009
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g
< 3

Figura 4.86. Seleccionando el archivo.

Hay que llenar los demas parametros que se tienen abajo. En el parametro label _name
teclear terminomaterias el cual es la columna o variable sobre la que se desea predecir.
Label_column se refiere a qué variable corresponde en el archivo de datos; en este caso
le corresponde la columna 7. El parametro id_name ¢ id_column piden el nombre de la
columna que funge como identificador y el numero de la columna respectivamente. En

este caso se teclea cuenta y como niimero de columna es 1. Véase la figura 4.87.

Para visualizar estos datos, se puede dar clic en play para ejecutar el proceso. A estas
alturas el proceso es muy breve por lo que lo tinico que va a hacer Rapidminer en este
caso sera la de leer el archivo y mostrarlo. Nota: Si el proceso no se ha guardado, cada
vez que se corra un proceso en Rapidminer, éste preguntara si se desea guardar el arbol
de procesos o no. Esto es opcional. Si el arbol de procesos ya es demasiado largo o
grande, entonces si se recomienda ampliamente guardar el proceso, si no, al cerrar

rapidminer y al volverlo abrir, habra que construir de nuevo todo el proceso.

Para cambiar de vista entre los resultados y el arbol de procesos basta con dar clic sobre

los botones que estan en la parte superior derecha. Véase la figura 4.88.
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Figura 4.87. Corriendo el proceso para visualizar los datos del archivo fuente seleccionado.

ES Espafiol (México) B 7 \Z E\E|

¥ RapidMiner@studio (documentar_predicciones.xml*)

File Edit Yiew Process Tools Help

B e e o -} = B
DA o “ap pEB ¥ & > ¥
3 DataTable
) Dataview () Plotview
ExampleSet (50136 examples, 2 special stiributes, 8 regular atiributes) E]
Type Marmne Walue Type Statistics Range Unknown
id cuenta integer avg = 228,375,425.043 +4 120,635 67 [64,102,517.000 ; 408,490,472.000] O
label terminomaterias nominal mode = NO (46202) MO (46202}, 51 (3934) o
regular pin_dgae integer aviy = 899,461 +/- 376.8932 [365.000 ; 1,224.000] 0
regular plan integer avg = 2,001.067 +- 5.904 [1,994.000, 2,008.000] o
regular creditos integer avy = 166617 +- 146618 [0.000 ; 743.000] i
regular periodos integer avg = 6.954 +- 5.270 [1.000; 30.000] 0
regular generacion ineger avg = 2,002,428 +- 4016 [1,983.000; 2,008.000) 0
regular prormedio real avy=7.000 +-1.603 [0.000;10.000] 0
regular hareprobado ineger avg=11.707 +-13.216 [0.000 ; 124.000] 1
regular haaprobado integer avy=18.058 +- 18132 [0.000 ; 80.000] 0

Figura 4.88. Visualizando los resultados obtenidos por el proceso.

En esta vista de la figura 4.88 se pueden ir viendo los metadatos, los datos y existe

asimismo la posibilidad de graficar los datos. Para que se pueda graficar todos los datos

sin problemas, habra que agregar un nuevo operador llamado ExampleVisualizer el cual

ayuda a visualizar los datos importados.

Para visualizar los datos que se han cargado, de las opciones mostradas, seleccionar

Data View (figura 4.89).
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Figura 4.89. Visualizando los datos del archivo fuente.

Para agregar el operador ExampleVisualizer hay que dar clic con el botén derecho del
mouse sobre el operador root para visualizar el ment contextual, de ahi, seleccionar
New Operator, Visualization, ExampleVisualizer; de tal forma que se cuenta con este

operador en el arbol de procesos. Figura 4.90.
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Figura 4.90. Seleccionando el operador ExampleVisualizer (operador 3).

Ahora sobre este operador, en el arbol de procesos, dar doble clic con el boton derecho
del mouse para colocar ahi una pausa de tal forma que se puedan ver los datos antes de
que el proceso siga con el siguiente operador. La pausa se muestra como un cuadrito

rojo con una flecha hacia abajo. Véase la figura 4.91.
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Figura 4.91. Colocando una pausa al proceso.

Asimismo se puede agregar otro operador que genere una matriz de correlacion con el
fin de poder visualizar las correlaciones entre las variables con las que estamos
trabajando. Para ello, sobre el operador root dar clic con el botén derecho del mouse y
del menu contextual seleccionar New Operator, Visualization, Dependencies,
CorrelationMatrix (figura 4.92). Dejamos como estan los parametros de este operador

por default. Es decir, solo esta seleccionada la casilla normalize_weights.
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Figura 4.92. Seleccionando el operador que genera una matriz de correlacion de todas las variables.

Se vuelve a teclear con el boton derecho del mouse sobre el operador root para
seleccionar un tipo de validacion con el fin de obtener la confiabilidad del modelo (es
decir, qué tan acertado es y qué tan bien aprende de los datos). En este caso se usara la
validacion cruzada o XValidation. Del ment seleccionar New Operator, Validation y
XValidation. Véase la figura 4.93.
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Figura 4.93. Seleccionando la validacion cruzada o XValidation (operador 4).

Dar clic para sefalar el operador XValidation para poder visualizar los parametros del
lado derecho. Se visualizaran unas opciones, hay que marcar las primeras tres que son
keep_example_set, create_complete_model y average performances_only. Los cuales
sirven para visualizar los datos, crear del modelo y mostrar los promedios de
desempefio. Véase la figura 4.94. Se observan otros parametros como el leave_one_out
el cual es un tipo de validacion cruzada de n pliegues en donde n es el nimero de
instancias en el conjunto de datos. La gran desventaja de usar esta validacion, aparte del
gran desgaste computacional es que no se puede estratificar lo cual provoca que se den
tasas de error altas; por lo que esta validacion no se usara. Se tiene otro parametro que
pide el nimero de validaciones o number of validations el cual es el nimero de veces

que se repite el experimento para ir evaluando su desempefio.

El valor por default es 10 veces, lo minimo es 2 veces. Abajo esta otro parametro en
donde se puede seleccionar el tipo de muestreo y finalmente se tiene
local_random_seed el cual es un generador de numeros aleatorios, se deja asi como

esta. Por default el valor es -1.
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Figura 4.94. Parametros del operador de validacion cruzada XValidation.

Sobre el operador XValidation dar clic con el boton derecho del mouse para agregar un

operador cadena, el cual sirve para unir varios operadores a un operador. Se empieza

con el operador cadena u OperatorChain del menu contextual: New Operator,
OperatorChain (figura 4.95).
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Figura 4.95. Seleccionando un operador cadena para encadenar o unir mas procesos con otros dentro del arbol.

Sobre el operador cadena dar clic con el boton derecho del mouse para seleccionar el
algoritmo que clasificara los registros que lea, en este caso sera el algoritmo de
clasificacion IBK. En el menu seleccionar New Operator, Learner, Supervised, Weka,
Lazy y W-1Bk. Véase la figura 4.96.
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Figura 4.96. Seleccionando el algoritmo de clasificacion del vecino k méas cercano IBk.

Dar clic sobre este nuevo operador (IBK) para poder visualizar los parametros del lado
derecho. Solo seleccionar la casilla keep_example_set y lo demas, si asi se desea, se

deja asi ya que son los valores por default. Véase la figura 4.97.
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Figura 4.97. Parametros del operador 1Bk (operador 5).

Se puede también agregar un operador que guarde el modelo generado. Esto es til
cuando se quiere volver a aplicar el modelo a otros datos (por ejemplo, de prueba). Dar
clic con el botoén derecho del mouse sobre el operador cadena u OperatorChain y en el
ment contextual seleccionar New Operator, 10, Models, ModelWriter. Véase la figura
4.98.
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Figura 4.98. Seleccionando el operador que guarda el modelo generado: ModelWriter.

Dando clic en este operador, ModelWriter, se pedira un nombre de archivo para guardar
el modelo. Lo mismo que se hizo en el operador que carga los datos en formato .csv, se
da clic sobre el boton de los puntos suspensivos para teclear el nombre del archivo que
guardara el modelo (cuya extension es .mod), y una vez seleccionado el nombre y la
ruta en donde se va a guardar, dar clic en abrir. No hay problema si el archivo no existe,
ya que éste se creara automaticamente si no existe. Si el archivo a guardar ya existe, se

sobrescribira. Véase la figura 4.99.
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Figura 4.99. Seleccionando nombre y la ruta en dénde guardar el archivo del modelo o los modelos generados (operador 6).

Sobre el operador XValidation dar clic con el boton derecho del mouse para seleccionar
otro operador cadena u OperatorChain con el fin de unir los procesos. Esto se hace
porque en Rapidminer los operadores estan limitados a tener pocos nodos hijos,
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entonces con este operador cadena se pueden unir mas operadores. Véase la figura

4.100
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Figura 4.100. Seleccionando otro operador cadena u OperatorChain.

Ahora dar clic con el boton derecho del mouse sobre el nuevo operador OperatorChain
para seleccionar un operador que aplique el modelo o ModelApplier. En el menu

seleccionar New Operator, ModelApplier. Véase la figura 4.101.

Dar clic sobre ModelApplier para poder visualizar los parametros del lado derecho. En
este caso, seleccionar las casillas keep_model y create_view para que siga mostrando el

modelo. Véase la figura 4.102.

LuE Lun wew uusss  auns Lsp
. = [ o q [s]
BidRs v =% pEB ¥ &
=3 Operatar Tres [ Parameters || =) XML Comment | @ New Operator
Root
BB s
; CSVExampleSource
CsvExampl [0S Care b
Examplevi 1o +
| 3
M s fﬁ Replace Operator Learner >
‘ Je— 15 New Building Black » Meta b
! Conelationhy L‘f}a Save as Building Block. OLAP b
_ Postprocessing »
@ Hvalidation
= % Fxalidation E‘E Bename F2 Preprocessing  »
=@ Operai 48 Delete Suprimir Validation r
=
Wisualization 4
Operate Copy cileC
vl y 8
; Cut G+
owi if - c@ Moce{Description: This operator applies a Mode/to an ExampieSet. All parameters of the
::‘ Paste Ctrl+y training process should be stored within the maodel. However, this aperatar is able to take any parameters
“9 Made for the rare case that the model can use some parameters during application. Models can be read from
0 Cperator Info F1 aflle by using a ModelLoader.
¢ Mode|Input: Model, ExarmpleSet
[ Breakpoint Bafors =@ oper Output: ExampleSet

[3 Breakpoint Within

Figura 4.101. Seleccionando el aplicador del modelo o ModelApplier (operador 7).
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Figura 4.102. Parametros del operador ModelApplier o aplicador del modelo.

Ahora se va a agregar un operador que evalte el desempefio del modelo o performance.
Se da clic sobre el operador cadena con el boton derecho del mouse y se selecciona New

Operator, Validation, ClassificationPerformance. Véase la figura 4.103.
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Figura 4.103. Seleccionando el operador ClassificationPerformance que evalua el desempefio del modelo o de los modelos
generados (operador 8).

Después dar clic sobre el operador performance para poder visualizar los parametros del
lado derecho y marcar las casillas keep_example_set para poder seguir viendo los datos

con los que se esta trabajando; y otros parametros de evaluacion que se consideren
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pertinentes tales como accuracy (exactitud), classification error, etc. En el parametro

main_criterion se elige accuracy. Véase la figura 4.104.

Una vez listo el proceso, se procede a validar el proceso haciendo clic sobre el boton de
validacién (en forma de palomita verde). Esto sirve para verificar que el arbol de

proceso no tenga errores (figura 4.105).

Después se da clic en el boton de play para iniciar el proceso y a continuacién pregunta
si se desea guardar el proceso, en este caso se puede decir que si 0 no. Después de esto,
el proceso comienza a ejecutarse. La marcha del proceso se va mostrando en la parte
inferior; es decir, se va mostrando en qué parte del arbol de procesos se va ejecutando el

proceso. Véase la figura 4.106.
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Figura 4.105. Verificando que el arbol de procesos esté bien armado o que no tenga errores haciendo clic sobre la palomita
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: Edit

BuoudEw

iy = eaH 10 ¥ & L

=32 Oporasar Troa T Pacamoters ML [ Comment | @ Mew Operator
=
wRot g [ Pp—— O R
= Erpra.
welative_eror_sbicl O
alumnodesercian
Euampleaurse nomnalized_absalute_armar O
ad Estadisticas ook mean_gguared _ermor O
Oatateatisics
& [ — 5 ra0t_relatve_squared_smor o
ExamplaVizualizar Squanpd_mror =
ad Malriz de correlacion comelation =
[
g, *adaton squared_comelalion =
o)
A troG -y &
§ OpstorChain
-3 etarinan margin O
e sof_rmargin_loss O
L)
- ogistic_boss 0
masanArar
A it skip_undefined_latels &
B w@ ApplienChain cornparaor_gl
. Oipessbarthain
uze_skamale_weights &
Maogel
¥ = p— Edil List (0
a B -
ST 24, UUY FULLET P [WWEIING) 1000 FIERTE USE 8 DNEraI0r 1roCess INsEa. B
i 70, 2000 709,73 PM, [NOTE] ExammpliVisualine Boahpoir hied
War 19, 2009 70921 PH: [Warning] Cannot plot all data points, uging onlty & sample of S000 rows. You can increase Me number o values in the propedies dialog frarn the tools menw, he
propey name = rapidrmin Jottes, Fows mamurm’
Mar 20, 2008 FOS°2T PR NOTE] Cannet use ploler Burface 30° Data tabis st have batwnan 0 and S0 rows, was S000
-
D ) Rant G2 = [1]XValdation 17 £ = (1] ApplisnChain ¥ e = [1] Modalappiar ¥ s FA016 PM

Figura 4.106. Corriendo el proceso.

El proceso hace una pausa, como se habia mencionado, sirve para poder ver los datos
cargados antes de que siga el analisis. Esto ayuda para ver si los datos han sido

cargados correctamente y hacer unas graficas. Véanse las figuras 4.107 y 4.108.
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Figura 4.107. Visualizando los datos cargados.
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Figura 4.108. Realizando gréficas de los datos

Para continuar, hay que dar clic sobre el boton de pausa o sobre el boton de detener si
no se quiere continuar con el proceso. De hecho, las pausas se pueden colocar en
cualquier operador del arbol de procesos. Para quitar las pausas hacer nuevamente doble

clic sobre las mismas.

Cuando el proceso termina, Rapidminer automaticamente muestra la ventana de

resultados. Véase la figura 4.109.
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# RapidMiner@studio (IBk_alumnodesercionD-2.xml)
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squareg error pred. NO 45308 183 a8.568%

correlation pred. 51 294 gl 9271%
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crogs-entropy
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Figura 4.109. Mostrando el desempefio del modelo con la variable terminomaterias.

Los resultados de precision (precision), exactitud (accuracy) y la correlacion son los

siguientes:

accuracy: 99.03% +/- 0.12% (mikro: 99.03%)
classification_error: 0.97% +/- 0.12% (mikro: 0.97%)
correlation: ©.934 +/- 0.008 (mikro: ©.934)

Y la tabla de la matriz de confusion es la siguiente:

true NO true Sl class precision
pred. NO 45908 193 99.58%
pred. SI 294 3741 92.71%

class recall 99.36% 95.09%

En la que de las predicciones para los que si terminan sus materias, 3741 son correctas
contra 294 que no lo fueron dejando un 92.71% de precision. Para las predicciones de
los que no terminan sus materias se arroja que 45908 fueron correctas contra 193 que no
lo fueron dejando un 99.58% de precision. El resultado recall se refiere a la cobertura

que tiene el modelo sobre los datos aprendidos para cada valor de la variable, es decir,

6651” 0 66n0”.

La matriz de correlacion es la siguiente (figura 4.110):
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PO HE S o =« a % PR ¥V 2

‘% Performancevectar | ) W-IBk || (3 DataTable | [ Correlation Matrix | 57 Data Statistics

L) Matrix Viewy Pairwise Correlation PlotView
Marme pln_dgae plan creditos periodos  generacion  promedio  hareprobado haaprobado

pln_dgae 1 0.955 -0.0z22 -0.246 074z 0.304 -0.470 -0.053

plan 0.8a5 1 -0.164 -0.357 0776 0.245 -0.516 -0.201
creditos -0.022 -0.1649 1 0.774 -0.314 0.4849 0.268 0.998
periodos -0.245 -0.357 0.779 1 -0.5492 0.307 0.728 0.784
feneracion 0.742 0776 -0.314 -0.5492 1 0121 -0.587 -0.337
pramedio 0.309 0.245 0.489 0.307 0121 1 -0.031 0.480
hareprobado  -0.470 -0.516 0.268 0.728 -0.587 -0.031 1 0.292
haaprobado  -0.0583 -0.201 0.998 0.789 -0.337 0.480 0.292 1

Figura 4.110. La matriz de correlacion.

De la matriz de correlacion se observa que hay una fuerte correlacion entre las variables
haaprobado y periodos (0.789), evidentemente también entre haaprobado y creditos
(0.998). También entre hareprobado y periodos (0.728). Hay asimismo una cierta

correlacion entre promedio y haaprobado.

Esto fue la generacion del modelo para la variable terminomaterias. Ahora se hara

exactamente lo mismo pero para la variable deserto.

Los resultados que se obtuvieron para la variable deserto son los siguientes (figura

4.111):

3 RapidMiner@studio (IBk_alumnodesercionD.xml*) ES Esparil (Mexico) @ ; [= |2 (X
File Edit ¥iew Process Tools Help
& o A g o o o
PR Ss o =“a @l pbE ¥ & g
% PerformanceVector || ;' W-IBk | (3 DataTable (I Correlation Matrix | 5 Data Statistics
Criterion Selector %) Table view () Plotview
classification_error accuracy: 94.11% +/- 0.17% (mikro: 94.11%)
ahsolute_error
relative_errar true 51 true NO class precision
squared_error pred. sI 14240 1975 87.82%
carrelation pred. NO 979 32942 a7 11%

squared_correlation class recall 83 87% 94 34%
crogs-entropy

Figura 4.111. Mostrando el desempefio del modelo con la variable deserto.

Los resultados de presicion (precision), exactitud (accuracy) y la correlacion son los

siguientes:

accuracy: 94.11% +/- 0.17% (mikro: 94.11%)
classification_error: 5.89% +/- 0.17% (mikro: 5.89%)
correlation: ©.864 +/- 0.005 (mikro: ©.864)
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Y la tabla de la matriz de confusion es la siguiente:

true SI true NO class precision
pred. SI 14240 1975 87.82%
pred. NO 979 32942 97.11%
class recall 93.57% 94.34%

En la que de las predicciones para los que si desertan, 12240 son correctas contra 1975
que no lo fueron dejando un 87.82% de precision. Para las predicciones de los que no
desertan se arroja que 32942 fueron correctas contra 979 que no lo fueron dejando un

97.11% de precision.

La matriz de correlacion para este caso es la siguiente (figura 4.112):

EllB  EOT WIew Erocess 10015 Help

RMUHBES oy «“a® pPEB ¢ 3
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Mame pln_dgae plan creditos periodos  generacion terminomat.. promedio  hareprobado haaprohado

pin_dgae 1 0.955 -0.022 -0.246 0.742 -0.132 0.309 -0.470 -0.053
plan 0.955 1 -0.168 -0.357 0.776 -0.261 0.245 -0.516 -0.201
creditas -0.022 -0.169 1 0.779 -0.314 0.572 0.489 0.268 0.998
periodos -0.246 -0.3587 0.779 1 -0.582 0.401 0.307 0.728 0.7849
generacion 0.742 0.776 -0.314 -0.592 1 -0.268 0121 -0.587 -0.337
terminamaterias -0.132 -0.261 0.572 0.401 -0.268 1 0182 0.105 0.583
promedio 0.3049 0.245 0.489 0.307 0121 0.182 1 -0.031 0.480
hareprobadao -0.470 -0.816 0.268 0.728 -0.587 01048 -0.031 1 0.292
haaprobada -0.053 -0.20 0.998 0.789 -0.337 0.583 0.480 0.292 1

Figura 4.112. La matriz de correlacién para el caso de desercion.

Y los datos fueron (figura 4.113):
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Figura 4.113. El conjunto de datos donde la variable a predecir es la de deserto.
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Se observa que el modelo tiene un mejor desempeiio con la variable a predecir

terminomaterias que la de deserto.

Prueba

Teniendo ya los modelos. El siguiente paso es probarlos con otros datos, llamese el
conjunto de datos de prueba para saber si el modelo acierta en un nimero de casos
aceptable. Recuérdese que estos modelos se entrenaron con los datos de las tablas
alumnodesercion0, 1 y 2; correspondientes a los semestres 2007-1, 2007-2 y 2008-1,

respectivamente. Los datos de prueba son del semestre 2008-2.

Los datos de prueba se obtuvieron con la siguiente consulta la cual obtiene los registros

de los alumnos que estan cursando y que son de la generacion 1994 hasta la generacion

2002:

SELECT * FROM alumnodesercion4

WHERE generacion IN (1994,1995,1996,1997,1998,1999,2000,2001,2002)
AND ultimoperiodo='20082"

AND deserto="NO'

AND terminomaterias='NO'

Se obtiene hasta la generacion 2002 ya que a partir de la generacion 2003 no se cuenta
con los suficientes datos para un buen aprendizaje. Con pocos datos, evidentemente no

se puede predecir con tanta confianza que cuando se tienen muchos datos.

Ahora lo que se hace es generar otro arbol de procesos que cargue los datos de prueba
(de la consulta SQL anterior), el modelo generado y de ahi que obtenga las predicciones
para esos datos de prueba. Como esos datos de prueba ya tienen registrado si desertan o
si terminan todas sus materias, se podra evaluar qué tan bien clasifica los registros los

modelos generados.

Para el primer modelo que se genero6 con la variable terminomaterias, se exportaron los
datos de la consulta anterior a un archivo .csv y s6lo se usaron los atributos o columnas
siguentes: cuenta, pIn_dgae, plan, creditos, periodos, generacion, promedio,

hareprobado y haaprobado. Cabe recalcar que ya no se incluye la variable
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terminomaterias puesto que esa sera la variable a predecir. La variable deserto no se
incluye porque pondera los resultados, es decir, los resultados del modelo salen con un

bajo desempefio.
Se abre un nuevo archivo en Rapidminer para hacer un nuevo arbol de procesos:
Sobre el operador root dar clic con el boton derecho del mouse y del ment contextual

seleccionar New Operator, 10, Examples, CSVExampleSource (figura 4.114). El cual es

un operador que carga un archivo en formato .Csv.

4 RapldMinera@studio

File Edil Wiew Process ook Hedp
(=1 ¥ o " = -
RS vy =« =% pPE ¥ & i)
=2 Oporator Tras T Paramintars WML [ Comment | W Hew Cparator
lnggasbinsite irit -
] - —
L Hew' rator *
J o“ ' core ’MCSSSEHF’ID'BSOWCE ) .
* T ancutes. —
| New Building Block L3
’ Leamner v Clusteing s AMExamplegstar
-
ta s VIEEEED W eampesouce
oL * o denerator b
9 Borarm F2 e L
Postproceszsing » Models v
- Peprocessing ¥ | oter  » O CESExampleSource
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Figura 4.114. Seleccionando el operador que carga un archivo .csv.

Dar clic sobre este operador para visualizar los parametros de este operador en la
ventana del lado derecho. Dar clic sobre el boton que tiene puntos suspensivos ... para
indicar la ruta del archivo a abrir o cargar. En el parametro ID_name teclear cuenta y en
ID_column teclear 1. Esto indica que nuestra columna que funge como identificador es
cuenta la cual se encuentra en la primera posicion en el archivo. Label_column se deja
como esta en 0, ya que no se cuenta con ella desde que esa sera la variable a predecir. El

resto de los parametros se dejan como estan. Por default. Véase la figura 4.115.

Nuevamente del ment contextual sobre root seleccionar New Operator, Visualization,
ModelVisualizer. Esto con el fin de poder visualizar los datos cargados y corroborar que

sean esos los que se desean o que se hayan cargado todos bien.
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Figura 4.115. Modificando los parametros del operador que carga el archivo con extension .csv.
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Figura 4.116. Seleccionando el operador que ayuda a visualizar los ejemplos cargados.

Luego seleccionar un operador que cargue el modelo generado anteriormente. Desde
root con el menu contextual seleccionar New Operator, 10, Models, ModelLoader
(figura 4.117).
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Dar clic sobre el operador para visualizar los parametros. Sélo se ve el boton de los
puntos suspensivos (...) para cargar la ruta en donde se encuentra el modelo (figura

4.118).
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Figura 4.117. Seleccionando el operador que carga el modelo.
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Figura 4.118. Indicando la ruta del modelo a cargar.

Finalmente seleccionar un operador que aplique el modelo a los datos de prueba. Dando
clic derecho sobre root seleccionando del menu contextual se elige New Operator,

ModelApplier (figura 4.119). Seleccionar este operador para visualizar sus parametros
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en la ventana del lado derecho y marcar las casillas faltantes que son la de keep_model y

create_view (figura 4.120).

4 RapldMinerastudio

File Edil Miew Process Tools Help
NUiEEs oy = =% bPE ¥ &
=g Opiator Trie ] Pamametrs | Z KL =] Comment || = Wew Operatar

Core 3
i o
3§ @ newouieing Dotk 5
§ Leamer f
™ L ) Meta 3
S Eenane 3 aLe v
L] Postprocessing »
i y - Preprocassing b
a Walidulion »
k_, Vigushzation  »
= ® Moosiropier
=g MogelGrouper
O coeranrie 1
@ Mogslungrouger

B e ;
[ Boahpnint Befar: 4 Modslundater

[ Baabhpint Within =@ et
(9§ Bregkpoim Aner

38 nd Dreainaints [Debug Mooe)
',.‘-'g Eemove Breakpoints (Debug Mode off
B Epand Tren
S, cojlapin Tres
[ waran, o0 of Loek T Stacturs

Lagtmessan

Mar 31, 200 S Ot Opeion:

Figura 4.119. Seleccionando el operador que aplique el modelo.
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Figura 4.120. Seleccionando los parametros del operador que aplica el modelo o ModelApplier.

Adicionalmente sera comodo agregar un operador que escriba los resultados a un
archivo .csv para ya no tener necesidad de guardarlos y asi poder cargarlos directamente
a la base de datos. La razon es para que se pueda saber en cudntos casos el modelo
acertd en la prediccion o clasificacion de nuestros registros de prueba con el fin de

corroborar la efectividad del modelo.

Dando clic con el boton derecho del mouse, del menu contextual seleccionar New

Operator, 10, Examples, CSVExampleSetWriter (figura 4.121).
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Dando clic sobre este operador se visualiza los parametros del mismo. Con el boton de
los puntos suspensivos ... seleccionar el nombre del archivo sobre el cual se desea
escribir los resultados y en el parametro column_separator teclear una coma, ya que por

default se tiene un punto y coma (figura 4.122).

Luego dar clic sobre el boton de la palomita verde para corroborar que el proceso esté
correcto y posteriormente dar clic sobre el boton de play para iniciar el proceso (figura

4.123). En ese instante, Rapidminer preguntara si se desea guardar el proceso.
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Figura 4.121. Seleccionando un operador que escribe los resultados en un archivo con formato .csv.
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2] slurnnudeserciond] 2340 _Lesy 93 KD Archhe de valures ., Mar 5, 2008
=] slurnnudeserciond] 23401 TESTcov A3 KD Archbe de valores . Mar 5, 2008 =
|a|umnonesemomu|ZI_Dlemcnen.cs\r |
| cav_flle "eav) =]
open | [ cancet |
War 31, 2008 548 38 AM (B ] B

Lazt message repested 2 times.

Figura 4.122. Seleccionando el archivo a escribir y seleccionando la coma como separador.
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Tools Help
By ¥ > "
BuEES oy == pPE ¥ 3
=2 Operatar Trea T Paramaters (/XML (] Comment | W Mew Operator
a a sagrbasiy
loqiie
g CEVEmmplcouy
[P — s

Examplevisusizer random_seed
W iz

netication_grnall
1 ModeiLoader

Moduileadur encoding |Email address for e
Muodisligpliv
¥ Modelipplier

’ COVExampleSetiiriter
EEVEanplaSenttar

WEF T, JUUY TSS9 AN UCNETEING proces s seup,

War 31, 2008 SHF 29 AN InAer operators an ok

Mar 31, 2004 7'52-29 AM: Cherking ko classes

Mar 31, 7004 T 52 28 AM. Uin + ik Pracieas autpul Modsl, ExarnpheSil
War 31, 2008 14229 AM: Pracess ok

Figura 4.123. Dar clic sobre la palomita verde para verificar que el proceso esté bien y luego sobre el botén de play para

iniciar el proceso.

Una vez que termina el proceso se muestran los resultados de las predicciones, es decir,
Rapidminer automaticamente agrega tres nuevas columnas: una con el resultado de la
prediccion y las otras dos con el grado de confianza de ser, en este caso, un “si” o un
“no”. Estas dos ultimas columnas no son tan contundentes como para afirmar de la
veracidad. Lo mejor es comprobar estos resultados con los reales para observar la

efectividad del modelo.

En la siguiente figura 4.124 se observan los datos con los resultados de prediccion

-+ RapldMinera@studio ES Espaiel Méxien) B [ '|ﬁ:|'||s<]
Eile Edil Miew Process Tools Hel
UudERs o =" a% pE ¥ 3 & ®

B Data Tanle || YEIEK

Mets Data View (@) Dl View: () PlotView

ExampleSet (1152 examples, 4 2pecial afinbutes, & regular alrbutes) Wiew Filter (1152/1152) | all 'l
foWAo.  cuenta pin_dgas Flan crediios  penacas promedio
1 872232 NO 1.000 0.000 5 1994 440 26 1996 7.440 49 56 (=]
2 802005 MO 1.000 0.000 5 1994 7 19 20 5.890 B4 4
3 802296 NO 1.000 0.000 5 1994 19 22 2000 13 a0 3
4 BIIETE MO 1.000 0.000 5 1994 425 2 1997 7.210 57 54
5 893322 MO 1.000 0.000 5 1994 JE9 29 1994 7440 75 40
B 201074 KO 1.000 0.000 5 1994 28 10 002 6.000 22 4
7 903264 HNO 1.000 0.000 5 1984 401 10 1999 8.000 26 Ell
8 903481 KO 1.000 0.000 %5 1994 237 15 1994 6.600 64 kil
kl 903508 MO 1.000 0.000 w5 1984 395 25 1996 7.500 36 50
10 910114 KO 1.000 0.000 %5 1994 66 19 1997 7.000 35 50
1" 910273 NO 1.000 0.000 5 1984 434 3 1995 6810 &1 35
12 912577 NO 1.000 0.000 %5 1994 429 26 1995 7110 53 55
13 912620 MO 1.000 0.000 w5 1984 320 25 1996 6.520 64 41
14 912030 NO 1.000 0.000 365 1994 204 20 1994 6.720 124 Fil
15 913600 MO 1.000 0.000 5 1984 432 22 1995 7140 46 35
16 920169 KO 1.000 0.000 %5 1994 M1 26 1996 6800 129 20
17 920392 NO 1.000 0.000 w5 1984 75 22 1997 7.210 50 kL

16 920451 KO 1.000 0.000 %5 1994 299 25 1997 6.900 72 kL - ]

Figura 4.124. Viendo los datos con sus respectivas predicciones.
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Dando clic sobre Meta Data View se podra ver datos de las variables que se usan,

algunas estadisticas, el rango de sus valores ademas de saber si hay datos desconocidos

(figura 4.125).

A RapidMiner @

Bl Edil Wiew P
MBS oy =G pPEH ¥ 2 ¥

4 Data Taole | W WIBK

Toals  Hegp

Ut Vieew Pl Vi
Exampledet (1152 examples, 4 special anributes, @ regular saributes) |j
Type. Mamg Valug Type Hlahstics Rangs Linknowm

i cuerta integer avg= 149,702,404 950 ++ 115,700,237 [70,112,430.000, 402,110.2240000 O

prediclion prediction{lerminomaterios) nominal muode = MO (11009 0 {11000, B1(52) o

confidinge_NO confidinceNo) vl vy = 11,855 +f- 0,708 J0.000 , 1.000] n

confidenue_1 confidence(E) el vy = 01045 +- 0208 10,000, 1,006 ]

risgualar piln_ifgis: intoger v = 07 TT4 +f 366 168 1365000 ; 1,224 000] o

regutar plan insoger vy = 2,000 948 =5 & 426 1,594 000 , 7,008 000] [

raguilar craditns Intagar avg = A00 004+ 103 163 {6 000 £41,000] u

regular periodos Indager avg = 15.7498 «F 4,385 14,000 31.000] o

regular LU Indager avg = 2,000.2748 - 2133 11,864.000 ; 2,002.000] o

regular promedio real avg = 7AIT - 0.5 15.540 ; 8.940] o

regular hareprobado Insapar avg - A7.228 =R 20209 10.000 ; 129.000) o

regular haaprobado Intapar avg = 17.005 £ 12027 [1.000; 57.000] o

Figura 4.125. Viendo los metadatos, es decir, la informacion de las variables.

Ahora, se vuelve a hacer el mismo procedimiento pero con la variable etiqueta u
objetivo o variable a predecir desercion. Lo que hay que cambiar basicamente es el
archivo fuente cuyas variables son cuenta, pln_dgae, plan, creditos, periodos,
generacion, terminomaterias, promedio, hareprobado y haaprobado. Se aclara que la
variable deserto no se incluye en este archivo puesto que es la variable que se va a

predecir.

Ahora para la variable deserto se obtienen los registros con su respectiva prediccion

(figura 4.126) asi como los metadatos (figura 4.127):

¢ RapidMiner@studio (IBk_alumnodesercionD)_predict1.xml*) E5 Expaficl Mexkco) B C
Elle Lot Miew Process Tookz Help
i =) g o 4 n - w
RMiHABS oy = a% pE & 2 L4
# DataTable | ' WBK
Meta Data view  (8). Data View: () FiotView
ExampleSed (1152 eramples, 4 special allributes, 3 reguar allibses) Vi Filler (11627 1152); [ all «|
row o, cuenba i ceMC)  pin_idigae plan crodifos  periodos  generacion berminomal . promedio  haeprobido haaprabado
1 BT NO 0.0u0 1.000 o 1984 440 Fil 1996 NO .40 44 54 [~ ]
i 83201 NO 0.000 1.000 L 1984 Fig 18 am NO S.590 B4 1
3 B3I NO 0.0u0 1.000 o 1984 19 i1 oo NO L] B0 3
1 8916 81 0.500 wso L 1984 450 i1 1947 NO rao o7 2]
Ll 8933 NO 0.0u0 1.000 o 1984 368 Fi 1994 NO 7140 ] L
[ 010" 31 0500 L o 1984 Fi 10 puiliry NO 080 i1 1
T 0321 NO u.ouo 1.000 o 1984 4m 18 1999 NO B.U080 Fil L
L 4034 81 1.000 vowo o 1984 FER 15 1984 RO 680 B4 Eal
L) H035 NO o.o0o 1.000 ) 1984 390 25 1956 NO 7580 L w
10 #101° NO 0.000 1.000 o 1984 kL 18 1947 NO s o5 50
1 sz sl L7 0353 o 1984 434 i3 19495 NO 610 61 L2l
12 IS NO 0.000 1.000 o 1984 40 26 1945 NO taRl 93 5
13 #1306 NO u.ouo 1.000 o 1984 30 Fi 1996 NO B.520 B4 Ll
14 #1118 NO 0.0u0 1.000 G 1984 M 28 1984 NO 6720 124 &
19 1361 NO u.ouo 1.000 o 1984 431 i1 19495 NO 7140 A6 L2l
16 #20M1 NO 0.0u0 1.000 G 1984 m 26 1986 NO 580 129 Pl
17 5203 NO u.ouo 1.000 o 1984 FiE] i1 19497 NO Lo o0 k] ]
Mac 1

Figura 4.126. Predicciones para cada registro.
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¢ RapidMiner@studio (IBk_alumnodesercionD)_predict1.xml*) 55 Empatiol (Méxicn) -
Flle Eoit View Process Toods Help
B o y . 4 - " -~
BiARs o “al pE ¥ & L,
J DataTabde WIBK
#)Meta Data View. () DataView () Plotview
ExampleSet (1152 examples, 4 special atiributes, 3 reguiar atiibutes) t
Type. Hame Walue Typa Hlahstics Range LInkncam
I cuenta Irteger A= 149,702,404,950 +- 115,700,20 [78.112,430.000402,116.2240000 0
prediction prediction{desano) norminal mode = MO (1061} 5110, NO{1061) ]
configente S confdenceSi real A= 0,052 +- 0196 10.000;1,0000 ]
confidente MO confdencet) real A= 0,940 450,196 10.0001,0000 ]
reqular pin_dgag Ireqer A= 907,774 45 J65.164 [365.000 ;1,224,000 0
|reuu|ar plan Irteger = 2,000.949 +- 5925 11,294.000 ; 2,006.000] 0
reqular credios (pin_dpae| Irfeger vy = 309,094 4103193 16.000 ; 441,000 0
|reuu|ar perindos Irieqer A= 15799 o 4365 14,000 31.000] ]
reqular EnEraCion Ireqer A= 2000279 +- 2123 11,994.000; 2,002.000] 0
|reuu|ar temrinomateras nominEl mode = MO (1152 MO (1152} ]
reqular promedio real vy = 7437 +4 0,501 [5.540 . 9.940] 0
|reuu|ar hareprobado Irieqer = 27,209 vk 10,009 10.000128.000] ]
regular haaprobado Ireqer A= 37005 v-12.027 1,000 57.000] 0
It

Figura 4.127. Metadatos de los registros predichos.

Las predicciones anteriores automaticamente se exportaron a un archivo en formato
.CSV, esos mismos se suben o se exportan a la base de datos para poder evaluar cuantos
registros acerto el algoritmo de clasificacion y tener una evaluacion del desempefio del

mismo.

Primero se crean dos tablas, una para las predicciones de deserto y otra para la variable
terminomaterias. La tabla que contendra las predicciones de desercion se generd con el

siguiente script SQL:

CREATE TABLE ~predicteddid™ (
“indice™ int(5) NOT NULL auto_increment,
“cuenta® varchar(10) NOT NULL,
“desertara varchar(2) NOT NULL,
“acerto” varchar(3) default NULL,
“confianzaSI® float NOT NULL,
“confianzaNO™ float NOT NULL,
“plan_dgae™ int(4) NOT NULL,
“plan” int(4) NOT NULL,
“creditos™ int(3) NOT NULL,
“periodos™ int(2) NOT NULL,
“generacion™ int(4) NOT NULL,
“terminomaterias™ varchar(2) NOT NULL,
“promedio™ float(5,2) NOT NULL,
“hareprobado™ int(3) NOT NULL,
“haaprobado™ int(3) NOT NULL,
PRIMARY KEY (" indice)

) ENGINE=MyISAM DEFAULT CHARSET=utf8
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Y la tabla que contiene las predicciones de terminacion de materias se generd con el

siguiente script SQL:

CREATE TABLE ~predictedd2t™ (
“indice™ int(5) NOT NULL auto_increment,
“cuenta® varchar(10) NOT NULL,
“terminara® varchar(2) NOT NULL,
“acerto” varchar(3) default NULL,
“confianzaSI® float NOT NULL,
“confianzaNO™ float NOT NULL,
“plan_dgae™ int(4) NOT NULL,
“plan” int(4) NOT NULL,
“creditos® int(3) NOT NULL,
“periodos”™ int(2) NOT NULL,
“generacion® int(4) NOT NULL,
“promedio™ float(5,2) NOT NULL,
“hareprobado™ int(3) NOT NULL,
“haaprobado™ int(3) NOT NULL,
PRIMARY KEY (" indice™)) ENGINE=MyISAM DEFAULT CHARSET=utf8

A ambas tablas se le agregd la columna acerto la cual indica con un “SI” 0 un “NO” si
la prediccion o clasificacion hecha por el algoritmo IBk es acertada o no. Esta se
compara con los datos reales de nuestra tabla alumnodesercion. Ir comparando estos
datos manualmente lo hace complicado ya que tomaria mucho tiempo por lo que se
program6 un procedimiento para que lo hiciera. El procedimiento acertodl1.sql para el

caso de las deserciones se muestra a detalle en el anexo al final de este documento.
Y el procedimiento para la tabla de las predicciones de terminacion de materias se llama
acertod2.sgl (s6lo se cambian las variables, es muy parecido al procedimiento anterior)

el cual se muestra asimismo en el anexo al final de este documento.

Una vez ejecutados estos procedimientos se obtienen las comparaciones para las

deserciones (figura 4.128) y la terminacion de materias (figura 4.129):
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Fle Edit View Query Saipt Tools Window MySQLEnterprise Help

‘\.J \_/ SELECT * FROM tesisv2.predicteddld pl \‘_/‘ -
Go back Refrash Evscutew R
© Resultset 1 Schemata
indice | cuenta | desemara acemo | confinzaSl  confianzaMO | plandgae | plan  credios  periodas | generacion | leminomateiiss| promedio | haieprabada  hasprobada R
» 1 087223 NO El 1.3945¢.0 09388 35 1984 440 E 199 NO 744 43 56 A 2T preditoen X
2 088200 NO El 1.3945¢.0 093338 35 1984 Erd 13 001 MO 583 64 4 » [ pedictede?
3 088229 NO El 1.394520 099938 35 1994 13 2 2000 MO 600 0 3 + T preciteddid
4 0BIE7.. S ND 05 0s 35 1994 425 2 1997 MO 72 57 54 + T meedicterid2t
5 089332. NO El 1394520 0.93398 G 1994 369 2 1994 NO 714 75 4 » [ vesesrepiobada
6 030107.. S ND 05 05 ;5 1994 ] 10 2002 NO 608 2 4 » T vecesrepiobadad4
70903 NO sl 1394520 0.9339 ;E 1994 4m 18 1999 NO .08 3 51 3] slumnodeserciond
8 030348 S ND 039939 9972670006 I35 1934 27 15 1334 NO 668 21 3l 3] cuantasaprobadasd
9 090FE. NO El 1.3945¢0 093938 35 1994 3% E 19% NO 758 ES 50 5] cusntasieprobadasd
10 091011 NO sl 1.3945e.0 093838 35 1984 E:3 13 1997 MO 7.08 55 50 8] dessicion_nul4
11 0a0z7. sl ND 0888864 0333338 35 1984 434 3 199 MO 681 61 55 78] duplicidadd
12 091257 NO El 1.3945¢.0 093338 35 1984 429 ] 199 NO EAY 53 55 8] sliminar_dupicados4
13 091262 NO sl 1994520 0.99398 5 1994 320 25 199 NO B52 E4 il 28] eliminar_duplicadosdb
14 091283 NO El 1.3945¢0 099938 35 1994 204 ] 1994 MO 672 124 o7 L8] generacionesd
5 00 MO El 19945210 033398 ¥ 19 42 2 193 MO 714 4 = e promedio_des_cursand
16 092016, NO gl 1,39452-0 0.39398 5 1934 21 % 193 NO 589 129 2 28] promedio_terminod
17 092033. MO sl 1994520 01,3939 5 1994 275 22 1997 NO 721 50 * 28] promedio_zero_creds4
18 092046 NO 51 1.93450-0. 0.999% %5 1994 23 P 1337 NO 590 72 K] el reminomateriast >
18 082047 NO 51 1.3935¢.0 093838 35 1984 341 E 19% MO 656 7l 43
20 037120, NO sl 1.9945e0). 0.93398 3G 1994 3% 24 1995 NO 721 48 51 Syntax
71 0azisa. MO El 1.3945¢.0 093838 35 1984 323 Ed 1897 MO 735 46 4z Data Definition Statements
22 092203 NO sl 1.93452 0. 0.933%8 36 1994 264 @ 1935 MO 683 53 4 Data Manipulation Statements
23 09205 NO El 1.394520 099938 35 1994 204 E 1997 MO 685 62 E m:igt:{";‘ziﬁ:gﬁjm g .
24 092205 NO sl 1394520 0.93398 ;5 1994 263 i 199 NO 714 110 k| Database Administration Statements
5 09ziz. NO El 1394520 0.93398 G 1994 kS H] 199 NO 717 £} 50 Replcation Statements
B 097 NO sl 1394520 0.93398 ;5 1994 ) 27 1997 NO 7.20 117 Ell 5QL Syntax for Prepared Statements
7 oazz. Sl ND 099999 9972672005 ;E 1994 63 19 199 NO 697 kS )
8 032308 S ND 039939 9972670006 I35 1934 344 =] 19% NO 707 43 el
1152 rows fetchad in 0,0751= (0.03035) # Ein M L= | O sesh

Figura 4.128. Visualizando las comparaciones de la tabla de predicciones para la desercion.

ery Browser - Connecti root@localhost:3306 / tesisV2
Fie Edit View Query Soipt Tools Window MySQLEnterprise Help

‘\J ‘\J SELECT * FROM tesisv2.predictedd2t pl: 'u g
Go back Refresh Bweatey m
@ Resultset 1 Schemata
indice cuenla  teminara | aceto | confianzaSl | confianzaMD | plen_dgae | plan | credios | periodos | generacion  promedio haieprobado haapiobado ol
» 108722 NO El 19945 005 10,9933 %5 19 440 E 1996 .44 4 5 ~ - a8
2z 08E20.. NO El 19345005 0.93938 5 19 27 19 2000 569 64 4 + [ predictode2
3 08822, NO El 1.99450-005 099338 35 19 13 z 2000 600 a0 3 » 7 predictertdtd
4 DBIIE. MO El 95726780, 098839 35 1994 425 = 1587 72 57 54 + T meedicterid2t
5 0833 MO 51 199450005 099838 385 1984 69 k] 1984 714 L L » [T vecesrepiobada
6 03010 MO El 99726780, 033939 35 1994 F] 10 2002 608 b 4 » [T vecesrepiobadas
7 o003, MO El 199850005 099838 35 1994 4m 18 1999 808 ] 51 3] slumnodeserciond
8 09034 NO El 99726760 099999 35 1994 237 15 1994 668 [ 7 5] cuantasaprobadasd
9 090%. NO El 199452 005 10,9993 %5 194 kS = 1996 758 ] 50 5] cuantasreprobadasd
10 03101, NO El 193458005 0.93938 %5 19 366 19 1997 7.08 55 50 3] desercion_nult
1109102, NO El BE64Bd3e 0. 0999953 5 19M 434 A 1995 681 &l 55 8] duplicidadd
12 09125 NO sl 1.99458-005 033338 365 19 423 % 1395 7.1 53 55 %] elminar_duplcadosd
13 08126.. NO El 1.93456 005 0.93988 365 1994 320 5 E:S 52 64 M (8] elminar_duplicadosdb
14 03128 NO 51 1.99450.005 099838 385 1984 204 k] 1984 672 124 ke 8] generacionesd
15 0313. NO El 1.93452.005 033333 365 1994 132 2 1395 714 15 55 [%8] promedio_des_cursand
16 0320 NO El 1.99850.005 033938 35 1994 m ] 1995 688 123 ] 3] promedia_terinod
17 0820 NO El 1.9985¢.005 099998 35 1994 275 2 1997 721 50 % (28] promedi_zeto_credsd
18 0%204. NO El 199450005 089938 %5 19 2% = 1897 690 2 » S teminomatorost 8
19 0392M4.. NO El 199458 005 10,9993 %5 19 341 * 1996 3 il 4
20 0922 NO sl 1.9945¢-005 093399 365 19 3% 24 1995 7.21 4 51 Syntax
21 03z1s. NO El 1.99450-005 099338 35 19 323 z 1997 735 4 a2 Data Definition Statements
22 03220 NO El 1.93456:005 0.93938 365 1934 264 22 1335 689 53 34 Data Manipulation Statements
23 08220 NO El 199450005 099838 35 1984 204 * 1597 685 62 ES MySQ. Utiity Statements
MySQL Transactional and Locking ...
24 08220 NO 51 1.99450.005 099838 385 1984 263 @7 1985 714 110 B Database Adninisiration Statements
%5 0. NO El 199850005 093338 35 1994 5 bl 1998 717 53 50 Replcation Statements
% 0326 NO El 1.9985¢.005 099998 35 1994 232 2 1997 72 117 ] QL Syntax for Prepared Statements
2 09z29. NO El 9.97267¢ ... 0.99939 %5 194 263 19 1990 637 * )
2 03230, NO El 9972678 ... 093999 %5 19 344 A 1996 707 4 5]

v

Figura 4.129. Visualizando las comparaciones de la tabla de predicciones para la terminacién de materias.

Para evaluar el desempeio, se cuenta cuantos aciertos tuvo el clasificador 1Bk en cada

tabla y obse tiene el porcentaje de aciertos.

Para ir contando los aciertos se hace una consulta de este tipo:

SELECT COUNT(cuenta) FROM tesisv2.predicteddid p
WHERE acerto='SI';
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Entonces obteniendo el desempefio para cada tabla obse tiene que para la tabla de

deserciones:

* Acerto 1061 --> 92.1%
* No acerto: 91 --> 7.9%

Para la tabla de terminacion de materias:
* Acerto: 1100 -->95.49%
* No acerto: 52 -->4.51%
— De un total de 1152 datos en ambas tablas.
Se observa que el desempeno del clasificador IBk es muy bueno. Ahora con base en lo

anterior se procede a hacer predicciones.

Obteniendo el total de deserciones y de terminacion de materias para cada generacion se

obtiene la siguiente tabla:

Generaciones.

1994: total 835, - a predecir: 19, desertaron: 603, terminomaterias: 213
1995: total 944, - a predecir: 35, desertaron: 642, terminomaterias: 267
1996: total 976, - a predecir: 42, desertaron: 870, terminomaterias: 64
1997: total 989, - a predecir: 61, desertaron: 848, terminomaterias: 80
1998: total 938, - a predecir: 69, desertaron: 774, terminomaterias: 95
1999: total 960, - a predecir: 81, desertaron: 735, terminomaterias: 144
2000: total 1059, - a predecir: 148, desertaron: 696, terminomaterias: 215
2001: total 971, - a predecir: 214, desertaron: 504, terminomaterias: 253
2002: total 1425, - a predecir: 483, desertaron: 484, terminomaterias: 458

——————————————————— Hasta esta generacion se realizaran predicciones

2003: total 1649, - a predecir: 819, desertaron: 380, terminomaterias: 450
2004: total 1546, - a predecir: 1098, desertaron: 302, terminomaterias: 146
2005: total 1742, - a predecir: 1433, desertaron: 308, terminomaterias: 1
2006: total 1947, - a predecir:1632, desertaron: 315, terminomaterias: 0
2007: total 2083, - a predecir: 1838, desertaron: 245, terminomaterias: 0
2008: total 2236, - a predecir:2157, desertaron: 79, terminomaterias: 0
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Haciendo predicciones desde la generacion 1994 hasta 2002 se tiene que:

Sumando predicciones de desercion sumando predicciones de terminacion de materias

1994: desertaron: 603 +4. No desertan: 15 Terminan:213, +15 sin saber
1995: desertaron: 642+11. No desertan: 24 Terminan:267, +24 sin saber
1996: desertaron: 870+7. No desertan: 34. Terminan:64+1. 34 sin saber.
1997: desertaron: 848+9. No desertan: 51. Terminan:80+1. 51 sin saber
1998: desertaron: 774+14. No desertan: 55. Terminan:95+1. 54 sin saber
1999: desertaron: 735+9. No desertan: 72. Terminan:144+72. 0 sin saber
2000: desertaron: 696+9. No desertan:139. Terminan:215+7. 132 sin saber
2001: desertaron: 504+7. No desertan:207. Terminan:253+17.190 sin saber
2002: desertaron: 484+21. No desertan:462. Terminan:458+27.435 sin saber

Para ir obteniendo el recuento de los registros por generacion se hizo, por ejemplo, la

consulta SQL:

SELECT * FROM predicteddid
WHERE generacion='1994';

Se observa que han quedado registros sin saber si van a desertar o si van a terminar sus
materias, esto se debe a que como se han utilizado dos variables distintas para la
clasificacion (desercion y terminacion de materias), los datos obtenidos sin saber
probablemente no encajaron o no fueron correctamente predichos por lo que quedan
sobrando. Mas adelante se muestra una modificacion a la manera de predecir que es mas
exacta. Se quiere resaltar que no siempre a la primera el modelo va a salir perfecto,
detras de todo esto hay muchisimas pruebas que se hicieron y que no funcionaron muy

bien, para llegar a esto se requirié de mucha experimentacion y reacomodo de datos.

Dado que el clasificador ha aprendido aceptablemente bien con la parte de la desercion,
los datos sin saber (que seguramente son los alumnos que no desertarian), bien se
pueden sumar a la lista de los que terminan todas sus materias; entonces la suma final de

los datos histéricos mas los que se obtuvieron para la prediccion, quedaria como sigue:

* 1994: desertaron:607 (72.7%) Terminan:228 (27.3%)
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* 1995: desertaron:653. (69.17%) Terminan:291 (30.83%)
*  1996: desertaron:877. (89.86%) Terminan: 99 (10.14%)
* 1997: desertaron:857. (86.65%) Terminan: 132 (13.35%)
* 1998: desertaron:788. (84%) Terminan: 150 (16%)

e 1999: desertaron:744. (77.5%) Terminan:216. (22.5%)
* 2000: desertaron:705. (66.58%) Terminan:354 (33.42%)
* 2001: desertaron:511. (52.63%) Terminan:460 (47.37%)
* 2002: desertaron:505. (35.44%) Terminan:920 (64.56%)

Graficando esto ltimo se obtiene la siguiente Figura 4.130.

Datos historicos con predicciones

1995 1996 1997 1998 1999 2000 2001 2002

B deserto @ termino

Figura. 4.130. Predicciones hasta la generacién 2002 combinando las variables de desercion y terminacion de materias con el

clasificador IBk.

De la Figura 4.130 se observa que la tendencia de alumnos que terminaran sus materias
va en aumento. Después de esto se proporcionaron los nuevos datos de las
calificaciones del semestre 2009-1. Esto es de gran utilidad para evaluar el modelo,

teniendo los nuevos datos se obtiene la siguiente figura 4.131:

Gréafica - datos reales
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Figura 4.131. Datos reales de los alumnos que terminan sus materias y los que desertan por generacién sin tomar en cuenta

los alumnos que siguen cursando (que no han desertado pero que tampoco han terminado todas sus materias).

Se observa que en nuestras predicciones de la grafica en la figura 4.130, resultaron ser
demasiado optimistas, ya que en realidad hay menos alumnos que se esperaba que
terminaran sus materias. Sin embargo, la tendencia se mantiene igual, es decir, que
conforme avanza el tiempo, en las nuevas generaciones hay mas y mas alumnos que si

terminan todas sus materias.

Ya que se cuenta ahora con los datos mas recientes, se procedera a hacer mas
predicciones. Ahora se incluiran més generaciones a predecir y, ademas, con un
nuevo enfoque distinto: sélo se utilizara la variable de terminacién de materias.
Esto es porque la variable terminomaterias dice més que la variable desercion para
este caso. Y es que si se predice solamente si el alumno termina o no sus materias,

el no terminarlas, automéaticamente significa que desertara.

Con los nuevos datos se volvieron a ejecutar los 12 procedimientos mostrados
anteriormente para procesar los datos actualizados. Haciendo el mismo conteo por

generacion se obtiene la siguiente tabla:

Generacion
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1994: total 835, - a predecir: 0, desertaron: 622, terminomaterias: 213
1995: total 944, - a predecir: 1, desertaron: 676, terminomaterias: 267 i a e poraue eva s peiodos
1996: total 976, - a predecir: 0, desertaron: 912, terminomaterias: 64
1997: total 989, - a predecir: 0, desertaron: 909, terminomaterias: 80
1998: total 938, - a predecir: 0, desertaron: 843, terminomaterias: 95
1999: total 960, - a predecir: 0, desertaron: 816, terminomaterias: 144

2000: total 1059, - a predecir: 3, desertaron: 841, terminomaterias: 215 | PREDECIR
2001: total 971, - apredecir: 5, desertaron: 714, terminomaterias: 252
2002: total 1425, - a predecir: 263, desertaron: 658, terminomaterias: 504

|
|
2003: total 1647, - a predecir: 646, desertaron: 436, terminomaterias: 565 |
2004: total 1546, - a predecir: 909, desertaron: 352, terminomaterias: 285 |

|

2005: total 1736, - a predecir:1339, desertaron: 335, terminomaterias: 62

2006: total 1941, - a predecir:1564, desertaron: 377, terminomaterias:
2007: total 2063, - a predecir:1766, desertaron: 297, terminomaterias:
2008: total 2219, - a predecir:2050, desertaron: 169, terminomaterias:

oS O o O

20009: total 2204, - a predecir:2204, desertaron: 0, terminomaterias:

Para obtener los datos de entrenamiento se hizo lo siguiente:

Reflexionando en cuanto a cémo hacer que el modelo aprenda mejor sobre las
deserciones y terminaciones de las materias, se llegd a la idea de que se puede contar
con las evoluciones que va teniendo un alumno hasta terminar todas sus materias. Esto
ultimo marca una tendencia, la cual es totalmente apta para el aprendizaje del algoritmo.
En las tablas alumnodesercion se cuentan con los alumnos que han terminado sus

materias.

Lo mejor de todo esto es que se cuenta con alumnos que terminan sus materias hasta el
semestre inmediato anterior 2009-1 por lo que eso significa que se cuenta con su avance
académico desde el semestre 2007-1. Bien se podria incluir mas semestres anteriores a
cambio de todavia mucho mas tiempo invertido en esta tesis y mas trabajo
computacional, por supuesto, intenso; sin embargo, esto es suficiente para que un

clasificador pueda aprender.
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Primero se obtienen las cuentas de los alumnos que si terminaron todas sus materias de
la tabla alumnodesercion4 la cual es la mas reciente. Evidentemente no todas las
cuentas terminaron antes, por lo que en las tablas anteriores, para las cuentas que apenas
terminaron sus materias, en las tablas alumnodesercion anteriores estaran estas cuentas
registradas como aquellas que aun no han terminado sus materias, €s por eso que se

tendran registros como los que se muestran a continuacion (tabla 3):

Tabla 3.

cuenta |pln_dgae | plan | creditos | periodos | generacion |terminomaterias | promedio | hareprobado | haaprobado
81359... | 381 1994 | 386 11 2002 NO 7.61 12 48
81359... | 381 1994 | 416 12 2002 NO 7.56 15 52
81359... | 381 1994 | 444 13 2002 NO 7.7 17 56
81359... | 381 1994 | 444 13 2002 NO 7.7 17 56
81359... | 381 1994 | 444 13 2002 Sl 7.7 17 56
85301... | 381 1994 | 448 24 1994 NO 7.44 59 57
85301... | 381 1994 | 448 24 1994 NO 7.44 59 57
85301... | 381 1994 | 448 24 1994 NO 7.44 59 57
85301... | 381 1994 | 448 24 1994 Sl 7.44 59 57
86313... | 805 1994 | 446 23 1995 NO 7.48 62 58
86313... | 805 1994 | 446 23 1995 NO 7.48 62 58
86313... | 805 1994 | 446 23 1995 NO 7.48 62 58
86313... | 805 1994 | 446 23 1995 NO 7.48 62 58
86313... | 805 1994 | 446 23 1995 Sl 7.48 62 58
87205... | 811 1994 | 449 14 1995 NO 7.71 22 55
87205... | 811 1994 | 449 14 1995 NO 7.71 22 55
87205... | 811 1994 | 449 14 1995 NO 7.71 22 55
87205... | 811 1994 | 449 14 1995 NO 7.71 22 55
87205... | 811 1994 | 449 14 1995 S| 7.71 22 55
87205... | 365 1994 | 447 23 1994 NO 7.05 59 57
87205... | 365 1994 | 447 23 1994 Sl 7.05 59 57
87247... | 365 1994 | 440 21 1996 NO 7.8 61 56
87247... | 365 1994 | 449 22 1996 NO 7.77 61 57
87247... | 365 1994 | 449 22 1996 NO 7.77 61 57

Tabla 4.1. Muestra del archivo de entrenamiento que tiene los resgistros histéricos de los alumnos que si terminaron todas

sus materias.

Partiendo de que se tienen cuatro vistas minables (alumnodesercionO,
alumnodesercionl, ...) y que cada una de estas tablas tienen los datos actualizados hasta
los semestres 2007-1, 2007-2, ... respectivamente. Para que el modelo aprenda bien a
partir de estos datos historicos, se pone en todos los valores de la columna

terminomaterias el valor “SI” de aquellos alumnos que ya terminaron todas sus
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materias, de tal forma que el modelo vaya aprendiendo la evolucion y caracteristicas de

aquellos alumnos que si terminan sus materias.

Para llegar a la tabla anterior, como se estaba mencionando, se obtuvieron primero las
cuentas de los alumnos que si terminaron todas sus materias de la tabla mas reciente que
es la de alumnodesercion4, una vez teniendo esas cuentas, obse tiene los registros de las
demas tablas anteriores para aquellas cuentas que terminaron todas sus materias
(alumnodesercion0, alumnodesercionl, ...). La consulta SQL quedaria como sigue
(como esta consulta abarca como 10 paginas, se omitieron los numeros de cuenta

ademas por razones de confidencialidad):

WHERE generacion='1994";
SELECT * FROM alumnodesercion®@
WHERE cuenta IN (0872..,4040..,..)
UNION

SELECT * FROM alumnodesercionl
WHERE cuenta IN (©87205..,..)
UNION

SELECT * FROM alumnodesercion2
WHERE cuenta IN (©87205..,..)
UNION

SELECT * FROM alumnodesercion
WHERE cuenta IN (087205..,..)
UNION

SELECT * FROM alumnodesercion4
WHERE cuenta IN (©87205..,..)
ORDER BY cuenta,ultimoperiodo;

Ademas se agrego lo siguiente:

SELECT * FROM alumnodesercion4
WHERE deserto='SI'
ORDER BY generacion,plan,haaprobado

El cual son un conjunto de alumnos que ya desertaron. Estos datos se agregan junto con
los datos de los alumnos que si terminaron sus materias de tal forma que el clasificador
aprenda las caracteristicas de un alumno que si termina todas sus materias y de aquél
que deserta. Estos datos conforman el conjunto de datos de entrenamiento o training set.

Y la consulta que se hace para obtener los datos de prueba es la siguiente:
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SELECT * FROM alumnodesercion4
WHERE deserto='NO"
AND terminomaterias='NO'

ORDER BY generacion,plan,haaprobado

Este conjunto de prueba obtiene a todos los alumnos que estan cursando (los que no han
desertado ni han terminado todas sus materias). De estas predicciones se separaran por

generaciones para obtener la grafica de las siguientes predicciones.

Se construye un arbol de procesos en Rapidminer idéntico al que se tiene en la figura
4.102. Ademas se agregd otro operador que sirve para obtener mas estadisticas. Para
seleccionarlo, del menu contextual dando clic derecho del mouse se selecciona New
Operator, Visualtization, DataStatistics. El arbol como queda, se muestra en la figura
4.132.

¢ RapidMiner@studio (1Bk_alumnodesercion012346_t.xmi) 55 Empatiol (Méxicn) -

Flle Eoit View Process Toods Help

Br@gs v =»»a% PE ¥ & Y3

=& Operator Tree 1 Paramneters wl | ] Gomment |8 Bew Opiestor
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' mename e / 12048 tesv| . |
raan_amribute_ramas &l
label_name terminomaterias

wd 1 Ishal_calurna
Cuample ' L
Id_name uents

I_teiuran 1

g alidalion
a ‘{i AMabdation welght_name

] Opersiorchain weght_toluran o
Cipasatarhan
zamale_ratio 1.0
V1B
¥ e samale_sae A

1 Mo e datamanagement double_arsy v
ada e

column_separalors M
. Applienchain
[ uge_comment_characiers =]

Modeligipier comment_chars #
¥ Madeliggliar
use_quotes =]
g C1ASSHLalonPEHDMMEAE
o S .
a B trim_lings - =

Figura 4.132. El &rbol de procesos para predicciones con base en la variable terminomaterias.

De la misma figura 4.132, dando clic sobre el operador que carga nuestro archivo de
datos, que contiene el conjunto de datos de entrenamiento, se vera a nuestra derecha la
ventana de parametros de este operador. Como se ha mencionado anteriormente, dar clic
sobre el botén de los puntos suspensivos ... para elegir la ruta del archivo. Se deja
marcada la casilla read_attribute_names con la cual se indica que se lean los nombres
de los atributos del archivo (es importante esto para que Rapidminer sepa cual columna
es cual). En label_name teclear terminomaterias la cual es la columna o atributo a

predecir. En label_column teclear 7 ya que es el nimero de la columna (contada de
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izquierda a derecha a partir del 1) en donde se encuentra la columna terminomaterias.
En id_name teclear cuenta el cual es el identificador tinico que distingue un alumno de
otro y en id_column teclear 1 ya que es la primera columna de nuestro archivo del

conjunto de datos de entrenamiento.

La siguiente modificacion se hace sobre el operador ModelWriter en donde haciendo
clic sobre el mismo, del lado derecho se visualizan los parametros. Solo hay que
seleccionar el nombre del modelo para guardarlo y posteriormente usarlo con los datos

de prueba. Véase la figura 4.133.

% RapidMiner@studio (10k_alumnodesercion012340_t.xml*) el pucr) L B)
Flle Eoit View Process Toods Help
Bl s vy «aa®h pPEH ¥ & w3
=a Operator Tree Tt Parametens vl | [ Gommiemt | i Opessor
¥ coveanpesouce 1 model file ts Tesiay. 5 12340 tmod| . |
E:Tl’ﬂl(as o — =
auput_tme WML Zipped ‘]

Maliiz de conelacion
‘ ConelavanMatri:
& o, Waliaton

Avandation
. =@ ApiwitarChisin
T TpetarChain

WeiBk
7w

Modanar

& w@ AewliecChiin
Opeatorchan

Modelagpiiar

Figura 4.133. Seleccionando el nombre del modelo para guardarlo.

Verificar que el arbol esté bien armado y se procede a ejecutarlo.

Al terminar de ejecutarse, obse tiene los siguientes resultados de la evaluacion del

modelo (figura 4.134):

¢ RapidMiner@studio (IBk_alumnodesercion012340_t.xml*) E5 Expariel (ecn) B

Elle Eoit View Process Toods Help

— = > P o n i |

Bodegs o «=a% pB ¥ & ® v
# Purfarmanceicton ¥ YEIEK 3 Data Table 1} Comelation Matre | O Data Statistics

Criterion Selector 3) Tabta view. () Fictviaw [

i eror I ity

sbsolute_srror

relative_srror True = true KO cl¥ES precision

squaned_eror pread. 51 12724 iis 945N

comelation pred. No o G480 T.T0%

squared_correlation clazs recall G0.45% H.T0%

Figura 4.134. Viendo los resultados del desempefio del modelo.

accuracy: 96.95% +/- 0.40% (mikro: 96.95%0)
classification_error: 3.05% +/- 0.40% (mikro: 3.05%0)

176



Capitulo IV

correlation: 0.937 +/- 0.008 (mikro: 0.937)

Y la tabla de la matriz de confusion es la siguiente:

true SI true NO class precision
pred. S| 12724 468 96.45%
pred. NO 200 8496 97.70%
class recall 98.45% 94.78%

De la tabla anterior se observa que el modelo acierta en el 96.45% de los casos en
cuanto a las predicciones o clasificaciones de los que si terminan sus materias y en un
97.70% de los que no terminan (o desertan). Esta evaluacion la hace Rapidminer
automaticamente retomando un grupo aleatorio de datos y probandolos con el modelo
tal y como se hizo manualmente comparando con SQL los datos clasificados con los

datos reales. Esto es muy util para decidir si el modelo se usa o no.

La matriz de correlacion es la siguiente (figura 4.135):

Marme nin_dgae plan creditos periodos  generacion  promedio  hareprobado haaprobado

pin_dgae 1 0.768 0.084 0.006 0.296 0102 0123 0.067
plan 0.768 1 0.003 003 0.359 0.038 0.169 0.0Mm
creditos 0.084 0.003 1 0.556 0.0m 0.442 0.006 0.996
periodos 0.006 0013 0.556 1 0142 0.235 0.395 0.569
generacion 0.296 0.359 0.0m 0.142 1 0.004 0.264 0.004
pramedio 0102 0.038 0.442 0.235 0.004 1 0.001 0.436
hareprobado  0.123 0169 0.006 0.395 0.264 0.00m 1 0.008
haaprobado  0.067 0,00 0.996 0.569 0.004 0.436 0.003 1

Figura 4.135. Matriz de correlacion.

Ahora se procedera a crear un arbol de procesos para aplicar el modelo con los datos de
prueba cuya muestra esta en la tabla 3. Este arbol es parecido al arbol de la figura
4.105. Entonces se indica la ruta del archivo de los datos de prueba a cargar en los
parametros del operador CSVExampleSource (figura 4.136) y ademas se vuelve a
indicar cual es la columna identificadora en id_name, en este caso es cuenta y se

encuentra en la columna 1 (id_column: 1).
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Figura 4.136. Indicando la ruta del archivo que contiene los datos de prueba asi como los parametros de las columnas.

Luego en el operador ModelLoader se indica la ruta del modelo generado en el proceso

anterior (de la figura 4.117). Véase la figura 4.137.

+ RapidMiner@studio (IBk_alumnodesercion02346_t_predict.xml*}
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DataSlatistics

M e

Figura 4.137. Indicando la ruta del modelo a cargar generado en el rbol de procesos de entrenamiento para aplicarse a los
datos de prueba.

Finalmente se especifica la ruta del archivo sobre el cual se desea que se escriban los

resultados en el operador CSVExampleSetWriter. Véase la figura 4.138.
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Figura 4.138. Indicando la ruta y el nombre del archivo para guardar los resultados.

Notese que en este arbol se agregd otro operador (DataStatistics) que sirve solo para ver

estadisticas de los datos.

Después de ejecutar el arbol de procesos se tiene los resultados de las predicciones o de

las clasificaciones. En la siguiente tabla 4.2 se tiene una muestra de los resultados:

Tabla 4.2:

pln_dgae | plan | creditos | periodos | generacion | promedio | hareprobado | haaprobado | cuenta prediction(terminomaterias)
1223 2006 | 257 8 1995 7.8 3 30 91257** | NO
1210 2006 | 312 15 2000 7.21 22 38 97349*+* S|
1202 2006 | 128 13 2000 7.12 16 15 400001*** | NO
1190 2006 | 207 15 2000 7.31 20 24 97316*** NO
1223 2006 | 348 9 2001 8.44 7 41 98247*+* Sl
1223 2006 | 367 9 2001 8 9 43 98253** | S|
1218 2006 | 386 13 2001 7.93 7 46 93339*** | S|
1215 2006 | 390 14 2001 8.41 8 49 98210%** | SI
365 1994 | 278 13 2001 7.92 34 35 94000*** | NO
1181 2006 | 178 10 2002 7.43 7 20 95207** | SI
1190 2006 | 219 10 2002 8.44 10 26 99248** | S|
1182 2006 | 227 10 2002 7.62 11 27 99312%* | S|
1190 2006 | 236 11 2002 7.47 6 28 99226*** | SI
1190 2006 | 274 10 2002 8.26 3 33 99018** | SI
1181 2006 | 304 13 2002 7.58 9 36 96157+ | SI
1190 2006 | 319 13 2002 7.87 8 38 99230*** | SI
1184 2006 | 358 14 2002 8.76 11 41 96250*** Sl
408 1994 | 331 13 2002 8.07 19 42 99155*** | SI
1184 2006 | 372 13 2002 7.8 10 43 99153** | SI
1190 2006 | 356 13 2002 8.14 11 43 99298*** Sl
411 1994 | 351 14 2002 7.84 40 45 99214*+* Sl
1202 2006 | 375 13 2002 8.35 14 45 99271** | S|
1218 2006 | 378 14 2002 7.41 10 45 99190*** | SI
1223 2006 | 378 13 2002 7.23 16 45 99043** | S|
1182 2006 | 383 13 2002 7.87 8 46 98276*** | S|
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1188 2006 | 395 14 2002 7.7 14 46 99145%* | S|
1188 2006 | 394 13 2002 8.17 11 46 99300%** | SI
1190 2006 | 382 14 2002 7.88 13 46 99074* | S|
1223 2006 | 381 13 2002 7.83 6 46 402035*** | S|
1223 2006 | 379 13 2002 7.47 13 46 402112%** | S|
1182 2006 | 389 14 2002 7.81 9 47 99065*** | SI
1182 2006 | 389 14 2002 7.6 15 47 401006** | SI

Una vez obtenidos estos datos, se procede a ordenarlos por generacion, luego se
ordenan segliin desertaran o segln si terminaran todas sus materias. Entonces se llega a

la tabla 4.3:

Tabla 4.3.
generacion | deserto terminé
1994 607 228
1995 677 267
1996 877 99
1997 857 132
1998 788 150
1999 744 216
2000 843 216
2001 715 256
2002 871 554
2003 760 887
2004 788 758
2005 1040 696

Por lo que graficando se obtienen finalmente predicciones hasta la generacion 2005

(Figura 4.139):
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Datos historicos + predicciones

- b
. ' P
P b

1994 1995 1996 1997 1998 1999 2000 2001 2002 2003 2004 2005

generacion

Figura 4.139. Predicciones de desercién y de terminacién de materias hasta la generacién 2005.

Esta grafica tiene datos mas realistas. Conserva la tendencia que se ha venido viendo en
las graficas anteriores. Se observa que la tendencia en el nimero de alumnos que si
terminan todas sus materias aumenta conforme van pasando las generaciones pero solo
hasta la generacion 2003 la cual tiene y tendra el mayor numero de los que terminan
todas sus materias. Cabe aclarar que los que terminan, no todos lo hacen en el mismo
semestre; unos se retrasan y van terminando después. Para las generaciones 2004 y 2005

tiende a disminuir la tendencia.
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4.3.2 Utilizando Arboles de decision para encontrar cuellos de botella.

En este apartado se presentara la fase en donde se realiza la Mineria de Datos utilizando
los arboles de decision. Se escogio este tipo de técnica porque es el método mas facil de

utilizar y entender.

En este estudio se escogié primeramente el arbol de decision Random Forest y esta vez
se utilizara con fines de obtener reglas sobre la desercion dejando fuera un poco el
atributo generacion, no so6lo se excluira dicho atributo, se le dara un enfoque distinto;
esta vez se tratara de encontrar la relacion de desercion intentando encontrar cuellos de

botella en las materias de las carreras de estos dos planes de estudios.

En la figura 4.140 se muestra la construccion en Rapidminer de éste arbol, y en la figura
4.141 los modelos que se generaron. Cabe resaltar que ya se ha explicado
detalladamente la construccion de arboles de procesos en Rapidminer, por lo se puede

saltarnos estos pasos.

¥ RapidMiner@roxana (RANDOMFOREST1.xml) =13
Eile Edit Miew Process Tools Help
2] = . o s [s 2 @ 4 " - —_—
RE@Rs vy «aa® pEB ¥ & vz
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= _ﬂ: Root keep_example_set
Process
numher_of_trees 15
; ArflExampleSource
AMExampleSource criterion l[gini_mdex ] 'l
ExarmpleVisualizer minimal_leaf_gize 2
ot Examplevisualizer
minirmal_gain 0.0
< maxirmal_depth 10
subset_ratin -1.0

local_random_seed -1

Apr18, 2008 7:30:35 PM: [Warning] Mot able to check for updates. Maybe no internet connection

Figura 4.140. Construccion del arbol Random Forest.
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Figura 4.141. Arbol Random Forest. En este caso, se visualiza el arbol generado nimero 12.

Para nuestro caso se escogieron los modelos o arboles 7 y 12, ya que estos

proporcionaban mas informacion al estar mas ramificados.
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Figura. 4.142. Arbol Random Forest modelo o arbol 7.
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Capitulo IV

Como se observa, son varias las ramificaciones que clasifican y/o agrupan las

semejanzas que tiene los alumnos para que el atributo deserto sea “SI” o “NO”’.

No todas las ramas son significativas para estudiarlas, es decir, no todas tienen
trascendencia para proporcionar una regla ya que muchas de ellas muestran reglas con
muy pocos datos; aunque a simple vista se observe que dicha rama muestre un 100% en
el atributo que interesa (que en nuestro caso seria deserto). Sin embargo, las
ramificaciones cuyas reglas abarcan pocos datos, son muy utiles para la deteccion de

casos andmalos o extraordinarios.

Para visualizar cuales ramas son significativas (resaltadas en negritas), se afiade un
operador que convierta el arbol de decision grafico en un arbol mostrado parcialmente
en texto (para ver el arbol Treel completo, véase en el anexo al final de este

documento):

Tree 1

promedio <= 7: SI {S1=5800, NO=2978}
promedio > 7

| hareprobado <= 21

| | haaprobado <= 3

| I IR [

| hareprobado > 42.500

| | promedio <= 8.075: SI {SI1=423, NO=4}
| | promedio > 8.075
|
|

| | promedio <= 8.090: NO {SI=1, NO=1}
| | promedio > 8.090: SI {SI1=20, NO=0}
nomaterias = SI: NO {SI=0, NO=618}

[ Y p——

La primera regla a estudiar es la rama que se muestra en la figura 4.143:
Se tomo esta rama ya que en la forma escrita mostr6 que el caso de incidencias en el

atributo deserto era de {S1=423, NO=4} (los nimeros de casos que si desertan y de los

que no).
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Figura. 4.143 Primera Regla a estudiar.

Convirtiendo ya sea la forma escrita o visual de dicha rama del arbol para estudiar los

datos en MySQL Query Browser se obtiene el siguiente Query o consulta :

SELECT * FROM alumnodesercion4 WHERE hareprobado >42.5 AND
promedio BETWEEN 7.01 AND 8.075 AND terminomaterias="NO’;

Se le da la instruccion de que el rango del promedio sea 7.01, ya que no toma el valor de
7. En la Figura 4.144 Se muestra los datos arrojados por el Query o consulta
concordando y validando lo que arrojé la regla (nimero de alumnos que tienen estas

caracteristicas)

A simple vista ain no se pueden conocer las caracteristicas que tienen los alumnos
desertan ya que, la vista minable con la cual se obtuvieron las reglas, no tiene toda la
informacion de los alumnos por lo que se utilizan Ginicamente los nimeros de cuenta de
este query o consulta para utilizarlos en la tabla de historias donde se encuentran todos

los registros académicos de cada uno de los alumnos.
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File Edit View Query Script Tools wWindow MySQL Enterprise Help
(< O | @ Trarsacion {0 @ eon @D e | @D D D D A D o
' | Resultset 1
- 1|SELECT * FROM alumnodesercion4 where hareprobado =422.5 and
Zpromedioc between 7.901 and 5.975 and terminomaterias= B

< >
cuenta causa_ingreso pln_daae plan creditos periodos prime

» 0243224292 54 [ule=1=) 1994 402 26 s
055243936 54 365 1934 275 21
028402721 54 a3e5 1994 242 16
nevzazza2 54 0zes 1994 440 26
nse3z5428 54 0365 1994 m|mz2 23
089167650 54 a365 1994 a4z5 2z
0291389320 54 o365 1994 216 16
0293322032 54 0365 1994 369 29
059395219 54 0365 1934 252 15
030z270s71 54 a3e5 1994 440 1=
090247129 54 [ule =12y 1994 221 19
031011491 54 365 1934 386 19
os107s110 54 a3e5 1994 242 16
091156652 54 0zes 1994 220 1g
091220642 54 0365 1994 432 27
091257738 54 a365 1994 4z9 26
091360057 54 o365 1994 432 22
091361648 54 0365 1994 297 21
091362494 56 a365 1994 332 16
092039245 54 o365 1994 275 22
092120631 54 0365 1994 396 24
092159356 54 365 1934 323 22 o

< >

427 rows fatchad in ©.1730s (0.0650S) # Eon > izt | O sesccn

Figura. 4.144. Visualizacion de los datos obtenidos por la regla.

Esto se realizo de la siguiente manera:

. Puesto que realizar una consulta SQL que relacionara las dos tablas era
demasiado pesado para el tipo de computo con el que se realiz6 dicho estudio, se
realizd6 por medio de una consulta SQL usando PHP y se ejecutd desde el

servidor local AppServ. Vease Fig. 4.145:

A http://localhost/samples/query.php - Microsoft Internet Explorer

Archivo Edidén Ver Favorits Herramientas  Ayuda "

Gmﬁs M ) |£| l"_,":l ;\J /-‘: Busqueda ‘:‘E’Favurims {_‘"{ - & ﬂ - ﬁ "'\‘i

 [&] htp:/flocalhostjsamples/query.php v Br  vincus

»|

084324292,085243936,086402721,087223242 088325428,089167650,089189320,089332203,089395219,090270871,090347139,091011491,091079110.C

Figura 4.145 Consulta del Query en PHP.

. El Query en la tabla de Historias especifica que solo se quiere los datos
de las materias cuya calificacion sea NP o 05, ya que esas calificaciones son las
trascendentes o decisivas para que un alumno no siga avanzando o que se

desaliente y opte por la desercion. Vease Fig 4.146.
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SELECT * FROM historias WHERE cuenta IN

(08432**** 08524**** 08640 ,08722*%*** . ) AND calificacion IN ("NP','05");
[Fle  Edit  Wiew  GQuery Script  1ools  window  Mysql Enterprise . Help
-/ ' | @ Tnsseion (L) &y Ev=n §gs Comper= 0 Soth (T fmed e b S
@ Resultset 2
. 1|SELECT * FROM historias where cuenta in (08542242002 ,085243036,086402721,067223242,088225428,
2and calificacion in ( . )

< >
CLENTA PLAMTEL CARRERA PLMN_DGAE CaUSA_INGRESD ASIGMATUR

p 084324292 011 107 D365 54 65 ~
054324292 011 107 0365 54 65
024324292 o 107 0365 54 152
084324292 o 107 0365 54 195
084324292 011 107 D365 54 230
084324292 011 107 0365 54 275
054324292 011 107 0365 54 379
084324292 o 107 0365 54 416
084324292 o 107 0365 54 16
084324292 011 107 0365 54 465
054324292 011 107 D365 54 552
084324292 o 107 0365 54 552
024324292 o 107 0365 54 552
084324292 011 107 0365 54 552
084324292 011 107 D365 54 642
054324292 011 107 0365 54 762
024324292 o 107 0365 54 906
084324292 o 107 0365 54 907
084324292 011 107 0365 54 1100
084324292 011 107 0365 54 1104
054324292 011 107 D365 54 1104

Figura. 4.146 Registros de alumnos de la regla obtenida con calificaciones de 05 y NP.

Para visualizar con mayor certeza las materias trascendentales en este grupo de alumnos
que mostraba desercion en casi mas de 90% de las incidencias (427), se utilizdo SSPS

generando el grafico de Pareto. Vease Fig. 4.147:

25,000
—100%
20,000
0%
o~ - o
2 15,000 o e
B o
2 @
o 2
@ £,
[ m
10,000
—40%
5,000 —20%
] 0%

T T T T T T T T T T T T T T T JT°T ooy
1200 1204 1206 1416 1832 633 142 418 151 361 533 907 1634 1016 251 549 2109 152¢ 1733 1629 1623 1710 900 1804 1007 1810 2181 1025 663 SE2 2183 141 1A

ASIGNATURA

Figura 4.147 Pareto de las materias mas reprobadas para este grupo de alumnos.

Como se sabe, el grafico de pareto utiliza el 80% de las incidencias que influyen para la
toma de decisiones. En la siguiente figura 4.148 se muestra la clave de las asignaturas y

el nombre de las mismas.
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File Edit WView Query Script Tools Window MySQL Enterprise Help
\ \ _ ) _ ) 3 p Y > = N .
O | @ ransacton (D) @ = Qo | @ B D DD D DY
@ Resultset 3

- 1|SELECT * FROM asignatura where clave in (1200,1204
clave | nombre creditos | laboratoria | inicio vigencia | de

» £33 PROGRAMACION DE SISTEMAS 8 T 5 3
1200 ALGEBRA LINEAL 6 T 5 =
1204 CALCULD I 3T 5 5
1206 COMPUTADORAS v PROGRAMACION 7 5 3
1416 TEMAS SELECTOS DE FIL. CIEMCIA Y TEC E T ] 5 El
1822 CIRCUITOS INTEGRADOS ANALOGICOS m T e 5 3
1832 ABASTECIMIEMTO DE AGUA POT.Y ALCANT. 3T L] 5 2

Figura 4.148. Claves de las Materia méas reprobadas para estos alumnos.

Analizando los resultados.

Analizando en la tabla vecesreprobada, los datos de las personas arrojadas por la regla

de desercion en la materia de programacion de Sistemas. Véase la figura 4.149.

SELECT * FROM vecesreprobada WHERE cuenta IN
(08432**** 08524**** 08640 ,08722****__....) AND claveasignatura=0633

AND vecesreprobada=0;

root@localhost:3306 [ tesisv?

File Edit View Query Script Tools Window MySQL Enterprise Help

@ O | @ Transacien D) @ = @ o | @ B D D B D
£ Resultset 4
- 1|SELECT * FROM vecesreprobada®4 where cuenta
2(im (9PB584324292,085243936,086402721,087223242,6€ 65 891 22
3|and claveasignatura and vecesreprobadaso;

< >
cusnta plh_dgae | nombreasignatura claveasignat... | wecesreprobada | periodosproba | laspr... cuandoaproba

> 0390085223 0408 PROGRAMACION DE SISTEMAS 633 10 4 Sl 11 ~
0390226658 o408 PROGRAMACIOMN DE SISTEMAS B33 2 14 51 3
090372274 o408 PROGRAMALCIOMN DE SISTEMAS B33 1 10 51 2
091153803 o408 PROGRAMACION DE SISTEMAS B33 3 12 Sl 4
031218360 o408 PROGRAMACION DE SISTEMAS B33 3 12 =1} 4
091223045 0408 FROGRAMACION DE SISTEMAS 633 1 10 =1 2
091223832 0408 FPROGRAMACION DE SISTEMAS 633 1 10 =1 2
091235114 0408 PROGRAMACION DE SISTEMAS B33 1 12 =1 2
091253329 0408 PROGRAMACION DE SISTEMAS 633 1 a Sl 2
091317229 o408 PROGRAMACIOMN DE SISTEMAS B33 5 10 51 B
091344643 o408 PROGRAMALCIOMN DE SISTEMAS B33 1 10 51 2
092000432 o408 PROGRAMACION DE SISTEMAS B33 1 18 Sl 2
03920470682 o408 PROGRAMACION DE SISTEMAS B33 4 17 =1} g
092196036 0408 FROGRAMACION DE SISTEMAS 633 1 39 =1 2
092328033 0408 FPROGRAMACION DE SISTEMAS 633 1 10 =1 2
0923814396 0408 PROGRAMACION DE SISTEMAS B33 1 11 =1 2
093180522 0408 PROGRAMACION DE SISTEMAS 633 2 14 Sl 3
093183028 o408 PROGRAMACIOMN DE SISTEMAS B33 1 15 51 2
0932207839 o408 PROGRAMALCIOMN DE SISTEMAS B33 1 23 51 2
093223371 o408 PROGRAMACION DE SISTEMAS B33 2 14 Sl 3
0393292870 o408 PROGRAMACION DE SISTEMAS B33 1 13 =1} 2
093317201 0408 FROGRAMACION DE SISTEMAS 633 2 13 =1 3
093336932 0405 FROGRAMACION DE SISTEMAS £33 2 13 =1 3 v

Figura. 4.149. Andlisis de la materia de programacion de sistemas.
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Dicha materia so6lo se imparte para los alumnos de Ingenieria en Computacién plan
1994, y corresponde al quinto semestre; como se puede apreciar, estos alumnos no la
aprobaron en el semestre correspondiente y varios de ellos la reprobaron mas de una

Vez.

Lo trascendente del reprobar esta materia es que para cursar las materias de Sistemas
Operativos y Compiladores es necesario aprobarla. Por lo que se considera que este fue

un cuello de botella para este grupo de alumnos que si desertaron.

Ahora se analizara la materia de Abastecimiento de agua potable y alcantarillado.
Véase la figura 4.150.

’-' MySQL Query Browser - Connection: root@localhost:3306 [ tesisv2
File Edit Wiew Query Script Tools Window MySQL Enterprise Help

. . : . . =
()] & | & Transscion ({3 Do D | QP DD O

@ Resultset 3

- 1|/SELECT #* FROM vecesreprobada®4 where cuenta in (054324292 ,085243936,05640272 §7223242 =
zland claveasignatura=1532 and vecesreprobada=0:

- 2|

<
pln_dgae nombreasignatura claveasignatura vecesreprobada | periodoaprobo laaprobo cuandoaprobo
0265 ABASTECIMIENTO DE AGUA POT. Y ALCANT. 1832 E MO (U]
0365 ABASTECIMIENTO DE AGUA POT .Y ALCANT. 183z 1 ND o
0365 ABASTECIMIENTO DE AGUA POT .Y ALCANT. 183z 2 NOD o
0365 ABASTECIMIENTO DE AGUA POT .Y ALCANT. 183z 4 ND o
0365 ABASTECIMIENTO DE AGUA POT .Y ALCANT. 183z 2 NOD o
0365 ABASTECIMIENTO DE AGUA POT. Y ALCANT. 183z z ND o
0365 ABASTECIMIENTO DE AGUA POT. Y ALCANT. 183z z 2z =1 3
0365 ABASTECIMIENTO DE AGUA POT v ALCANT 1832 2 NO o
0365 ABASTECIMIENTO DE AGUA POT v ALCANT 1832 2 MO o
0365 ABASTECIMIENTO DE AGUA POT v ALCANT 1832 1 232 =1 2
0365 ABASTECIMIENTO DE AGUA POT Y ALCANT 1832 5 NO 1]
0265 ABASTECIMIENTO DE AGUA POT. Y ALCANT. 1832 2 MO o
0365 ABASTECIMIENTO DE AGUA POT .Y ALCANT. 183z 3 NOD o
0365 ABASTECIMIENTO DE AGUA POT .Y ALCANT. 183z 1 ND o
0365 ABASTECIMIENTO DE AGUA POT .Y ALCANT. 183z 3 NOD o
0365 ABASTECIMIENTO DE AGUA POT. Y ALCANT. 183z 3 N b=l 4
0365 ABASTECIMIENTO DE AGUA POT. Y ALCANT. 183z z 15 =1 3
0365 ABASTECIMIENTO DE AGUA POT v ALCANT 1832 2 NO o
0365 ABASTECIMIENTO DE AGUA POT & ALCANT 1832 2 MO o
0365 ABASTECIMIENTO DE AGUA POT v ALCANT 1832 2 NO o
0365 ABASTECIMIENTO DE AGUA POT % ALCANT 1832 1 12 =1 2
0265 ABASTECIMIENTO DE AGUA POT. Y ALCANT. 1832 2 MO o0&

F S

Figurs.4.150. Andlisis de la materia de Abastecimiento de agua potable y alcantarillado.

Esta materia es impartida para los alumnos de Ing. Civil. La regla arrojo que era el plan
DGAE 0365 el cual pertenece al plan 1994 y se imparte en el octavo semestre. Como
puede apreciarse, esta materia es reprobada mas de una vez en este grupo de alumnos y

la mayoria de ellos no la han aprobado.
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A pesar de que esta materia no estd seriada con otras materias, lo cual podria implicar
un factor importante para clasificarla como un cuello de botella, si es relevante el hecho

de que la mayoria de este grupo de alumnos no pudieron aprobarla.

Ahora se analizard la materia de Circuitos Integrados Analdgicos. Véase la figura
4.151:

;' MySQL Query Browser - Connection: root@localhost:3306 / tesisv2
File Edit WView Query Scipt Tools Window MySQL Enterprise Help

OuEl e L— @@= D Q022 O

@ Resultset 3

i50

= 1|SELECT * FROM vecesreprobada94 where cuenta in (08584324292 ,0585243936,066402721,087223242,08¢E
2land claveasignatura=1522 and wvecesreprobada=@
zlorder by vecesreprobada desc:

- 4

< >
cuenta pln_dgas nombreasignatura claveasignatura vecesreprobada | periodoaprobo laaprobo cuandoaprobo
093279127 024 CIRCUITOS INTEGRADOS ... 1822 5 NO 0 &8
095308689 1096 CIRCUITOS INTEGRADOS ... 1822 4 NO o
090002210 023 CIRCUITOS INTEGRADOS ... 1822 4 NO o
090221622 0413 CIRCUITOS INTEGRADOS ... 1822 3 NO o
095189909 014 CIRCUITOS INTEGRADOS ... 1822 SIS Sl 4
095227612 023 CIRCUITOS INTEGRADOS ... 1822 32 Sl 4
093313667 014 CIRCUITOS INTEGRADOS ... 1822 3 NO o
094298253 023 CIRCUITOS INTEGRADOS ... 1822 2 15 sl 3
096023871 014 CIRCUITOS INTEGRADOS ... 1822 2 16 Sl 3
096135174 014 CIRCUITOS INTEGRADOS ... 1822 2 NO o
091320948 o4 CIRCUITOS INTEGRADOS ... 1822 2 19 sl 3
036238857 1096 CIRCUITOS INTEGRADOS ... 1822 2 14 5l 3
096355758 0413 CIRCUITOS INTEGRADOS ... 1822 2 NO o
030286405 0z14 CIRCUITOS INTEGRADOS ... 1822 2 NO o
034323120 0a11 CIRCUITOS INTEGRADOS ... 1822 2 NO o
035607773 0z11 CIRCUITOS INTEGRADOS ... 1822 2 28 5l 3
034150461 03 CIRCUITOS INTEGRADOS ... 1822 2 20 5l 3
035614685 0813 CIRCUITOS INTEGRADOS 1822 2 MO o
401010662 0814 CIRCUITOS INTEGRADOS 1822 1 13 =1 2
036134584 0814 CIRCUITOS INTEGRADOS 1822 1 MO o
097105006 0814 CIRCUITOS INTEGRADOS 1822 1 17 =1 2
039302342 0814 CIRCUITOS INTEGRADOS 1822 1 MO o
097576507 0814 CIRCUITOS INTEGRADOS 1822 1 MO 0 58

Figura 4.151. Andlisis de la materia de Circuitos integrados analégicos.

Esta materia se imparte en el Octavo Semestre para los alumnos de Ingenieria Eléctrica
Electronica. Cabe resaltar que esta materia no estd seriada con otras. Sin embargo, un
60% de estos alumnos tampoco la ha podido aprobar y los que la han llegado a aprobar
lo han hecho en periodos o semestres muy por encima de los 10 semestres cursados

establecidos para dicha carrera.
Ahora se analizaran las materias restantes en conjunto ya que estas son cursadas por

todas las carreras y se encuentran impartidas en el cuello de botella mas conocido por

todos los Alumnos y Profesores, denominado Ciencias Bésicas. Véase la figura 4.152.
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‘.’-" MySQL Query Browser - Connection: root@localhost:3306 / tesisv?
File Edit View Query Script Tools Window MySQL Enterprise Help

(<) o @ Trarsscion (D) @ Qom | @ B DDA

@ Resultset 3

- 1|SELECT * FROM vecesreprobada%4 where cuenta imn (0543224292 ,085243936,086402721,087223242,088
2land claveasignatura im (1416,1206,1204,12808) and vecesreprobada=@
j H

< >
cuenta pln_dgae nombreasignatura claveasignatura wvecesieprobada | periodoaprobo lazaprobo cuandoaprobo
ER [E FALLLO s L Lo Teuu v o = =
095613822 0s13 TEMAS SELECTOS .. 141E 1 7 =1l 2
0963E7487 0211 TEMAS SELECTOS .. 1416 1 11 =1l 2
099592534 o7es CaLcuLon 1204 1 E =1l 2
09E3E7487 0811 CALCULD 1204 2 5 Sl 2
0933332096 0413 TEMAS SELECTOS ... 1416 1 6 Sl 2
093332096 0413 COMPUTADORAS ... 1206 1 3 Sl 2
0933332096 0413 CaLCULD 1204 2 4 Sl 3
093333096 0413 ALGEBRA LINEAL 1200 4 ND u]
097113045 o7es CaLcuLon 1204 5 8 =1l E
093337434 o785 TEMAS SELECTOS .. 1416 1 12 =1l 2
093331434 o7es CaLcuLon 1204 1 4 =1l 2
092331494 0785 ALGEBRA LIMEAL 1200 2 5 Sl 2
093313667 0814 COMPUTADORAS ... 1206 1 3 Sl 2
092325661 0786 COMPUTADORAS ... 1206 1 3 Sl 2
095611062 0811 COMPUTADORAS ... 1206 2 6 Sl 3
035611062 0511 ALGEBRA LINEAL 1200 4 13 51 5
095613822 0s13 ALGEBRS LIMESL 1200 1 58 =1l 2
095355700 o7eg ALGEBRA LINESL 1200 1 E =1l 2
095607773 0211 TEMAS SELECTOS .. 141E 1 1z =1l 2
095E07779 0811 CALCULD 1204 2 9 Sl 9
095607779 0811 ALGEBRA LIMEAL 1200 15 14 Sl 16
093279127 0814 CALCULD 1204 1 3 Sl 2 =

Figura 4.152. Andlisis de las materias de Ciencias Bésicas.

Lo relevante en estas materias no es el hecho que éstas sean reprobadas una sola vez, ya
que este dato es bien conocido; lo trascendente en nuestro punto de vista es que materias
como Algebra Lineal, Calculo Il y Computadoras y programacion, las cuales son
materias que pertenecen al segundo semestre, estén siendo aprobadas en la mayoria de

los casos en semestres o periodos mayores al cuarto.

El mismo patréon se presenta en la materia de Temas Selectos de Filosofia, materia que
debe ser cursada en los semestres cuarto, quinto y sexto; estd siendo aprobada en

semestres superiores a €stos.

Analizando las caracteristicas de algunos de estos alumnos, se encontré que desde el
primer semestre tuvieron dos o mas materias reprobadas y que en sus siguientes
semestres continuaban con dicho patron recalcando que nunca tenian mas de cinco
materias por cada semestre, lo cual ocasiond que su atraso fuera creciendo mas. Véase

las figuras 4.153 y 4.154.
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MySQL Query Browser - Conne
Fil= Edit Wiew Query Script Tools \Window MySQL Enterprise  Help

< O | @ Transacoon @D @) momn (@D e | @D &
| @ Resultset a4 - |

- l 1|SELECT = FROM historias where cuenta in (0
zlorder by perio a1
CUEMTA CARRE RS FLM_DGAE ASIGMAT URAS FERIODO CaLIFIC GRUFO Fr
092232096 109 0412 12085 20002 os 0007 -~
0922322096 109 0412 1206 20002 os oozo
p 092232096 109 0412 1204 20002 MP ooo1

092332096 103 0413 1z00 zo0o0= o0s o010

092332096 103 0413 5 Z0003 M 0005

093332096 103 0413 1208 zo0o0= o= ooog

092332096 103 0413 1204 Z0003 os ooos

093332096 103 0413 1z01 Z0011 o= oooz —
092332096 103 0413 5 Z0011 os ooo1

093332096 103 0413 1204 Z0011 oF E 206

093333096 103 0413 14186 20011 os [alata”

093333096 109 0413 1205 20011 os o012

093333096 103 0413 1306 z0012 MNP 0007

093333096 109 0413 1307 20012 o0s ooos

093333096 103 0413 1309 z0012 oF 0003

093333096 109 0413 55 20012 o5 E305

093333096 103 0413 1310 z0012 os ooo1

093333096 109 0413 1306 20021 [ oooz

093333096 103 0413 1415 20021 [ 0006

093333096 109 0413 1301 20021 os ooos

093333096 103 0413 480 20021 os o010

093333096 103 0413 1307 20021 MNP falalal:} ~

Figura 4.153. Ejemplo de historial con un considerable atraso desde los primeros semestres.

MySQL Query Browser - Connectio
File Edi View Query Script Toeols Window MySQL Enterprise Help

& o | @ Transscion ()

[~ W e

- l 1[SELECT * FROM historias where cuenta imn
2lorder by pericdo:
CUENTA FLAMTEL CARRERA FLM_DGAE ASIGHATURA FERIODO CALIFIC.. | GR
030004221 011 103 0513 1104 19962 05 ~
030004221 011 109 os13 56 19982 10
090004221 011 109 0813 1107 19982 10
030004221 011 109 0513 1100 19962 o5
030004221 o011 103 0513 1108 19962 05
030004221 011 109 os13 1105 19971 05 —
090004221 011 109 0813 1208 19971 06
030004221 011 109 0513 1100 19971 10
030004221 o011 109 0513 1208 19971 o5
030004221 011 109 os13 1204 19971 MNF
090004221 011 109 0813 1105 19972 06
030004221 011 109 0513 1204 19972 o5
030004221 o011 109 0513 1309 19572 o5
030004221 011 109 os13 1418 19972 05
090004221 011 109 0813 1zo0 19972 05
030004221 011 109 0513 1310 19981 o5
030004221 o011 109 0513 1200 19981 o7
030004221 011 109 os13 1201 19981 MNF
090004221 011 109 0813 1309 19981 05
» 090004221 o011 109 0813 65 19981
030004221 o011 109 0513 1201 19982 o7
030004221 011 109 os13 1204 19982 05 ~

Figura 4.154. Ejemplo de historial con un considerable atraso desde los primeros semestres.
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Utilizando Otro arbol de decisién Random Forest, Arbol 6 Modelo 12.

| Data Table

Model 3| Model4 | Modeld | Model6 | Model7 | ModelB  Model  Model10 | Model™ Model12 | Modelt3 | Model14 | Model1s

Text View
hersrotdy
<xd
NO 4
— _
) 53
8
L] hererda
N5 * 2050
hireraids havegrein
1050 1050 ) ]
NO
ik heregrainy periods
3§ § «= 4150 > 4150 37 al
] &
pioges peide pariodes harsroiudy
_— —
7 7 7 7 a1 ) ] X
ND 8
haregrddy Faregretuady pariods hreridy periods periods
— —
» 17800 <= 17400 ¥ ek =l 4 & ] ] =2 e=i}
2 Feregreluady d Peregretuydy 4 g Peregrada Peregrelandy d periods P g
— — — — —
1 <=t kK] @l 8 =43 4d 9 =9 < 1818
NQ ke L) ks ks 8 & ot 3 ks 8 O
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—— —_— —— —— ——

Figura 4.155 Arbol Random Forest modelo o &rbol 12

Tal y como se hizo con el modelo o arbol 7, se pide que se muestre el arbol en forma de
texto. A continuacion se muestra parte del mismo. Para ver el arbol de texto completo

(Tree 2), véase el anexo al final de este documento:

Tree 2

hareprobado <= 4: NO {SI1=720, NO=5254}%}
hareprobado > 4

periodos > 7

hareprobado <= 17.500

| hareprobado <= 12

| | periodos <= 15: NO {SI1=91, NO=415}
| | periodos > 15: SI {S1=13, NO=8}

| hareprobado > 12: NO {SI1=350, NO=893}

hareprobado > 29

| hareprobado <= 40.500
| | periodos <= 17: SI {S1=656, N0O=230}
| "
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| | | | hareprobado > 40.500
periodos <= 19
| | | | | | periodos <= 9: NO {SI=4, NO=5}
| | | | | | periodos > 9: SI {SI=545, NO=79}

Ahora se analizara la primera regla de este arbol. Véase la figura 4.156.

SELECT * FROM alumnodesercion4 WHERE hareprobado > 29 AND
hareprobado <=40.500 AND periodos <= 17 AND deserto="SI";

# MySOL Query Browser - Connection: root@localhost: 3306 / tesisvZ
File Edit WView Query Script Tools Window MySQL Enterprise  Help

O | @ Tronsacion D) @ =oorn (D e | @D I D D D O 4

© Resultset 2

- 1/SELECT * FROM alumnodeserciond4 where hareprobade » 25 amd hareprobado == 40.500
gzlllnd pericdos == 17 and deserto-
cuenta causa_ingreso | pln_dgae plan creditos periodos | primerperiodo ultimoperiodo
» 0S7116E52 54 0365 1934 105 14 13952 20021 ~
087125270 54 0365 1994 17 17 19972 20052
028003221 54 0365 1934 320 15 13341 20002
088218333 54 0365 1994 54 10 19982 20022
028224510 54 0365 1994 28 11 19951 20002
088288341 54 0365 1994 155 14 19942 20021
025351979 54 0365 1994 254 13 19942 20003
089124774 54 0365 1994 48 7 13951 19972
029220711 54 0365 1994 a2 13 19952 20012
023227325 54 0365 1934 a1 12 13942 20002
029228308 54 0365 1994 =7:] 13 19951 20021
023233753 54 0365 1934 401 17 183992 20072
089250325 54 0365 1994 108 13 19952 20012
023328295 54 0365 1934 &1 13 13982 20051
090003839 54 0365 1994 169 11 19992 20041
030102839 54 0365 1934 24 1z 13952 20002
090153910 54 0365 1994 &7 10 19942 19991
030122565 54 0365 1934 33 1z 13942 20002
090186879 54 0365 1994 156 1z 19942 20001
090190612 54 0365 1994 214 15 19942 20012
nan>1saa7 =a naes 1aq 111 14 1aas Snne

Figura 4.156. Visualizacion de los datos obtenidos por la regla.

Realizando el mismo procedimiento de utilizar los datos de éstos alumnos con
calificaciones de 05 y NP se obtuvo la grafica de Pareto para visualizar las materias que
tienen mas relevancia en este grupo de alumnos donde la regla arrojé que si desertaban.

Vease la figura 4.157.

Las que entran dentro del 80% de los casos relevantes en la grafica de Pareto, vuelven a
ser la asignatura 1416, 'Temas selectos de filosofia, ciencia y tecnologia' y la 1100,

Algebra. Véase la figura 4.158.
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Figura 4.157. Diagrama de Pareto de las materias méas reprobadas para este grupo de alumnos.

Analizando la materia de Temas selectos de filosofia ciencia y tecnologia:

Se wvuelve a repetir el tipo de patron que en el grupo de alumnos analizado
anteriormente. Aunque la reprueban una sola vez, el periodo o semestre aprobado esta

por encima del periodo o semestre donde tuvieron que haberla acreditado.

ery Browser - Connection: root@localhostz3306 [ tesisv?
File Edit WView Query Script Tools Window MySQL Enterprise  Help

. . . N . . =
L <) e | @ rarsacson (L) @ @D | DD

€ Resultset 3

- 1/SELECT * FROM vecesreprobada94 where cuenta in (687116652 ,087125270,0858003221,088218333,088
2land claveasignatura im (l14ls)and vecesreprobada=o0:
5
< >
cuenta pln_daae nombreasignatura claveasigna wecesreprobada | periodoaprobo laaproba
092180938 0326 TEMAS SELECTOS DE FIL. CIEMCIA Y TEC 14168 1 4 Sl
092314908 0386 TEMAS SELECTOS DE FIL. CIEMCIA Y TEC 1416 17 sl
093122621 0386 TEMAS SELECTOS DE FIL. CIEMCLA Y TEC 1416 1 7 sl
093334354 o381 TEMAS SELECTOS DE FIL. CIEMCIA Y TEC 1418 z NO
094238293 o412 TEMAS SELECTOS DE FIL. CIEMCIA Y TEC 1418 z MO
034503630 o412 TEMAS SELECTOS DE FIL. CIEMCIA Y TEC 14168 1 8 si
034523461 0412 TEMAS SELECTOS DE FIL. CIEMCIA Y TEC 14168 1 E]]
094557319 0381 TEMAS SELECTOS DE FIL. CIEMCLA Y TEC 1416 1 12 sl
034588282 0386 TEMAS SELECTOS DE FIL. CIEMCIA Y TEC 1418 3 MO
095163903 o412 TEMAS SELECTOS DE FIL. CIEMCIA Y TEC 1418 1 39 sl
095514736 0326 TEMAS SELECTOS DE FIL. CIEMCIA Y TEC 14168 z MO
035610618 0321 TEMAS SELECTOS DE FIL. CIEMCIA Y TEC 14168 z NO
095159109 0412 TEMAS SELECTOS DE FIL. CIEMCLA Y TEC 1416 1 6 sl
096127032 0412 TEMAS SELECTOS DE FIL. CIEMCIA Y TEC 1416 1 =1 k=1l
096193501 o412 TEMAS SELECTOS DE FIL. CIEMCIA Y TEC 1418 1 6 sl
097132372 o412 TEMAS SELECTOS DE FIL. CIEMCIA Y TEC 14168 z NO
09757EE48 0326 TEMAS SELECTOS DE FIL. CIEMCIA Y TEC 14168 17 ]|
097559374 0381 TEMAS SELECTOS DE FIL. CIEMCLA Y TEC 1416 1 MO
099543242 oa12 TEMAS SELECTOS DE FIL. CIEMCI& Y TEC 1416 1 9 k=1
400005715 o381 TEMAS SELECTOS DE FIL. CIEMCIA Y TEC 1418 4 NO
4000881 74 0326 TEMAS SELECTOS DE FIL. CIEMCIA Y TEC 14168 z MO
-

Figura 4.158. Andlisis de la materia Temas selectos de filosofia, ciencia y tecnologia.

Asimismo, es interesante y trascendente el hecho de que dicha materia pertenece al

grupo de materias del area de humanidades. Para la mayoria de los estudiantes, se hace
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relativamente sencilla acreditarla, ya que en muchos de los grupos es bien sabido que lo
unico que hay que hacer es cumplir con asistencia y tareas relativamente sencillas,
comparadas con la carga de trabajo de las demas materias dentro de nuestra area de

estudio.

La materia 1100 — Algebra, es una materia conocida por su alto indice de reprobacion y,
por ello, no es considerado el hallazgo de mayor trascendencia aunque siendo una

materia con seriacion si influye en el atraso curricular de los alumnos.

Estudiando la siguiente regla. Véase la figura 4.159.

SELECT * FROM alumnodesercion4 WHERE hareprobado > 40.500 AND periodos <=
19 AND periodos>9 AND deserto="SI";

;" MySQL Query Browser - Connection: root@localhostz3306 / tesisv?
File Edit View Query Script Tools Window MySQL Enterprise  Help

. . S L — _ s
L <) o | rersecion (D) @ Qo | O B DO O 60 D
€ Resultset 2 ®
- 1|SELECT * FROM alumnocdeserciond where hareprobade = 40.500 and periodos == 19

2|and pericdos=9% and deserto= ;

cuenta causa_ingreso pln_dgae plan creditos periodos | prirne
» 082134673 54 0365 1994 74 15 "~
086402721 54 0365 1994 248 16 -
058109543 54 0365 1934 45 13
088200585 54 0365 1934 27 139
028331021 54 0365 1994 173 1E
088351773 54 0365 1994 221 17
029183320 54 0365 1994 216 1E
029217205 54 0365 1994 161 15
0292216574 54 0365 1994 E3 15
089227356 54 0365 1994 93 14
0892741320 54 0365 1994 21 17
089373501 54 0365 1994 139 14
089395219 54 0365 1994 252 15
090109027 54 0365 1994 95 14
090172605 54 0365 1994 124 13
090198436 54 0365 1994 185 17
090220120 54 0365 1994 219 16
090235128 54 0365 1934 134 14
090238473 54 0365 1934 126 15
090265725 54 0365 1994 13 15
030270871 54 0365 1994 440 18
090335723 54 0365 1994 EGS 11 i
< >

Figura 4.159. Visualizacion de los datos obtenidos para la siguiente regla.

Se obtiene la grafica de Pareto para encontrar aquellas materias relevantes para la

desercion de este nuevo grupo de alumnos. Véase la figura 4.160.
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Figura 4.160. Diagrama de Pareto de las materias més reprobadas para este grupo.

Las materias que entran dentro del area del 80% de la grafica de Pareto son: 1100
Algebra, 65 Estatica, 1416 Temas selectos de filosofia ciencia y tecnologia, 24 Analisis

de circuitos eléctricos y 902 Teoria Electromagnética.

Analizando la materia de Estatica se tiene. Véase la figura 4.161.

» MyS0L Query Browser - Connection: root@localhostz3306 [/ tesisv2
File Edit Wiew Query Script Tools Window MySQL Enterprise Help

@ O @ Transacson () @ = Q- | @ 2

@ Resultset 4
|
- 1|SELECT * FROM vecesreprobada94 where cuenta in (052134673.086402721,.0868109543,056200585,088
2land claveasignatura im (55)and vecesreprobada=o;
el

<l 2
cuenta pln_dgas nombreasianatura claveasignatura vecesreprobada  periodoaprobo laaprobo i cuandoaprobo
095610221 0365 ESTATICA ES 5 MO o L5
095612313 0365 ESTATICA ES 2 B =1l 3
096162330 0365 ESTATICA ES 1 7 =1l 2
096519253 0365 ESTATICA ES 1 4 =1l 2
09655317 43 0365 ESTATICA ES 8 13 =1l =l
096555752 0365 ESTATICA =11 1 4 =1l 2
097163064 0365 ESTATICA ES 1 4 =1l 2
097322940 0365 ESTATICA ES 1 9 =1 2
0975694 26 0365 ESTATICA ES 2 N sl 4
097575524 0265 ESTATICA ES 1 3 Sl 2
098163474 0365 ESTATICA ES SN Sl 4
092518654 0365 ESTATICA ES 37 Sl 4 o=
098525993 0365 ESTATICA ES 2 6 Sl 3
099569628 0365 ESTATICA ES 2 8 Sl 3
094589461 0413 ESTATICA ES 1 4 Sl 2
094583076 0413 ESTATICA ES 3 MO o
094588921 0413 ESTATICA ES 2 12 Sl 3
094528718 0413 ESTATICA ES g8 1 Sl 9
034333262 0314 ESTATICA ES Z| 5 Sl 3
034362343 0413 ESTATICA ES 1 4 Sl 2
034291797 0413 ESTATICA ES 1 MO o
094274871 oE14 ESTATICA ES 104 =1l 2

Figura 4.161. Andlisis de la materia Estatica.
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Estatica es una materia impartida en Ciencias Basicas para todas las carreras y ésta, en
algunos casos, esta seriada con dos o mas materias. Lo trascendente y relevante es que
dicha materia tiene el mayor indice de reprobacion en la carrera de Ingenieria Civil y se

sabe que dicha materia para esta carrera es importante.

Por otra parte, se vuelve a repetir el patron de conducta con otras materias de Ciencias
Basicas: es reprobada varias veces y, a pesar de que es impartida en el segundo

semestre, se aprueba en semestres superiores al cuarto.

Analizando los datos de Andlisis de Circuitos Eléctricos y Teoria Electromagnética se

tiene (Figura 4.162):

# MySQL Query Browser - Connection: root@localhost=3306 / tesisv2
File Edit Wiew Query Script Tools Window MySQL Enterprise Help

§ - 5 o 3 3 ~ = = = =
f f r rarsemmen (L) [ ) comears | @D B S damh S Mo

@ Resultset 4

- 1/SELECT * FROM vecesreprebadagos4 where cuenta in (082134672 ,086402721,08810954 882 585 =]
zland claveasignatura in (2<)and vecesreprobadaro;
<
cuenta pln_dgae | nombreasignatura claveasignatura wecesreprobada | periodoapro... | laaprobo cuandoaprobo
037220743 0408 AMALISIS DE CIRCUITOS .. 24 5 @ Ell 7 o
097221166 0408 ANALISIS DE CIRCUITOS 24 2 13 E]l 3
097222163 0408 ANALISIS DE CIRCUITOS 24 113 £l 2
097226192 0408 AM&LISIS DE CIRCUITOS 24 2 a Ell 3
OS7TEE7I S 0408 AMALISIS DE CIRCUITOS .. 24 4 @ Ell 5
0981 09148 0408 ANALISIS DE CIRCUITOS 24 2 1z E]l 3
09851 2205 0408 ANALISIS DE CIRCUITOS 24 3 =8 £l 4
09901 8102 0408 AM&LISIS DE CIRCUITOS 24 2 10 Ell 3
0951 40085 0408 AMALISIS DE CIRCUITOS .. 24 2 1z Ell ]
099577115 0408 ANALISIS DE CIRCUITOS 24 2 13 Ell 3
402095543 0408 AMALISIS DE CIRCUITOS 24 13 Bl 2
030031085 0413 AMALISIS DE CIRCUITOS .. 24 z MO o
094588921 0413 ANALISIS DE CIRCUITOS 24 1 MO o
094523313 0413 AMALISIS DE CIRCUITOS 24 2 MO o
094362943 0413 AMALISIS DE CIRCUITOS 24 112 Bl 2
OS7TEE9595 oz AMALISIS DE CIRCUITOS .. 24 2 1z Ell =
097508421 o811 ANALISIS DE CIRCUITOS 24 11z E]l =
095617129 0813 AMALISIS DE CIRCUITOS 24 17 Ell 2
093300010 0413 AMALISIS DE CIRCUITOS 24 4 MO o
095201566 0413 AMALISIS DE CIRCUITOS .. 24 z MO o
092143511 o811 ANALISIS DE CIRCUITOS 24 113 E]l =
092319439 0413 AMALISIS DE CIRCUITOS 24 2 MO o

Figura 4.162. Andlisis de la materia de Andlisis de circuitos eléctricos.

La materia de Analisis de Circuitos Eléctricos solo es impartida para los alumnos que
pertenecen a la division de la DIE en el sexto semestre. En la mayoria de los casos,
estos alumnos llegaron a aprobarla en periodos posteriores al especificado en el plan de
estudios. Por otra parte, cabe resaltar que la mayoria de ellos pertenecen a la carrera de

Ingenieria en Computacion (figura 4.163):

Para el caso de la carrera Ingenieria Eléctrica Electronica se imparte en el sexto

semestre. No es una materia seriada, pero como se puede observar en la figura 4.163, la
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mayoria de estos alumnos no pudieron acreditarla y la mayoria de estos la cursé dos
veces.
Las materias de Algebra y Temas selectos de filosofia ciencia y tecnologia, ya no seran

estudiadas en este grupo de alumnos, ya que ya han sido estudiadas con anterioridad.

File Edit Wiew Query Script Tools Window MySQL Enterprise  Help

- O | @ Transscvon (L) &) =v=n (g compare

€
&
i
ok
12}
B
i
i
:
5
&
il
i

€ Resultset 4

- 1/SELECT * FROM vecesreprobadaS4 where cuenta in
2land claveasignatura in (592)}and vecesreprobada
s

< >
cuenta pln_dgae | nembreasignatura claveasignatura | wecesreprobada | periadoaproba | laaproba cuandoaprobo
095201566 0413 TEORIA ELECTROMAGME... 902 2 MO o| &
093248273 0413 TEDRIA ELECTROMAGME 30z 2 MO ]
095190143 0413 TEDRIA ELECTROMAGME 30z 2 MO ]
095154589 0413 TEORIA ELECTROMAGME a0z 3 MO o
092254564 0413 TEORIA ELECTROMAGME a0z 2 12 =] 3
091349363 0811 TEORIA ELECTROMAGME... 902 1 10 sl 2
091067687 0811 TEORIA ELECTROMAGME... 902 11 sl 2
092195857 0413 TEORIA ELECTROMAGME... 902 11 =] 2
092004227 0814 TEDRIA ELECTROMAGME 30z 1 10 sl 2
051353454 0413 TEORI4 ELECTROMAGME 302 2 MO o
098228481 o812 TEORIA ELECTROMAGME a0z 3 15 =] 4
091324598 0413 TEORIA ELECTROMAGME a0z 2 MO o
091244976 0413 TEORIA ELECTROMAGME... 902 2 MO ]
095110682 0814 TEORIA ELECTROMAGME... 902 11 sl 2
031000673 1096 TEDRIA ELECTROMAGME 30z 11z sl 2
098521744 0813 TEDRIA ELECTROMAGME 30z 2 MO ]
090256152 0413 TEORIA ELECTROMAGME a0z 1 M=} o
090223190 0413 TEORIA ELECTROMAGME a0z 2 MO o
0390218862 0413 TEORIA ELECTROMAGHNE 902 2 HO o
090154618 0413 TEORIA ELECTROMAGME... 902 1 MO ]
090050922 0413 TEORIA ELECTROMAGME... 902 1 14 sl 2
030051438 0413 TEDRIA ELECTROMAGME 30z 2 MO ]
nann=1nas nat= TFEMNRIA FI FCTROMMAGME an® =l L A1n} n ety

Figura 4.163. Analisis de la materia Teoria electromagnética.

Arbol de decision.

El arbol de decision es de los mas utilizados en el estudio de la Mineria de Datos; lo
anterior debido a su facilidad de uso. En la figura 4.164 se mostrara la construccion del

Arbol de Decision y en la figura 4.165 se mostrara el modelo del mismo.

&% RapidMiner@medus (arbol_de_desicionaaml)

Eile Edit Miew Process Toals Help

M B s

=3 Operator Tree

bE ¥ 4

Comment & Mew Operator

fy @ @

Parameters

B =@ Root |data_file CiUsersichiguisiClaudistalumnoddesercior
Process
| lahel_attribute desero
id_attribute cuenta
= % Hvalidation |weight_attribute
Hualidation |
- | datamanagement double_array
DecisionTree |
¥ DecisionTree |decimal_point_character
g =@ OperalorCham | sample_ratio 1.0
OperatorChain |
| [ -1
Modelspplier .samp 9L
¥ Modelpplier local_random_seed -1

Ferformance
Ferformanse
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Figura 4.164. Construccion del &rbol de decision.

4 RapidMiner@roxana

Eile Edit ¥ew Process Tools Help

o) = - Lk [5.]
PRUBE 3 S ¥y - om0 @
+ Decision Trea A Data Tahle
() Test Wiew
plan
i‘@ '\:}. > 1aas = 10
X )
generacion terminomaterias
= 2001 > 2001 =5l =NO
A terminomateria: periodos NE; 3l
= B
| & =NO =S > 14500 <= 14500
si NO sl T
<=0 =0
Tree hd - -
generacion generacion
Mode Lahels = 2= 2008500 = 2002 = 2002
LIF El terminomateria: haaprabada
Edge Labels e
=NO =S -1 =1
Save Image periodos e generacion 09
— [i=—]
= 8500 650 =208 »2008
Help NO H] LR NO
»2 <=2
= sl
generacion
<= 2007500 00
5| NO

Figura 4.165. Arbol de decision en Rapidminer.

Agregando el operador Tree2RuleConverter, se puede convertir el arbol en texto. Con
dicho cambio, se pueden visualizar mejor las reglas. Este operador no fue agregado al
Arbol Random Forest (Bosque Aleatorio), ya que éste al generar varios arboles, no es

compatible con dicho operador (figura 4.166).

Eile Edit ¥iew Process Tools Help
ROHE S o
=3 Operator Tree [ Parameters

a _a Raoot

Fropess

"
>

ek

bR ¥

@ New Operator

- om G

=)L Comment

keep_example_set

; AMExampleSource
ArffExampleSource

. validation
& %XVAluastuon

) DecisionTree
¥ DacisionTree

OperatarChain
B -c OperatarChain

) ModelApplier
< Modelspplier

_Zi Performance
i/

Perfarmance

Figura 4.166. Agregando el operador Tree2RuleConverter.
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A continuacion se muestra parte del arbol obtenido en texto. Para verlo completo véase

el anexo al final de este documento.

RuleModel

if plan <= 1994 and terminomaterias = NO then SI (7066 / 191)

if plan <= 1994 and terminomaterias = SI then NO (0 / 1738)

if plan > 1994 and generacion <= 2001 and terminomaterias = NO
then SI (437 /7 8)

if plan > 1994 and generacion <= 2001 and terminomaterias = SI then NO
(0 /7 134)

if plan > 1994 and generacion > 2001 and periodos <= 14.500 and
creditos <= 0 and generacion <= 2,008.500 then SI (278 / 49)

correct: 21171 out of 22460 training examples.

Evaluando el modelo.
Por medio del operador Performance se evaluard el desempefio del modelo generado.

Véase la figura 4.167:

@ RapidMiner@medus (arbol_de_desicion.xml)
File Edit ¥iew Process Tools Help

RMUE@ER S O &@af p ¥ &

# Perfarmancevector ¢ Decision Tree 4 Data Table
Criterion Selector

#! Tahle Wiew Plot Wiew

precision: 92.77% +i. 0.51% (mikro: 92.77%) (positive class: NO)

true Sl trug MO class precisio
pred. 51 7934 278 96.61%
pred. MO 1030 13218 92.77%
class recall 88.51% 97.94%

Figura 4.167. Evaluacion del modelo por parte del operador Performance.

Los resultados de precision (precision), exactitud (accuracy) y la AUC (Area under

curve) son los siguientes:

Precision: 92.77% +/- 0.51 % (mikro: 92.77%)
classification_error: 0.97% +/- 0.12% (mikro: 0.97%)
correlation: ©.934 +/- 0.008 (mikro: ©.934)

Y la tabla de la matriz de confusion es la siguiente:

true NO true SI class precision

pred. NO 7934 278 96.61%
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pred.SI 1030

class recall 88.51%

13218 92.77%

97.94%

También se obtiene la grafica de analisis de ROC (Received Characteristic Operator).

Figura 4.168.

&% RapidMiner@medus (srbol_de desicionxmil)

Eile Edit ¥iew Process Tools Help
B ] = .
gy | L ale

% Performancevector

> m

- g

3 DataTable

]

e ]
« Decision Tree

| Crii“erinn Selectar | ol
AUC: 0.913 +/- 0.008 {mikro: 0.913) (positive class: NO)
accuracy |

precision
recall
AUG

==ROC ==ROC (Thresholds)

At

1.0

"2

oo

08 -

0.7 -

0.6 -

0.5 -

04+

03

0.2

0.1

0.0

Figura 4.168. Gréfica de analisis ROC.

Visualizacion e interpretacion del modelo.

Como se puede observar, este arbol arrojo

del nuevo plan de estudios 2006 y que en

reglas donde los que sobresalen son datos

la mayoria de ellos corresponde a la no

desercion pero, a pesar de ello, se enfocara a las reglas sobre desercion.

Como en el arbol de Random Forest,

se seleccionaran aquellas reglas mas

trascendentes, es decir las que contengan mayor nimero de incidencias.

Se aplica la primera regla de este nuevo arbol en MySQL Query Browser (figura 4.169).

SELECT * FROM alumnodesercion4 WHE

RE plan > 1994 AND generacion <= 2001

AND terminomaterias = '"NO" AND deserto ='Sl";
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Browser - Connection: roo

localhost:3306 /

File Edit WView Query Script Tools Window

@ 9 v

MySQL Enterprise

Transacticn @
Resultset 2

Help

W Explain

&gy compare

O & & & £ &

- | 1|SELECT * FROM alumnodeserciond where plan = and generacion == 2001 and terminomateria
zland deserto ='=i :
<5 | X
ditos periodos | primerperiodo ultimoperioda generacion deserto terminom. .. promedio hareprobado haaprobado
a5 17 19932 20082 1933 =1 MO 774 11 38~
138 16 200032 20082 2000 =1 MO E.50 3E 158
184 16 20002 20082 2000 5l NO E.71 3z 2
20 10 20012 20021 2001 sl NO 7.20 22 4
176 16 19932 20082 1933 sl NO E.ES 1 20
59 10 20002 20061 2000 sl NO 711 8 7
321 15 20002 20082 2000 sl NO 210 13 e}
324 19 1999 20082 1939 sl NO 773 13 39
199 13 20002 20082 2000 Sl NO 735 22 23
204 17 20002 20082 2000 Sl NO 7.44 27 36
74 19 19992 20081 1993 Sl NO £.90 21 9
a0 14 20002 20082 2000 sl NO 6.92 23 9
227 13 2002 20082 2001 sl NO 7.48 27 27
a8 9 20012 20081 2001 5l NO E.63 17 11
337 17 20002 20032 2000 5l NO 773 14 40
23 15 20z 20082 2001 5l NO 735 139 27
185 15 20001 20082 2000 =1 MO 770 12 22
308 19 139982 20082 1938 =1 MO E.93 32 37
128 16 19932 20082 1933 =1 MO E11 a3 15
201 16 19932 20071 1933 =1 MO 770 27 24
360 18 19982 20081 1938 =1 MO 7.28 21 42
103 16 20012 20082 2001 =1 MO E.EO 47 13 &8
<5 | >
437 rows fetchad in 0.0723s (0.0550s) || # Edn | | ” > Last | P seanch

1:

1

Figura 4.169. Visualizacion de los datos de la regla obtenida.

Obteniendo la grafica de Pareto (figura 4.170):
Las materias mas significativas en esta seleccion fueron la 1100 (Algebra), 1402

(Hidraulica Bésica), 1209 (Dibujo Mecanico e Industrial), 1547 (Dinamica de Sistemas

Fisicos), 1654 (Dispositivos y Circuitos Electronicos).
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Figura 4.170. Diagrama de Pareto de las materias méas reprobadas para este grupo.

Analizando los datos de Hidréaulica Basica.

Es una materia que se imparte para los alumnos de Ingenieria Civil plan 2006 en el
quinto semestre, y que esta seriada con otras dos para sexto semestre. Asimismo se
puede observar que, aunque la mayoria de los alumnos que aprobaron esta materia, lo
hicieron hasta después de una ocasion por lo que es relevante el atraso de dicha materia

al estar seriada con otras dos materias. Véase la figura 4.171.
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ery Browser - Connection: root
File Edit Wiew Query Script Tools Window MySQL Enterprise Help

) © | @ Tranacin () @D == @ | O =
& Resultzet 4
|
- 1[SELECT * FROM vecesreprobada where cuenta in
2|and claveasignatura in (1402);
<3| () 2
cuenta pln_dgae | nombreasignatura claveasignatura wecesieprobada | periodoaprobo laaprobo cul
095144232 1182 HIDRAULICS BASICA 1402 1 20061 sl E
035155775 1182 HIDRAULICS BASICA 1402 5 MO
035181556 1182 HIDRAULICS BASICA 1402 3 [}
035190480 1182 HIDRAULICS BASICA 1402 1 sl
095212607 1182 HIDRAULICS BASICA 1402 4 sl
035220644 1182 HIDRAULICS BASICA 1402 a HO
095222552 1182 HIDRAULICS BASICA 1402 1 sl
035227014 1182 HIDRAULICS BASICA 1402 2 sl
035282378 1182 HIDRAULICS BASICA 1402 1 sl
036010932 1182 HIDRAULICS BASICA 1402 2 sl —
036028216 1182 HIDRAULICS BASICA 1402 3 sl
03607853 1182 HIDRAULICS BASICS 1402 1 MO
036130052 1182 HIDRAULICS BASICA 1402 a NO
036148264 1182 HIDRAULICS BASICA 1402 1 i
036197286 1182 HIDRAULICA B&SICA 1402 1 1
096278019 1182 HIDRAULICS BASICA 1402 1 S|
096286536 1182 HIDRAULICS BASICA 1402 1 S|
096291054 1182 HIDRAULICS BASICA 1402 2 S|
096384815 1182 HIDRAULICS BASICA 1402 2 MO
096406063 1182 HIDRALULICS BASICA 1402 3 S|
096414299 1182 HIDRAULICS BASICA 1402 3 S|
L Damiamss 1182 HIDRALULICS BASICA 1402 2 | mo 5
74 rowes ferched in 0.0867 (0.15565) [[ o o | [ i w L=st | P seanch

Figura 4.171. Andlisis de la materia Hidraulica béasica.

Analizando los datos de dibujo Mecénico e Industrial (figura 4.172).

Esta materia se imparte a las carreras de Ingenieria Industrial, Mecanica y Mecatronica.

File Edit Wiew Query Script Tools Window MySQL Enterprise Help

@ O @ Transacson () @ = Q- | @ o
g Resultset 4

- l L[SELECT * FROM vecesreprobada where cuenta in (083 2,094161518,09508
2land claveasignatura in (1209} ;

@) >

cuenta pln_dgae nombreasignatura claveasignatura vecesieprobada | periodoaprobo laaprobo
! 094001459 1218 DIBUJO MECAMNICO E INDUSTRIAL 1209 2 20081 =1

096108138 1218 DIBUJO MECAMNICO E INDUSTRIAL 1209 1 = MO
096237331 1218 DIBUJO MECAMICO E INDUSTRIAL 1209 1 =1
097130309 1218 DIBUJO MECAMICO E INDUSTRIAL 1209 1 =1
097217550 1218 DIBUJO MECAMICO E INDUSTRIAL 1209 2 =1
098156702 1218 DIBUJO MECAMICO E INDUSTRIAL 1209 1 =1
098188286 1218 DIBUJO MECAMICO E INDUSTRIAL 1209 2 MO
033197523 1218 DIBUJO MECANICO E INDUSTRIAL 1209 2 ND
0933293683 1218 DIBUJO MECAMICO E INDUSTRIAL 1209 2 MO
033327737 1218 DIBEUJO MECANICO E INDUSTRIAL 1203 1 ND

Figura 4.172. Andlisis de la materia Dibujo mecanico e industrial.

En esta materia, los alumnos que se atrasan fueron inicamente los Ingenieros mecanicos

y fueron nuevamente los que cambiaron de plan de estudios. Cabe resaltar que dicha
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materia se revalidé por la materia de Analisis Grafico por lo que estos alumnos no

pudieron aprobar esa materia ni tampoco la de Dibujo Mecanico e Industrial.

Analizando los datos de Dindmica de Sistemas Fisicos y Dispositivos y Circuitos
Eléctricos (figura 4.173).

La materia de Dinamica de Sistemas Fisicos en el plan 2006 Gnicamente se imparte a
los alumnos de la carrera de Ingenieria eléctrica electronica en el quinto semestre y esta

seriada con una materia del sexto semestre.

La materia de Dispositivos y Circuitos Eléctricos se imparte a las carreras de Ingenieria
en Computacion y Eléctrica Electronica en el sexto semestre, la segunda tiene una

seriacion con otras dos materias para el séptimo semestre.

;' MySQL Query Browser - Connection: root@localhost:3306 / tesisv2
File Edit Wiew Query Script Tools Window MySQL Enterprise  Help

. . . B \ \ &
& O | @ — ] @ == @ o | @ & O O B O dB

@ Resultset 4

- 1|SELECT * FROM wecesreprobada where cuenta in (052337145 ,092192970,093220442 24181818 EEE=E
2land claveasignatura im (1547 ,1654);

< >
cuenta pln_dgae nombreasignatura claveaszignatura wecesreprobada  periodoaprobo laaprobio cuandoaprobo
034142253 1185 DISPOSIT. v CIRCLITOS EL... 1654 1 NO il
036286472 1138 DISPOSIT. v CIRCLITOS EL... 1654 1 NO u]
096294141 1189 DISPOSIT. v CIRCLITOS EL.. 1654 1 NO u]
096336814 1187 DINAMICA DE SISTEMAS FIL.. 1547 1 NO u]
097164258 1189 DIMNAMICA DE SISTEMAS FL.. 1547 1 20072 sl 2
092044870 1189 DINAMICA DE SISTEMAS FIL.. 1547 1 NO u]
098058651 1186 DIMNAMICA DE SISTEMAS FL.. 1547 4 NO u]
098058651 1186 DISPOSIT. v CIRCLITOS EL... 1654 1 NO [u]
092069510 1188 DIMNAMICA DE SISTEMAS FL.. 1547 1 NO u]
098236909 1185 DINAMICA DE SISTEMAS FIL.. 1547 1 NO [u]
098250635 1186 DISPOSIT. v CIRCLITOS EL.. 1654 1 20071 sl 2
098324033 1187 DIMNAMICA DE SISTEMAS FIL.. 1547 1 20072 Sl 2
099567198 1185 DISPOSIT. v CIRCLITOS EL.. 1654 1 20081 Sl 2
401003642 1186 DIMNAMICA DE SISTEMAS FIL.. 1547 1 NO [u]
401090569 1186 DISPOSIT. v CIRCLITOS EL.. 1654 2 NO u]
095003542 1184 DIMNAMICA DE SISTEMAS FIL.. 1547 1 20072 Sl 2
0952658085 1184 DIMNAMICA DE SISTEMAS FL.. 1547 1 NO u]
0952658085 1184 DISPOSIT. v CIRCLITOS EL... 1654 1 NO [u]
096221462 1184 DIMNAMICA DE SISTEMAS FL.. 1547 1 NO u]
096268542 1184 DIMNAMICA DE SISTEMAS FIL.. 1547 1 NO [u]
096292185 1184 DIMNAMICA DE SISTEMAS FL.. 1547 1 20072 Sl 2

— na7zaae7aA 1104 MULIARAIEA ME CISTERAAS FI 1547 el i | ATy >r| o

Figura 4.173. Analisis de las materias Dispositivos y circuitos eléctricos y Dindmica de sistemas fisicos.

Para los alumnos de Ingenieria en Computacion no tiene gran trascendencia la materia
de Dispositivos y Circuitos Eléctricos ya que no son muchos los casos que se
encontraron dentro de estos alumnos. Pero los alumnos de Ingenieria Eléctrica si tienen
problemas ya que estas dos materias al reprobarlas, representan un verdadero atraso en

su carrera puesto que las dos tienen seriacion con dos mas.
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Estudiando la siguiente regla (véase la Figura 1.174):

SELECT * FROM alumnodesercion4 WHERE plan > 1994 AND generacion > 2001 AND
periodos <= 14.500 AND creditos <= 0 AND generacion <= 2008 AND deserto="SI";

* MySOL Query Browser - Connection: root@localhostz3306 / tesisv2
File Edit Wiew Query Script Tools Window MySQL Enterprise Help

L <%} [ &) & 7'2"52““"‘0 @) Bwlsin g ) Compare e e R e R b Rl e

& Resultset 1

- 1[SELECT * FROM alumnodeserciond where plan = 1554 and generacion = 2001 and
z|pericdes == 12.500 and credites == 0 and generacion == 2005 and deserto= :1

< >

cuenta causa_ingreso pln_dgae plan | credi periodos | primerperiodo ultimoperiodo generacion deserto terminc|
» 00157574 =) 1121 20085 o 3 20042 20052 2004 Ell MNC

20200753230 54 1121 20085 o 3 20081 20071 2006 =l NC
202701458 =53 1121 20085 o 1 20081 20061 2005 Ell MNC
303612999 =153 1121 20085 o 2 20081 20052 2006 =l MNC
40E020532 =53 1121 20085 o 1 20081 2001 2006 Ell MO
407004678 =153 1121 20085 o 2 20071 20072 2007 =l MO
40703234021 =53 1121 20085 o 2 20071 20072 2007 Ell MO
303304461 54 1181 2005 o 1 20021 20021 2003 Sl MC
303635808 56 1181 2006 a 2 20081 20052 2008 51 NC
30401 4363 54 1181 2006 a 1 20081 20081 2008 =1l NC
305082332 54 1181 2006 o 2 20081 20052 2008 51 NC
408063535 56 1181 2006 a 1 20081 20081 2008 =1l HNC
408070076 56 1181 2006 o 1 20081 20081 2008 51 HC
031342814 54 1182 2006 a 3 20041 20061 2004 =1l HNC
03801 7E62 E7 1182 2006 o 2 20061 20071 2006 =1l MNC
039237868 54 1182 2006 a 1 20071 20071 2007 =1l MNC
300058743 54 1182 2006 o 2 20071 20021 2007 =1l MNC
300719547 56 1182 2008 o 3 20071 20021 2007 sl NC
301035312 54 1182 2008 o 3 20081 20072 2008 1l NC
302002346 54 1182 2008 o 3 20081 20071 2008 sl NC
302101614 54 1182 2008 o 2 zo0g81 20062 2008 sl NC
302156944 54 1182 2008 o 4 20081 20072 2008 sl MNC

< >

278 rows ferchad in DL0677s {D.0667s) # Edn | L=t | P S=anch

Figura 4.174. Visualizacion de los datos para la siguiente regla.

Se realiza el procedimiento para obtener el nimero de cuenta para visualizar el historial

de los alumnos (figura 4.175):

Lo trascendente al obtener el historial de estos alumnos fue encontrar que no tenian

ninguna materia aprobada.
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ery Browser - Connection: root@localhostz3306 [/ tesisv2

File Edit Wwiew Query Script Tools Window MySQL Enterprise Help

. — . _ - 9
e | @ rarsecson (L) @) = (@) comeee | @D S R R o R AR

© Resultset 2

- 1|SELECT * FROM historias where cuenta im (3200157574.302007530,302701455,30361899%.,408020532L
< >

CLUEMNTA PLAM... CAaRRERA PLN_DGAE Causs INMGRESO ASIGMNATURA FPERIODO CALIFIC... GRUPO
» 083572115 o1 117 1223 58 e 20071 MNFE 1105 |~

083572115 o1 117 1223 58 1100 20071 MNFE anos

083572115 o1 117 1223 58 110z 20071 NF ao1g

083572115 011 117 1223 58 1108 20071 MNF o013

083572115 o1 117 1223 58 1112 20071 MNFE [alug =4

084161055 o1 1039 1184 54 1100 20081 NF 1143

084161055 011 103 1184 54 1102 20081 MNF 1166

084161055 o1 108 1184 54 1107 20061 MNFE 1120

084161055 o1 109 1184 54 1108 20061 MNFE 1147

084161055 o1 1039 1184 54 1109 20081 NF 1110

030240236 011 110 1130 E4 1100 20081 MNF 1142

090240236 o1 110 11490 E4 1102 20061 MNFE 1154

090240236 o1 110 1130 B4 11o7 20081 NF 11139

030240236 011 110 1130 E4 1108 20081 MNF 1148

030240236 011 110 1130 E4 1103 20081 MNF 1111

091342814 o1 107 1182 54 1100 20041 a5 1128

091342814 o1 107 1182 54 1100 20042 NF ooz

091342814 011 107 1182 54 1107 20041 MNF 1110

091342814 o1 107 1182 54 1107 20042 MNFE anzz

091342814 o1 107 1182 54 15068 20081 NF ooos

0913242214 o011 107 1182 54 1714 20081 MNF ooo04

095376247 011 115 1218 58 1100 20071 o5 o040 Nt
< >
1524 rows ferched in 1,3505s (2.0210s) # Edn M Lzt | P Seacch

Figura 4.175. Viualizacion de historiales.

Se obtendra la grafica de Pareto para visualizar las materias mas trascendentes en el

indice de reprobacion de estos alumnos (figura 4.176):
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Figura 4.176. Diagrama de Pareto para las materias mas reprobadas para este grupo de alumnos.

Las cuales son 1100(Algebra), 1102(Geometria Analitica) y la 1112(Computacion para

ingenieros)
De la consulta que se realizd en vecesreprobada, se pudo observar que todas las

materias pertenecian a la Division de Ciencias Basicas y a no mas del tercer semestre.

Véase Figura 4.177.
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# MySQL Query Browser - Connection: root@localhost: 3306 / tesisv2
File Edit View GQuery Script Tools Window MySQL Enterprise Help

o | @ Tearsscon (D) @ - @ o | @ D D D D £
@ Resultset 4

- 1|SELECT * FROM vecesreprobada where cuenta in (308157574,302007530.,302701458,303618999,406€

<
cuenta plin_dgas | mombreasianatura claveasignatura | vecesreprobada | periodoaprobo | laaprobo cuandoaprobo

» W =00157ST4 11e ALGEBRA 1100 O o
300157574 11el CINEMATICA ¥ DIMNAMICES 56 NO o
300157574 11e1 CULTURA Y COMUNICACION 1107 NO o
302007530 11e ALGEBRA 1100 NO [:}
302007530 11e1 CalCULO DIFEREMCIAL 1108 NO o
302007530 11E DIELIO &1 NO [:}
302007530 11e GEOMETRIS AMNALITICA 1102 NO o
202007630 11& SISTEMAS DE COORDENADAS 1313 MO o
302007530 11e TOPOGRAFLS | 1111 NO o
302701458 11e1 ALGEBRA 1100 MO o
302701458 11e CALCULO DIFEREMCIAL 1108 NO o
302701458 11e1 DIBLIO &1 MO o
302701458 11E GEOMETRIAS AMNALITICA 110z NO =}
302701458 11el TOPOGRAFLE | 1111 NO o
BOZI04461 11 ALGEBRA 1100 MO =}
303304461 11el CaLCULO DIFEREMCIAL 1108 NO o
S033I04461 11e DIBUIO &1 O o
303304461 11el GEOMETRIA ANALITICA 1102 NO o
303304461 11e1 TOPOGRAFLA | 1111 NO o
302619999 11e ALGEBRA 1100 NO [:}
303618999 11e CalCULO DIFEREMCLAL 1108 NO o
302613999 11 DIELIO &1 MO o-

< >

1457 rows fetched in 0.1647s (0.17155) & Edit > Last | O Seacc

Figura 4.177. Visualizacion de la tabla vecesreprobada.

La regla indicd, por el rango de generaciones menores a la 2001, que se trataba de
alumnos que se habian cambiado de plan de estudios. Al realizar el andlisis de sus
historiales y no encontrar materias aprobadas, se puede deducir que tampoco en el plan
anterior habian aprobado ninguna materia ya que al hacer cambio de plan, se les

revalidaban las materias aprobadas.

Desafortunadamente, estos alumnos ni con el cambio de plan de estudios pudieron

obtener resultados satisfactorios en su carrera.

Por ultimo, se aplicara la regla mas representativa de los alumnos que no desertan

(figura 4.178):

SELECT * FROM alumnodesercion4 WHERE plan > 1994 AND generacion > 2001 AND
periodos <= 14.500 AND creditos > 0 AND generacion > 2002 AND haaprobado > 1 AND
deserto ='NO";
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MySOL Query Browser - Connecti oot@localhostz3306 /
File Edit Wiew Query Script Tools Window MySQL Enterprise Help

@ Q| @ Trersscion () @ - Q- | @ o
© Resultset 1

- | 1|SELECT * FROM alumnocdesercicond where plan = 1 and generacion = 2001 and
2/periodos == 14.500 and creditos = @
sland generacion = 2082 and haaprobade = 1 and deserto =

< | >
cuenta causa_ingreso | pln_dgae plan creditos periodos | prime

p 092206232 =] 11 2006 178 11 i
096273980 =] 11 2006 216 11 mm
096285664 =] 11 2006 340 11
097252155 =] 11 2006 146 9
097295376 2] 1181 2006 100 11
097343321 B3 1181 2006 130 1z
038022702 E2 1181 2006 2E3 12 =
098053036 E2 1181 2006 278 11
038105669 E2 1181 2006 113 11
098191675 E2 1181 2006 20 11 :
098216534 E¥ 1181 2006 2E0 F
098228546 EZ 1181 2008 72 12
0928252495 E7 111 2008 el 7o
098264193 =] 111 2006 30 8
098291892 =] 11 2006 149 1z
099033543 =] 11 2006 290 1z
099055495 56 11 2006 1a 5
099137483 =] 11 2006 118 10
093134882 2] 1181 2006 210 1z
093200053 E7 1181 2006 130 5
039311159 E2 1181 2006 322 12 =
099327534 54 1181 2006 18 5

£ | )

10477 rows fetched in 0.7031s (0.0352s) || # Edn | | || | > Lest | P sasch

Figura 4.178. Visualizacion de los datos de la regla de los alumnos que no desertan.

El promedio mas significativo para este grupo de alumnos es de 7 a 8. Existen
promedios superiores o inferiores al mismo, pero la mayoria de ellos se concentra

dentro de este rango (figura 4.179y 4.180).
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Figura 4.179. Diagrama de Pareto del promedio de los alumnos que no desertan.
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Figura 4.180. Gréfica de promedios por frecuencia.

5.29 5.80 6.14 6.40 6.62 6.83 7.05 7.25 7.45 7.65 7.85 8.07 8.27 8.47 8.67 8.87 9.09 9.29 9.49 9.69

También se realizan la grafica de Pareto y la grafica de frecuencias para el atributo de

hareprobado (figuras 4.181y 4.182):

Frecuencia

12 000~
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9 1012111314 151617 1819 2021 232225 242629 28 27 30 31 33 3234 38 3640 3537 42 48 41 3947

hareprobado

Figura 4.181. Diagrama de Pareto para el atributo hareprobado.
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Figura 4.182. Gréfica del atributo hareprobado por frecuencias.

En esta grafica se puede observar que la mayoria de estos alumnos tienen pocas
materias reprobadas. En la grafica de Pareto dentro del 80% de los casos mads
trascendentes se muestra que a lo mucho reprueban 14 materias la cual indica un poco
mas de 3 semestres de atraso. Aun asi pueden seguir adelante sin ningin problema para

lograr terminar sus estudios.

En este caso se puede concluir que, para que un alumno tenga €xito para terminar sus
estudios, debe tener un promedio superior a 7 y tener a lo mucho atraso en materias
reprobadas de no mas de 14 materias ya que existen materias con seriaciéon que pueden
aumentar dicho atraso y que ocasionard que se termine el tiempo establecido para

reinscripcion lo cual hace que se desaliente el alumno a seguir adelante.

Tal vez se podra decir que dicha informacion no resulta novedosa e interesante ya que
es obvio tener un buen promedio para poder terminar la carrera. Pero si se compara a
estos alumnos con los que desertaron, se encontrara que ellos reprueban mas de dos
ocasiones una materia y que no en una sola de ellas se presenta este comportamiento.

Vease Figura 4.183.
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# MySQL Query Browser - Connection: root@localhost: 3306 / tesisv2
File Edit Wiew Query Script Tools Window MySQL Enterprise  Help

S 3 N _ S S &
& & | @ ranszcien (L) g Eel=in (g ) cempars O 4 A ah @ @ al

@ Resultset 1

- 1[SELECT * FROM vece=sreprobada where cuenta in (052206232.0562739680.096265664.097252155.09729

< >
cusnta pln_dga= nombreasignatura claveasignatura wecesreprobada | periodoaprobo laaprobo
099328120 1181 GEOMETRIA AMNALITICA 1102 o zooe1 =l e
099328120 1181 CULTURA Y COMUMNICACION 1107 a 20031 =1
033328120 1181 CALCULO DIFERENCIAL 1108 o 20031 sl
033328120 1131 CALCULDO INTEGRAL 1207 0O 20042 =1
033328120 1181 ECUACIONES DIFERENCIALES 1306 o 20051 sl
099328120 1181 FOTOGRAMETR1A | 1311 o zoos1 Ell
099328120 1181 GEOLOGIA Y GEOMORFOLOGIA 1542 a 20082 =1
093328120 1181 FOTOGRAMETRILA I 1638 0 zoosz s
099328120 1181 DieLI0 =3] o zoo7A =l
093328120 1181 ESTaTICA B5 o 20071 s
099328120 1181 CINERMATICA Y DIMARMICS, [=15] o zo0s1 Ell
300011652 1131 CULTURA Y COMUMNICACION 1107 a 2007z =1
300011652 1181 TOPOGRAFLA | 1111 0 20081 sl
200011652 1121 TOPOGRAFLA 1 1202 o zooez =1
200011652 1181 FOTOGRAMETRIA | 1311 o 20071 =1
300011652 1181 FUNDAMENTOS DE GEODESLA 1417 o0 zoosz s
300011652 1181 FOTOGRAMETRIA N 1638 o zoos =1
300034006 1181 ALGEBRA 1100 o 20071 s
300034008 1181 CULTURA Y COMUNICACION 1107 o zoos1 Ell
200034006 1181 TOPOGRAFLA | 1111 a 20071 =1
300034006 1181 COMPUTACION PARA INGENIEROS 111z o zoo7z sl

—~ =nnn2anne 1191 TNPNRERAFS 1 17n= N onnFe T b

38729 rows fetched in 1.7637s (0.1216s) & Edn Bl Last | S Search

.- 1

Figura 4.183. Visualizacion de la tabla vecesreprobada.

También se observa que los alumnos que cambiaron de plan de estudios tenian el mismo
patron de conducta manteniéndose dentro de los rangos de promedio y de materias

reprobadas de tal forma que pudieran concluir todas las materias.

Conclusiones del capitulo cuatro

En el capitulo cuatro se realizo la parte practica del estudio, cuya tarea fue ardua desde
el principio (recoleccion y limpieza de los datos, generacion de vistas minables),
pasando por la busqueda y evaluacion e interpretacion de los modelos. Asimismo se
muestran las dificultades que se presentan al momento de realizar la limpieza y qué
decisiones se tomaron para resolverlas, como se acomodaron los datos y la importancia
de programar procedimientos como un método automatizado de limpieza en grandes

tablas de datos.
Para el caso de las predicciones se trabajo unicamente con el algoritmo de clasificacion

IBk por tener un buen desempefio. En cambio con las redes neuronales el desempefio

fue bajo para este caso.
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Conclusiones

CONCLUSIONES

* En el capitulo uno se presenta los conceptos necesarios para entender qué es y para
qué sirve la mineria de datos, las aplicaciones en las que se puede utilizar, asi como los
tipos de datos con los que se puede trabajar. Toda esta informacion de los conceptos
basicos se obtuvo de los libros que se leyeron. Ademés nos aportaron las grandes
aplicaciones de la mineria (todo su potencial). Definitivamente se considera a la mineria
de datos una herramienta muy util que proporciona la informaciéon (nuevo conocimiento

util y novedoso) que se necesita para apoyar a la toma de decisiones.

* En el capitulo dos se presenta el proceso del KDD el cual lleva al descubrimiento de
conocimiento util y novedoso. Se explica desde la recopilacion de la informacion, como
esta se trata y como se obtienen los modelos o patrones de comportamiento que llevan
finalmente al descubrimiento de dicho conocimiento que funge como un apoyo

adicional en la toma de decisiones.

Esta informacion se obtuvo de los libros citados en las referencias asi como de asesorias
por parte de especialistas en el ramo. Aporta el procedimiento que se debe seguir para

lograr el objetivo principal que es la de encontrar nuevo conocimiento.

* En el capitulo tres se muestran algoritmos que se utilizan en la mineria de datos. Para
el caso de reglas y patrones, se eligio el arbol de decision (el cual esta dentro del bosque
aleatorio) por ser facil de utilizacién y entendimiento. Para el caso de las predicciones,
se mostraron dos algoritmos distintos que se pueden usar en las predicciones. Uno es el
algoritmo de clasificacion IBKk basado en la cercania de vecinos y, el otro, la red

neuronal, basada en la estructura cerebral humana.

Se determiné considerar estos dos algoritmos dado que en rapidminer existen éstos y,
por tanto, se investigd en la literatura y fuentes bibliograficas sobre su uso, su
eficiciencia, como funcionan; después de esto, se consideraron muy factibles para que
se obtuvieran buenos modelos a partir de nuestros datos. Para determinar cudl es el

mejor para nuestro estudio, se llevd a cabo con la ayuda de las validaciones (las que
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determinan qué tan bien aprende el modelo generado por cada uno de estos dos

algoritmos).

* En el capitulo cuatro se realizo la parte practica del estudio, cuya tarea fue ardua
desde el principio (recoleccion y limpieza de los datos, generacion de vistas minables),
pasando por la busqueda y evaluacion e interpretacion de los modelos. Asimismo se
muestran las dificultades que se presentan al momento de realizar la limpieza y qué
decisiones se tomaron para resolverlas, como se acomodaron los datos y la importancia
de programar procedimientos como un método automatizado de limpieza en grandes

tablas de datos.

Para el caso de las predicciones se trabajo inicamente con el algoritmo de clasificacion
IBk por tener un buen desempeio. En cambio con las redes neuronales el desempefio

fue bajo para este caso.

— Dado el estudio de KDD que se realizo en la Facultad de Ingenieria para determinar
y/o encontrar patrones de conducta de los alumnos que desertan y los que concluyen con

éxito, lo siguiente:

Tomando como referencia a los planes 1994 y 2006 como factor trascendente en el

desempefio académico, que:

» Si es importante una renovacion constante de los planes de estudio para
beneficio en la actualizacion de conocimiento mismo, debido a que hoy en dia el
mercado laboral asi lo requiere para el uso de nuevas tecnologias. Sin embargo,
esto no esta intimamente relacionado con la desercion ya que, aunque se cambie

varias veces, no ayuda a la disminucion de la desercion.

» Lo anterior se debe a que se encontraron que hubieron alumnos que, aunque se

cambiaran de plan de estudios, no ayudo a que concluyeran su carrera.

Respecto a la seriacion entre materias se encontrd que:

216



Conclusiones

» En muchos de los casos de desercion, si era un factor importante y trascendente
el aprobar o no materias con seriacion, ya que ellas implican un cuello de botella
empezando desde materias de ciencias basicas y materias de semestres de
quinto, sexto y séptimo semestre. Esto es porque ocasionan un atraso inminente
y mucho mas si se llegan a reprobar varias de estas materias seriadas y varias

VECEs.

También se realiz6 un estudio de prediccion el cual se llevd a cabo tomando en cuenta

el desempefio de generaciones desde la 1994 hasta la 2005 obteniendo que:

» Un dato histérico o bien sabido, las generaciones anteriores a la 1999, fueron las
que presentaron el mayor numero de desercion; asimismo al analizar se puede
observar que esto se debe a la huelga que se desato en el afio 1999, donde se

cursaba el semestre 1999-2.

» Por otra parte se llegd a construir un modelo para predecir si un alumno tiene
altas o bajas posibilidades de terminar satisfactoriamente la carrera. Ello

ayudaria a dar una mejor orientacion escolar al alumnado.

Respecto a las reglas encontradas por los arboles se puede decir que:

» El niimero aceptable de reprobacion de materias es aproximadamente 14,
siempre y cuando la mayoria de ellas no estén seriadas, ya que permite la
conclusion aunque no oportuna pero si dentro del tiempo establecido para la

terminacion de la carrera.

» En las reglas con mayor nimero de desercion, se encontré que los alumnos de
estos casos, tenian un atraso inminente desde los primeros semestres, debido a
la reprobacién de mas de una ocasion de alguna materia; lo que agravaba mas
su situacion era que algunas de ellas presentaban seriacion con una o mas
materias. Este patron de conducta se presentaba en la mayoria de los casos.

» Respecto a las reglas obtenidas por alumnos con buen desempefio, se encontro
que el patron era tener un promedio en un rango de 7.00 a 8.00, y un nimero de

materias reprobadas menores a 14.
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Con el fin de mejorar este estudio se recomienda lo siguiente:

Debido a que la base de datos se encontraba incompleta por asi decirlo ya que no
contaba con los registros semestrales de la relacion entre grupos y profesor, ni tampoco
se encuentra en la base los datos de los alumnos (socio-econémicos). Por lo que no se
pudieron tomar en cuenta estos parametros para asociarse con la desercion entre los

alumnos.

Por ejemplo si se hubiera tenido en los registros del alumno, la materia, el grupo,
horario y profesor, se hubiera podido buscar si existe una relacion, ya sea entre el
profesor, o si influye el horario, que aumente el indice de reprobacion, el cudl por ende

ocasiona la desercion.

También seria interesente conocer si existe una relacidon socio-econdémica, con el

rendimiento y la desercion de los alumnos.

Conocer si influyen estos pardmetros en la desercion podria utilizarse para:

» Otorgamiento de estimulos econémicos, ya que hay personas que no obtienen la
calificacion requerida para hacer acreedores a una. Pero la mineria podria ayudar
a seleccionar aquellas personas que en realidad estdn interesadas en estudiar y
que sus medios econdmicos no les permite dedicarle todo su empeio al estudio,

por lo cual pueden dejar inconcluso sus estudios.

» También se podria realizar la evaluacion del desempefio de los profesores, esto
con la finalidad de ayudar y generar argumentos para los estimulos econdmicos

de los profesores.
» Con respecto al factor horario, se evaluaria si es factible impartir los cursos o

materias en ciertos horarios, esto debido a la capacidad humana que se tiene para

al aprendizaje.
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» Otro factor que podria estudiarse es el geografico, ya que este es un factor
importante para el buen rendimiento y desempefio de los alumnos, se podrian
encontrar un circulo geografico factible para que el tiempo que se invierte en ir y
venir desde casa a la escuela, no desgastara demasiado al alumno, y con ello no

se afectara el rendimiento.

Esto y otras cosas se podrian estudiar en un futuro para realizar una mejora a la
situacion académica que presenta hoy en dia la facultad de ingenieria. Y porque no

pensar en toda la UNAM.

Se sabe que se realizan estadisticas para realizar algunos estudios sobre
aprovechamiento tanto de los alumnos como el de los profesores, pero la Mineria es
mas alld de estas estadisticas, ya que esta tiene incluye el estudio estadistico, pero la
ventaja es que se puede visualizar y relacionar los atributos, con algo especifico que se

quiera conocer.
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GLOSARIO

Algoritmo.
Lista bien definida, ordenada y finita de operaciones que permite hallar la solucién a un

problema.

Base de datos.
Es una coleccion de archivos interrelacionados, son creados con un manejador de bases de
datos. Su contenido engloba la informacion concerniente de una organizacion de tal manera

que los datos esten disponibles para los usuarios.

KDD (Knowledge Discovery in Databases).
Es el proceso de descubrir conocimiento Gtil y novedoso dentro de los datos.

Mineria de datos.

Consiste en la extraccién normalmente no trivial de informacion que reside de manera
implicita en los datos. Dicha informacion es previamente desconocida y podréa resultar util
como apoyo en la toma de decisiones.

Modelo.
En este contexto, es el resultado del proceso de generar una representacion abstracta,
conceptual, grafica, visual, fisica, matematica de fendmenos, sistemas o procesos a fin de

analizar, describir, explicar, simular o predecir dichos fenémenos, sistemas 0 procesos.

Patron.

Es un conjunto de reglas clasificadas segln sus caracteristicas en comun.

Procedimiento.

Es un subprograma compuesto de sentencias SQL (lenguaje de consulta en bases de datos).
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Vista minable.

Es una tabla que integra todos los datos ya ordenados, limpios y seleccionados. Dicha tabla

esta lista para llevar a cabo en ella la mineria de datos.
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Software utilizado.

Todo el software que se uso fue bajo ambiente Windows XP. Para el caso del manejador

de Base de Datos y para la Mineria de Datos, se pueden usar en Linux.

A continuacion se da una breve descripcion del software y las razones por las cuales se

utilizaron para los fines de la presente tesis.

Manejador de Bases de Datos: MySOL.

Para ir almacenando los datos se utiliz6 el manejador de bases de datos MySQL version
5.0.45. De hecho se utilizaba una versién anterior. Se decidié cambiar de version ya que
en la anterior existian unos errores o bugs que impedian ejecutar unos procedimientos.
Al principio creiamos que era un error nuestro en la programacion que no podiamos
detectar. Después de investigar en los foros, supimos que era un error en esa version

anterior de MySQL y que desde la version 5.0.45 ya estaba solucionado.

Usamos MySQL porque permite ir almacenando los datos sin necesidad de establecer
una llave primaria, sin necesidad de cuidar la integridad de los datos, permite la
desnormalizacion o la repeticion de columnas en varias tablas. Esto sonaria
descabellado al momento de implementar una Base de Datos. Sin embargo, para la
mineria de datos esto es necesario. Ya que si, en vez de repetir las columnas,
establecemos llaves foréneas, al momento de llevar a cabo la transformacion de los
datos a través de los procedimientos, los tiempos de ejecucion de los mismos serian
mucho mayores porque la computadora tendria primero que encontrar las columnas de
miles de datos y luego realizar el procedimiento y otra vez volver a relacionar.
Computacionalmente seria muy costoso. También, el tener las columnas repetidas
facilita el analisis sin tener que hacer consultas mas largas relacionando tablas cada vez

que queramos hacer un distinto analisis.
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MySQL es un software de uso libre y cualquier duda que exista o problema se puede
consultarlo en los foros. También cuenta con la posibilidad de programar
procedimientos. Esto Ultimo fue vital para la transformacion de nuestros datos de

manera automatica.

Instalamos MySQL directamente junto con el servidor apache y PHP bajando e

instalando desde Internet el AppServ 2.5.9 para Windows.

En algunas situaciones usamos hasta PHP cuando necesitamos obtener cierta
informacion de la Base de Datos (una consulta SQL) para una gran cantidad de numeros
de cuenta especificos. Es decir, bajo la sintaxis WHERE cuenta IN (09753.. , 0972332,
...). Si se tiene que teclear mas de 100 nimeros de cuenta, hacerlo a mano seria muy
laborioso. Entonces con PHP se programa otra consulta SQL la cual obtiene sélo los
numeros de cuenta deseados y se despliegan separados por coma. Todo esto se copia y

se transfiere a nuestra consulta original y asi evitamos teclear cada nimero de cuenta.

Por ejemplo, el script o el codigo PHP quedaria como sigue:

<?php
mysql_connect("localhost”, "root"”, "MiContrasefia™) or die(mysql_error());
mysql_select_db("tesisV2") or die(mysql_error());

$result = mysql_query("SELECT cuenta FROM alumnodesercion4
WHERE terminomaterias = 'SI'");

while($row = mysqgl_fetch_assoc($result))

{

echo ($row['cuenta’].”,");

}

2>

http://www.mysgl.com

http://www.appservnetwork.com/
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Mineria de datos: Rapidminer.

Rapidminer es un software en version libre y en version empresarial (o version
comercial con costo para su uso) el cual contiene una gran variedad de algoritmos para
el andlisis de los datos. En principio, es dificil aprender a utilizarlo. Antes de empezar a
hacer la mineria, primero hay que armar un &rbol de procesos u operadores que iran
Ilevando a cabo las fases de nuestra mineria; como por ejemplo: cargar los datos, aplicar
el algoritmo deseado, hacer una validacion, guardar el modelo, exportar los datos a un

archivo, etc.

A pesar de que existen algunos tutoriales o manuales en la misma pagina de
Rapidminer, no son suficientes; sin embargo, los creadores de Rapidminer ofrecen
cursos en Estados Unidos y en Alemania a un alto costo. Entonces tuvimos que
aprender nosotros mismos a base de ensayo y error. Asimismo existe un sitio en Internet

que ayuda a aprender a utilizar el programa el cual se llama Neural Market Trends.

Rapidminer es un programa muy versatil y poderoso con el que se puede llevar a cabo
practicamente cualquier proyecto de Mineria de Datos tan grande como se quiera,
ademas de tener la posibilidad de automatizar los proyectos e incorporarlos a un

Sistema de Informacion.

http://www.rapidminer.com

http://www.neuralmarkettrends.com/

Para cargar los datos:

Los datos se dieron en un archivo SQL (la tabla de los historiales académicos). Las
demas tablas se dieron en archivo con extension xlIs. El gran problema fue cargar la
tabla historias la cual pesaba casi 17 MB, y en nuestras computadoras el software usado
para cargar los datos no podia cargar todos los datos de una sola vez cuando esta tabla
contenia mas de un millén de renglones. Cargar estos datos a nuestro manejador de
bases de datos fue una tarea desafiante, tardada y computacionalmente costosa.

Se decidio partir este archivo (que contenia la tabla historias) usando un programa

gratuito que se llama GSplit File Splitter. Creimos que partiendo el archivo en cinco
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partes podria cargarse. No fue posible, y asi se fue probando hasta que salieron 28
archivos cuyo tamarfio era de 5 MB cada uno, pero adn asi, cargar cada archivo resulto

ser muy tardado (en promedio poco mas de una hora por cada archivo).

También hubo situaciones en que, como resultado de la Mineria de Datos o ejecucion de
los procedimientos, obteniamos los resultados sélo en archivos de Excel o en formato de
separacion por coma por lo que teniamos que cargar los datos de Excel a MySQL o
simplemente para poder cargar las tablas de la Base de Datos de la Facultad. Para esto,
usamos el programa Excel MySQL Import Export & Convert Software; el cual se instala
automaticamente en Excel a manera de macro y puede usarse facilmente para cargar los
datos a MySQL. No es software libre.

http://www.gdgsoft.com/gsplit/

http://www.sobolsoft.com/excelmysgl/

Paquete estadistico: SPSS 15.0

Para obtener las estadisticas y explorar los datos, se utilizo el programa SPSS el cual es
un paquete estadistico muy completo y que puede manejar una mayor cantidad de datos
que Excel. Asimismo, posee una mayor gama de graficas que se pueden obtener de una
manera rapida y sencilla. Si no se sabe utilizar el programa, SPSS incluye en la

instalacion un tutorial o manual para aprender a utilizarlo. No es un software libre.

http://www.spss.com/
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A continuacion se presenta una miniguia de como ir actualizando los datos con el fin de

ir alimentando el modelo y asi poder dar seguimiento a los cambios.

Cada semestre se recaba las calificaciones que obtuvieron los alumnos. Para este caso
basta que se proporcione la tabla historias del semestre que acaba de pasar, es decir,
where periodo=200xy, donde x es el afio y y es el numero de semestre. Estos datos
deben cargarse a la tabla historias de nuestro depdsito de datos. Se procede asimismo a
ejecutar los doce procedimientos nuevamente y luego encontrar los patrones y actualizar

los modelos con Rapidminer tal y como se ha descrito en el presente trabajo.
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ANEXO

En el presente anexo se incluye los cddigos fuente completos de los procedimientos que

se programaron asi como las tablas de datos que son largas.

* Tabla 4.1
status_plan plan_dgae Carrera
1 0365 ing. civil 1994
1 0371 ing. de minas y metalurgista 1994
1 0376 ing. Geologo 1994
1 0381 ing.petrolero 1994
1 0386 ing.topografo y geodesta 1994
1 0403 ing. Geofisico 1994
1 0408 ing. en computacion 1994
1 0410 ing. en telecomunicaciones 1994
1 0411 ing.mecanico 1994
1 0412 ing industrial 1994
1 0413 ing. Electrico electronico 1994
1 0722 ing. Geologo-geologia petrolera 1994
1 0723 ing. Geologo-geologia minera 1994
1 0724 ing. Geologo-geotecnia 1994
1 0725 ing. Geologo-geohidrologia 1994
1 0726 ing. Geologo -geologia ambiental 1994
1 0785 ing. Geofisico-explotacion petrolera 1994
1 0786 ing. Geofisico-explotacion minera 1994
1 0787 ing. Geofisico-sismologial994
1 0788 ing. Geofisico-geotecnia 1994
1 0789 ing. Geofisico-ambiental 1994
1 0790 ing. Geofisico-ciencias atmosfericas 1994
1 0791 ing. Geofisico-geohidrologia 1994
1 0797 ing. en telecom mod-procesa digital de sefiales 1994
1 0798 ing. en telecom mod-radiocominicaciones 1994
1 0799 ing. en telecom mod-redes de comunicaciones 1994
1 0800 ing. en telecom mod-servicios y sistemas 1994
1 0801 ing. en telecom mod-disp de micro y opticos 1994
1 0805 ing.mecanico mod-disefio1994
1 0806 ing.mecanico mod-manofactura y material 1994
1 0807 ing.mecanico mod-ter y mejora amb 1994
1 0808 ing.mecanico mod-mecatronica 1994
1 0809 ing industrial mod-produccion1994
1 0810 ing industrial mod-admon y sistemas
1 0811 ing. elec electr md-electronica 1994
1 0812 ing. elec electr md-sistemas digitales 1994
1 0813 ing. elec electr md-electronica para comunicaciones 1994
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1 0814 ing. elec electr md-energia electrica 1994

1 1096 ing. elec electr md-biomedicas 1994

1 1097 ing. en telecom mod-biomedicas 1994

1 1098 ing.mecanico mod-biomedicas 1994

1 1111 ing.mecatronico 2004

2 1181 ing.geomatico 2006

2 1182 ing. civil 2006

2 1183 ing. de minas y metalurgista 2006

2 1184 ing. Electrico electronico 2006

2 1185 ing. Electrico electronico-electronica 2006

2 1186 ing. Electrico electronico-control y robotica 2006

2 1187 ing. Electrico electronico-biomedicas 2006

2 1188 ing. Electrico electronico-potencia 2006

2 1189 ing. Electrico electronico-de sistemas energeticos 2006
2 1190 ing. en computacion 2006

2 1191 ing. en computacion- ingenieria de hardwer 2006

2 1192 ing. en computacion-redes y seguridad 2006

2 1193 ing. en computacion-bases de datos 2006

2 1194 ing. en computacion-ingenieria de software 2006

2 1195 ing. en computacion- sistemas inteligentes y comp grafica 2006
2 1196 ing. en computacion- biomedicas 2006

2 1197 ing. en telecomunicaciones 2006

2 1198 ing. en telecomunicaciones mod-redes de telecom 2006
2 1199 ing. en telecomunicaciones mod-sefi y sist radiocom 2006
2 1200 ing. en telecomunicaciones mod-tec radiofrec opt 2006
2 1201 ing. en telecomunicaciones mod-adminis y normali 2006
2 1202 ing. Geofisico 2006

2 1203 ing. Geofisico-explotacion minera 2006

2 1204 ing. Geofisico-explotacion-sismologia 2006

2 1205 ing. Geofisico-ciencias atmosfericas 2006

2 1206 ing. Geofisico-hidrogeologia 2006

2 1207 ing. Geofisico-explotacion petrolera 2006

2 1208 ing. Geofisico-geotecnia 2006

2 1209 ing. Geofisico-ambiental 2006

2 1210 ing. Geologo 2006

2 1211 ing. Geologo-geologia petrolera 2006

2 1212 ing. Geologo-geologia geotecnia 2006

2 1213 ing. Geologo-minera 2006

2 1214 ing. Geologo-hidrologia y geologia ambiental 2006

2 1215 ing industrial 2006

2 1218 ing.mecanico 2006

2 1223 ing.petrolero 2006

2 1224 ing.mecatronico 2006
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Procedimientos.

* alumnodesercion.sgl (procedimiento 1).

DELIMITER $$

DROP PROCEDURE IF EXISTS ~tesisv2’ .  alumnodesercion™ $$
CREATE DEFINER="root @ localhost™ PROCEDURE ~alumnodesercion” ()
BEGIN

/*atributos de la tabla alumnodesercion*/

DECLARE cuenta_ VARCHAR(10);

DECLARE causaingreso_ VARCHAR(2);

DECLARE creditos_ INTEGER;

DECLARE periodos_ VARCHAR(5);

DECLARE primerperiodo_ VARCHAR(5);

DECLARE ultimoperiodo_ VARCHAR(5);

DECLARE deserto_ VARCHAR(2);

DECLARE status_plan_ INTEGER;

DECLARE plan_ INTEGER;

/*Variables temporales*/
DECLARE plan_temp VARCHAR(5);
DECLARE creditos_temp INTEGER;
DECLARE creditos_alumno INTEGER;
DECLARE terminomaterias_ VARCHAR(2);
DECLARE ultimo_renglon INT DEFAULT 0;
/*QUERIES*/
/*1.- Obtener las carreras con sus respectivo niumero de créditos y plan 94 6 2006*/
/*Revisar los nulos porque parecen haber registros de plan dgae nulos*/
/*QUERY 1%/
DECLARE fetch_carreras CURSOR FOR
SELECT pln_dgae,creditos,status_plan FROM carreras_planes
ORDER BY pln_dgae;

/*2.- Para una carrera dada, obtener los niimeros de cuenta que existen (de la tabla
historias):*/

/*QUERY 2%/

DECLARE fetch_cuentas CURSOR FOR

SELECT DISTINCT cuenta,causa_ingreso FROM historias

WHERE pln_dgae=plan_temp;

/*3.- Para cada numero de cuenta, contar el numero de semestres que ha cursado*/
/*QUERY 3*/

DECLARE fetch_num_periodos CURSOR FOR

SELECT COUNT(DISTINCT periodo) FROM historias

WHERE cuenta=cuenta_;

/*4.- Ahora, para ese numero de cuenta, obtener su nimero de créditos y el Gltimo semestre
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cursado (max(periodo)) y la causa de ingreso*/

/*QUERY 4%/

DECLARE fetch_creditos_ultperiodo CURSOR FOR

SELECT MIN(DISTINCT h.periodo) AS primerperiodo, MAX(DISTINCT h.periodo) AS
ultimoperiodo,SUM(a.creditos) AS creditos

FROM historias h, asignatura a

WHERE a.clave=h.asignatura

AND h.aprobo='SI' /*analizar después los alumnos que nunca aprobaron alguna materia-->NULL,
verificar que el

ultimo periodo sea efectivamente el ultimo periodo!*/

AND cuenta=cuenta_;

/*5.- Finalmente, determinar si el alumno deserté o no.*/

/*Variable de control*/
DECLARE CONTINUE HANDLER FOR NOT FOUND SET ultimo_renglon=1;
/*procedimiento*/
OPEN fetch_carreras;
ciclo_carreras:LOOP
FETCH fetch_carreras INTO plan_temp, creditos_temp, status_plan_;
IF ultimo_renglon=1 THEN
LEAVE ciclo_carreras;
END IF;
OPEN fetch_cuentas;
ciclo_fetch_cuentas:LOOP
FETCH fetch_cuentas INTO cuenta_,causaingreso_;
IF ultimo_renglon=1 THEN
LEAVE ciclo_fetch_cuentas;
END IF;
OPEN fetch_num_periodos;
FETCH fetch_num_periodos INTO periodos_;
CLOSE fetch_num_periodos;
OPEN fetch_creditos_ultperiodo;
FETCH fetch_creditos_ultperiodo INTO
primerperiodo_,ultimoperiodo_,creditos_alumno;
CLOSE fetch_creditos_ultperiodo;
/*determinando si deserté o no Considerando ultimo periodo, creditos, etc*/
IF creditos_alumno>=(creditos_temp-3) THEN
SET deserto_='NO';
ELSEIF ultimoperiodo_='20091"' THEN
SET deserto_='NO';
ELSE
SET deserto_='SI';
END IF;
/*DETERMINANDO QUE PLAN ES, si es 1=1994, si es 2=2006*/
IF status_plan_=1 THEN
SET plan_=1994;
ELSEIF status_plan_=2 THEN
SET plan_=2006;
END IF;
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/*Llenando los datos en la tabla:*/
INSERT INTO alumnodesercion
(cuenta, causa_ingreso,pln_dgae,plan,creditos,periodos,primerperiodo,ultimoperiodo,deserto)
VALUES(cuenta_, causaingreso_,plan_temp,plan_,creditos_alumno,periodos_,primerperiodo_,ultimoperiodo_,deserto_);
END LOOP ciclo_fetch_cuentas;
CLOSE fetch_cuentas;

SET ultimo_renglon=0;
END LOOP ciclo_carreras;
CLOSE fetch_carreras;

END $$ DELIMITER ;

* desercion_null.sgl (procedimiento 2).

DELIMITER $$

DROP PROCEDURE IF EXISTS "tesisv2’ . desercion_null" $$

CREATE DEFINER="root @ localhost™ PROCEDURE ~desercion_null" ()
BEGIN

/*atributos de la tabla o vista minable alumnodesercion*/
DECLARE cuenta_ VARCHAR(10);

DECLARE indice_ INTEGER;

DECLARE ultimoperiodo_ VARCHAR(5);

DECLARE primerperiodo_ VARCHAR(5);

DECLARE deserto_ VARCHAR(2);

/*Variables temporales*/
DECLARE ultimo_renglon INT DEFAULT O;

/*QUERIES*/
/*0Obtener los niumeros de cuenta que son NULOS en ultimo periodo (tienen cero créditos)*/
DECLARE nulos CURSOR FOR
SELECT ad.cuenta, MAX(h.periodo), MIN(h.periodo),ad.indice
FROM historias h,alumnodesercion ad
WHERE h.cuenta=ad.cuenta
AND ad.creditos IS NULL
GROUP BY ad.cuenta;

/*Variable de control*/

DECLARE CONTINUE HANDLER FOR NOT FOUND SET ultimo_renglon=1;

/*procedimiento*/
OPEN nulos;
ciclo_nulos:LOOP
FETCH nulos INTO cuenta_,ultimoperiodo_,primerperiodo_,indice_;
IF ultimo_renglon=1 THEN

LEAVE ciclo_nulos;
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END IF;
/*determinando si sigue con vida o no, segun el ultimo periodo*/
IF ultimoperiodo_='20091' THEN
SET deserto_='NO';
ELSE
SET deserto_='SI';
END IF;
/*Llenando los datos faltantes y correctos a la tabla:*/
UPDATE alumnodesercion SET
ultimoperiodo=ultimoperiodo_,primerperiodo=primerperiodo_,creditos=0,deserto=deserto_
WHERE indice=indice_;
END LOOP ciclo_nulos;
CLOSE nulos;

END $$

DELIMITER ;

» ultimoperiodo_check.sql (procedimiento 3).

DELIMITER $$

DROP PROCEDURE IF EXISTS ~tesisv2™ . ultimoperiodo_check™ $$
CREATE PROCEDURE ~tesisv2" .  ultimoperiodo_check™ ()

BEGIN

/*procedimiento que corrige el uUltimo semestre cursado*/
/*declarando las variables*/

DECLARE cuenta_ VARCHAR(10);

DECLARE periodomax_ VARCHAR(5);

/*Declarando la variable de control*/

DECLARE ultimo_renglon INT DEFAULT O;

/*declarando los queries*/

DECLARE maximo CURSOR FOR

SELECT DISTINCT cuenta, MAX(periodo) AS ultimoperiodo FROM historias
GROUP BY cuenta;

/*Variable de control*/

DECLARE CONTINUE HANDLER FOR NOT FOUND SET ultimo_renglon=1;

/*procedimiento*/
/*sustituir todos los ultimos semestres a todas las cuentas
DESPUES VERIFICAR EN EL CASO DE LOS QUE SI DESERTARON PARA CORREGIR A MANO CON QUERY*/
OPEN maximo;
ciclo_maximo:LOOP
FETCH maximo INTO cuenta_,periodomax_;
IF ultimo_renglon=1 THEN

LEAVE ciclo_maximo;
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END IF;
/*actualizando la columna ultimoperiodo de alumnodesercion*/
UPDATE alumnodesercion SET ultimoperiodo=periodomax_
WHERE cuenta=cuenta_;
SET ultimo_renglon=0;
END LOOP ciclo_maximo;

CLOSE maximo;
END $$

DELIMITER ;

» Terminomaterias.sql (procedimiento 4).

DELIMITER $$

DROP PROCEDURE IF EXISTS ~tesisv2’ . terminomaterias™ $$
CREATE DEFINER="root @ localhost™ PROCEDURE ~terminomaterias™ ()
BEGIN
/*Declaramos las variables a utilizar*/
DECLARE cuenta_ VARCHAR(10);
DECLARE creditos_ INTEGER;
DECLARE deserto_ VARCHAR(2);
DECLARE terminomaterias_ VARCHAR(2);
DECLARE indice_ INTEGER;
DECLARE plan_temp VARCHAR(5);
DECLARE creditos_temp INTEGER;
DECLARE ultimo_renglon INT DEFAULT 0;
DECLARE contador INT DEFAULT 0O;
/*Declarando el query por el cual obse tiene las carreras del plan 2006*/
DECLARE fetch_carreras CURSOR FOR
SELECT pln_dgae,creditos FROM carreras_planes;/*todas las carrearas*/
/*declarando el query con el cual obse tiene las cuentas por carrera*/
DECLARE fetch_data CURSOR FOR
SELECT DISTINCT ac.cuenta,ac.creditos,ac.deserto,ac.terminomaterias,ac.indice
FROM alumnodesercion ac, historias h
WHERE ac.cuenta=h.cuenta
AND h.pln_dgae = plan_temp;
/*claves de la carrera*/
/*Declaramos la bandera que dira al ciclo cudndo se ha terminado de encontrar datos*/
DECLARE CONTINUE HANDLER FOR NOT FOUND SET ultimo_renglon=1;
/*abrimos el query (en este caso, el cursor).*/
OPEN fetch_carreras;
ciclo_carreras:LOOP
FETCH fetch_carreras INTO plan_temp, creditos_temp;
IF ultimo_renglon=1 THEN
LEAVE ciclo_carreras;

END IF;
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OPEN fetch_data;
SET contador=0;
ciclo_fetch_data:LOOP
FETCH fetch_data INTO cuenta_,creditos_,deserto_,terminomaterias_,indice_;
IF ultimo_renglon=1 THEN
LEAVE ciclo_fetch_data;
END IF;
SET contador=contador+1;
/*1o que se quiere hacer. En este caso se determinara con IF y ELSE*/
/*si el alumno ya terminé sus materias o no seglin la deserciédn
y el nimero de créditos (determinados por cada carrera).*/
IF deserto_='NO' AND creditos_»=(creditos_temp-3) THEN
SET terminomaterias_='SI';
ELSEIF deserto_='NO' AND creditos_<(creditos_temp-3) THEN
SET terminomaterias_="'NO';
ELSEIF deserto_='SI' THEN
SET terminomaterias_='NO';
END IF;
/*Después de clasificar si se terminé o no las materias se procede a actualizar el
resultado en la tabla de la base de datos*/
UPDATE alumnodesercion SET terminomaterias=terminomaterias_
WHERE indice = indice_;
END LOOP ciclo_fetch_data;
CLOSE fetch_data;

SET ultimo_renglon=0;
END LOOP ciclo_carreras;
CLOSE fetch_carreras;

END $$

DELIMITER ;

* duplicidad.sql (procedimiento 5).

DELIMITER $$
DROP PROCEDURE IF EXISTS ~tesisv2™ . duplicidad™ $$
CREATE DEFINER="root @ localhost™ PROCEDURE ~duplicidad” ()

BEGIN

DECLARE cuentas VARCHAR(10);
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DECLARE ultimo_renglon INT DEFAULT ©;

DECLARE cuentas_duplicadas CURSOR FOR
SELECT cuenta

FROM alumnodesercion

GROUP BY cuenta

HAVING ( COUNT(cuenta) > 1 );

DECLARE CONTINUE HANDLER FOR NOT FOUND SET ultimo_renglon=1;
OPEN cuentas_duplicadas;
ciclo_cuentas:LOOP
FETCH cuentas_duplicadas INTO cuentas;
IF ultimo_renglon=1 THEN

LEAVE ciclo_cuentas;
END IF;
UPDATE alumnodesercion SET duplicidad=1
WHERE cuenta=cuentas;
END LOOP ciclo_cuentas;
CLOSE cuentas_duplicadas;

END $%

DELIMITER ;

» eliminar_duplicados.sgl (procedimiento 6).

DELIMITER $$

DROP PROCEDURE IF EXISTS "“tesisv2™ . eliminar_duplicados™ $$
CREATE PROCEDURE ~tesisv2™ .  eliminar_duplicados™ ()

BEGIN

/*procedimiento que sirve para eliminar las cuentas
duplicadas dejando sélo una (la que tenga mds registros

del plan dgae en cuestidon*/

/*Declarando las variables*/
DECLARE cuenta_ VARCHAR(10);
DECLARE ocurrencias_ INT;

DECLARE plndgae_ VARCHAR(4);

/*Declarando la variable de control*/

DECLARE ultimo_renglon INT DEFAULT 0;

/*Declarando los queries*/
/*obteniendo las cuentas*/
DECLARE cuentas CURSOR FOR
SELECT DISTINCT cuenta FROM alumnodesercion
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WHERE duplicidad<>0
ORDER BY cuenta;

/*parac cada numero de cuenta obtener los diferentes planes

dgae que tiene registrados y contar cuantas ocurrencias hay*/

DECLARE contar CURSOR FOR

SELECT DISTINCT pln_dgae, COUNT(pln_dgae) AS ocurrencias FROM historias
WHERE cuenta=cuenta_

GROUP BY pln_dgae

ORDER BY ocurrencias DESC LIMIT 1;

/*Variable de control*/

DECLARE CONTINUE HANDLER FOR NOT FOUND SET ultimo_renglon=1;

/*procedimiento*/
OPEN cuentas;
ciclo_cuentas:LOOP
FETCH cuentas INTO cuenta_;
IF ultimo_renglon=1 THEN
LEAVE ciclo_cuentas;
END IF;
OPEN contar;
ciclo_contar:LOOP
FETCH contar INTO plndgae_,ocurrencias_;
IF ultimo_renglon=1 THEN
LEAVE ciclo_contar;
END IF;
/*como el primer plan serd el que mds ocurrencias tenga
se eliminaran los demas registros*/
DELETE FROM alumnodesercion WHERE cuenta=cuenta_
AND pln_dgae NOT IN (plndgae_);

END LOOP ciclo_contar;
CLOSE contar;
SET ultimo_renglon=0;
END LOOP ciclo_cuentas;
CLOSE cuentas;

END $$

DELIMITER ;

* generaciones.sql (procedimiento 7).

DELIMITER $$

DROP PROCEDURE IF EXISTS ~tesisv2™ . generaciones™ $$
CREATE DEFINER="root @ localhost™ PROCEDURE " generaciones’ ()
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BEGIN

/*procedimiento para obtener las generaciones
de los alumnos*/

/*Declarando las variables*/

DECLARE primerperiodo_ VARCHAR(5);

DECLARE generacion_ VARCHAR(4);

DECLARE cuenta_ VARCHAR(9);

/*declarando la variable de control*/

DECLARE ultimo_renglon INT DEFAULT O;

/*Declarando los queries*/
DECLARE cuentas CURSOR FOR

SELECT cuenta,primerperiodo FROM alumnodesercion;

/*Declarando la variable de control*/

DECLARE CONTINUE HANDLER FOR NOT FOUND SET ultimo_renglon=1;

OPEN cuentas;
ciclo_cuentas:LOOP
FETCH cuentas INTO cuenta_, primerperiodo_;

IF ultimo_renglon=1 THEN
LEAVE ciclo_cuentas;

END IF;

IF primerperiodo_='19831"' THEN
SET generacion_='1983"';

ELSEIF primerperiodo_='19862"' THEN
SET generacion_='1986";

ELSEIF primerperiodo_='19901"' THEN
SET generacion_='1990";

ELSEIF primerperiodo_='19931"' THEN
SET generacion_='1993";

ELSEIF primerperiodo_='19932"' THEN
SET generacion_='1993';

ELSEIF primerperiodo_='19941"' THEN
SET generacion_='1994";

ELSEIF primerperiodo_='19942"' THEN
SET generacion_='1994";

ELSEIF primerperiodo_='19951' THEN
SET generacion_='1995";

ELSEIF primerperiodo_='19952"' THEN
SET generacion_='1995";

ELSEIF primerperiodo_='19961"' THEN
SET generacion_='1996";

ELSEIF primerperiodo_='19962"' THEN
SET generacion_='1996";

ELSEIF primerperiodo_='19971' THEN
SET generacion_='1997";

ELSEIF primerperiodo_='19972"' THEN
SET generacion_='1997"';

ELSEIF primerperiodo_='19981' THEN
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SET generacion_='1998';

ELSEIF primerperiodo_='19982"' THEN
SET generacion_='1998';

ELSEIF primerperiodo_='19991' THEN
SET generacion_='1999"';

ELSEIF primerperiodo_='19992"' THEN
SET generacion_='1999"';

ELSEIF primerperiodo_='20001' THEN
SET generacion_='2000";

ELSEIF primerperiodo_='20002' THEN
SET generacion_='2000";

ELSEIF primerperiodo_='20003' THEN
SET generacion_='2000";

ELSEIF primerperiodo_='20011' THEN
SET generacion_='2001"';

ELSEIF primerperiodo_='20012"' THEN
SET generacion_='2001";

ELSEIF primerperiodo_='20021"' THEN
SET generacion_='2002";

ELSEIF primerperiodo_='20022"' THEN
SET generacion_='2002";

ELSEIF primerperiodo_='20031' THEN
SET generacion_='2003';

ELSEIF primerperiodo_='20032"' THEN
SET generacion_='2003';

ELSEIF primerperiodo_='20041' THEN
SET generacion_='2004";

ELSEIF primerperiodo_='20042"' THEN
SET generacion_='2004";

ELSEIF primerperiodo_='20051"' THEN
SET generacion_='2005";

ELSEIF primerperiodo_='20052"' THEN
SET generacion_='2005";

ELSEIF primerperiodo_='20061' THEN
SET generacion_='2006";

ELSEIF primerperiodo_='20062' THEN
SET generacion_='2006";

ELSEIF primerperiodo_='20071' THEN
SET generacion_='2007";

ELSEIF primerperiodo_='20072"' THEN
SET generacion_='2007"';

ELSEIF primerperiodo_='20081"' THEN
SET generacion_='2008";

ELSEIF primerperiodo_='20082"' THEN
SET generacion_='2008";

ELSEIF primerperiodo_='20091' THEN
SET generacion_='2009';

END IF;

/*1lenando la columna generacién*/

UPDATE alumnodesercion SET generacion=generacion_
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WHERE cuenta=cuenta_;
END LOOP ciclo_cuentas;
CLOSE cuentas;
END $$

DELIMITER ;

* cuantasreprobadas.sgl (procedimiento 8).

DELIMITER $$

DROP PROCEDURE IF EXISTS ~tesisv2 . cuantasreprobadas™ $$
CREATE DEFINER="root @ localhost™ PROCEDURE " cuantasreprobadas ()
BEGIN
/*Procedimiento para contar cudntas veces en TOTAL se han reprobado
materias a lo largo de la carrera*/
/*Declarando las variables*/
DECLARE hareprobado_ INTEGER;
DECLARE cuenta_ VARCHAR(10);
/*Declarando la variable de control*/
DECLARE ultimo_renglon INT DEFAULT ©;
/*Declarando los queries:*/
/*Seleccionar los nimeros de cuenta de la tabla historias*/
DECLARE cuentas CURSOR FOR
SELECT DISTINCT cuenta FROM alumnodesercion;
/*WHERE hareprobado IS NULL;/*modifiqué aqui*/
/*Para cada numero de cuenta, contar cuantas materias
ha aprobado el alumno*/
DECLARE veces CURSOR FOR
SELECT COUNT(asignatura) AS 'reprobadas’
FROM historias
WHERE cuenta=cuenta_

AND aprobo='NO';

/*Variable de control*/

DECLARE CONTINUE HANDLER FOR NOT FOUND SET ultimo_renglon=1;

/*procedimiento*/
OPEN cuentas;
ciclo_cuentas:LOOP
FETCH cuentas INTO cuenta_;
IF ultimo_renglon=1 THEN
LEAVE ciclo_cuentas;
END IF;
OPEN veces;
ciclo_veces:LOOP
FETCH veces INTO hareprobado_;
IF ultimo_renglon=1 THEN
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LEAVE ciclo_veces;
END IF;
END LOOP ciclo_veces;
CLOSE veces;
/*Llenando la columna vecesreprobada de alumnodesercion*/
UPDATE alumnodesercion SET hareprobado=hareprobado_
WHERE cuenta=cuenta_;
SET ultimo_renglon=0;
END LOOP ciclo_cuentas;
CLOSE cuentas;
END $$
DELIMITER ;

» cuantasaprobadas.sql (procedimiento 9).

DELIMITER $$

DROP PROCEDURE IF EXISTS ~tesisv2™ .  cuantasaprobadas™ $$

CREATE DEFINER="root @ localhost™ PROCEDURE " cuantasaprobadas™ ()
BEGIN

/*Procedimiento para contar cuantas veces en TOTAL se han aprobado
materias a lo largo de la carrera*/

/*Declarando las variables*/

DECLARE haaprobado_ INTEGER;

DECLARE cuenta_ VARCHAR(10);

/*Declarando la variable de control*/

DECLARE ultimo_renglon INT DEFAULT 0;

/*Declarando los queries:*/
/*Seleccionar los niumeros de cuenta de la tabla historias*/
DECLARE cuentas CURSOR FOR
SELECT DISTINCT cuenta FROM alumnodesercion;
/*WHERE haaprobado IS NULL; /*Aqui modifiqué*/
/*Para cada numero de cuenta, contar cudantas materias
ha aprobado el alumno*/
DECLARE veces CURSOR FOR
SELECT COUNT(DISTINCT asignatura) AS 'aprobadas’
FROM historias
WHERE cuenta=cuenta_
AND aprobo='SI';
/*Variable de control*/
DECLARE CONTINUE HANDLER FOR NOT FOUND SET ultimo_renglon=1;
/*procedimiento*/
OPEN cuentas;
ciclo_cuentas:LOOP
FETCH cuentas INTO cuenta_;
IF ultimo_renglon=1 THEN
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LEAVE ciclo_cuentas;
END IF;
OPEN veces;
ciclo_veces:LOOP
FETCH veces INTO haaprobado_;
IF ultimo_renglon=1 THEN
LEAVE ciclo_veces;
END IF;
END LOOP ciclo_veces;
CLOSE veces;
/*L1lenando la columna vecesreprobada de alumnodesercion*/
UPDATE alumnodesercion SET haaprobado=haaprobado_
WHERE cuenta=cuenta_;
SET ultimo_renglon=0;
END LOOP ciclo_cuentas;
CLOSE cuentas;
END $$

DELIMITER ;

» promedio_termino.sql (procedimiento 10)

DELIMITER $$

DROP PROCEDURE IF EXISTS ~tesisv2™ . promedio_termino™ $$

CREATE PROCEDURE "tesisv2” .  promedio_termino™ ()

BEGIN

/*Este procedimiento determina el promedio de aquellos que terminaron
todas sus materias. Se aconseja crear primero la columna promedio float*/
/*Declarando las variables*/

DECLARE cuenta_ VARCHAR(10);

DECLARE promedio_ FLOAT;

/*Declarando la variable de control*/

DECLARE ultimo_renglon INT DEFAULT O;

/*Declarando los queries:*/

/*Seleccionar los numeros de cuenta de aquellos que terminaron todas
sus materias*/

DECLARE cuentas CURSOR FOR

SELECT DISTINCT cuenta FROM alumnodesercion

WHERE terminomaterias='SI';

/*Para cada una de estas cuentas, obtener el promedio*/
DECLARE promedio CURSOR FOR

SELECT AVG(calificacion) AS promedio FROM historias
WHERE cuenta=cuenta_

AND calificacion NOT IN ('NP','AC','RE')

AND aprobo='SI';
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/*Variable de control*/

DECLARE CONTINUE HANDLER FOR NOT FOUND SET ultimo_renglon=1;

/*procedimiento*/
OPEN cuentas;
ciclo_cuentas:LOOP
FETCH cuentas INTO cuenta_;
IF ultimo_renglon=1 THEN
LEAVE ciclo_cuentas;
END IF;
OPEN promedio;
ciclo_promedio:LOOP
FETCH promedio INTO promedio_;
IF ultimo_renglon=1 THEN
LEAVE ciclo_promedio;
END IF;
/*L1lenando la columna promedio*/
UPDATE alumnodesercion SET promedio=promedio_
WHERE cuenta=cuenta_;
END LOOP ciclo_promedio;
CLOSE promedio;
SET ultimo_renglon=0;
END LOOP ciclo_cuentas;
CLOSE cuentas;
END $$

DELIMITER ;

» promedio_des_cursan.sql (procedimiento 11).

DELIMITER $$

DROP PROCEDURE IF EXISTS ~tesisv2 . promedio_des_cursan™ $$

CREATE DEFINER="root @ localhost™ PROCEDURE ~promedio_des_cursan” ()
BEGIN

/*este procedimiento determina el promedio

para aquellos que ya desertaron o los que estan cursando*/

/*Pasos

1) Seleccionar los numeros de cuenta

2) seleccionar distintamente la materia

3)para cada materia seleccionar aquel registro cuyo
semestre sea el mas reciente.

Ahora de esas materias, obtener el promedio sin
tomar en cuenta las calificaciones nominales,

s6lo las numéricas

4)actualizar los promedios obtenidos*/
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/*Declarando las variables*/

DECLARE cuenta_ VARCHAR(10);

DECLARE promedio_ FLOAT(3,2);

DECLARE clave_asignatura_ VARCHAR(4);
DECLARE periodo_max_ VARCHAR(5);
DECLARE asignatura_ VARCHAR(5);
DECLARE calificacion_ INTEGER;
DECLARE calif INTEGER;

DECLARE contador INTEGER;
/*Declarando la variable de control*/

DECLARE ultimo_renglon INT DEFAULT ©;

/*Declarando los queries:*/

/*1) Seleccionar los nimeros de cuenta*/
DECLARE cuentas CURSOR FOR

SELECT DISTINCT cuenta FROM alumnodesercion
WHERE terminomaterias='NO’

AND creditos>0;

/*2)Seleccionar sus materias distintamente
AQUI PUEDE SALIR © ROWS FETCHED*/
DECLARE materias CURSOR FOR

SELECT DISTINCT asignatura, MAX(periodo) AS periodo, MAX(calificacion)

historias

WHERE cuenta=cuenta_

AND calificacion NOT IN ('NP',"'AC','RE')
GROUP BY asignatura;

/*Variable de control*/

DECLARE CONTINUE HANDLER FOR NOT FOUND SET ultimo_renglon=1;

/*procedimiento*/
OPEN cuentas;
ciclo_cuentas:LOOP
FETCH cuentas INTO cuenta_;
IF ultimo_renglon=1 THEN
LEAVE ciclo_cuentas;
END IF;
SET calif=0;
SET contador=9;
OPEN materias;
ciclo_materias:LOOP
FETCH materias INTO asignatura_, periodo_max_,calificacion_;
IF ultimo_renglon=1 THEN
LEAVE ciclo_materias;
END IF;
SET calif=calif+calificacion_;
SET contador=contador+1;

END LOOP ciclo_materias;
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CLOSE materias;
SET promedio_=(calif/contador);
/*Llenando la columna promedio*/
UPDATE alumnodesercion SET promedio=promedio_
WHERE cuenta=cuenta_;
SET ultimo_renglon=0;
END LOOP ciclo_cuentas;
CLOSE cuentas;
END $$
DELIMITER ;

» promedio_zero_creds.sql (procedimiento 12).

DELIMITER $$

DROP PROCEDURE IF EXISTS "tesisv2™ . promedio_zero_creds™ $$
CREATE DEFINER="root @ localhost™ PROCEDURE ~promedio_zero_creds™ ()
BEGIN

/*Este procedimiento es para calcular el promedio

de aquellos que tienen CERO créditos,

es decir, ninguna materia pasada*/

/*Declarando las variables*/

DECLARE cuenta_ VARCHAR(10);

DECLARE promedio_ FLOAT(3,2);

DECLARE clave_asignatura_ VARCHAR(4);

DECLARE periodo_max_ VARCHAR(5);

DECLARE asignatura_ VARCHAR(5);

DECLARE calificacion_ INTEGER;

DECLARE calif INTEGER;

DECLARE contador INTEGER;

/*Declarando la variable de control*/

DECLARE ultimo_renglon INT DEFAULT O;

/*Declarando los queries:*/

DECLARE cuentas CURSOR FOR

SELECT DISTINCT cuenta FROM alumnodesercion
WHERE terminomaterias="'NO'

AND creditos=0;

/*2)Seleccionar sus materias distintamente

AQUI PUEDE SALIR © ROWS FETCHED*/

DECLARE materias CURSOR FOR

SELECT DISTINCT asignatura, MAX(periodo) AS periodo, MAX(calificacion) AS calificacion FROM
historias

WHERE cuenta=cuenta_

AND calificacion NOT IN ('NP','AC','RE')

GROUP BY asignatura;
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/*Variable de control*/

DECLARE CONTINUE HANDLER FOR NOT FOUND SET ultimo_renglon=1;

/*procedimiento*/
OPEN cuentas;
ciclo_cuentas:LOOP
FETCH cuentas INTO cuenta_;
IF ultimo_renglon=1 THEN
LEAVE ciclo_cuentas;
END IF;
SET calif=0;
SET contador=0;
OPEN materias;
ciclo_materias:LOOP
FETCH materias INTO asignatura_, periodo_max_,calificacion_;
IF ultimo_renglon=1 THEN
LEAVE ciclo_materias;
END IF;
SET calif=calif+calificacion_;
SET contador=contador+1;
END LOOP ciclo_materias;
CLOSE materias;
SET promedio_=(calif/contador);
IF promedio_ IS NULL THEN
SET promedio_=0;
END IF;
/*Llenando la columna promedio*/
UPDATE alumnodesercion SET promedio=promedio_
WHERE cuenta=cuenta_;
SET ultimo_renglon=0;
END LOOP ciclo_cuentas;
CLOSE cuentas;

END $$

DELIMITER ;

* acertodl.sql

DELIMITER $$

DROP PROCEDURE IF EXISTS ~“tesisv2™ . acertodl™ $$
CREATE DEFINER="root @ localhost™ PROCEDURE ~acertodl ()
BEGIN

DECLARE cuenta_ VARCHAR(10);
DECLARE p_deserto_ VARCHAR(2);
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DECLARE ad_deserto_ VARCHAR(2);
DECLARE acerto_ VARCHAR(2);
DECLARE indice_ INTEGER;

DECLARE ultimo_renglon INT DEFAULT ©;

DECLARE cuentas CURSOR FOR
SELECT p.indice,p.cuenta,p.desertara,ad.deserto FROM predicteddld p,alumnodesercion ad

WHERE p.cuenta=ad.cuenta;

OPEN cuentas;
ciclo_cuentas:LOOP
FETCH cuentas INTO indice_,cuenta_,p_deserto_,ad_deserto_;
IF ultimo_renglon=1 THEN
LEAVE ciclo_cuentas;
END IF;
IF ad_deserto_=p_deserto_ THEN
SET acerto_='SI';
ELSE
SET acerto_='NO";
END IF;

UPDATE predicteddld SET acerto=acerto_
WHERE indice=indice_;

END LOOP ciclo_cuentas;

CLOSE cuentas;

END $$

DELIMITER ;

* acertod2.sql

DELIMITER $$

DROP PROCEDURE IF EXISTS "tesisv2 .  acertod2™ $$
CREATE DEFINER="root @ localhost™ PROCEDURE "acertod2 ()
BEGIN

DECLARE cuenta_ VARCHAR(10);
DECLARE p_deserto_ VARCHAR(2);
DECLARE ad_deserto_ VARCHAR(2);
DECLARE acerto_ VARCHAR(2);
DECLARE indice_ INTEGER;

DECLARE ultimo_renglon INT DEFAULT 0;
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/*verificando si terminomaterias*/
DECLARE cuentas CURSOR FOR
SELECT p.indice,p.cuenta,p.terminara,ad.terminomaterias FROM predictedd2t p,alumnodesercion ad

WHERE p.cuenta=ad.cuenta;

OPEN cuentas;
ciclo_cuentas:LOOP
FETCH cuentas INTO indice_,cuenta_,p_deserto_,ad_deserto_;
IF ultimo_renglon=1 THEN
LEAVE ciclo_cuentas;
END IF;
IF ad_deserto_=p_deserto_ THEN
SET acerto_='SI';
ELSE
SET acerto_='NO";
END IF;

UPDATE predictedd2t SET acerto=acerto_
WHERE indice=indice_;

END LOOP ciclo_cuentas;

CLOSE cuentas;

END $$

DELIMITER ;
Cadigo del arbol de decision random forest o bosque aleatorio 1.

Tree 1
promedio <= 7: SI {SI=5800, NO=2978}
promedio > 7
hareprobado <= 21
haaprobado <= 3
| hareprobado <= 3.500
| haaprobado <= 2
| promedio <= 7.835
| promedio <= 7.415: NO {SI=0, NO=9}
| promedio > 7.415
| | promedio <= 7.500: SI {SI1=3, NO=2}
| | promedio > 7.500: NO {SI=1, NO=6}
promedio > 7.835: SI {SI1=46, NO=12}
aaprobado > 2
hareprobado <= 2
| promedio <= 7.900
| | promedio <= 7.290: NO {SI=0, NO=44}
| | promedio > 7.290
| | | promedio <= 7.330: SI {SI=2, NO=2}
| | | promedio > 7.330: NO {SI=1, NO=56}
| promedio > 7.900: NO {SI=6, NO=30}
| hareprobado > 2: S1 {S1=5, NO=0}
areprobado > 3.500
hareprobado <= 4.500
| promedio <= 7.550: NO {SI1=10, NO=18}
| promedio > 7.550: S1 {S1=36, NO=15}
hareprobado > 4.500
| promedio <= 7.450
| | promedio <= 7.330: SI {SI1=28, NO=12}

—— ———— — " —— ———
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|
|
|
|
|
|
|
|
|
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Tree 2

| promedio > 7.330: NO {SI=1, NO=4}
promedio > 7.450: SI {SI1=165, NO=31}

haaprobado > 3: NO {S1=1548, NO=9390}
areprobado > 21
terminomaterias = NO

hareprobado <= 25.500
promedio <= 7.345

| o o o o o S — ——— ———— — ] —————————————— ——

—— ——— — —— T ———— —

promedio <= 7.290

| promedio <= 7.250

| | promedio <= 7.240: SI {SI=51, NO=50}
| | promedio > 7.240: NO {SI=1, NO=5}

| promedio > 7.250: S1 {SI=13, NO=7}
promedio > 7.290: NO {SI=4, NO=10}

romedio > 7.345

promedio <= 8.020

| promedio <= 7.370: SI {SI1=13, NO=6}

| promedio > 7.370

| | promedio <= 7.620: SI {SI1=55, NO=31}

| | promedio > 7.620

| | | promedio <= 7.700: NO {SI1=13, NO=18}
| | | promedio > 7.700: SI {SI=41, NO=23}
promedio > 8.020: S1 {S1=19, NO=5}

areprobado > 25.500
hareprobado <= 37

—— ——— — " ——— ———— ——— — —

hareprobado <= 29.500

| promedio <= 7.510

| | promedio <= 7.465: SI {SI1=91, NO=29}

| | promedio > 7.465

| | | promedio <= 7.475: NO {SI1=0, NO=3}
| | | promedio > 7.475: S1 {SI1=5, NO=4}
| promedio > 7.510

| | promedio <= 7.960: SI {SI1=68, NO=8}

| | promedio > 7.960

| | | promedio <= 8.010: NO {SI1=3, NO=4}
| | | promedio > 8.010: S1 {SI=17, NO=3}
hareprobado > 29.500: SI {S1=303, NO=48}

areprobado > 37

hareprobado <= 42.500: SI {SI1=171, NO=10}
hareprobado > 42.500

] promedio <= 8.075: SI {S1=423, NO=4}

| promedio > 8.075

| | promedio <= 8.090: NO {SI=1, NO=1}
| | promedio > 8.090: SI {S1=20, NO=0}

nomaterias = SI: NO {SI=0, NO=618}

hareprobado <= 4: NO {SI1=720, NO=5254}
hareprobado > 4

——————— " ———————————

periodos <= 3: SI {S1=2743, N0=1280}
periodos > 3
hareprobado <= 20.500

hareprobado <= 10.500: NO {SI1=637, NO=2406}
hareprobado > 10.500

periodos <= 5: SI {S1=772, NO=729}
periodos > 5

periodos <= 7: NO {S1=569, NO=612}
periodos > 7

| hareprobado <= 17.500

| hareprobado <= 12

| | periodos <= 15: NO {S1=91, NO=415}
| | periodos > 15: SI {S1=13, NO=8}

| hareprobado > 12: NO {SI1=350, NO=893}
hareprobado > 17.500: NO {SI1=270, NO=437}

areprobado > 20.500

hareprobado <= 29

periodos <= 7: SI {S1=245, NO=239}
periodos > 7

hareprobado <= 26

periodos <= 8: SI {S1=128, NO=67}
periodos > 8
| periodos <= 9: SI {S1=94, NO=58}
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| | periodos > 9
| | | periodos <= 10: SI {S1=86, NO=58}
| | | periodos > 10: NO {S1=296, NO=336}
hareprobado > 26
| periodos <= 12: SI {S1=187, NO=67}
| periodos > 12
| | periodos <= 18: SI {S1=98, NO=91}
| periodos > 18: NO {SI=11, NO=21}

areprobado > 29

hareprobado <= 40.500

| periodos <= 17: SI {S1=656, NO=230}
periodos > 17
| hareprobado <= 35
| | hareprobado <= 33
| | | periodos <= 21: SI {S1=37, NO=25}
|
|

| | periodos > 21: NO {SI1=5, NO=10}
| hareprobado > 33: NO {SI=13, NO=32}
| hareprobado > 35: SI {SI1=66, NO=40}
areprobado > 40.500
periodos <= 19
| periodos <= 9: NO {SI1=4, NO=5}
| periodos > 9: S1 {S1=545, NO=79}
periodos > 19
| hareprobado <= 48
| | hareprobado <= 43
| | | periodos <= 21: SI {SI1=11, NO=6}
I 1 | periodos > 21: NO {SI1=8, NO=11}
| | hareprobado > 43: S1 {SI1=47, NO=22}
| hareprobado > 48
|
|
|
|

—————————— " ————————

|
|
|
|
|
|
|
h

| hareprobado <= 62

| | periodos <= 26: SI {S1=143, NO=37}
| | periodos > 26: NO {S1=6, NO=8}

| hareprobado > 62: SI {SI=113, NO=20}

RuleModel 1

if plan <= 1994 and terminomaterias NO then SI (7066 / 191)

if plan <= 1994 and terminomaterias = SI then NO (0 / 1738)

if plan > 1994 and generacion <= 2001 and terminomaterias = NO
then SI (437 / 8)

if plan > 1994 and generacion <= 2001 and terminomaterias = Sl then NO
(0 7 134)

if plan > 1994 and generacion > 2001 and periodos <= 14.500 and
creditos <= 0 and generacion <= 2,008.500 then SI (278 / 49)
if plan > 1994 and generacion > 2001 and periodos <= 14.500 and
creditos <= 0 and generacion > 2,008.500 then NO (0 / 116)

if plan > 1994 and generacion > 2001 and periodos <= 14_.500 and
creditos > 0 and generacion <= 2002 and terminomaterias = NO and
periodos <= 6.500 then S1I (16 /7 0)

if plan > 1994 and generacion > 2001 and periodos <= 14.500 and
creditos > 0 and generacion <= 2002 and terminomaterias = NO and
periodos > 6.500 then NO (181 / 217)

if plan > 1994 and generacion > 2001 and periodos <= 14.500 and
creditos > 0 and generacion <= 2002 and terminomaterias = SI then NO
(0 7 198)

if plan > 1994 and generacion > 2001 and periodos <= 14_.500 and
creditos > 0 and generacion > 2002 and haaprobado <= 1 and generacion
<= 2008 and periodos <= 2 then SI (91 / 5)

if plan > 1994 and generacion > 2001 and periodos <= 14_.500 and
creditos > 0 and generacion > 2002 and haaprobado <= 1 and generacion
<= 2008 and periodos > 2 and generacion <= 2,007.500 then S1 (72 /
43)

if plan > 1994 and generacion > 2001 and periodos <= 14.500 and
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creditos > 0 and generacion > 2002 and haaprobado <= 1 and generacion
<= 2008 and periodos > 2 and generacion > 2,007.500 then NO (8 / 74)
if plan > 1994 and generacion > 2001 and periodos <= 14.500 and
creditos > 0 and generacion > 2002 and haaprobado <= 1 and generacion
> 2008 then NO (0 / 246)

if plan > 1994 and generacion > 2001 and periodos <= 14_.500 and
creditos > 0 and generacion > 2002 and haaprobado > 1 then NO (804 /
10477)

if plan > 1994 and generacion > 2001 and periodos > 14.500 then SI
(11 7 0)

correct: 21171 out of 22460 training examples.
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