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Resumen

Este trabajo tiene como objetivo realizar un analisis de algoritmos de aprendizaje automa-
tico para determinar cual modelo explica mejor el comportamiento de los datos de aceleracion
sismica en México. Se detallan los procesos de recoleccion de datos provenientes de las bases del
Instituto de Ingenieria UNAM y del Centro de Instrumentacién y Registro Sismico, asi como su
procesamiento previo. Se implementan diversos algoritmos, incluidos métodos lineales, reduccion
de dimensionalidad, arboles de decisiéon y métodos compuestos. Los resultados se evaltan utili-
zando el coeficiente de determinacion (R?) y el error cuadréatico medio (RMSE), encontrando que
el algoritmo de gradiente extremo (XGBoost) produce las mejores predicciones, con una precision
del 75.8%. Se presenta un ejemplo en el que se comparan los valores obtenidos por el modelo
de prediccién con los valores reales, demostrando su alta capacidad para adaptarse a la comple-
jidad de los datos sismicos analizados. Ademés, se ilustra su aplicaciéon en la simulacion de la
respuesta sismica del pais ante dos eventos hipotéticos de magnitudes 6.8 y 7.8 en la escala de
momento, ambos con epicentro en la trinchera mesoamericana. Se sugiere la posible aplicacion de
este algoritmo para mejorar la prediccién de aceleraciones sismicas, con el objetivo de optimizar
la preparacién de los servicios de proteccién civil ante estos eventos, aunque se reconocen sus

limitaciones debido a la falta de datos de calidad para el entrenamiento.
Abstract

This work aims to perform an analysis of machine learning algorithms to determine which
model best explains the behavior of seismic acceleration data in Mexico. The data collection
processes from the UNAM Engineering Institute and the Seismic Instrumentation and Recording
Center databases are detailed, as well as their pre-processing. Various algorithms are implemen-
ted, including linear methods, dimensionality reduction, decision trees, and composite methods.
The results are evaluated using the coefficient of determination (R?) and the root mean square
error (RMSE), finding that the extreme gradient algorithm (XGBoost) produces the best predic-
tions, with an accuracy of 75.8 %. An example is presented in which the values obtained by the
prediction model are compared with the real values, demonstrating its high capacity to adapt
to the complexity of the seismic data analyzed. Furthermore, its application is illustrated in the
simulation of the country’s seismic response to two hypothetical events of magnitudes 6.8 and 7.8
on the moment scale, both with an epicenter in the Mesoamerican trench. The possible applica-
tion of this algorithm to improve the prediction of seismic accelerations is suggested, with the aim
of optimizing the preparation of civil protection services for these events, although its limitations

are recognized due to the lack of quality data for training.



Capitulo 1

Introduccion

Este capitulo tiene como objetivo proporcionar un marco histérico general sobre la
sismicidad en México y sus grandes afectaciones a la sociedad, tanto en términos materiales
como humanos. Se ejemplifica la importancia de contar con una instrumentacion sismica
adecuada para alertar oportunamente a la poblaciéon en caso de un sismo de magnitud
relevante. A continuacion, se presenta la contribucion de esta tesis mediante un nuevo
método basado en algoritmos de machine learning para estimar aceleraciones sismicas a
partir de las caracteristicas del evento y las propiedades fisicas del suelo. Finalmente,
se definen los objetivos del trabajo y se detalla la estructura de la tesis, explicando el

contenido y proposito de cada capitulo dentro del proyecto.

1.1. Antecedentes y motivaciéon

Al encontrarse es una de las zonas sismogenéticas mas activas del mundo, la sismi-
cidad en México ha sido un tema de gran interés e investigacion durante toda su historia,
pues representa un riesgo latente en la poblacion en zonas vulnerables, sobre todo aquellas
cercanas a la zona de subduccion en la trinchera mesoamericana, donde la placa de Cocos
se subduce bajo la placa Norteamericana, ocasionando una gran incidencia de sismos de

gran magnitud que pueden generar pérdidas materiales millonarias o humanas invaluables.

Meéxico ha sufrido numerosos sismos a lo largo de su historia que han dejado huella
en la poblacién. Por ejemplo, un sismo el 28 de julio de 1957, de magnitud 7.8, dejando un
saldo de 160 muertos y 2500 heridos, asi como grandes danos estructurales en la Ciudad de
Meéxico que ascienden a los 25 millones de délares. De los danos estructurales ocasionados

por este sismo, resalta la caida de la escultura sobre el Angel de la Independencia, razon
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por la cual recibe el nombre de “sismo del Angel” (CENAPRED, 2024a).

Otro evento importante en la historia de México fue el infame sismo del 19 de septiem-
bre de 1985 ocurrido en Michoacan, con magnitud 8.1 My, que dejoé a su paso alrededor de
3000 muertes, con estimaciones de hasta 20 mil (SIAP, 2024); el sismo en Chiapas del 8 de
septiembre de 2017 con magnitud 8.2 cuyas afectaciones se vieron acentuadas por un sismo
magnitud 7.1 con epicentro en Puebla apenas 12 dias después, dejando detras una cifra de
fallecidos que asciende a los 400 personas (CENAPRED, 2024b) y costos materiales de 62

mil millones de pesos (Garcia Arrdliga et al., 2019).

Todos estos eventos comparten la tragedia de que la mayor parte de las pérdidas
materiales y humanas sucedieron en la Ciudad de México, ocasionado debido a la alta
densidad poblacional y las condiciones del suelo lacustre sobre el cual esta construida, lo

que amplifica las ondas sismicas a través del efecto de sitio.

1.2. Planteamiento del problema

México se encuentra en una posicion desafortunada para la poblacién que sufre los
estragos de los sismos, pero también tiene el privilegio de poder contar con registros de
aceleracion de calidad asociados a sismos de gran magnitud, por lo que su analisis para
fines de investigacion ha traido consigo nuevo entendimiento y numerosos trabajos acerca

de la mecanica de los sismos en limites de placa convergentes.

Ademas, la cercania a una zona sismica tan activa ha requerido la toma de acciones
para la prevencion de desastres, como la colocaciéon de sensores que puedan alertar a la
poblacién de manera temprana ante la ocurrencia de un sismo. Estos sensores deben estar
colocados en lugares estratégicos segtin su riesgo de ocurrencia de un sismo, de forma que

puedan registrar si un movimiento es potencialmente peligroso de manera oportuna.

La tarea de colocacion de estaciones sismicas con fines de investigacion o prevencion
esta bajo la responsabilidad de varias dependencias, como el Servicio Sismologico Nacional,
el Instituto de Ingenieria UNAM, el Centro de Instrumentacion y Registro Sismico de la
Ciudad de México, entre otras. La informaciéon recopilada a lo largo de los anos permite
tener estimaciones acerca de la susceptibilidad de un determinado sitio ante un sismo,
utilizando datos conocidos para calcular el movimiento esperado para un sismo dado.
Aunque estas estimaciones son precisas a través de modelos matematicos o numéricos que
describen su comportamiento, son calculadas para cada sitio de manera particular, por lo

que puede volverse impréctico contar con estimaciones para todo el pafs.
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1.3. Contribucion

Para resolver la dificultad de estimacion de susceptibilidad por riesgos sismicos de
manera precisa, se propone un método que utiliza algoritmos de machine learning para
generar datos de aceleracion maxima ante un sismo hipotético. Este modelo utiliza datos
de aceleracion generados a lo largo de la historia para sismos de distintas caracteristicas
y magnitudes, asociando la respuesta de cada sitio con base en sus propiedades elésticas
y geologicas. Este método debe ser entrenado con una gran cantidad de datos de calidad
para poder generar predicciones precisas, por lo que la recopilacion de datos es la principal
tarea y posible dificultad de su implementaciéon. Sin embargo, la gran ventaja es que
evita la necesidad de estimar leyes de atenuacion para cada sitio individualmente, y puede

adaptarse al comportamiento de cualquier sitio en el pais.

1.4. Objetivos

Realizar una investigacion exploratoria de distintos algoritmos de machine learning
con aplicaciéon en la prediccion de aceleraciones sismicas maximas en México. Asimismo,
evaluar el desempeno de los algoritmos implementados para determinar las ventajas y

desventajas de éstos en términos de su exactitud, precision, y eficiencia computacional.

1.5. Estructura de la tesis

La tesis esta dividida en 5 capitulos, donde el primero es el presente, que proporciona
el contexto y la justificacion del estudio. El segundo capitulo revisa el estado del arte en la
prediccion de aceleraciones sismicas maximas, ya sea utilizando machine learning u otras
técnicas matematicas, asi como la teoria basica de los algoritmos utilizados en el analisis.
El tercer capitulo describe la base de datos para el entrenamiento, revelando informaciéon
bésica acerca de los datos mediante graficos y analisis estadisticos. El cuarto capitulo
contiene la metodologia utilizada para la recopilacion y preparacion de los datos, asi como
la implementacion de los algoritmos de machine learning. El quinto capitulo presenta los
resultados y su analisis en términos de precision y eficiencia, asi como una demostracion
de la simulacién de sismos y estimacion de aceleraciones méximas. Finalmente, el sexto
capitulo concluye la tesis con una discusion de los resultados y recomendaciones para

futuras investigaciones.

Este primer capitulo ha establecido el contexto y la importancia de estudiar la sismi-
cidad en México, asi como la necesidad de contar con técnicas avanzadas para la predicciéon

de aceleraciones sismicas. Se han revisado los conceptos tedricos y los métodos tradiciona-
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les utilizados en la sismologia, destacando sus limitaciones y la motivacién para explorar
enfoques basados en machine learning. En el siguiente capitulo, se profundizaré en las ge-
neralidades tedricas de este trabajo, describiendo las matematicas detras de los algoritmos
de machine learning seleccionados y su implementacion para mejorar la precision en la
estimacion de aceleraciones sismicas. Esta transicion permitird comprender mejor c6mo
los conceptos tedricos se aplican en la practica para abordar los desafios identificados en

este capitulo inicial.

El codigo implementado, asi como ejemplos de uso, pueden ser consultados en el

siguiente enlace: https://github.com/JOchoab1 /tesis geofisica



Capitulo 2

Generalidades

Este capitulo abarca la informaciéon tedrica fundamental necesaria para contextua-
lizar el presente trabajo. Se exploran temas como la sismicidad en México y su origen,
la sismicidad histérica, los métodos de registro de eventos sismicos y sus impactos en la
sociedad. Ademés, se proporciona informacion sobre las técnicas actuales para la predic-
cion de aceleraciones sismicas, como los mapas de zonificacion y las leyes de atenuacion
matematicas, destacando sus ventajas y desventajas. Asimismo, se introduce la teoria de-
tras de los algoritmos utilizados en este estudio y se compara con las técnicas actualmente

empleadas para la estimacion de intensidades sismicas

2.1. Sismicidad en México

La sismicidad en la Republica Mexicana es ocasionada principalmente por un régi-
men compresivo de la placa de Cocos, Rivera y Norteamericana, donde las dos primeras
se subducen bajo la ultima (ver Figura 2.1). Este margen de placas esta asociado a la
sismicidad del Anillo de Fuego del Pacifico, una zona alrededor del Océano Pacifico con
muy alta sismicidad y actividad volcanica, responsable de algunos de los sismos de mayor
magnitud en la historia (USGS, 2009).

En México, multiples sismos de gran magnitud han azotado el territorio, en ocasio-
nes trayendo consigo destrucciones y pérdidas humanas incalculables. Sin duda, el mejor
ejemplo de un evento de este tipo ese el sismo del 19 de septiembre de 1985, de magnitud
8.1 con epicentro en las costas del estado de Michoacan. Este sismo gener6 devastacion a
lo largo de las regiones circundantes, pero se vio especialmente acentuado en la Ciudad de

Meéxico, debido a la naturaleza del suelo en el que esta construida. Multiples edificios co-
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Figura 2.1: Esquema de las placas tecténicas que conforman el territorio mexicano

lapsaron ante este sismo, generando incontables pérdidas materiales y humanas, solamente
para ser testigos de una réplica con magnitud 7.6 que terminé de diezmar las estructuras

reblandecidas por el evento principal.

Este sismo fue el primer sismo de gran magnitud en ser registrado por la Red Acele-
rografica del Instituto de Ingenieria UNAM recientemente colocados en la zona como parte
de una colaboraciéon con el gobierno japonés, generando asi un gran acervo de registros
sismicos tanto en zonas muy cercanas al epicentro como en estaciones tan alejadas como
400 km (Idel UNAM, 2017). Este sismo supuso un parteaguas en la importancia de una

adecuada instrumentacion sismica en el pais.

Otros eventos que se han beneficiado de la posterior colocacion y mejora de instru-
mentos sismicos para la deteccidén temprana son los sismos del 7 de septiembre de 2017 de
magnitud 8.2 en Tehuantepec, cuya alerta temprana gracias a la instrumentacion ayudoé a
salvar vidas; el sismo de Michoacéan el 19 de septiembre de 2022 con magnitud 7.7, sucedido
solamente unos minutos después del simulacro nacional conmemorativo del sismo de 1985

exactamente 37 anos antes.

Un evento que vive en la memoria de los mexicanos y que nos recuerda de la natu-
raleza imprevisible de los sismos es el ocurrido el 19 de septiembre de 2017, de magnitud
7.1 en el estado de Puebla. El epicentro de este sismo era demasiado cercano a la zona del
Valle de México para ser detectado por los sismémetros responsables de emitir la alerta

sismica (Fariza, 2017), por lo que tomo por sorpresa a los habitantes de las zonas cercanas.
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El movimiento dejé6 numerosos danos en los estados de Puebla, Morelos y la Ciudad de
México, provocando el colapso de mas de 44 mil estructuras y la pérdida de mas de 300
vidas, dejando més de 6000 heridos (Gobierno de México, 2024).

Aunque es imposible no hacer una correlacién inconsciente entre estos eventos, dado
que todos ocurrieron durante el mes de septiembre, debe recordarse que no existe evidencia
geologica que respalde la correlacion entre la ocurrencia de un sismo en una determinada

fecha, pues solamente se trata de coincidencias (Staff, 2022).

Debido a la zona de alta susceptibilidad sismica en la que se encuentra México,
existe un riesgo latente de eventos de gran magnitud que pueden impactar en cualquier
momento, por lo que contar con una instrumentacion sismica confiable que permita mitigar

en la medida de lo posible las afectaciones por este tipo de desastres es de vital importancia.

2.2. Instrumentacion sismica

La instrumentacién sismica permanente en México estd a cargo de diversas insti-
tuciones y dependencias, cada una cubriendo un area distinta y cuyos sensores son de
distintas caracteristicas técnicas. De manera general, la mayoria de los sensores destinados
al registro de sismos son operados por el Servicio Sismologico Nacional (SSN), que cubre
gran parte del pais con su red de 62 sismografos de banda ancha (SSN, 2015); el Instituto
de Ingenieria de la UNAM que cuenta con una red acelerografica de 90 sensores en la zona
sur del pais y una mayor densidad de estaciones en el Valle de México (Idel UNAM, 2017);
y el Centro de Instrumentacion y Registro Sismico de la Ciudad de México (CIRES), ope-
rando 80 estaciones sismicas en el Valle de México para registro y mapeo de caracteristicas
sismicas en la capital del pais (CIRES, 2024), asi como alertamiento temprano en la zona

sur de México.

Para fines de alerta ante sismos, el Sistema de Alerta Sismica Mexicano (SASMEX)
cuenta con sensores colocados de manera estratégica a lo largo de la costa del Pacifico en
Meéxico, asi como cobertura total en los estados de Guerrero, Oaxaca y Puebla. Este sistema
permite alertar hasta con decenas de segundos ante las llegadas de las ondas sismicas a las
regiones en riesgo (CIRES, 2024).

Si bien los sismografos son muy ttiles para fines de investigacion, juegan un papel
muy importante en la deteccidén temprana de sismos para dar alerta a la poblacion. Cabe
destacar que el Servicio Sismolégico Nacional no opera la alerta sismica de la Ciudad de

Meéxico, pues esa tarea esté a cargo del SASMEX.
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Figura 2.2: Zonificacion sismica en México para un periodo de 400-500 anos (Esteva, 1970).

2.3. Analisis de datos para prediccién de aceleraciones

sismicas

Los métodos actuales para estimar las aceleraciones sismicas en México contemplan
métodos de modelacion numérica y matemaética, asi como estimaciones realizadas a través
del anélisis de la sismicidad histérica con fines ingenieriles, los cuales son utilizados para el
diseno de estructuras susceptibles a esfuerzos sismicos. Aunque los mapas de zonificacién
sismica son una buena estimacion de la intensidad esperada, solamente ofrecen una vision
general del riesgo en una zona y no contienen datos precisos de la respuesta sismica ante
un determinado evento, pues en ocasiones suponen condiciones ideales que pueden no
representar a todas las zonas por igual. Tal es el caso de la regionalizacion sismica de
México para fines de ingenieria de Esteva (1970), que presenta una regionalizacion en
todo el pais suponiendo que el suelo esta compuesto por conglomerados compactos en su

totalidad, posiblemente con fines de simplificar su trabajo (Figura 2.2).

Si se desea conocer el tipo de respuesta que tiene un sitio en particular se debe
realizar un analisis de la ley de atenuacion sismica que le aplique, a través de modelaciones

matematicas definidas a partir del movimiento del terreno y el mecanismo de falla asociado
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al sismo en cuestidon. La relacion del movimiento del suelo en su forma mas sencilla se

determina a partir de varios parametros segtin Bozorgnia y Bertero (2004):

IDY201+Cng—CglnR—C4R—|—€ (21)

donde el valor de Y es el movimiento del terreno asociado a un sismo con magnitud My y a
una distancia R, con un término de error ¢ y la influencia de los parametros Cy, Cy, C3 y Cy,
que describen el movimiento fuerte del suelo, la atenuaciéon geométrica y anelastica de las
ondas ocasionadas por el amortiguamiento en distintos materiales. Obsérvese el término
Cs31In R, afectado por un factor logaritmico, que indica una disminucién exponencial en
el movimiento del suelo con una mayor distancia al epicentro. Aunque obtener leyes de
atenuacion sismica es un método muy preciso, debe ser calculado de manera independiente
para cada sitio de manera particular con datos sismicos de calidad (Flores, 2015), por lo

que puede tornarse impractico.

2.4. Algoritmos de machine learning en geofisica

Debido a que la geofisica implica intrinsecamente el analisis de grandes cantidades de
datos y relaciones mateméaticas complejas para su modelado e inversion, el advenimiento
de los algoritmos computacionales en lo anos recientes han supuesto un gran salto en la
eficiencia de estos analisis, tanto en el tiempo de procesamiento como en la calidad de los

resultados.

Algunos de los algoritmos utilizados en la geofisica, sobre todo en problemas que re-
quieren la optimizacion de modelos, incluyen métodos de gradiente, algoritmos genéticos,
recristalizacion simulada, enjambres de particulas, redes neuronales, entre otros (Qadrouh
et al.,, 2019). Asi pues, el objetivo de la inteligencia artificial en general es simular el
comportamiento inteligente de los humanos (Samuel, 1959), concepto que fue concebido
a mediados del siglo XX. El objetivo principal del machine learning es la prediccion del
comportamiento de una variable dado un conjunto de datos de entrada a través de algo-
ritmos que serian extremadamente complicados de manera usual, o en modelos donde el

uso de técnicas convencionales no ofrecen los resultados esperados.

Por ejemplo, algunos de los trabajos més relevantes en geofisica incluyen: la utiliza-
cion de redes neuronales auto-supervisadas para la supresion del ruido aleatorio en senales
sismicas (Birnie et al., 2021), la obtencion de soluciones de onda restringidas por la ecua-

cion de Helmoltz a partir de funciones aprendidas mediante machine learning (Alkhalifah
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et al., 2021), identificacion rapida de reservorios marinos de gas de alta calidad utilizando
bosques aleatorios (Zhu et al., 2021), prediccion de la concentracion de elementos traza
en rocas (Zhang et al., 2021), mejora en la prediccion de litofacies a partir de datos de
rayos gamma en pozos con datos limitados (Wood, 2021), uso de redes neuronales para
la expansion en el etiquetado automatico de datos sismicos (Li et al., 2020), estimaciones
rapidas de magnitud en los sismos usando redes neuronales convolucionales (Meng et al.,
2023), prediccion de fallas sismicas en condiciones de laboratorio a partir del andlisis de
senales previas (Rouet-Leduc et al., 2017), deteccion automética de anomalias geologicas

superficiales a partir de imagenes multiespectrales (Nwaila et al., 2022), entre otros.

Entre los trabajos previos utilizando machine learning en geofisica, destaca el trabajo
de Joshi et al. (2024), donde se disena un algoritmo basado en modelos hibridos, basados
en kernels, arboles de decision y regresion simple, con el objetivo de predecir el valor de
PGA en sismos de Japon. Este algoritmo demuestra tener un error cuadrado medio de la
mitad de los métodos convencionales, siendo probado para sismos en Iran y demostrando
una capacidad de prediccion mas precisa que las leyes de atenuacion locales. El trabajo
de Joshi et al. (2024) demuestra que la utilizacion de algoritmos de machine learning para
el fin que en esta tesis se propone es perfectamente viable, siempre y cuando los datos de

entrenamiento sean vastos y de calidad.

Aunque el uso de algoritmos de machine learning en geofisica presenta la ventaja
de no requerir el mismo conocimiento profundo de ecuaciones o teoria fisica para crear
modelos matematicos por métodos convencionales, es esencial que el programador cuente
con los conocimientos necesarios para garantizar la creaciéon y validaciéon de un modelo
confiable. Ademas, una de las principales desventajas es que la recopilacion de suficientes
datos para entrenar el modelo puede representar un gran desafio. Sin embargo, cuando los
algoritmos estan bien entrenados, demuestran una capacidad de adaptaciéon y resoluciéon
excepcional (Kim & Nakata, 2018).

En el ambito de las geociencias en general, ha tomado lugar un gran ntimero de avan-
ces en la aplicacion de algoritmos de machine learning, abarcando una cantidad formidable
de algoritmos, por ejemplo: adrboles de decision, bosques aleatorios, maquinas de soporte
vectorial, procesos Gaussianos, redes neuronales profundas, redes neuronales convolucio-

nales y redes generativas adversarias, por nombrar algunos.
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2.5. Generalidades de los algoritmos utilizados

Esta seccion tiene como objetivo presentar la teoria matemaética basica detras de los
algoritmos seleccionados para su analisis en este trabajo, centrdndose en algunos de los
més comunes, como los modelos lineales, los drboles de decision y los modelos de gradiente.
Las redes neuronales no se incluyen en el anélisis, ya que estos algoritmos pertenecen a un

area de investigacion distinta que queda fuera de los objetivos planteados.

2.5.1. Regresion lineal

La regresion lineal representa el método de relacion entre variables méas basico, donde
la variable objetivo puede tener una o varias variables explicativas. En general, el modelo
consta en adaptar una linea recta a las observaciones (z1,41),- .., (Zn, yn) (Kroese et al.,
2019). Debido a que este método puede tener miltiples variables, es mejor expresar el

modelo matematico en términos matriciales:

y=mX+b (2.2)

donde m representa la matriz de parametros de entrada, los cuales controlan el valor de la
variable objetivo ¢ con los coeficientes almacenados en la matriz X y su interseccion con el
eje objetivo, b, de tal manera que los valores residuales entre la linea recta y los puntos de
datos sea minimo. Este modelo se resuelve utilizando minimos cuadrados, pues la funcién
de costo L(¢) que minimiza es la diferencia entre los valores estimados y la funcién real
(Pedregosa et al., 2011):

L) = 5 (i~ y)? (2.3)

2n 4
=1

donde n es el namero de muestras en los datos, y; es el valor estimado y y es el valor real.

La forma general para la solucién de un sistema determinado descrito por la matriz

de parametros m, los coeficientes G y el objetivo y como y = Gm es:

m = (G'G)"'(G"y) (2.4)

La regresion lineal por minimos cuadrados puede ser altamente susceptible a coli-

nealidad, por lo cual se desarrollaron métodos que apliquen un factor de regularizacion a
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los coeficientes estimados con el objetivo de evitar el sobreajuste a los datos.

El problema de la colinealidad (o multicolinealidad cuando se trata con mas de dos
variables) surge cuando dos o més variables predictoras tienen una relacion lineal entre
ellas, potencialmente afectando el desempeno de la prediccion. El método de regresion de
cresta ofrece un ajuste lineal con un factor de regularizacion L2 (cuadrético) aplicado a
los coeficientes m; del modelo, cuya influencia en el ajuste del modelo esté controlado por

el parametro A:

n

D)= 53 (=P +AY ] 2.5)

2n 4
=1

Este modelo, llamado regresion lineal con regularizacion L2 o regresion lineal de
cresta, garantiza una mayor penalizacion a los coeficientes con mayor magnitud (IBM,
2023).

Aunque la regularizacion L2 en ocasiones se presenta como una alternativa robusta,
pueden existir casos en los que un factor cuadratico de regularizacion es demasiado pesado
y una regularizaciéon lineal es insignificante. Debido a este problema surgen los métodos
con combinacién de regularizaciones L1 y L2, de tal manera que los coeficientes no sean
penalizados con tanta dureza con L2 ni eliminados totalmente con L1, aplicando una
regularizacion intermedia en su lugar. Este método es llamado malla elastica, la cual puede
penalizar todos los coeficientes colineales, a diferencia de la penalizacion por L1 y L2
solamente (Pedregosa et al., 2011), prometiendo generar resultados con mayor precision
al eliminar coeficientes poco relevantes (Zou & Hastie, 2005). Su funcién de costo esta
definida por la fuerza de la regularizacion, A, y la proporcion de regularizaciones L1/L2,

a:

n n

L(w)z%Z(yz-—y)QﬂLAaZm%MZmi (2.6)

2.5.2. Arboles de decisiéon

Los arboles de decision son una familia de algoritmos de aprendizaje no paramétrico
(es decir, no dependen de ninguna funciéon matemaética), cuyas predicciones son basadas en
estructuras similares a arboles, donde los datos se dividen segiin los criterios establecidos
(Kristori, 2024). Una gran ventaja de este tipo de algoritmos es que, cuando son aplicados

de forma independiente, son muy intuitivos y pueden ser visualizados facilmente.
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Figura 2.3: Estructura de un arbol de decision simple. Modificado de Kroese et al. (2019).
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En la Figura 2.3 muestra la estructura general de un arbol de decision, donde las
predicciones se encuentran en las hojas, generadas a partir de divisiones de los datos
basadas en reglas inferidas por el algoritmo. A medida que aumenta la profundidad del
arbol, es decir, a mayor ntimero de divisiones antes de llegar a una hoja, las reglas de
decision se vuelven mas complejas, lo que puede generar predicciones més precisas, pero
también existe el riesgo de sobreajuste si hay muchas caracteristicas y pocas observaciones
(Pedregosa et al., 2011). La funcién matematica optimizable de un arbol de decision es la
siguiente:

n n

L(p) = Z Wy, yi) + ZQ<fz) (2.7)

=1 =

donde [ es una funcion diferenciable que mide la diferencia entre la variable objetivo y y el
valor predicho y;. El término (f;) es un factor de penalizacion para evitar el sobreajuste
en los arboles (Natekin & Knoll, 2013).

2.5.3. Meétodos de conjunto

Aunque los arboles de decision simples pueden ser muy buenos estimadores por si

solos, pueden llegar a ser insuficientes dependiendo de la complejidad de los datos con los
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que se trabaje. Debido a esto, existen métodos que generan resultados a partir del uso
de multiples predictores simples, usualmente arboles de decision (Natekin & Knoll, 2013),
cada uno de los cuales es entrenado en un subconjunto de datos diferente y aleatorio del set
de datos completo. Este grupo de predictores son evaluados en conjunto para optimizar una
funcion de costo diferenciable arbitraria, aumentando asi su precision y generalizabilidad
(Pedregosa et al., 2011).

Los arboles de decision potenciados por gradiente emergen como una soluciéon pa-
ra optimizar funciones més complejas que las de un arbol de decision simple, permitiendo
encontrar relaciones mas complejas y generar predicciones con mayor precision. Estos algo-
ritmos se optimizan de manera iterativa hasta alcanzar un nivel de tolerancia especificado,
creando una cantidad determinada de arboles en cada iteracion, y donde la prediccion final
se obtiene a partir del promedio de las predicciones de todos los arboles creados durante

la optimizacion.

La funciéon de optimizacion, que parte de la Ecuacion 2.7, es la siguiente:

L) =3 1.0 + filwi)) + QUf) (2:8)

donde t representa la t-ésima iteracion de optimizacion, y la funciéon f; es anadida a la
funciéon de costo de tal manera que optimice el modelo en la mejor manera. La precision

del modelo es evaluada calculando su error cuadrado medio (MSE).

Otro tipo de método de conjunto muy utilizado son los bosques aleatorios, que elimi-
nan la necesidad de calcular gradientes y funciones de costo diferenciables, pues solamente
generan arboles entrenados en diferentes sets de datos y predicen un valor promedio de
todos los arboles creados. Una de las condiciones de este método es que cada arbol, junto
con sus parametros de division y predicciones finales, deben ser independientes entre si,
de manera que las decisiones tomadas reflejen de manera precisa la estructura real de los
datos (Kroese et al., 2019).

De forma similar a los arboles de decision, los bosques aleatorios controlan la calidad
de la estimacion utilizando hiperpardmetros como la maxima profundidad de cada arbol
(nimero de divisiones hechas) y el nimero minimo de elementos para considerarse una
hoja. La funcién de optimizacion de los bosques aleatorios también debe tomar en cuenta
el ntiimero de arboles que genera, pues de esto dependera la complejidad del modelo y su

desempeno en datos de validacion.
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Si los arboles independientes creados por bosques aleatorios y arboles potenciados
por gradiente no logran captar del todo la estructura en datos muy complejos, entonces es
necesario relacionar cada arbol, de manera que exista comunicacion de los errores de cada
uno para que sean corregidos en el siguiente arbol. Esto garantiza que el error al final de
la creaciéon de todos los adrboles sea el minimo posible, con la diferencia de que la decisién
final se pondera segin el nivel de error de cada arbol, a diferencia de los bosques aleatorios

que promedia todos sus arboles con igual peso (Pro, 2016).

Este tipo de algoritmo es llamado gradiente extremo, conocido también por el nombre
de su implementacion computacional mas utilizada, XGBoost (Chen & Guestrin, 2016).
Los hiperparametros que se deben tomar en cuenta para la generacion de estos arboles son
muy similares a los algoritmos basados en el mismo principio, y solamente se anade la tasa
de aprendizaje bajo la cual el algoritmo generara nuevos arboles en cada iteracion. Al igual
que los arboles impulsados por gradiente y los bosques aleatorios, los arboles de gradiente
extremo son evaluados calculando el error cuadrado medio de la prediccion respecto a la
variable real.

2.5.4. Reduccién de dimensionalidad

Si bien muchos de los algoritmos existentes estan optimizados para trabajar con datos
con alta dimensionalidad, por ejemplo los arboles de decision, muchos otros pueden verse
afectados negativamente al tener dificultades para estimar los hiperparametros 6ptimos
(Rogers & Girolami, 2020).

Debido a esto y para evitar problemas relacionados con la maldiciéon de la dimen-
sionalidad!, existen algoritmos que reducen las dimensiones de los datos analizando la
contribucién de cada caracteristica a la varianza. Obteniendo las dimensiones que expli-
quen la mayor parte de la varianza de los datos se puede disenar un conjunto de datos
de mucho menor tamano y que aiin mantenga la mayor parte de las caracteristicas de los

datos originales (Pedregosa et al., 2011).

Segun Rogers y Girolami (2020), el analisis de componentes principales, cominmente
abreviado como PCA, por sus siglas en inglés, supone una matriz de datos X, de la cual
se calcula su matriz de covarianza C después de normalizar y centrar las n observaciones:

1

C=-X'X (2.9)
n

'La maldicién de la dimensionalidad ocurre cuando existen datos distribuidos en demasiadas dimensio-
nes, lo que hace que los datos tengan una poca probabilidad de compartir caracteristicas bajo las cuales
se puedan agrupar (Verleysen & Francois, 2005).
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Posteriormente se obtiene cada uno de los vectores y valores caracteristicos de C, los
cuales se ordenan segiin su magnitud. En este paso se eligen k vectores caracteristicos en
funcién de la cantidad de dimensiones a las cuales se desea reducir la matriz X. De este
modo, la matriz de datos reducidos se calcula como una proyeccién de X sobre la matriz

de vectores propios Vy:
Z = XcVy (2.10)

donde Z es la matriz de datos reducidos. Por otra parte, el algoritmo PCA puede conside-
rarse un método de extraccion de caracteristicas también, ya que permite manejar datos
de alta dimensionalidad utilizando solo las caracteristicas mas relevantes para el analisis
(Kroese et al., 2019).

Dado que el método de PCA solamente utiliza la matriz X para la transformacion,
no asegura que sea relevante para los valores de Y, es decir, el objetivo. Para solucionar
este problema, existen métodos como los minimos cuadrado parciales (PLS), que realiza
una descomposicion simultdnea de las matrices X y Y, asegurando que los vectores y
valores caracteristicos utilizados durante la proyeccién expliquen la correlacion entre ambas
matrices tanto como sea posible (Pedregosa et al., 2011). Ademés, PLS es particularmente
utilizado cuando se requiere predecir un conjunto de variables independientes a partir de

un conjunto muy grande de variables dependientes (Abdi, 2003).

Este capitulo ha proporcionado un panorama general de la sismicidad en México,
explorando su origen, historia y los métodos empleados para el registro de eventos sismicos.
Se han comentado tanto los efectos materiales como humanos de los sismos, enfatizando
la necesidad de una instrumentacion sismica adecuada para la alerta temprana. Por otra
parte, se han examinado las técnicas actuales para la predicciéon de aceleraciones sismi-
cas, como los mapas de zonificaciéon y las leyes de atenuacion, evaluando sus ventajas y
desventajas. Finalmente, se ha proporcionado un contexto bésico de los algoritmos de ma-
chine learning elegidos. Con las bases teodricas y metodologicas establecidas, en el siguiente
capitulo se detallara la recopilacion, unificacion y analisis exploratorio de los datos sismi-
cos utilizados durante la tesis, que fundamentaran la implementacion y evaluacion de los

algoritmos presentados.



Capitulo 3

Base de Datos

En este capitulo se presenta el procedimiento de anélisis estadistico, transformacion
y unificacién del catélogo de sismos recopilado, con el objetivo de asegurar un anélisis
correcto por los algoritmos de aprendizaje automatico. Se detallan los procesos de trans-
formacion de escalas de magnitud sismica, analisis estadistico y descripcion de la base de
datos, para asi comprender de manera general el tipo de datos con los que se esta tra-
bajando y poder seleccionar de manera més precisa los tipos de algoritmos que pueden

ofrecer mejores resultados.

3.1. Recopilacién de datos

El 29% de los acelerogramas utilizados durante el entrenamiento de los modelos
fueron obtenidos de una base de datos del Centro de Instrumentacion y Registro Sismico
(CIRES) de la Ciudad de México, la cual fue solicitada de manera directa a la dependencia
para los fines que a este proyecto conciernen. Los acelerogramas restantes se distribuyen
en 68 % pertenecientes al Instituto de Ingenieria UNAM y 3% correspondiente a acelero-
gramas de la Benemérita Universidad Autonoma de Puebla (BUAP), dando un total de
2710 registros. Es importante mencionar que las estaciones del CIRES solamente cubren
el area del Valle de México, mientras que los demés acelerogramas abarcan la zona sur del

pais casi en su totalidad.

Los eventos sismicos asociados a estos acelerogramas cumplen con ciertos criterios

de selecciéon para asegurar su calidad y consistencia, los cuales se enlistan a continuacion:

= Todos los sismos se encuentran en el periodo del 05-01-1971 al 14-12-2023

18
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» Salvo sismos locales en el Valle de México, la magnitud de todos los eventos se

encuentra por encima de 4.5 en la escala de magnitud de momento.

= Salvo sismos locales en el Valle de México, todos los sismos estdn asociados a la
tectonica de la zona de subduccién de la trinchera Mesoamericana o fallas laterales

asociadas al contacto de la placa de Cocos y Rivera.

» Para asegurar un nivel de senal/ruido utilizable, la distancia maxima de una estacion

al epicentro de un sismo es de aproximadamente 1000 km.

Distribucion de PGA de la base de datos
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Figura 3.1: Distribucion de los valores de PGA en la base de datos utilizada

Dado que los archivos ASA2.0 cuenta con un formato estandarizado y uniforme, es
posible disenar funciones en Python para iterar sobre cada archivo y extraer los datos
necesarios, realizando las operaciones matematicas necesarias de manera simultanea (por
ejemplo, el calculo de espectros de frecuencias). Los parametros extraidos de los archivos

y que son relevantes para el entrenamiento de los modelos se describen a continuacion:

= Magnitud del sismo (medido en distintas escalas que posteriormente fueron unifica-
das)

= Distancia de la estacion al epicentro en kilometros

» Profundidad hipocentral en kilémetros
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» Geologia/tipo de suelo donde estéa colocado el sensor

La base de datos completa consta de alrededor de 81,000 elementos, sin tomar en

cuenta la senal por si misma.

3.2. Unificacién del catalogo

La base de datos contempla eventos registrados desde el ano 1971 hasta 2023, con
instrumentos de distintas tecnologias, precisiones, instituciones responsables y parametros
medidos. Si bien el registro de sismos en los tltimos anos ha mejorado considerablemente,
los sismos de hace mas de 20 anos ain tienen en su registro pardmetros de medicion
que no son usados actualmente, por ejemplo mediciones analdgicas que tuvieron que ser

digitalizadas manualmente o de forma automatica, o escalas de magnitud sismica obsoletas.

Una gran ventaja de utilizar sismogramas con el formato estandar ASA2.0 es que
la distribucion de los datos dentro del archivo es consistente, pero deben ser revisados y
limpiados cuidadosamente antes de pasar al procesamiento. Uno de los valores con mayor
influencia en el analisis y mayor discrepancia entre si es la escala de magnitud registrada en
cada archivo. Aunque para sismos recientes es un estandar utilizar la magnitud de momento
(My), existen registros con escalas locales y relacionadas a la amplitud de ondas P o S, o
asociadas a la duracion del registro (magnitud de onda de cuerpo: My; magnitud de onda

superficial: Mg; magnitud de coda: M¢).

Estas magnitudes pueden no estar bajo la misma escala y no representar la misma
energia liberada, por lo que es necesario unificar estas escalas para obtener sus valores
correspondientes en la escala My,. Para lograr esta transformacion se utilizan ecuaciones
obtenidas de manera empirica a partir de la determinaciéon de coeficientes lineales y cua-
draticos mediante regresiones estadisticas para sismos en la Republica Mexicana utilizando
datos del International Seismological Centre, ISC y del United States Geological Survey,
USGS (Sawires et al., 2019). Estas ecuaciones resultan en un valor de M, que es compa-
rable con los valores de My, medido directamente, por lo que permiten realizar el anéalisis

correctamente.

M3, = (5.58 4 0.29) — (0.68 & 0.10) Mg + (0.13 = 0.01) M2 (3.1)
M, = (—1.36 £ 0.13) + (1.35 + 0.15) M, (3.2)
My, = (—0.31 £ 0.26) + (1.06 + 0.21)M¢ (3.3)
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Figura 3.2: Distribucién de magnitudes sismicas en la base de datos después de su transformacion. Los
puntos indicados como My, se refieren a la magnitud original registrada en el archivo, mientras que el
resto son las magnitudes transformadas a unidades de My, .

Después de la transformacion se puede apreciar en la Figura 3.2 que la nueva magni-
tud equivalente M}, sigue de manera muy precisa la tendencia de la magnitud de momento
real, por lo que la transformacion logra obtener valores de magnitud de momentos de ma-
nera fiable, lo que permite realizar un analisis sin sesgos por escala. Esta transformacion
es de especial relevancia debido a que son relaciones desarrolladas especialmente para el
régimen tecténico de México, por lo que su aplicaciéon asegura que los datos se mantienen

utilizables.

3.3. Analisis exploratorio

A partir de la recopilacion de diversas fuentes, la base de datos cuenta con un total
de 2710 registros, asociados a 142 sismos con magnitudes que van desde 2.4 hasta 8.3 en
la escala Myy, registrados en 264 estaciones sismicas. La gran mayoria de los sismos estan
asociados a la subducciéon de la placa de Cocos y Rivera bajo la placa Norteamericana,
mientras que otros pocos se deben a la subsidencia del suelo en la Ciudad de México
(aquellos con magnitud de 3 o menor y epicentro en el Valle de México). En la Figura

3.3 se presenta la distribucion de los epicentros de los sismos analizados, donde se puede
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Figura 3.3: Epicentros de los sismos recopilados en la base de datos, clasificados por profundidad hipocen-
tral

observar que la profundidad hipocentral aumenta a medida que se adentra hacia la placa

Norteamericana.

Las estaciones sismicas estan distribuidas en la zona centro y sur del pais (ver Figura
3.4), donde el registro més cercano a un sismo se encuentra a 1.14 kilémetros, mientras que
el mas alejado esta a 1241.4 kilometros. El méaximo PGA registrado en la base de datos es

de 1073.5 gales, mientras que el menor es de 0.16 gales.

Es importante conocer la distribucion de valores en la base de datos sismicos debido
a que otorga una primera aproximacién al problema y se pueden elegir algoritmos cuyo
funcionamiento se adapte de manera 6ptima a la estructura de los datos. La distribuciéon
de datos general de la base de datos se encuentra en la Figura 3.5, en donde se aprecia
una alta asimetria con un sesgo hacia los valores pequenos, constituyendo la mayoria de

estos, mientras que los valores grandes son la minoria.

La funcién de probabilidad que describe la base de datos puede aproximarse a la
funciéon de densidad de probabilidad Pareto, de donde parte la “regla de Pareto”, que
explica que el 80 % de los fenomenos observados son explicados por el 20 % de las causas

(Reiss & Thomas, 2007). Si bien la base de datos utilizada no cumple con esta regla de
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Figura 3.4: Estaciones sismicas

manera exacta, un analisis estadistico rapido indica que aproximadamente el 16 % de los
datos se encuentra por encima del percentil 84. Este valor muestra que la distribucion es
ligeramente més sesgada que la que explica la regla de Pareto, pero la sigue de manera
muy cercana. La funciéon de densidad de probabilidad Pareto esta dada por la siguiente

formula, donde « controla el sesgo:

ax

F T2 Ty
flz)=49" (3.4)

0 T < Ty

donde z,, es el valor minimo posible (y estrictamente positivo) de z, la variable que se
modela.

Analizando la correlacion lineal entre variables, en la Figura 3.6 se muestra la matriz

de correlacion de Pearson, que indica el nivel de relacion lineal que tiene una variable con
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Figura 3.5: Histograma de la base de datos en general. Se aprecia una distribuciéon aproximadamente
Pareto, por lo que se requerirdn procedimientos de normalizaciéon para el correcto funcionamiento de
algunos algoritmos.

otra, teniendo rangos de -1 a 1, donde 1 es una relacion lineal directa y -1 es una relacion
lineal inversa. Se puede observar que en general existe una correlacion lineal cercana a cero
en la mayor parte de las variables (cada una representada por un pixel), lo que indica que
no existe correlacion y los algoritmos lineales pueden no adaptarse correctamente a los
datos al no captar las relaciones reales que existen. Las variables presentes en la matriz de

correlaciéon son:
1. S: Tipo de suelo
2. Vs30: Velocidad de onda S del suelo
3. M: Magnitud del sismo
4. P: Profundidad hipocentral
5. D: Distancia del epicentro a la estacion
6. R: Distancia del hipocentro a la estacion

7. PGA: Aceleraciéon maxima registrada en la estacién, en cm /s
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Figura 3.6: Matriz de correlacién de Pearson de las variables de la base de datos. Se observa que la mayor
parte de las variables tienen una correlacién lineal cercana a cero.
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Otro tipo de anélisis para transformacion y visualizacion de datos con alto ntimero
de caracteristicas es la reduccion de dimensionalidad no lineal. Dentro de los algoritmos
existentes, el algoritmo T-stochastic Neighbor Embedding, t-SNE, es el algoritmo que otor-
ga mejores resultados al mantener una estructura del 98.97 % respecto al conjunto de datos
original, por lo que se trata de una representacion fiel de la estructura de datos. Se puede
observar su alta complejidad que no sigue ningin patrén obvio a primera vista, aunque
muestra algunos signos de agrupamiento, por lo que desde este momento se puede inferir
que los algoritmos para resolver problemas lineales pueden presentar resultados insatisfac-
torios y sera necesario recurrir a técnicas no paramétricas que logren captar relaciones no

lineales.

El algoritmo TSNE esté disponible en la biblioteca Scikit-learn de Python, junto con
otros algoritmos de reduccién de dimensionalidad no lineal y funciones de procesamiento

similares, en la clase sklearn.manifold.TSNE

TSNE
Estructura original: 98.97%
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Figura 3.7: Reduccion de dimensionalidad de la base de datos a 2 dimensiones con el algoritmo T-stochastic
Neighbor Embedding (TSNE) con perplejidad 15 y 250 iteraciones. Se mantiene una estructura del 98.97 %

Los colores en la Figura 3.7 indican la clasificacion de los puntos segin el tipo de suelo
al que pertenecen. La clase con méas ocurrencias es del tipo Roca, con 1135 apariciones,

por lo que aparece como dominante en color verde en la grafica.

En la Figura 3.8 se puede observar la relacion entre el valor de aceleraciéon maxima
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Figura 3.8: Gréafica de distribuciéon de valores de PGA segiin la distancia de la estacion al sismos, clasificados
por magnitud sismica.

medida y la distancia al epicentro del sismo. Se aprecia claramente que el valor de la
intensidad registrado decae de manera aproximadamente exponencial, por lo que la mayoria
de valores de PGA se encuentran en las cifras pequenas y disminuye conforme la distancia
aumenta. Existe presencia de algunos datos fuera de la tendencia (outliers) con un PGA por
encima de los 1000 cm/s? en distancias muy cortas, pero se observa que se registraron para
un sismo de My, = 7, lo cual explica su valor alto. También se observan estaciones cuya
distancia al sismo es ligeramente mayor a 1000 km. Finalmente, existe una concentracion
de valores muy pequenos de PGA relacionados a distancias igualmente pequenas, las cuales
indican los registros de sismos locales en el Valle de México registrados por las estaciones

de la zona, los cuales cuentan con magnitudes usualmente menores a My, = 3.

Los outliers son pocos en comparacion a los datos dentro de la tendencia, por lo que

su afectacion a la prediccion de los modelos es minima. Ademaés algunos de los algoritmos
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que se probaran més adelante son robustos ante outliers, por lo que también funcionan
como prueba de su adaptabilidad. En el caso de los algoritmos altamente susceptibles a
valores muy alejados de la media, se aplican procesos de escalamiento para su correcto
funcionamiento, con lo que se espera que su afectacion sea minima, y dado que no se trata

de datos erréneos, sino simplemente poco comunes, se decidi6 mantenerlos en el analisis.

En este capitulo se ha detallado el proceso de recopilacion, unificacion y analisis
exploratorio de los datos utilizados en esta investigacion, logrando consolidar una base
de datos robusta y representativa, proveniente de diversas fuentes como el Instituto de
Ingenieria UNAM y el Centro de Instrumentacion y Registro Sismico. Entre los hallazgos
més destacados, se encuentra la identificacién de patrones de distribucion de las acele-
raciones sismicas y su correlacion con variables clave como la distancia al epicentro del
sismo, lo cual ha permitido una visualizacion del comportamiento de la variable objetivo.
Estos resultados preliminares sientan las bases para el desarrollo de la metodologia que se
emplearéd en la implementacion y evaluacion de los algoritmos de machine learning. En el
proximo capitulo, se describiran detalladamente los procedimientos y técnicas utilizados
para preparar los datos, entrenar los modelos y evaluar su desempeno, asegurando asi la

validez y precision de las predicciones obtenidas.



Capitulo 4
Metodologia

En esta secciéon se presenta el procedimiento detallado que se llevd a cabo para
la comparacion de algoritmos de aprendizaje automético. Estos algoritmos reciben como
pardmetros diversos elementos de los eventos sismicos y predicen un valor de acelera-
cion méxima. Como ya se mencion6 en capitulos anteriores, los acelerogramas utilizados
provienen de bases de datos de la Red Acelerografica del Instituto de Ingenieria UNAM
(RAII-UNAM) y el Centro de Instrumentacion y Registro Sismico (CIRES), con sismos
ocurridos desde el 5 de enero de 1971 hasta el 14 de diciembre de 2023.

Los datos crudos constan de archivos estandar de aceleracion, en un formato llamado
ASA2.0, el cual contiene en las primeras 109 lineas un encabezado con informacién acerca
del evento y la estacion sismica a la que corresponde ese acelerograma; debajo del enca-
bezado se encuentra la serie de tiempo registrada por dicha estacion en distintos canales,
los cuales pueden variar segiin el sensor, pero generalmente son triaxiales ortogonales. Los
registros de aceleracion son procesados con funciones personalizadas de Python, con el
objetivo de obtener la mayor cantidad de informacién posible para entrenar el modelo de
machine learning. Estos datos incluyen pardmetros propios del sismo y caracteristicas del

suelo donde se registro el acelerograma.

Los datos extraidos de los archivos de aceleracion son almacenados en una tabla
para su preproceso y alimentacion al modelo. Se probaron multiples modelos y algoritmos
para evaluar su desempeno ante datos sismicos, como métodos de descomposiciéon, modelos

lineales y &rboles de decisiéon simples y compuestos.

El codigo de Python fue ejecutado en un entorno remoto de Google Colaboratory

utilizando un CPU con las caracteristicas especificadas en la Tabla 4.1, cuyo disefio otorga

29
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Tabla 4.1: Caracteristicas del CPU en el entorno remoto

Caracteristica Descripcion
Modelo Intel(R) Xeon(R) CPU @ 2.20GHz
Numero de CPUs 2
Hilos por ntucleo 2
Ncleos por socket 1
Tipo de virtualizacion Full Virtualization
Tamanos de caché L1: 32 KiB, L2: 256 KiB, L3: 55 MiB
Flags AVX, AVX2, SSE4.1, SSE4.2, FMA, etc.
Vulnerabilidades Diversas; con mitigaciones parciales y vulnerabilidades

un buen desempeno con tareas que requieren un procesamiento numeérico intensivo, como

lo es el machine learning. Esta computadora ademéas cuenta con 12 GB de memoria RAM.

Después de evaluar los algoritmos y optimizar la seleccion de hiperparametros, el
modelo con una menor error de prediccion se evaliia para verificar su precision mediante
una comparacion con datos reales, asi como su capacidad de prediccién ante eventos hi-
potéticos. Todos los algoritmos, funciones de transformacioén y procesamiento previo son

implementados desde la biblioteca de Python Scikit-learn en su versiéon 1.4.2.

4.1. Diseno de funciones para extracciéon de datos

Los archivos contienen informacién sobre aceleracion, posicion del sensor, coorde-
nadas del epicentro y demas caracteristicas del evento registrado. Esta informacién debe
ser extraida con funciones automaticas para eficientizar el proceso, por lo que se disend
una funcion en Python que lee y extrae los datos necesarios del encabezado, seccidén que

contiene la informacion en una forma estructurada a lo largo de todos los archivos.

Cada archivo corresponde a un acelerograma de un sismo, pudiendo existir cientos
de registros para el mismo sismo. Ademés de la extraccion de datos del encabezado, se
calcula la aceleracion maxima a partir del acelerograma, tomando el valor maximo absoluto
de los primeros tres canales disponibles en la serie de tiempo (si existen mas de tres
canales, usualmente son acelerémetros la misma localizacién pero en un pozo profundo).

La aceleraciéon méaxima se calcula como lo indica la siguiente ecuacion:

PGA =max(A;, Ay, A,) (4.1)

donde A,, A, y A, son las aceleraciones maximas de las componentes horizontales y la
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Figura 4.1: Valores de velocidad de onda S (Vgs3¢) utilizados para el analisis. Elaboraciéon propia con datos
de USGS (2020).

vertical.

Las distancias entre el epicentro del sismo se calcula utilizando geometria plana
simple, pues la utilizacion de geometria esférica representa un erro que puede considerarse
despreciable, siendo de apenas 1 km en las distancias més altas, y nulo en las distancias

més cortas. De esta forma, la distancia entre puntos es calculada de la siguiente forma:

D = +/|Lat, — Lat,|?> + |Lon, — Lon,|? (4.2)

donde (Lat,., Lon.) son las coordenadas del epicentro y (Lats, Long) son las coordenadas

de la estacién sismica.

De manera similar, la distancia hipocentral se calcula utilizando la profundidad Py
la distancia epicentral D previamente calculada, de tal manera que:

R=VP2+D? (4.3)

En cuanto a los valores de Vg3, se mapea el valor correspondiente a cada estacion
segtn el raster de USGS (2020) (ver Figura 4.1) utilizando el software QGis para facilitar



CAPITULO 4. METODOLOGIA 32

el proceso, exportando los datos finales a un archivo CSV.

4.2. Limpieza de datos

Posterior a la recopilacion de datos en una tabla que comprenda la informacion
de todos los registros, es necesario corroborar la calidad de dicha informacién, por lo
que se debe realizar un analisis exploratorio con el objetivo de mantener solamente los
datos que contribuirdn de manera positiva al modelo y eliminar lo méas posible los datos
o registros erréneos. La mayoria de los archivos ASA2.0 cuentan con una medida de la
calidad del acelerograma, siendo, de excelente a muy mala: A, B, J, X. Para garantizar un
entrenamiento preciso, se eligieron tinicamente los registros con con calidad B o mayor (la
calidad B tnicamente se refiere a la falta de hora en la primera muestra, pero la medicién
de aceleracion del sensor es correcta). La descripcion detallada de los tipos de calidad
disponibles segiin RAII-UNAM (2023) es el siguiente:

= A: Registro digital completo con tiempo absoluto correcto.

B: Registro digital completo, carece de tiempo absoluto.

J: Registro analogico al que le falta una parte al inicio sin tiempo absoluto. Digita-

lizacién semiautomatica o manual.

X: Registro incompleto en su parte intensa, o con muchos glitches, o pelicula atorada,
o dudoso por alguna falla del aparato. En general, un acelerograma no confiable que

solo permite tener una idea aproximada de los valores maximos.

S/C: sin clasificacion (no hay datos sobre la calidad en el archivo)

Algunas de las tareas de limpieza que fueron necesarias para mejorar la calidad de

la base de datos incluyen, pero no esta limitado a:

= Revision de la calidad y seleccion del acelerograma segun las clasificaciones A, B, J,
XyS/C

= Homogeneizacion manual de tipos de suelo debido a errores o discrepancia de lectura

y/o puntuacion (e.g. 'Blando’ y "Suelo blando’)

» Eliminacion de datos de acelerogramas con saturacion, digitalizaciéon imprecisa o

poca confiabilidad en general.

Los archivos obtenidos se componen de 2192 con calidad A, 313 con calidad B, 57 con
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Figura 4.2: Unico registro con calidad X de la base de datos. Este registro pertenece al medido por una
estacion del Instituto de Ingenieria UNAM con clave NILT, localizada en el Colegio de Bachilleres de
Niltepec, Oaxaca. La estacion NILT se encuentra a 208.59 kilometros del epicentro del sismo, registrando
un PGA méaximo de -488.63 gales. Los canales horizontales se encuentran saturados, por lo que la medicion
no representa el valor de aceleracion real en el sitio y no puede usarse para fines de entrenamiento de los
modelos de aprendizaje automatico.

calidad J y 1 con calidad X. Los archivos restantes no cuentan con informacién acerca de
su calidad, siendo un total de 147 registros sin detalles sobre su calidad. Se eligi6 descartar
tnicamente los registros con calidad X y S/C, con lo que la cantidad de datos se reduce
a 2562. En la Figura 4.2 se muestra el tinico registro con calidad X encontrado, el cual se
clasifica asi debido a la saturacion de sus canales horizontales, por lo que el valor registrado
no representa el valor real. Finalmente, después de la unificaciéon de los tipos de suelo en

los archivos ASA2.0, se cuenta con 27 clases diferentes.
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4.3. Preparacion de datos para el entrenamiento del

modelo

Debido a que la base de datos extraidos a partir de los archivos cuenta con miltiples
variables no relevantes para el entrenamiento del modelo o con una correlacion muy alta,
se deben seleccionar solamente aquellos datos que contribuyan a un resultado significativo
en la prediccion. Variables como la clave de la estacion, la fecha y hora del sismo y el
orden de los canales de medicion en el registro, se vuelven irrelevantes en el proceso de
prediccion, por lo que son removidas para reducir el tamano del conjunto de datos y
optimizar la eficiencia computacional. Asi, las columnas cuyos datos fueron conservados

son los siguientes:

= Tipo de suelo en el que se encuentra el sensor

Velocidad de onda S en m/s

Magnitud del sismo

Profundidad hipocentral en kilémetros

Distancia del epicentro al sensor en kilémetros

Valor maximo de PGA en los 3 primeros canales en gales (cm/s?)

Debido a que el tipo de suelo se trata de una variable textual (por ejemplo: granito,
transicion, limo arenoso, depositos lacustres, arcilla, etc.), no puede alimentarse a algunos
de los modelos que solamente funcionan con variables numéricas. Para solucionar este tipo
de problemas, la biblioteca Scikit-learn cuenta con una serie de funciones especializadas
en la transformacion de variables en su clase sklearn.preprocessing. Algunas de estas
funciones son OrdinalEncoder, OneHotEncoder y TargetEncoder, cada una con diferente

funcionamiento segin el objetivo perseguido.

En el caso de los datos de tipo de suelo, se decidi6 utilizar la funciéon TargetEncoder
debido a que soluciona el problema de OneHotEncoder al crear demasiadas columnas bina-
rias extra, o el de OrdinalEncoder de asignar valores numéricos arbitrarios a las variables
cuya importancia sera tratada segtiin su valor numérico, lo que ocasiona un sesgo conside-

rable hacia variables con valores mayores por simple ordinalidad.

TargetEncoder, por otro lado, utiliza informacion de la variable objetivo para asig-
narle un valor numérico segin el valor promedio del objetivo asociado a esa clase. Para

evitar el filtrado de informacién durante la codificacion de las variables categoricas con
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Tabla 4.2: Codificaciones numéricas obtenidas por TargetEncoder

Tipo de suelo Codificacién numérica
Alto riesgo sismico 33.69083
Aluvial 44.27667
Arcilla 32.82302
Arenoso, limoso, compacto 26.32703
Blando 24.81029
Deposito barra 36.36694
Depositos lacustres 33.22859
Edificio 32.63319
Estructura 29.08659
Granito 35.61953
Granito alterado 32.52631
Limo arenoso 54.49238
Mediana compresibilidad 32.40859
Montado sobre tuberia de concreto 31.32469
Monumento arqueologico 31.95934
No clasificado 38.84710
Presa concreto 32.56355
Relleno semicompactado 31.28962
Roca 33.00142
Suelo 25.58752
Suelo duro 27.12336
Terreno blando, material compresible 32.90196
Terreno estratificado 31.57493
Terreno firme, materiales compactos 29.23775
Terreno libre 29.75313
Transicion 28.63127
Travertino 28.52156

TargetEncoder, scikit-learn utiliza un proceso con validacién cruzada que separa los da-
tos de entrenamiento en k partes, de tal manera que cada parte sea entrenada con las
categorias vistas por las k — 1 partes restantes (Pedregosa et al., 2011) y se evite lo mas

posible la filtracion de datos de la variable objetivo.

De esta manera, cada tipo de suelo en la base de datos es asignada a un valor
numérico asociado al valor de la variable objetivo, dando una importancia proporcional al
valor de PGA correspondiente. Los valores asignados a cada variable se encuentran en la
Tabla 4.2.
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4.4. Implementacién de los algoritmos

La propuesta de algoritmos para entrenarse con los datos incluye algunos de los més
comunes en su tipo, desde modelos lineales hasta érboles de decision altamente complejos.
Esto asegura que se cubren distintos acercamientos para encontrar un buen desempeno,
lo que se traduce en un decisiéon més objetiva al momento de elegir el mejor. De manera

general, los algoritmos explorados fueron los siguientes:

= Modelos lineales
- Regresion lineal ordinaria por minimos cuadrados
- Regresion lineal de cresta con regularizacion L2 o de Tikhonov
- Regresion con redes elasticas con regularizacion L1 y L2

» Arboles de decision
- Arboles de decision simples
- Bosques aleatorios (Random Forest)
- Impulso por gradiente (Gradient Boosting)
- Impulso por gradiente extremo (Ezxtreme Gradient Boosting)

» Reduccion de dimensionalidad
- Analisis de componentes principales (PCA, Principal Component Analysis)
- Minimos cuadrados parciales (PLS, Partial Least Squares)

Para asegurar que los algoritmos creen modelos con predicciones precisas y que re-
flejen de manera real su capacidad de adaptarse a los datos, es necesario que se dividan en
un conjunto de entrenamiento (80 %) del total y un conjunto de prueba (20 % del total),
de manera que el algoritmo se evaliie en datos atin no vistos. Ademas, para optimizar los
hiperparametros de cada método se utiliz6 la funcién RandomizedSearchCV del modulo
sklearn.model_selection, el cual prueba distintas combinaciones aleatorias de hiper-
parametros a partir de una matriz de entrada, evaluando el desempeno del modelo con
cada combinacion. A diferencia de otros métodos de busqueda como GridSearchCV, que
prueba todas las combinaciones posibles, el nimero de pruebas RandomizedSearchCV esté
controlado por un niimero de iteraciones fijo, por lo que su costo computacional puede ser

controlado en mayor medida. Otra ventaja de RandomizedSearchCV es que puede encon-
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Tabla 4.3: Hiperparametros para la optimizaciéon de algoritmos en RandomizedSearchCV

Hiperparametro Valor

estimator En funciéon del estimador actual
param _distributions  En funcién del estimador actual
n_iter 10

scoring r2

error_ score raise
return_train_score True

verbose 0

cv KFold(n _splits=10, shuffle=True)
random _state 42

refit False

n_jobs -1

trar soluciones 6ptimas en espacios que serian inalcanzables por GridSearchCV (Pedregosa
et al., 2011).

Todos los algoritmos son evaluados a través de la busqueda de hiperparametros

mediante RandomizedSearchCV con los valores de la Tabla 4.3.

Estos parametros aseguran que cada conjunto aleatorio de hiperpardmetros sea eva-
luado 10 veces en cada iteracion, dando un total de 100 evaluaciones con validaciéon cruzada
por cada combinacion de hiperparametros utilizada. El proceso de validacion cruzada con-
siste en dividir los datos en 10 partes. En cada una de las 10 evaluaciones, el modelo se
entrena en 9 de estas partes y se evaltia en la parte restante. Este ciclo se repite cambiando
la parte de evaluacion en cada iteracion, de modo que cada parte se utiliza una vez como
conjunto de evaluacion. Este método permite que el algoritmo se entrene miultiples veces en
distintos subconjuntos de los datos, mejorando su capacidad de generalizacion y su robustez

frente a datos no vistos. Esto se logra gracias al uso de la funciéon KFold(n_splits=10).

Se abordara con mayor detalle la implementacion de cada algoritmo en las secciones
posteriores, pues cada uno cuenta con sus propias condiciones y ajustes particulares que

le permiten llegar a la solucion 6ptima a través de la validacion cruzada.

4.4.1. Modelos lineales
Regresion lineal ordinaria

Este algoritmo se trata de una regresion lineal por minimos cuadrados, mediante la

cual se estima la variables objetivo a partir de las relaciones lineales entre variables. Este
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estimador también puede llevar a cabo una regresion lineal multivariable (el caso de este

proyecto).

—_— RobustScaler()

v

LinearRegression() | —

Figura 4.3: Diagrama de flujo de la implementacion de la regresion lineal ordinaria en Scikit-learn

La clase encargada de este algoritmo en Scikit-learn se encuentra en la clase
sklearn.linear_model.LinearRegression. Dado que se planea estimar las relaciones
entre variables, este algoritmo requiere de un escalamiento de variables para que posean
valores comparables, por lo que se hace uso de un pipeline, el cual es un método de Scikit-
learn de enlazar varios procesos en un mismo objeto, como se ejemplifica en el diagrama
de la Figura 4.3.

El algoritmo de regresion lineal no requiere de ningtin hiperparametro de optimiza-

cion, por lo que probablemente es el modelo mas sencillo de implementar en Scikit-learn.

Regresiéon de cresta

La regresion de cresta es una alternativa a la regresion lineal simple para solucionar
su susceptibilidad a la colinealidad de los datos. Dado que una colinealidad puede afectar
el desempeno de la regresion lineal, la regresion de cresta implementa un factor de regula-
rizacion « para controlar el tamano de los coeficientes en el ajuste. Mientras mayor sea el

factor de regularizacion, mayor seré la robustez ante la colinealidad.

Tabla 4.4: Matriz de hiperparametros para la regresion de cresta, en formato (minimo : maximo : namero
de elementos).

Hiperparametro Valor
alpha (0.1:5:5)
tol (log(-1: 1.5) : 5)

Este objeto toma como hiperparametros de optimizacion el valor de regularizacion y

la tolerancia, que especifica el nivel de precision requerido en la solucién. Asi, la matriz de
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Tabla 4.5: Matriz de hiperparametros para la regresion con red elastica

Hiperparametro Valor
alpha (0.1:5:5)
11_ratio (0.1:1:5)
max_iter (500 : 10000 : 5)

hiperparametros de optimizacion se presenta en la Tabla 4.4, donde el vector de bisqueda

se representa como (minimo : maximo : ntmero de elementos).

—_— RobustScaler()

v

Ridge() —=

Figura 4.4: Diagrama de flujo de la implementacion de la regresion lineal de cresta en Scikit-learn

En Scikit-learn, el algoritmo de regresiéon de cresta, o regresion lineal con regulari-
zacion de Tikhonov, se implementa a través de la clase sklearn.linear_model.Ridge,
el cual también requiere del escalamiento de sus datos de manera previa, de modo que se

implementa a través de un pipeline, descrito en la Figura 4.4.

Regresion con red elastica

Este tipo de regresion lineal combina las penalizaciones encontradas en los estima-
dores de cresta y del modelo Lasso. Esto garantiza que se evalia el modelo bajo las regula-
rizaciones L1 y L2, lo cual controla el tamano de los coeficientes, de forma que los elimina
si son poco relevantes o los regulariza si son demasiado grandes. Los hiperparametros que
se buscan optimizar en este modelo es la tasa de regularizacion L1/L2, el maximo ntimero
de iteraciones del modelo y una constante de multiplicacion los términos de regularizacion.

La matriz de optimizacién de hiperparametros se presenta en la Tabla 4.5:

Al igual que los modelos lineales anteriores, este algoritmo requiere de un escalamien-
to de datos antes de su entrenamiento, por lo que su implementacion es bastante similar

a los dos casos anteriores, siguiendo la estructura de la Figura 4.5.
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—_— RobustScaler()

v

ElasticNet() —_—

Figura 4.5: Diagrama de flujo de la implementacion de la regresion de red elastica en Scikit-learn

Tabla 4.6: Matriz de hiperparametros para arboles de decisién simples

Hiperparametro Valor

min_samples split (2 :8:5)
min_samples leaf (1:9:5)

4.4.2. Arboles de decisién simples

Los arboles de decisiéon son algoritmos que utilizan reglas booleanas sencillas para
llegar a un resultado, las cuales se infieren a partir de los datos de entrada, por lo que su
proceso es facilmente interpretable. Aunque los arboles de decisién tienden a tener buena
precision, una de sus grandes desventajas es que pueden caer en la sobreestimacion de los

datos si el parametro de profundidad no se elige correctamente (Pedregosa et al., 2011).

Para implementar el algoritmo de regresion por arboles de decisién en Scikit-learn, se
utiliza la clase sklearn.tree.DecisionTreeRegressor. El drbol de decisiéon toma como
hiperparametros el criterio de medicion de error, siendo error cuadratico medio en este caso,
el nimero de elementos minimos para pasar a otra rama y el minimo para considerarse
una hoja. Cuanto menor sea la cantidad de elementos por hoja, mas preciso seré, pero
también més propenso a sobreestimacion. La matriz de hiperparametros para el arbol de

decisiéon se encuentra en la Tabla 4.6.

Otra ventaja de los drboles de decision es que dado que no aproximan ninguna funcion
matematica analitica y su estimacion se basa en decisiones simples, si son algoritmos
invariantes a la escala , por lo que su uso no requiere de ningin pipeline como los algoritmos

anteriores, de manera que su implementaciéon es muy simple.

Este modelo ofrece resultados mucho mejores que los algoritmos revisados anterior-

mente con un costo computacional muy bajo, como se veré en los resultados més adelante.
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4.4.3. Meétodos de conjunto

Los métodos de conjunto incluyen aquellos que combinan las predicciones de mlti-
ples estimadores simples para mejorar la generalizacion del modelo, de tal manera que su
robustez se ve incrementada (Pedregosa et al., 2011). Se prueban dos tipos de métodos de
conjunto: bosques aleatorios y arboles impulsados por gradiente, tanto en su versiéon nor-
mal como en la version con uso de histogramas. Dada la naturaleza de estos estimadores
y los resultados observados por los arboles de decisiéon simples, se espera que tengan el

mejor desempeno.

Bosques aleatorios

La implementacion de los bosques aleatorios en Scikit-learn se basa en el algoritmo
de Breiman (2001), donde cada arbol es construido a través de una muestra tomada alea-
toriamente del set de datos de entrenamiento. La puntuacion final del bosque aleatorio
es el promedio de la puntuaciéon de todos los arboles de decision evaluados en muestras

aleatorias distintas (Pedregosa et al., 2011).

Tabla 4.7: Matriz de hiperparametros para bosques aleatorios

Hiperparametro Valor

max__depth (2:6:20)
min_samples leaf  (1:10: 10)
min_samples split (2:6:4)
max_leaf nodes (50 : 100 : 10)
n_ estimators (20 : 100 : 10)

El uso de bosques aleatorios en Scikit-learn es muy directo, pues no requiere de nin-
gun preprocesamiento, escalamiento ni codificacién de variables categoricas (pero en este
caso si se realizo una codificacion con fines de mantener los mismos datos de entrenamien-
to para todos los algoritmos). Ademas, los hiperparametros que requieren optimizacion en
los bosques aleatorios son pocos y faciles de comprender, siendo éstos muy similares a los

arboles de decision simples, como se observa en la Tabla 4.7.

Dado que el algoritmo no requiere procesamiento previo, su utilizaciéon e implemen-
tacion simplemente requiere declarar una instancia con los hiperparametros fijos deseados,
siendo tnicamente el criterio de puntuacion de los arboles y el ntimero de hilos del proce-

sador que se utilizardn durante el entrenamiento.
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Arboles impulsados por gradiente

La implementacion de este algoritmo en Scikit-learn se encuentra, al igual de los
bosques aleatorios, en la clase ensemble, donde se implementan dos tipos de este algoritmo,
uno ‘normal’ y otro basado en la agrupaciéon por histograma. Este tltimo, segtin la propia
documentaciéon y como se menciond en la Seccion 2.5.3, puede ser 6rdenes de magnitud
més rapido cuando se trata con mas de diez mil datos, por lo que se eligié este para ser

entrenado con los datos sismicos.

Tabla 4.8: Matriz de hiperparametros para impulso por gradiente

Hiperparametro Valor
learning rate (0.05 : 0.3 : 20)
max__iter (50 : 150 : 10)

max_leaf nodes (2:20:10)
min_samples leaf  (1:6: 10)
12 regularization  (log(-2 : 1) : 5)

Este algoritmo se puede encontrar como HistGradientBoostingRegressor, cuyos
principales hiperparametros por optimizar son muy similares a los de un arbol de decision
(por tratarse de un conjunto de arboles de decision inherentemente), lo cuales se describen
en la Tabla 4.8.

Al igual que RandomForestRegressor, su implementacion simplemente requiere lla-
mar a una instancia del estimador HistGradientBoostingRegressor y entrenarlo con los

datos deseados.

Impulso por gradiente extremo

El algoritmo de impulso de gradiente extremo no forma parte de Scikit-learn como
tal, sino que se encuentra como software independiente en una libreria llamada XGBoost,
pero esta disenada para funcionar de manera similar a Scikit-learn, por lo que su utilizacion
conlleva una curva de aprendizaje muy suave. Ademas, segtin Chen y Guestrin (2016),
esta implementacion del algoritmo esta optimizada para ejecutarse de forma paralela si el
procesador utilizado tiene las capacidades y de resolver problemas con mas de mil millones

de muestras.

Este algoritmo toma hiperparametros propios de la generacion de cada arbol y so-
bre el nivel de aprendizaje que se requiera en cada uno o el nivel de regularizaciéon en
los coeficientes. La matriz de hiperparametros de optimizacion debe ser cuidadosamente

elegida, pues de esto dependera el alcance del algoritmo. De esta manera, la matriz de
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Tabla 4.9: Matriz de hiperparametros para impulso por gradiente extremo

Hiperparametro Valor
learning _ rate (0.05: 0.3 : 20)
max_ depth (3:6:5)
n_estimators (20 : 300 : 10)
subsample (0.5:0.8:3)
alpha (0, 0.01, 0.1, 1, 10)
lambda (0, 0.01, 0.1, 1, 10)

hiperparametros elegidos se describen en la Tabla 4.9.

El algoritmo de XGBRegressor, aunque no pertenece a Scikit-learn, esta programado
para apegarse a sus reglas de diseno, por lo que su implementacion y uso es exactamente
igual que las demas clases pertenecientes a Scikit-learn. La implementacion del algoritmo

se realiza de la siguiente forma:

4.4.4. Reduccion de dimensionalidad

Estos algoritmos se proponen con el fin de reducir el tamano del conjunto de datos
inicial y hacer més eficientes los calculos de regresion y ajuste. Dado que el conjunto de
datos de entrenamiento consta de 7 columnas por 2709 filas, se cuenta con una alta dimen-
sionalidad, lo que puede traer problemas de eficiencia y desempeno en algunos algoritmos,
ademas de poder encontrarse en una condiciéon de redundancia o colinealidad entre sus
variables. Este tipo de algoritmos son sensibles a la magnitud de los datos, por lo que se
deben modificar para que tengan una escala comin y no haya sesgo debido a las distintas

escalas.

Analisis de Componentes Principales, PCA

El algoritmo KernelPCA estda implementado en Scikit-learn en la clase de métodos
de descomposicién sklearn.decomposition.KernelPCA. Esta es una variaciéon con kernel
polinomial de PCA, el cual toma como hiperparametros el nimero de dimensiones a la
cuales se desea reducir el set de datos, la tolerancia en la soluciéon y el grado del polinomio

utilizado en su kernel de ajuste.

Dado que este método no es utilizado para visualizacion en este caso, el niimero de
dimensiones no tiene que ser dos forzosamente, es por esto que la matriz de hiperparametros
para PCA consta de un vector de posibles dimensiones de 5 elementos (de 2 a 6) y 5

niveles de tolerancia, de 1 x 107° hasta 1. En la Tabla 4.10 se detallan los hiperparametros
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Tabla 4.10: Matriz de hiperparametros para PCA

Hiperparametro Valor
n_components (2:6:5)
tol (log(-5: 0) : 5)
degree (2,3,4,5)

utilizados en PCA.

—_— RobustScaler()

v

PCAQ) —

Estimador de
regresion

b

Figura 4.6: Diagrama de flujo de la implementacion de PCA en Scikit-learn

Dado que PCA solamente es un algoritmo de reduccién de dimensionalidad, no in-
cluye ningtin método para realizar regresion por si mismo, por lo que se utilizé el algoritmo
de mejor desempeno para evaluar la viabilidad de una reducciéon de dimensionalidad y una
posible mejora en el desempeno. La utilizacion de PCA junto con algoritmos de regresion
a través de un pipeline asegura que los datos estén transformados antes de aplicar una

regresion. El diagrama de flujo para la implementacion de PCA se ilustra en la Figura 4.6.

Minimos Cuadrados Parciales, PLS

Este algoritmo se elige bajo la premisa de que el conjunto de datos sismicos tiene
una gran cantidad de variables dependientes y PLS podria ofrecer resultados satisfactorios

en comparacion con PCA simple.

La implementacion de PLS en Scikit-learn se encuentra en la clase de descomposicion
cruzada sklearn.cross_decomposition.PLSRegression, la cual toma como hiperparé-
metros el niimero de dimensiones para la descomposicion, el méximo de iteraciones durante

la regresion y el nivel de tolerancia, como se detalla en la Tabla 4.11.
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Tabla 4.11: Matriz de hiperparametros para PLS

Hiperparametro Valor
n_components (1:10:10)
tol (log(-10 : -3) : 10)
max_iter (5: 50 : 10)

—_— RobustScaler()

v

PLSRegression() —_—

Figura 4.7: Diagrama de flujo de la implementaciéon de PLS en Scikit-learn

Debido a que PLS ya incluye la regresion y prediccion dentro de su algoritmo, sola-
mente basta con escalar las variables previamente para asegurar una prediccion acertada.
De esta manera, el diagrama de implementacién para PLS en Scikit-learn se ejemplifica

en la Figura 4.7.

4.5. Meétricas de desempeno

Con el objetivo de evaluar los modelos bajo una métrica que permita ajustarse mejor
al problema propuesto, varios tipos de funciones de pérdida son evaluados. Las métricas
evaluadas son el error absoluto medio, error cuadratico medio, error cuadrado medio y el
coeficiente de determinacion. Cada una de estas métricas ofrece resultados y penalizaciones

distintas.

1. Error absoluto medio: es una métrica que mide la media de la diferencia absoluta
entre los valores reales y los valores calculados, asignando la misma penalizaciéon a
todos los valores sin importar la magnitud de éstos, es decir, simplemente ofrece
una medida de lo alejado que esta el modelo de los datos originales (Willmott &

Matsuura, 2005). Su funciéon de calculo es la siguiente:

1 n
MAE = =3 |y~ fi (4.4)
=1
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2. Error cuadrado medio: esta métrica toma la diferencia al cuadrado de los valores
predichos y su correspondiente valor real, de manera que la penalizaciéon es mayor

cuanto mas grande sea la diferencia entre valores. Su funcion de célculo es la siguiente:

n

MSE= 3" (i~ 1) (1.5

=1

3. Error cuadratico medio: de manera similar al error cuadrado medio, esta métrica
toma el cuadrado de la diferencia entre los valores, ofreciendo una penalizacién mayor
a los errores mas grandes. La diferencia de este método es que al calcular la raiz
cuadrada del error cuadrado se obtiene una métrica en las mismas unidades que
la variable objetivo, por lo que es mas facilmente interpretable. El célculo de esta

métrica se realiza segun la siguiente ecuacion:

n

RMS = | -3 (i~ £ (4.6)

=1

4. Coeficiente de determinacién: también llamado puntuacién R?, el coeficiente
de determinacion mide la cantidad de varianza de la variable objetivo que ha sido
explicada por las variables independientes del modelo. En otras palabras, indica la
calidad del ajuste, lo que se traduce como qué tan probable es que el modelo prediga
la muestras atn no vistas de manera correcta (Pedregosa et al., 2011), y a diferencia
de las métricas anteriores, mientras mayor sea el coeficiente de determinaciéon, mejor
serd el modelo ajustado. Se calcula a partir del cociente entre la suma total de error
residual y la diferencia total respecto a la media g de los datos, con un rango que va

de 0 a 1, como se muestra a continuacion:

Z?:l(yi - fz)2

R*=1- %&£ -
S (i — )2

(4.7)

Aunque el RMSE puede prestarse a sesgos de interpretacion debido a su formula de
calculo (Willmott & Matsuura, 2005), se observo que los algoritmos se ordenan de igual
forma independientemente de la métrica analizada. Por lo tanto, la selecciéon del mejor
algoritmo puede realizarse a través de cualquiera de los errores calculados. Sin embargo, se
eligié el RMSE como la principal métrica porque permite observar cudnto mayor es el error

respecto al error absoluto medio debido a errores més grandes. Ademés, en el contexto de
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valores de aceleracion en el suelo debido a sismos en zonas pobladas, un mayor error de

predicciéon deberia penalizarse en mayor medida.

Como métrica adicional, se introduce un factor F' que toma en cuenta el coeficiente
de determinacion y el tiempo de entrenamiento del algoritmo, reduciendo este factor cuanto
mayor sea el tiempo de entrenamiento y aumentandolo si la puntuacion R? es mayor. De
esta forma, se obtiene el candidato que ofrece la mejor relacién entre precision y eficiencia
computacional (que no necesariamente se trata del mejor candidato absoluto), quedando

el calculo de la siguiente manera:

F=— (4.8)
t

Durante este capitulo se ha descrito de manera detallada los procedimientos y técni-

cas empleadas para preparar los datos, implementar los algoritmos de machine learning y
evaluar su desempeno en la prediccion de aceleraciones sismicas. Se han incluido los pasos
de diseno de funciones para la extraccion y limpieza de datos, la preparacion de los mismos
para el entrenamiento de modelos, y la implementacion de diversos algoritmos, incluyendo
modelos lineales, arboles de decision y métodos de conjunto. Ademaés, se han definido las
métricas de desempeno utilizadas para comparar la eficacia de los modelos, tanto de forma
absoluta como relativa.Posteriormente, en el siguiente capitulo se presentaran y analiza-
ran los hallazgos obtenidos a partir de la aplicacion de los métodos descritos, permitiendo

evaluar su eficacia, ventajas y desventajas, asi como un ejemplo de aplicacién practico.



Capitulo 5

Resultados

En este capitulo se presentan los resultados de los modelos evaluados para la pre-
diccion de la aceleracion maxima del terreno (PGA) debido a un sismo, utilizando datos
de aceleracion recopilados por diversas instituciones en México. Los resultados incluyen
métricas de desempeno, como el error cuadratico medio (RMSE) y el coeficiente de deter-
minacion (R?), ademas del tiempo necesario para que el algoritmo encuentre y optimice
los hiperparametros, asi como el tiempo requerido para su entrenamiento. Adicionalmente,
se incorporan graficas y figuras que ilustran visualmente los resultados de cada modelo,
incluyendo graficos comparativos y tablas con detalles. Como ejemplo de aplicacion del
mejor modelo identificado, se emplean datos reales de un sismo con magnitud My, = 7.2
para generar mapas comparativos de prediccion de aceleracion. Estos mapas permiten
evaluar el desempeno predictivo del algoritmo y establecer relaciones entre variables que
explican adecuadamente el fenémeno estudiado. Finalmente, se destaca la capacidad del
modelo para simular la aceleracion sismica maxima en escenarios hipotéticos, generando

datos para los eventos propuestos.

Los resultados se encuentran clasificados por el tipo de algoritmo, que son métodos
de regresion lineal, descomposicion, arboles de decision y métodos compuestos (arboles de

decision impulsados por gradiente y bosques aleatorios).

Es importante destacar que el tiempo de optimizacién depende en gran medida
de la distribuciéon de hiperparametros proporcionada y de los recursos computacionales
disponibles. Debido a esta variabilidad, solamente se considera el costo computacional

para evaluar el rendimiento intrinseco de cada modelo.

A continuacién, se presenta un analisis detallado de los resultados para cada uno de

48



CAPITULO 5. RESULTADOS 49

los modelos probados.

5.1. Modelos lineales

Dado que los métodos lineales asumen una relaciéon directa entre las variables ex-
plicativas y el resultado sin incorporar procesos complejos, ofrecen resultados rapidos con
un bajo costo computacional. No obstante, cuando se aplican a datos que presentan una
relacion no lineal, es probable que su desempeno se vea considerablemente afectado. Es-
tos métodos se utilizan principalmente como un punto de referencia para comparar el

rendimiento de algoritmos mas complejos.

5.1.1. Regresion lineal ordinaria

El algoritmo utilizado para la regresion lineal ordinaria es el de LinearRegression
de Scikit-learn, disponible en la clase sklearn.linear_model, que tiene como ventaja su
facilidad de implementacion, pero esta disenado para un tipo de datos muy especifico, por

lo que se espera que su resultados en datos sismicos no sea 6ptimo.

Como se observa en la grafica de error de prediccion de la Figura 5.1, al graficar la
dispersion entre los valores reales y los valores predichos por el algoritmo, se encuentra
que un modelo lineal ordinario es incapaz de captar la relaciéon entre variables de los datos
originales, por lo que su nivel de error es muy alto, teniendo un RMSE de 55.11 y una
puntuacion R? de solamente 0.255. Un modelo ideal deberia contar con una grafica de

error de prediccion cuyos datos se encuentren concentrados a lo largo de la linea punteada.

5.1.2. Regresion de cresta

Al ser un tipo de regresion lineal con regularizacion, la regresion de cresta representa
una mejor alternativa a la regresion lineal ordinaria, la cual lo hace més robusto ante la
colinealidad entre variables (McDonald, 2009). Debido a que los datos sismicos utilizados
muestran una colinealidad entre algunas de sus variables (ver Figura 3.6), se espera que

otorgue mejores resultados que su contraparte ordinaria.

De manera muy similar al caso de la regresion lineal ordinaria, este estimador presen-
ta un nivel de ajuste inutilizable para fines de prediccion. Obsérvese la Figura 5.2, donde
se presenta la grafica de error de prediccion de la regresion lineal con regularizacion, la
cual muestra que su nivel de ajuste a los datos originales es demasiado pobre, con un valor

de RMSE de 55.3 y una puntuacion R? de 0.2499, mostrando que, aunque es un método
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Figura 5.1: Error de prediccién con regresion lineal ordinaria.

més robusto a colinealidad, las aproximaciones lineales son incapaces de adaptarse a los

datos correctamente.

5.1.3. Red elastica lineal

Para complementar los modelos anteriores, el modelado por red elastica promete re-
sultados con una mayor robustez y precision al contar con regularizacion lineal y cuadratica
simultaneamente. Como modelo lineal final, se propone con el fin de que se abarquen los

modelos lineales més comunes.

La grafica de error de prediccion correspondiente a la red elastica lineal en la Figura
5.3 muestra que su ajuste sigue el mismo comportamiento que los modelos lineales ante-
riores, generando una geometria similar. Su valor de RMSE es de 57.05, siendo el mayor
de los algoritmos lineales, contintia siendo demasiado alto para considerarse un predictor
cuyos resultados se puedan aplicar en problemas reales. De manera similar, su puntuacién

R? de 0.2019 lo convierte en el algoritmo lineal de peor desempeiio entre los probados.
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Figura 5.2: Error de predicciéon con regresion de cresta

De los método lineales se puede concluir, entonces, que sus resultados no son su-
ficientes para generar predicciones fiables en los datos sismicos utilizados, por lo que no

deberian considerarse durante el entrenamiento de modelos basados en datos similares.

5.2. Arboles de decision

Dado que los arboles de decision no dependen del ajuste de una funcién mateméti-
ca analitica, se espera que ofrezcan una mayor precision en comparacion con los modelos
lineales. Ademas, al tratarse de arboles de decision simples, su costo computacional es
relativamente bajo en comparacion con los modelos méas complejos que se analizaran pos-
teriormente.

En la Figura 5.4 se observa la grafica de error de prediccion del modelo hecho a
partir del entrenamiento de adrboles de decision simples. Con un error cuadratico medio de
35.79, este modelo ya muestra un desempeno mucho mejor que el de los modelos lineales,

presentando una dispersion de puntos muy cercanos a la linea punteada. Este arbol de
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Figura 5.3: Error de prediccién con regresion Elastic Net
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decisién tiene una puntuacion R? de 0.6859 y un RMSE de 35.79, lo que representa un
nivel de generalizacion ante datos no vistos del 68.59 %, que ya podria ser utilizable en

predicciones reales de este tipo de datos. Si bien el modelo esta lejos de ser 6ptimo, muestra

una capacidad de ajuste a los datos muy superior a los modelos paramétricos.

5.3. Meétodos de conjunto

Los métodos de conjuntos, que combinan miiltiples estimadores para mejorar la

capacidad de generalizacion, se presentan como fuertes candidatos para ser el modelo

o6ptimo. Aunque tienen el costo computacional mas alto entre todos los modelos evaluados,

también podrian ofrecer la mayor precision. Por ello, se probaran algunos de los métodos

mas comunes para analizar su desempeno.
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Error de prediccion
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Figura 5.4: Error de prediccién de arboles de decision

5.3.1. Bosques aleatorios

Los bosques aleatorios suelen adaptarse bien a distintos tipos de datos y ofrecer una
alta precision. Sin embargo, tienen uno de los costos computacionales méas elevados para la
busqueda de hiperparametros y el entrenamiento. Aun asi, se consideran debido a ser uno
de los métodos compuestos mas comunes, con un alto potencial para ofrecer resultados

Optimos.

En la Figura 5.5 se observa la gréafica de error de prediccién en el entrenamiento
de bosques aleatorios. Este modelo presenta una dispersion mayor en los valores mas
pequenos, ocasionando que aquellos valores por debajo de 5 gales no puedan ser vistos
por el algoritmo. Esto puede deberse a que los arboles creados durante el entrenamiento
no hayan sido capaces de alcanzar a adaptarse a estos valores debido a los pardmetros de
creacion de los arboles durante su optimizacién. Sin embargo, el bosque aleatorio cuenta
con una precision muy ligeramente superior respecto a los arboles de decisiéon simples en
los valores mayores, por lo que su valor de RMSE y puntuacién R? son més altos (34.78 y

0.7034, respectivamente).
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Figura 5.5: Error de predicciéon de bosques aleatorios

5.3.2. Impulso de gradiente basado en histograma

Dado que este método promete disminuir 6rdenes de magnitud el tiempo de ajuste
cuando el conjunto de datos tiene més de una decena de miles de observaciones respecto a
otros métodos compuestos (Pedregosa et al., 2011), es de especial interés debido a que el
conjunto de datos utilizado tiene alrededor de 19 mil muestras, por lo que se espera que

se adapte de manera 6ptima a los datos en un tiempo menor a los bosques aleatorios.

Después de la optimizacion y entrenamiento, el estimador de impulso de gradiente
basado en histograma tiene una puntuacion R? de 0.7572 y un RMSE de 31.4667, siendo
una puntuacién ligeramente superior al observado por en los bosques aleatorios. Ademas,
como se observa en la Figura 5.6, tiene una mucho mejor predicciéon de todo el rango de
datos existentes, captando las relaciones de manera precisa en toda la base de datos. Este
modelo ofrece uno de las mejores puntuaciones y robustez ante los datos presentados, lo

que lo convierte en un candidato muy fuerte para convertirse en el mejor algoritmo.
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Figura 5.6: Error de predicciéon de impulso de gradiente basado en histograma

5.3.3. Impulso de gradiente extremo

El impulso de gradiente extremo proporciona una metodologia comparable a la de
los bosques aleatorios, pero con técnicas de reduccion de errores mas rigurosas. Se pro-
pone como el método de conjunto final para abarcar de manera integral la variedad de
estimadores compuestos disponibles. Se espera que este método ofrezca las predicciones

més precisas debido a su enfoque iterativo.

Como se observa en la Figura 5.7, su nivel de precision es el mas alto hasta el momen-
to, logrando un RMSE de 31.4024 y una puntuacion R? de 0.7582, que es marginalmente
mejor que el impulso de gradiente basado en histograma. Esta precision hace que este
estimador sea altamente adaptable a los datos presentados, captando la mayor parte de
la estructura y pudiendo generar predicciones con un alto nivel de confianza. La puntua-
cion R? obtenida indica que el 75.8 % de las predicciones hechas ante datos no vistos son
confiables.
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Error de prediccion
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Figura 5.7: Error de predicciéon de bosques aleatorios

5.4. Reduccion de dimensionalidad

Los algoritmos de anélisis de reducciéon dimensionalidad se presentan como una op-
cion para analizar si los modelos con mejor puntuacion hasta el momento se pueden bene-
ficiar de un set de datos reducido mediante machine learning supervisado y no supervisado
(Minimos Cuadrados Parciales y Analisis de Componentes Principales, respectivamente).
Ademaéas de probar el comportamiento de los modelos 6ptimos ante datos reducidos, se
esperan resultados nuevos del algoritmo de Minimos Cuadrados Parciales, el cual promete

una reduccion de datos mas precisa al ser un método supervisado (Abdi, 2003).

5.4.1. Analisis de componentes principales

Como se menciond en la Secciéon 2.5.4, si bien PCA es una herramienta tutil para
reducir la dimensionalidad con fines de visualizacion, no es capaz de realizar tareas de
regresion por si misma. Debido a esto, se combina con el estimador que haya tenido un
mejor desempeno por si mismo a través de un pipeline como se ilustra en la Figura 4.6,

siendo este el de impulso de gradiente extremo, de manera que se analice el comportamiento



CAPITULO 5. RESULTADOS 57

de un estimador robusto al entrenarse con datos reducidos de manera no supervisada.

Los resultados obtenidos indican que la aplicaciéon de una reduccién de dimensiona-
lidad mediante PCA a un conjunto de datos no lineal no genera un ajuste adecuado. Esto
se refleja en un coeficiente de determinaciéon bajo y un tiempo de ajuste significativamente
mayor en comparacion con otros modelos més precisos, ademés de un error cuadrético

medio considerablemente alto.

Error de prediccion

PCA/XGBoost - RMSE: 39.5904
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Figura 5.8: PCA con regresion de cresta

En la Figura 5.8 se muestra el error de prediccién para el modelo reducido con PCA
y prediccion con XGBoost. Se observa que, si bien los puntos caen alrededor de la linea
central, se encuentran muy separados de esta en forma general, lo que indica que una

reduccion de dimensionalidad no es el proceso 6éptimo con este conjunto de datos.

El modelo tiene un RMSE de 39.59 y una puntuaciéon R? de 0.6157, colocandose
por debajo de los arboles de decision simples pero considerablemente por encima de los

modelos lineales, principalmente gracias al uso de XGBoost como estimador principal.
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5.4.2. Minimos cuadrados parciales

El método de minimos cuadrados parciales es un algoritmo similar a PCA, pero
incluye un proceso de regresion en si mismo, por lo que no requiere del uso de ningin otro
estimador como el caso de PCA. Se elige a manera de comparaciéon con otros algoritmos

de reduccion de dimensionalidad como PCA.

Error de prediccion

Partial Least Squares - RMSE: 57.0902
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Figura 5.9: Error de prediccion de PLS

El modelo de minimos cuadrados parciales presenta un RMSE de 57.09 y una pun-
tuacion R? de 0.2008, colocandolo en el tdltimo lugar en cuanto a nivel de error entre
todos los algoritmos. La razon de esto se puede observar en la Figura 5.9, donde se aprecia
que existe una especie de limite de prediccion hacia valores de aceleracion de 100 gales.
Recordando que la gréafica se encuentra en escala logaritmica, los errores crecen en gran
medida debido a su incapacidad de predecir valores altos, lo que ocasiona un RMSE extre-
madamente elevado y un coeficiente de determinacion incluso por debajo de los modelos

lineales.

Este algoritmo indica que el nivel de adaptacion a los datos no es tan limitada como

otros modelos. Sin embargo, su RMSE y R? se debe a su falla en la prediccion de valores
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elevados, pero los valores inferiores parecen concentrarse de forma cercana sobre la linea

central, a diferencia de lo observado en los modelos lineales (Figuras 5.1, 5.2, 5.3).

Tabla 5.1: Métricas de desempeno de los modelos entrenados

Modelo R2 RMSE MSE MAE F

Partial Least Squares 0.2008 57.0902 3259.2922 32.0454 0.5749
Elastic Net 0.2019 57.0519 3254.9222 31.8458 0.6120
Regresion Ridge 0.2499 55.3072 3058.8895 31.1442 0.8082
Regresion lineal 0.2550 55.1188 3038.0793 31.0748 0.0505
PCA - Best 0.6157 39.5904 1567.4028 17.3446 0.0248
Arbol de decision simple 0.6859 35.7927 1281.1147 15.4353 1.0000
Bosques aleatorios 0.7034 34.7807 1209.6944 15.6072 0.1700
Gradient Boosting 0.7572 31.4667 990.1543 13.8604 0.1947
Extreme Boosting 0.7582 31.4024 986.1086 13.0936 0.0122

Al analizar el coeficiente R? de forma independiente en la Tabla 5.1, se observa
que el modelo de impulso de gradiente extremo alcanza la puntuacion mas alta, con un
valor de 0.7582. Esta puntuacién equivale a una precision del 75.82 % en la prediccion de
datos no vistos, lo que convierte al modelo XGB en el mejor candidato en términos de
la precision del ajuste del modelo. Tomando como variable principal el error cuadratico

medio, el estimador XGB también contiene el mejor valor, con 31.4024.

En contraste con los modelos lineales, los modelos basados en arboles son métodos
no lineales, los cuales emplean decisiones jerarquicas o conjuntos de estas para aproximarse
a los datos. Esta caracteristica les permite adaptarse de forma més flexible a relaciones
complejas, incluso cuando la correlacion matemaética no es evidente. Como consecuencia,

estos modelos alcanzan puntuaciones R? significativamente més altas y errores mas bajos.

Los resultados finales del desempeno de los modelos en términos de su coeficiente de
determinacion se encuentra en la Figura 5.10, ordenados de mayor a menor. Se observa
que los algoritmos basados en arboles de decision tienen las puntuaciones mas altas por
un margen muy alto, mientras que los basados en transformaciones o ajustes matemaéticos
(métodos de descomposicion y regresiones lineales) tienen un puntuaciones mucho maés
bajas. Esto ofrece una vision de la complejidad presente en los datos sismicos utilizados

en este trabajo.

Ademas del coeficiente de determinacion, el tiempo de entrenamiento de los algo-

ritmos también es un parametro importante en términos de eficiencia computacional, de
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Desempeio de los modelos
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Figura 5.10: Coeficiente de determinaciéon de cada modelo entrenado. Mientras mayor sea la puntuaciéon
R?, mejor generalizacion tiene el modelo y es capaz de predecir de manera mas precisa los datos no vistos.
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Figura 5.11: Tiempo de entrenamiento de cada modelo con el conjunto de datos completo. Un menor
tiempo indica una convergencia mas rapida, pero no necesariamente indica una mejor precision en la
prediccion.

manera que un algoritmo puede descartarse si su tiempo de entrenamiento es muy alto
aunque su puntuacion sea la mejor. Para mostrar los tiempos de ajuste para los datos de
entrenamiento se muestra la grafica de la Figura 5.11, con los algoritmos ordenados por

puntuacion indicando su tiempo de ajuste en segundos. Se puede observar que, si bien los
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algoritmos de arboles de decision son los més precisos de forma absoluta, también cuentan
con el costo computacional mas alto. No obstante, notese que el tiempo maximo en todos
los algoritmos es de solamente 1 segundo, y de 0.3 segundos para el mejor modelo, por lo

que puede no representar una preocupacion al momento de elegir el 6ptimo.

Si se requiere conocer el algoritmo 6ptimo en cuanto a su relacién de precision-
tiempo, se presenta la columna F' en la Tabla 5.1, la cual indica en una escala de 0 a 1 un

factor que toma en cuenta estos dos elementos, relacionandolos segtn la siguiente ecuacion:

F=— 5.1
t (5.1)

El factor F' se encuentra normalizado al valor méximo, de manera que represente

la eficiencia de cada algoritmo la misma escala. Observando los valores de F', se aprecia
que el mejor algoritmo absoluto es el arbol de decisiéon simple, con una puntuacién R?
de 0.6859 y un tiempo de entrenamiento de solamente 0.018 segundos, ofreciendo una

precision relativamente alta en un tiempo muy bajo.

5.5. Resultados del algoritmo 6ptimo

Para visualizar de manera més intuitiva los resultados de los modelos entrenados, un
ejercicio propuesto es el de predecir el PGA para un determinado sismo a lo largo del area
cubierta por los sensores sismicos disponibles. Con el objetivo de lograr una prediccion mas
precisa, se eligié el evento con el mayor ntimero de registros en la base de datos, el cual
corresponde al del 16 de febrero de 2018, con magnitud Mw=7.2. Este sismo tiene registros
en 138 estaciones, cubriendo un area de aproximadamente 398,000 km?2. Las mallas son

producto de una interpolacién Kriging con el software Surfer 13.

En la Figura 5.12 se puede apreciar la distribuciéon de densidad de los datos de
PGA utilizados para la prediccion del sismo del 2018. Debido al gran rango de valores de
PGA, se opt6 por utilizar una escala logaritmica para visualizar mejor los datos. En esta
imagen se puede apreciar que ambos conjuntos de datos tienen una distribucién similar,
pero se observa que los valores predichos tienden a subestimar la cantidad de valores
pequerios de PGA (valores por debajo de 10 cm/s?) y se concentran mas hacia los valores
representativos de la media. Este comportamiento puede deberse a la poca cantidad de
datos disponibles con esas caracteristicas durante el entrenamiento, por lo que el modelo

es incapaz de predecirlo correctamente.

Debido a que 75 de las 138 estaciones que contienen registros para este sismo se
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Figura 5.12: Distribucion de los datos de PGA predichos con el modelo de impulso de gradiente extremo,
comparados con los datos de PGA observados en todo el conjunto de datos.

encuentran en el Valle de México, se realizaron dos mallas de prediccion, uno para las
estaciones dentro del Valle de México y otro para el resto de las estaciones localizadas a

lo largo de la Reptblica.

La prediccion de valores de PGA de esta region se encuentra en la Figura 5.13, la cual
contiene un mapa a la izquierda con la interpolaciéon de los valores reales, mientras que el
mapa a la derecha tiene la interpolacion de los valores predichos. Se anade como apoyo un
mapa base de la zonificacion sismica de la Ciudad de México (UNAM, 2020), pues se puede
observar muy claramente cémo los valores mas altos de PGA corresponden a la Zona III
(zona de lago), mientras que los valores de PGA se reducen de manera gradual a medida

que se acercan a la Zona I y Zona II (zonas de lomas y transicion, respectivamente).

Si bien la estructura y forma general de los datos predichos por el modelo se man-
tienen similares a los datos observados, se puede apreciar que existe una subestimacion de
valores de PGA pequenos, de manera que los valores presentes en las regiones correspon-
dientes a la zona de transicién se mantienen hacia la zona de lomas, contrario a lo que se
observa en los datos reales, donde este valor disminuye a medida que se entra a la zona de
lomas. De manera similar, el modelo es incapaz de predecir con precision zonas de valores
bajos aislados, como los presentes en las zonas centro, superior e izquierda del mapa de

valores originales.
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Figura 5.13: Aceleraciéon maxima registrada por las estaciones en el Valle de México para el sismo del 16
de febrero de 2018 Mw=7.2. Ambos mapas comparten la misma escala de color. Notese la relaciéon con la
zonificaciéon sismica



CAPITULO 5. RESULTADOS 64

PGA observado

100°0 98°0

Simbologia

O Estaciones sismicas

7 1ntervalo de confianza

Epicentro
@ Mw=72

Peak Ground Acceleration (log)

PGA predicho

100°0 98°0 X o -0.09 2.75

A

0 200 400 km

Figura 5.14: Aceleraciéon maxima registrada por las estaciones en México para el sismo del 16 de febrero
de 2018 Mw=7.2. Ambos mapas comparten la misma escala de color.

Por otra parte, en la Figura 5.14 se observa la interpolacion de valores de PGA para
las estaciones del mismo terremoto localizadas fuera del Valle de México en la zona sur
de la Republica. En la parte superior se encuentra el mapa con los valores de PGA reales,

mientras que en la parte inferior se encuentra el mapa con los valores predichos.

En el mapa regional de la Figura 5.14 se aprecia que la variacion de valores entre
ambos mapas es minima en las zonas mas cercanas al epicentro (marcado con una punto
color negro), pero estos valores difieren en mayor medida conforme la distancia aumenta.
De manera similar a lo observado en el Valle de México en la Figura 5.13, el modelo engloba
las relaciones y estructuras generales, pero carece de la precision para predecir de manera
correcta zonas aisladas o con distribuciones espaciales complicadas, como se observa en la

zona superior izquierda o hacia el centro.

El comportamiento del algoritmo al predecir datos sismicos refleja lo presentado en la
Figura 5.12, que indica una mayor concentraciéon de valores mayores y una subestimacion

de valores menores, lo que inherentemente significa una menor variabilidad de los datos.
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Esto se ve en los mapas de las Figuras 5.13 y 5.14 como una distribucién suavizada de los

valores de PGA respecto a los observados por las estaciones durante el sismo.

5.6. Simulacién de sismos hipotéticos

El modelo desarrollado, ademas de predecir datos conocidos, permite simular la res-
puesta del suelo en términos de su PGA, ante eventos con pardmetros conocidos. Dado
que los parametros necesarios en el modelo son faciles de simular, permite crear escena-
rios hipotéticos y realizar una aproximacion de la respuesta de sitio en cada una de las

estaciones en las que se entren6 el algoritmo.

Se proponen dos eventos a manera de ejemplo para visualizar la precisiéon y confia-

bilidad del modelo:

» Sismo interplaca de régimen compresivo con epicentro en las costas de Oaxaca
(16.091° N, 98.055° W, 13 km al SE del municipio de Santa Maria Chicometepec),
My, = 6.8, a una profundidad de 14 km.

= Sismo interplaca de régimen compresivo con epicentro en el estado de Michoacan
(18.002° N, 103.061° W, 33 km al SE del municipio de Caleta de Campos), My, = 7.8,
a una profundidad de 15 km.

Ambos eventos se localizan en la zona de subduccion de la Placa Cocos respecto a
la Norteamericana, en zonas en las cuales existe una alta incidencia de sismos segin los
datos historicos, ademas de encontrarse en las zona analizadas durante el entrenamiento

del modelo.

Para simular estos eventos se utiliza el modelo de impulso de gradiente extremo,
determinado como mejor en la Tabla 5.1 segin su coeficiente de determinacién, con la
ayuda de una funcién disenada para recibir los parametros del sismo y las coordenadas de
los puntos donde se desea predecir (todas las estaciones sismicas en la base de datos, en este

caso), devolviendo una tabla con los valores de PGA predichos en los puntos especificados.

epicentro = [16.091,-98.055]

simulate (magnitude=6.8,
depth=14,
coords=epicentro,
where=stations,

save=True)
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Sismo simulado: costa de Oaxaca
Mw=6.8, profundidad: 14 km
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Figura 5.15: Simulacién de un sismo My, = 6.8 con epicentro en Michoacan, cuyas aceleraciones fueron
estimadas con el modelo XGBoost.
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Los valores obtenidos son interpolados mediante el método Kriging con Surfer 13 para
obtener un mapa de intensidades sismicas. En la Figura 5.15 se presentan los resultados del
sismo simulado en Oaxaca, de magnitud My, = 6.8. En este mapa se puede observar que la
intensidad maxima se registra en las estaciones més cercanas y va disminuyendo conforme
aumenta la distancia, y presenta cambios en la intensidad debido a las caracteristicas del
suelo en distintas regiones introducidas en la simulacion, siguiendo ligeramente el patréon

de intensidades presente en un sismo real de caracteristicas similares en la Figura 5.14.

Se debe observar el detalle de las estimaciones en la zona del Valle de México, presente
en el mapa de la esquina inferior izquierda. Para ayudar a distinguir la regién, se sobrepone
una capa de la zonificaciéon sismica. Se aprecia que los valores de PGA dentro de la Zona
IIT (zona de lago) son ligeramente mas altos que los de las zonas I y II, lo que indica
una buena adaptabilidad a las condiciones del suelo durante la simulacién de sismos. La

simulacion tiene un valor minimo de 1.29 gales y un méximo de 358.6 gales.

Por otra parte, la Figura 5.16 contiene la simulaciéon de respuesta sismica ante un
sismo en Michoacan con magnitud My, = 7.8, a una profundidad de 15 kilometros. Al
igual que la simulacion anterior y conforme al comportamiento esperado, se observa una
disminucién del PGA a medida que aumenta la distancia del epicentro, pero el efecto de
sitio se hace presente en diversas localizaciones. El detalle de la zona del Valle de México
muestra de forma mucho més clara que el modelo simula de manera correcta la respuesta
de la zona de lago segiin la zonificacién sismica, donde se simularon valores de aceleracion

mas altos que en las zonas aledanas.

Debe notarse que existe un valor de PGA predominante mucho més alto que el de
la Figura 5.15 (recordando que la escala My, es logaritmica, este ultimo evento representa
una energia 10 veces mayor que el primero), con un valor minimo de 28.257 gales y un

maximo de hasta 501.87, lo que indica un nivel de intensidad mucho mayor en todo el pais.

Ambos mapas comparten la misma escala de color para facilitar su comparacion,
ademés de contar con una linea punteada que indica el intervalo de confianza de los da-
tos, pues més alla del alcance de las estaciones sismicas solamente son estimaciones del

interpolador y no deben tomarse como reales.

En la Figura 5.17 se presenta la distribucion de valores para cada una de las simu-
laciones propuestas en comparaciéon con un evento real. Se aprecia que, efectivamente, el
sismo de My, = 7.8 tiene una distribucién mucho més asimétrica y angosta, inclinada
hacia los valores mayores de PGA, mientras que el sismo de My, = 6.8 tiene una distribu-

cion similar a la del sismo real de My, = 7.2, con la diferencia de que este ultimo cuenta
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Sismo simulado: costa de Michoacan
Mw=7.8, profundidad: 15 km
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Figura 5.16: Simulacién de un sismo My, = 7.8 con epicentro en Michoacan, cuyas aceleraciones fueron
estimadas con el modelo XGBoost.
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Figura 5.17: Distribuciéon de valores de PGA para las simulaciones de las Figuras 5.15 y 5.16, en compa-
racién con los valores del sismo real en la Figura 5.14.

con una distribuciéon que abarca més valores de PGA, tanto menores como mayores. Esta
comparacion de distribuciones puede indicar que el modelo no capta de manera completa
todas las caracteristicas necesarias de los datos para generar predicciones similares a las

observadas en eventos reales.

Las observaciones hechas en estas distribuciones refuerzan los hallazgos en la Figura
5.7 al tener una alta dispersion en los valores bajos y las diferencias contra los datos

observados en las Figuras 5.13 y 5.14 al tener un rango de valores més angosto.

Como observacion final, los datos predichos y simulados por el estimador de impulso
de gradiente extremo muestran que este algoritmo tiene una alta capacidad de adaptacion
y un potencial de precision mucho més alto que el actual si es entrenado con una mayor
cantidad de datos de calidad.
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Conclusiones y trabajo futuro

En esta tesis se ha llevado a cabo un anélisis exhaustivo de los algoritmos de ma-
chine learning méas comunes aplicados a la predicciéon de aceleraciones sismicas maximas
en México. A lo largo del estudio, se ha demostrado que los métodos basados en machine
learning pueden superar en practicidad a las técnicas tradicionales de prediccion, especial-
mente en contextos donde los datos sismicos presentan alta complejidad y variabilidad, y

la definicién de modelos matemaéticos se torna inviable.

Entre los hallazgos mas significativos, se destaca que el algoritmo de impulso de
gradiente extremo (XGBoost) ha mostrado un desempeno superior con una precision del
75.8% (notese la eficacia de este algoritmo, relativamente sencillo, contra investigaciones
similares, donde se obtienen precisiones del 77 % utilizando arquitecturas de algoritmos
significativamente mas complejas (Joshi et al., 2024)), superando a otros modelos lineales
y de arboles de decision tanto simples como compuestos. El modelo XGBoost es capaz de
simular eventos hipotéticos de manera precisa y logica, inicamente estando limitado por
la cantidad de datos en los que fue entrenado. Ademas, el uso de hardware especializado
para machine learning, como unidades de procesamiento grafico (GPU) o unidades de pro-
cesamiento de tensores (TPU), podria optimizar la seleccion de hiperparametros, llevando
a precisiones aun mas altas en menos tiempo. Esto sugiere que el desempeno de XGBoost

tiene margen para mejoras adicionales en investigaciones futuras.

Este estudio también enfatiza la importancia de contar con bases de datos sismi-
cas de alta calidad y la necesidad de continuar mejorando la infraestructura de registro
y monitoreo sismico en México. La capacidad de predecir con mayor exactitud las ace-
leraciones sismicas puede contribuir significativamente a la preparacion y respuesta ante

eventos sismicos, reduciendo potencialmente los impactos materiales y humanos.

70
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Para trabajos futuros, se identifican varias areas de investigaciéon que podrian ex-
pandir y mejorar los resultados obtenidos en esta tesis, algunas de las cuales se describen

a continuacion:

1. Ampliacién de la base de datos: Incluir datos de eventos sismicos recientes y de
diferentes regiones podria aumentar la robustez y generalizabilidad de los modelos.
Ademas, la inclusion de una red de estaciones mas amplia (por ejemplo, del Servicio

Sismologico Nacional), podria mejorar en gran medida la precision del algoritmo.

2. Exploraciéon de nuevos algoritmos: Explorar algoritmos de machine learning y
deep learning adicionales, como redes neuronales profundas y modelos de aprendizaje
reforzado, que puedan capturar de manera mas efectiva las relaciones no lineales y

complejas en los datos sismicos, generando asi predicciones mas precisas.

3. Inclusién de un mayor niimero de caracteristicas: Incorporar datos adicionales,
como informaciéon geologica, datos de movimiento del terreno por GPS durante un
sismo, mecanismos focales y otras senales o datos relevantes, permitiria enriquecer

el conjunto de datos y mejorar la precision de las predicciones.

4. Colaboraciones interdisciplinarias: Explorar colaboraciones con expertos en geo-
logia, ingenierfa civil, geofisica, ciencias de datos y politicas publicas para abordar
de manera integral los desafios asociados a la prediccion y mitigacion de riesgos

sismicos.

5. Desarrollo de modelos en tiempo real: Una vez desarrollado un modelo lo sufi-
cientemente preciso, se pueden procesar y analizar datos en tiempo real, proporcio-
nando alertas y predicciones inmediatas que puedan ser utilizadas por los sistemas

de proteccion civil y alerta temprana.

Este trabajo representa un paso inicial hacia la posible mejora de las predicciones
de intensidades sismicas en México mediante el uso de técnicas avanzadas de machine
learning. No obstante, se requiere de una mejora continua para perfeccionar estos modelos

y maximizar su impacto, tanto en el ambito académico como el social y politico.
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